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摘  要: 针对低成本深度相机捕获的深度图中通常存在模糊和分辨率低等多种退化问题, 联合同场景高分辨率彩色

图像, 提出一种混合多模注意力融合矫正网络. 为了有效地利用彩色图像的结构信息, 使用注意力机制迭代对齐及

融合深度特征和彩色结构特征, 并通过彩色结构特征和感知边缘图对融合特征进行矫正. 首先在深度边缘感知模块, 

联合低分辨率深度图和彩色边缘图提取高分辨率深度边缘图; 然后使用侧窗边缘保留模块提取引导彩色图像中有用

的结构信息, 减少多余纹理信息的影响; 最后在多模注意力融合矫正模块中, 利用注意力机制提取深度特征和彩色

结构特征的结构注意力分布, 使 2 种模态特征实现对齐及融合, 并利用彩色结构特征和高分辨率深度边缘图的空间

注意力权重增强对深度边缘的监督, 减少模糊和伪影问题. 在 NYU v2 数据集和 Middlebury 数据集(2005)上的实验结

果表明, 所提方法均方根误差平均测试结果分别为 2.96 和 1.45, 相对于次优方法分别降低了 0.10 和 0.08; 该网络能

重建出边缘更加清晰和伪影更少的高分辨率深度图. 
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Abstract: To solve the problems of blurring and low resolution in depth maps captured by low-cost depth 

cameras, a hybrid multimode attention fusion correction network is proposed by combining high-resolution 

color images in the same scene. To effectively leverage the structure information of color images, the atten-

tion mechanism is employed to iteratively align and integrate depth features with color structural features, 

and the fused features are corrected through the incorporation of color structure features and edge aware 

maps. Initially, the deep edge aware block combines low-resolution depth maps with color edge maps to ex-

tract high-resolution depth edge maps. Then, the side-window edge preserve block is utilized to extract use-

ful structural information from the color image, reducing the impact of extraneous texture information. Fi-

nally, multimodal attention fusion correction block utilizes attention mechanisms to extract the structural at-

tention distribution of both depth features and color structural features, aligning and fusing these modalities. 
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The spatial attention weights of the color structural features and high-resolution depth edge maps are used to 

enhance the supervision of the depth edges, reducing blurring and artifacts. Experimental results on the NYU 

v2 dataset and Middlebury dataset (2005) show that the average root mean square error test results are 2.96 

and 1.45, respectively, which are reduced by 0.10 and 0.08 compared to suboptimal methods. The network 

can reconstruct high-resolution depth maps with clearer edges and fewer artifacts. 

 

Key words: depth map super-resolution; attention mechanism; side-window convolution; deformable convolution 

深度图包含当前场景的空间距离信息 , 广泛

应用于计算机视觉领域中需要高质量深度信息的

场景识别、自动驾驶和三维重建等任务. 然而, 由

于消费级深度相机的性能限制和场景光影干扰 , 

直接拍摄的深度图的分辨率较低并且带有明显的

噪声退化. 为了解决这个问题, 目前已有大量的深

度图超分辨率(depth map super-resolution, DSR)方

法, 它们可以分为基于滤波的方法、基于优化的方

法和基于学习的方法 3 类. 

基于滤波的方法利用局部信息和全局信息的

先验假设手工设计滤波核实现 DSR 重建. He 等[1]

以引导图像的信息作为参考 , 基于局部线性模型

恢复目标图像; Lei 等[2]综合考虑图像的平滑性和

纹理相似性 , 提出一种基于置信度的多视图合成

上采样滤波器 . 虽然基于滤波的方法设计难度较

低, 但难以适应结构复杂的深度图, 重建时通常因

语义信息变化和缺失导致恢复效果较差. 

基于优化的方法将 DSR 转化为一个优化约束

问题, 采用多种先验假设迭代优化, 缩小输出结果

与目标结果之间的差异. Ferstl 等[3]将 DSR 视为凸

优化问题 , 使用引导图像的各向异性扩散张量引

导深度图上采样; Liu 等[4]基于 k 奇异值分解 (k 

singular value decomposition, kSVD)抑制深度图的

锯齿状边缘 , 并使用改进的联合双边滤波器对深

度图进行插值 , 在保持边缘的锐利度的同时抑制

了噪声. 但是, 此类方法依赖复杂的计算和特定的

先验假设, 如果深度图场景发生变化, 重建效果将

受到较大影响. 

近年来, 基于学习的方法在 DSR 重建中取得

了更优异的成果 . Hui 等 [5]提出一种多尺度引导

DSR 方法, 通过逐层地提取并利用引导纹理特征

消除模糊; Li 等 [6]设计一种相关控制彩色引导模

块, 并基于高层对称结构分析 2 个子网络之间的相

关性和传递信息, 有效地恢复了深度细节; Zhong

等 [7]通过多模态注意力机制提取并融合深度特征

和彩色特征, 还使用双向层次特征协作模块, 充分

地利用多尺度特征之间的低层空间信息和高层空

间信息 , 解决了结构不一致难以融合的问题 . 然

而, 这些 DSR 方法存在 2 个问题: (1) 从引导图像

中提取的结构特征不准确且带有大量噪声 , 导致

多模态特征融合困难; (2) 通过简单的叠加或注意

力融合多模特征难以实现特征的准确对齐 , 得到

的融合图像存在伪影和模糊.  

为了解决上述问题 , 本文提出一种混合多模

注意力融合矫正网络(hybrid multimodal attention 

fusion correction network, HMAFCN), 以迭代的方

式重建深度图 . 本文联合彩色边缘图和高分辨率

(high-resolution, HR)插值深度图, 设计一种深度边

缘感知模块(deep edge aware block, DEAB), 其中, 

彩色边缘图为深度图定位深度边缘 , 深度图能够

帮助彩色边缘图像消除多余结构信息 , 更精准地

提取深度边缘; 针对彩色图像中多余纹理噪声影

响重建效果的问题 , 提出一种基于侧窗卷积的侧

窗边缘保留模块(side-window edge preserve block, 

SEPB), 能够自适应地提取并保留多种边缘形状的

彩色结构信息来匹配深度特征 , 以提升融合效率

和重建效果; 综合 3 种模态特征的特性, 提出一种

多 模 注 意 力 融 合 矫 正 模 块 (multimodal attention 

fusion correction block, MAFCB), 其中, 针对不同

特征使用不同的注意力处理方式 , 有效地实现了

特征对齐融合 , 并且在融合后 , 使用可变卷积和

HR 边缘图注意力权重监督融合特征中的高频信

息, 减少边缘模糊和伪影. 

1  相关工作 

1.1  单 DSR 重建 
基于学习的 DSR 利用神经网络学习低分辨率

(low-resolution, LR)深度图到 HR 深度图之间的非

线性映射关系, 直接从 LR 深度图重建缺失的结构

细节. 得益于卷积神经网络、残差网络和多尺度网

络的不断进步, 基于学习的单 DSR 重建取得了远

优于传统方法的性能. 范佩佩等[8]利用图像的自相

似性对亚像素卷积网络上采样得到的深度图施加
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非局部均值约束, 重建出细节清晰的深度图; Chen

等 [9]结合深度学习和全变分模型提升了重建深度

图的边缘锐利度; Song 等[10]结合多尺度融合及深

监督网络结构将 DSR 分解为多个子任务, 有效地

降低了边缘模糊和伪影; 李滔等 [11]结合多尺度网

络和注意力机制自适应选择多尺度特征 , 并对网

络进行深监督约束, 有效地提升了重建性能. 虽然

上述方法提升了重建效果 , 但深度结构细节的缺

失导致重建深度图的边缘模糊. 

1.2  引导 DSR 重建 
通常 , 彩色图像及其相关的深度图是同一场

景的光度和几何表示 , 二者具有很强的结构相似

性. 通过滤波和聚合等方式获得 2 种图像之间的非

线性映射关系, 可以有效地提升深度重建的效果. 

现有方法大多采用多尺度提取、彩色图像边缘引导

和注意力融合等方法设计网络结构. 

多尺度提取可以建立彩色图像与深度图多层

级特征之间的内在联系 , 有效地重建退化的深度

图. Zuo 等[12-14]提出一种基于多尺度结构的网络, 

并进行了一系列改进 . 首先提出一种多尺度残差

网络 , 由粗到细地逐步整合多尺度特征 [12]; 为了

减少深度图和彩色图像之间的分布差异造成的伪

影和边缘模糊, 提出一种深度引导的仿射变换, 用

于过滤和细化特征 [13]; 还基于全局和局部残差策

略 , 通过多尺度强度图像引导将深度图从粗到细

地重建[14]. Zhong 等[15]通过构建可学习滤波核, 从

不同尺度的深度图和彩色图像中自适应地选择有

用信息, 取得了更好的重建性能. 虽然多尺度结构

取得了良好的性能 , 但在不同尺度特征的提取过

程中会出现信息错位的情况, 导致难以建模. 

深度图由低频纹理和高频边缘组成 , 高频边

缘决定了深度信息的准确度. Ye 等[16]利用深度卷

积神经网络构建一个深度边缘推理分支 , 并提出

了一种深度填充方法来推理深度值; Wang 等[17]采

用与文献[16]类似的结构, 通过边缘感知卷积网络

预测深度边缘 , 然后利用深度填充和级联恢复网

络重建深度图; Zhao 等[18]提出离散余弦变换重建

网络 , 利用边缘引导注意力模块提取彩色图像边

缘特征; Yuan 等[19]使用多个不同尺寸的卷积核提

取不同平滑度的引导图像特征 , 并在相邻平滑度

特征之间进行逐元素减法 , 以获得高频信息 . 然

而 , 上述方法大多通过简单的卷积提取单模态边

缘, 难以联合利用 2 种模态的互补信息, 提取的高

频信息并不能准确地补充缺失的深度边缘. 

彩色图像包含大量的结构特征和丰富的低频

细节, 与深度图存在较大的模态差异. 有效的特征

融合模块能够准确地匹配有用的特征信息 , 有利

于减少重建边缘模糊和伪影. Li 等[20]采用空间注

意 力 (spatial attention, SA) 机 制 和 通 道 注 意 力

(channel attention, CA)机制, 从并行多尺度特征提

取分支中提取不同尺度的特征进行融合; Ye 等[21]

将通道叠加的 2 个模态特征输入融合模块, 利用

CA 机制自适应地选择重要特征; Zhang 等[22]通过

串联分支注意模块和边缘感知空间注意模块 , 将

有 用 的 引 导 信 息 和 边 缘 特 征 融 合 为 深 度 特 征 ; 

Ariav 等[23]通过交叉注意 Transformer 建立彩色图

像和深度图的全局联系 , 有效地提高了图像重建

能力. 然而, 上述方法仅考虑了深度特征和彩色特

征在非关联注意力机制下的联系 , 难以有效地对

齐多模特征. 

2  HMAFCN 

2.1  网络总体结构 
彩色图像引导的 DSR 网络的目的在于探寻

HR 彩色图像 HRI 和 LR 深度图 LRD 之间的非线性

映射, 引导 DSR 重建. HMAFCN 的结构如图 1 所

示, 由深度边缘提取分支、彩色图像特征提取分支

和多模特征融合重建分支 3 部分组成; 其中, 卷积

层框内  ,k c 分别表示卷积核尺寸和输出通道数 . 

在 DSR 重建时, 在深度边缘提取分支中, 利用一

个简化的 U-Net 从彩色边缘图和插值后的深度图

中保留深度细节和彩色结构, 得到准确的 HR 深度

边缘图; 彩色图像特征提取分支和多模特征融合

重建分支迭代地提取各级彩色结构特征和融合多

模特征 , 其中 , 彩色图像特征提取分支利用多级

SEPB 为深度图补充有用的结构信息; 多模特征融

合 重 建 分 支 则 在 级 联 融 合 模 块 (cascade fusion 

block, CFB)中使多模特征的空间分辨率匹配后 , 

在 MAFCB 中根据彩色结构信息的特性与深度图

进行注意力融合和矫正 , 并利用感知边缘图的边

缘注意力特征进一步监督高频边缘. HMAFCN 通

过重建模块(reconstruction block, RB)将融合矫正

后的深度特征上采样至目标分辨率 . 网络加入全

局残差结构 , 有利于使重建网络专注于高频残差

信息, 防止梯度消失, 能够更有效地重建深度图 . 

在全局残差中 , 将 LRD 经过双三次插值至目标分

辨率与上采样后的重建特征进行残差连接 , 得到

HR 深度图 SRD , 网络处理过程可表示为 
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图 1  HMAFCN 结构 
 

  bic
SR LR HR LRHMAFCN , ;pD f D I D  . 

其中, HMAFCN
pf 表示上采样倍率为 p 的 HMAFCN, 

 2 , 2,3,4up u  ;  表示 HMAFCN 的参数; bic
LRD   

 bic LRf D , bicf 表示双三次插值函数. 

深度边缘提取分支的输入为 bic
LRD 和 edgeI , 通

过多尺度处理和真实深度边缘图的监督得到感知

边缘图  bic
edge DEAB LR edge,F f D I ; 其中, DEABf 表示

DEAB 操作, edgeI 由 Prewitt 算子提取. 

彩色图像含有丰富的纹理信息和结构信息 , 

利用高频结构特征能帮助深度图定位深度边缘 . 

为了提取并保留有用的彩色边缘特征 , 彩色图像

特征提取分支中首先使用 1 层卷积提取浅层特征; 

然后迭代地使用 n 个 SEPB, 该模块中用多种形状

的侧窗卷积 , 通过密集链接的方式传递不同形状

之间的特征 , 能够自适应地匹配各种图形边缘并

有效地保留有用高频信息 . 该分支将 HRI 作为输

入, 通过 1 层卷积得到 0
SF , 然后通过各级 SEPB 得

到彩色结构特征  S , 1,iF i n , 过程可表示为 

 0
S 3 HRF f I ,  1

S SEPB S
i i iF f F  . 

其中 ,  , 1,3,5,9kf k  表示 k k 卷积 ; SEPB
if 表示

第 i 个 SEPB. 

多模特征融合重建分支中 , 利用多种注意力

将已经得到的边缘特征和各级彩色结构特征与各

级输入深度特征实现特征对齐 , 有效地提升了边

缘清晰度并消除了伪影. 该分支首先通过 1 层卷积

提取浅层特征得到  0
D 3 LRF f D ; 然后将 edgeF 和

 1 2
S S S, , , iF F F 输入 n 级 CFB 中, 得到各级级联输

出 D
iF . CFB 的结构如图 1 所示. 由于不同模态特征

的空间分辨率不同, 首先在 CFB 中使用转置卷积

将 1
D
iF  上采样 p 倍得到 up

MF ; 然后将多模特征共同

输入到 MAFCB 中进行特征对齐和矫正, 得到 o
MF , 

为了复用特征, 将融合矫正特征 o
MF 与 up

MF 叠加后

输入跨步卷积, 下采样至输入空间分辨率; 最后通

过残差组(residual group, RG)[24]进行特征增强, 每

个 RG 包含 m 个残差通道注意力块(residual chan-

nel attention block, RCAB)[24]. 上述过程可表示为 

  o 1 1
M MAFCB D S S edge, , , ,i i iF f F F F F   , 

 up o
D RG MM ,i iF f F F     . 

其中 , MAFCB
if 和 RG

if 分别表示第 i 个 MAFCB 和

RG 函数;  和  分别表示转置卷积和跨步卷积操

作;  , 表示通道叠加操作. 

D
nF 经注意力融合矫正后, 通过 RB 实现采样
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倍数为 p 的超分辨率重建. 为了在上采样后进一

步增强特征和减少噪声, 在 RB 中使用转置卷积上

采样, RG 增强特征和通道调整卷积输出重建深度

图 . 最后 , bic
LRD 通过全局残差与重建输出进行逐

元素相加, 使网络能专注于重建高频信息, 网络重

建过程可表示为    bic
SR 3 RG D LR

nD f f F D   . 

2.2  DEAB 
深度图由界定物体边界的高频边缘和物体表

面的低频信息组成. 通常, 现有的方法通过假定相

同场景彩色图像和深度图的光度和结构信息之间

有很强的相关性 , 并从彩色图像中转移有用纹理

结构信息来辅助重建深度图 [17]. 然而 , 彩色图像

的提取特征中包含大量无用的纹理信息 , 将所有

信息传递到深度图会引入伪影 . 因此 , 本文提出

DEAB, 从 bic
LRD 和 HRI 中提取感知边缘图 edgeF . 由

于彩色图像中的低频平滑区域影响对深度边缘的推

断准确度, 并且浪费计算资源, 因此使用 Prewitt 算

子预先处理 HRI 得到 edgeI ; 然后使用 9 9 和 5 5 的

卷积和 PReLU 激活函数提取彩色边缘图和深度图

的浅层特征. 为了能有效地使用彩色边缘特征, 利

用 U-Net 多层级特征提取的特点, 将叠加的 2 种特

征作为输入, 得到浅层深度边缘特征 

        bic
edge U 5 9 edge 5 9 LR,F W f f I f f D       

. 

其中, UW 表示 U-Net 的权重参数;  表示 PReLU

激活函数; 表示卷积操作. 

由于深度图中高频信息的占比极小 , 在训练

时会造成分类不平衡 , 导致边缘恢复不能得到有

效监督 , 因此本文将深度图中的边缘和非边缘预

测视为一个分类问题[17], 0 值代表非边缘, 1 值代表

边缘. 为了减少直接生成边缘图的计算成本, 使用

1 1 的卷积和 Softmax 函数进行分类, 得到分类特 

征  , 0,1jX j . 然而 , 直接得到的边缘图通常不

能覆盖全部的边缘 , 导致边缘图并不能起到有效

的监督作用. 因此, 本文使用最大值池化函数处理
jX , 以提高边缘覆盖范围. 最终, DEAB 取 0j 

作为深度感知边缘特征, 即  0
edge mpoolF f X ; 其

中, mpoolf 表示最大值池化操作. 

2.3  SEPB 
侧窗滤波[25]由多种形状不同的边缘卷积核组

成, 边缘卷积核将权重参数放在滤波核的边缘, 能

准确地识别并保留高频信息 . 为了增加对各种图

像特征边缘的自适应提取能力, 本文选取 8 种形状

不同的滤波核, 并按照形状分为 2 组, 其中, U(up), 

D(down), L(left)和 R(right)为一组; NW(northwest), 

NE(northeast), SW(southwest)和 SE(southeast)为一

组. 图 2 所示为 SEPB 的结构, 为了使卷积核能自

适应地组合以匹配不同形状的边缘, 2 组卷积核在

组间分离 3 4 通道的输出特征传递给后续的每一

层进行叠加, 并将剩余的 1 4 通道的输出特征传递

给同一层的另一组特征进行通道叠加 , 最后将每

种形状的侧窗卷积的输出特征取 1 4 叠加, 组合所

有形状的边缘特征 . 非完全通道的特征传递既可

以与其他形状特征建立联系 , 又避免大幅影响其

他侧窗卷积核提取特征 , 能够自适应地使用各种

特征信息, 以提取更加准确的边缘特征. 

给定输入 1
S
i C H WF    , 其中 , C 表示通道

数量, H W 表示空间尺度. 首先使用 2 层卷积和

激活函数初步处理彩色图像特征中的噪声 , 得到

侧窗卷积组的输入    in 1
S 3 3 S

iF f f F  . 为了避

免较大的输入特征尺寸影响所提取结构信息的准

确性, SEPB 对特征 in
SF 进行下采样, 以增加感受野; 

并在侧窗滤波完成后上采样, 以保持尺度不变. 生 

 

 
 

图 2  SEPB 结构 
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成彩色结构特征 out
SF 的过程为 

1 4 1 4 1 4 1 4 1 4 1 4 1 4 1 4

out U D L R NW NE SW SE
S C C C C C C C C, , , , , , ,F F F F F F F F F   . 

其中 , 
1 4

U
CF , 

1 4

D
CF , 

1 4

L
CF , 

1 4

R
CF , 

1 4

NW
CF , 

1 4

NE
CF , 

1 4

SW
CF 和

1 4

SE
CF 分别表示形状为 U, D, L, R, NW, NE, SW 和 SE

的侧窗卷积的1 4 通道输出特征. 

为了调整结构特征的通道相关性 , 在模块尾

部使用 3 3 和1 1 的卷积和激活函数. 同时, 为了

避免梯度消失 , 并让模块注重学习结构特征的提

取, 在 SEPB 中加入全局残差. 最后, SEPB 的输出

为    out 1
S 1 3 S S
i iF f f F F   . 

2.4  MAFCB 
现有的引导 DSR 重建方法中, 通常将深度图

特征和彩色特征通过简单的叠加、相加或注意力处

理进行融合 , 但这些简单的处理不能有效地界定

深度边缘和消除多余的彩色纹理 , 导致边缘模糊

并引入伪影. MAFCB 的结构如图 1 所示, 通过混

合深度特征、彩色结构特征和引导边缘图的注意力

权重, 融合深度特征和彩色结构并矫正多余纹理, 

实现准确的特征对齐及融合 . 融合过程利用深度

特征和彩色结构特征的 CA 权重和 SA 权重, 实现

2 种模态的特征对齐与融合; 矫正过程通过各级彩

色结构特征作为指导 , 结合可变卷积对融合特征

中的边缘模糊和特征错位进行矫正 , 然后利用引

导边缘图的空间边缘感知注意力权重作为监督 , 

进一步去除噪声. 

MAFCB 将已经得到的各级彩色结构特征 S
iF

和 上 采 样 过 的 深 度 特 征 up
MF 进 行 叠 加 , 其 中 , 

 up 1
DM
iF F  . 叠加后的特征经过 CA 分支和 SA

分支实现特征对齐. CA 分支使用均值池化和最大

值池化提取通道维度中的显著特征, 然后将 2 组特

征叠加并通过全连接层充分混合, 得到 CA 对齐特

征 4 1 1
CA

CF   . SA 分支则使用卷积将叠加特征沿

通道维度聚合, 输出 SA 对齐特征 2
SA

H WF   . 

MAFCB 使用 Sigmoid 函数处理对齐注意力特征, 

得到 CA 特征和 SA 特征的对齐注意力权重分别为 

 CACA SigmoidgW F ,  SA SASigmoidhW F . 

其中,  CA , 0,1gW g  ;  SA , 0,1hW h . 

注意力权重中包含深度特征和彩色结构特征

的特征分布, 能界定特征结构并实现对齐. 为了避

免不同模态之间的干扰 , 深度特征和彩色结构特

征首先分组进行对应模态特征的提取和融合; 然

后叠加 2 组特征并使用1 1 卷积进行融合, 即 

 D 0 0
fuse 3 CA S SA S,i iF f W F W F      , 

 up upI 1 1
fuse 3 CA SAM M,F f W F W F      , 

 D D I
M,fuse 1 fuse fuse,F f F F    . 

其中 , D
fuseF 和 I

fuseF 分别表示深度对齐特征和彩色

对齐特征; D
M,fuseF 表示初步融合深度特征. 

融合后的特征仍存在少量不确定的伪影和噪

声. 可变卷积 [26]可以通过计算引导图像的偏移信

息和掩码信息 , 自适应地提取各种形状的结构信

息 , 能够在不引入噪声的情况下增加融合特征的

边缘清晰度. 为了在不引入噪声的情况下矫正干扰

并充分地利用各层彩色结构特征的不同结构信息, 

首先使用 SA 机制提取  1,2, ,i 级彩色结构特征的

SA 特征作为偏置和掩码权重, 然后结合可变卷积[26]

处理得到初步矫正输出特征 

  D 1 2 D
cor defconv SA S S S M,fuse, , , ,iF f f F F F F  . 

其中, defconvf 和 SAf 分别表示可变卷积操作和 SA

权重提取操作.  

DEAB 输出的边缘引导图是内容为 0 和 1 的二

值图, 可以监督 D
corF 的高频信息. 为了避免边缘引

导图滤除深度低频纹理, 在参考边缘信息时使用 2

组卷积和激活函数处理 2 组特征, 使得 D
corF 能自适

应地选择是否参考边缘引导特征. 为了区分 2 组特

征的重要程度, 卷积处理后, 将 2 组特征相加并通

过 Sigmoid 函数得到自适应选择权重 

        D
SEL 1 1 3 cor3 edge=SigmoidW f f f Ff F  .  

其中, 1 1 卷积层的初始化权重为 1. 最后, 将 D
corF

与 SELW 做逐元素相乘, 得到 MAFCB 的完全矫正

输出为 o D
M cor SELF F W  . 

2.5  损失函数 

为了提高输出深度图 SRD 与真实深度图 GTD

的相似度, 本文采用 3 种损失函数来优化生成网

络 : (1) 平均绝对误差损失函数 1L . 计算 SRD 与

GTD 之间的平均绝对误差, 反映它们的整体差异. 

(2) 快速傅里叶变换(fast Fourier transform, FFT)损

失函数 FFTL . 捕捉 SRD 和 GTD 之间的高频信息差

异, 增强输出深度图的结构细节. (3) 边缘感知损

失函数 edgeL . 基于交叉熵损失函数 , 能够平衡深

度平滑区域的损失权重, 增加对边缘区域的监督. 

3 种损失函数的定义分别为  
1

1 SR GT
1

1 N
t t

t

L D D
N 

  , 
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    1

FFT SR GT
1

1
FFT FFT

N
t t

t

L D D
N 

  , 

 edge GT,edge edge
1

1
ln

N
t t

t

L F F
N 

  . 

其中, N 表示像素数量; GT,edgeF 表示由 Prewitt 算

子提取的真实深度边缘图.  

HMAFCN 的损失函数定义为 

1 1 FFT 2 edge( )L L L L     . 

其中, 1 和 2 表示超参数. 

3  实验结果与分析 

3.1  实验设置 
在训练阶段, 使用真实数据集和合成数据集验

证 HMAFCN 的有效性. 在真实数据集中, 使用来自

NYU v2 数据集[27]中的前 1 000 对 RGB-D 图像对作

为训练数据集, 训练图像切裁剪为 256×256 像素的

图像块, 剩余的 449 对 RGB-D 图像对作为测试集. 

为了验证真实数据集训练的泛化性, 使用 Zhao 等[18]

提供的 Lu RGB-D 数据集(6 对)和 Middlebury RGB-D

数据集(30 对)进行泛化性验证. 在合成数据集中, 

从 Middlebury 数据集[28](34 对)和 MPI Sintel 数据

集[29](58 对)中选取 82 对 RGB-D 图像对作为训练

集. 测试集选用 Middlebury 数据集(2005)[30]中的 6

对 RGB-D 图像对. 为了增加数据量和减少计算, 将

RGB-D 图像对裁剪为 256×256 像素的图像块, 裁剪

步幅为 64, 该处理应用于所有采样倍数. 真实深

度边缘图像由 Prewitt 算子提取, LR 深度图由真实

深度图通过双三次插值下采样获得. 训练过程中, 

所有的图像对使用 90°旋转、180°旋转、水平翻转

和垂直翻转来增强数据. 

设置 HMAFCN 的迭代次数 n =3, RG 中 RCAB

的数量 m =4, 1 = 210 , 2 = 2 10 , 初始学习率为

10 , 特征通道数为 64. 除非特别说明, 网络中卷

积核的核心尺寸均为 3 3 . HMAFCN 基于 PyTorch

框架实现, 在 RTX 3090 GPU 上进行训练; 网络由

Adam 算 法 优 化 , 优 化 器 参 数 设 置 为 1 0.900  , 

2 0.999  . 在真实数据集上共训练 300 个周期, 每

100 个周期学习率除以 5, 批处理大小设为 1, 训练持

续约 21 h; 合成数据集上共训练 80 个周期, 每 30 个

周期学习率除以 5, 批处理大小设为 2, 训练持续约

33 h; 所有的训练数据均归一化至  0,1 . 

3.2  HMAFCN 边缘提取效果 
在 Middlebury 数据集[30], NYU v2 数据集[27]和

Lu 数据集[18]上, HMAFCN 在重建倍数为 4 时的边

缘提取效果如图 3 所示. 边缘提取的准确程度取决

于 2 个方面: 一是边缘是否清晰锐利; 二是在深度

图界定参考模糊的情况下 , 能否准确地利用彩色

图像进行边缘重建且不引入多余纹理. 可以看出, 

与真实边缘深度图相比, HMAFCN 输出的边缘图

像准确地恢复了锐利程度相当的深度边缘; 利用

彩色图像边缘作为参考 , 该网络能够重建深度图

中由于深度相近而模糊的边缘部分, 如 NYU v2 数

据集中的窗帘部分; 针对纹理去除的性能, 所选的

3 幅深度图的同场景彩色图像中均存在细节丰富

的背景海报, 然而在 HMAFCN 所提取的感知深度

边缘图中的背景海报、书本封面以及铅笔表面都未

出现额外纹理; 虽然去除了多余结构信息, 但图 3c

中的边缘感知图存在少量噪点, 原因是 DEAB 同

时提取到了插值深度图中不明显的高频信息和彩

色图像中的同位置的高频纹理. 
 

 
    a. 真实深度图      b. 真实深度边缘图  c. 本文感知边缘图 

 

图 3  HMAFCN 边缘提取效果 
 

3.3  有效性实验 
分别在真实数据集和合成数据集上进行有效

性实验, 并通过均方根误差(root mean square error, 

RMSE)进行评估 , 其值越小越好 . 对比方法的结

果从作者原文献中获取, 如果没有该数据项, 使用

该方法作者提供的官方代码进行重新训练. 

在 真 实 数 据 集 定 量 实 验 中 ,  除 了 基 准 方 法

Bicubic 外, 还选用 GF[1]和 TGV[3]这 2 种传统的方

法, 以及 DKN[31], DCTNet[18], AHMF[7], DAGF[15], 

CONet[22], GeoDSR[32]和 A2G[33]这 7 种基于学习的方

法与 HMAFCN 进行实验. 实验中, 对 NYU v2, Lu

和 Middlebury 数据集进行上采样倍数为 4, 8 和 16

的超分辨率重建测试, 结果如表 1 所示; 其中, NYU 

v2 数据集的深度值以厘米为尺度测量 RMSE, 其他
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数据集缩放至  0, 255 测量 RMSE(下文同). 可以看

出, 由于在全局建模方面存在一些不足, 在 NYU v2

数据集的 4 倍和 8 倍上采样倍数下, HMAFCN 与

A2G[33]和 DAGF[15]结果相当, 但在信息损失更为

严重的 16 倍重建实验中, 得益于 SEPB 提供的有

用结构信息和感知边缘图的监督, MAFCB 能够针

对不同特征的特点为深度图补充结构信息 , 使得

HMAFCN 的 RMSE 分别降低 0.30 和 1.12; 在 Lu

数据集 16 倍上采样中, 由于对彩色分支的额外监督

不够充分, 与 A2G[33]相比, HMAFCN 存在不足, 但

与相同监督策略的 AHMF[7]相比, 该网络仍降低了

0.24. 在 NYU v2, Lu 和 Middlebury 数据集上, 

HMAFCN 与 GF[1], DKN[31], DCTNet[18]和 DAGF[15]

的 8 倍上采样重建结果定性比较分别如图 4~图 6

所示. 从图中放大结果可以看出, GF[1]重建结果模

糊, 边缘涂抹严重, DKN[31]存在伪影且边缘扭曲, 
 

表 1  3 个数据集的 RMSE 对比 

NYU v2 Middlebury Lu 
方法 

4× 8× 16× 4× 8× 16× 4× 8× 16× 

Bicubic 8.16 14.22 22.32 4.44 7.58 11.87 5.07 9.22 14.27 

GF[1] 7.32 13.62 22.03 4.01 7.22 11.70 4.87 8.85 14.09 

TGV[3] 6.98 11.23 28.13 3.39 5.41 12.03 4.48 7.58 17.46 

DKN[31] 1.62 3.26 6.51 1.23 2.12 4.24 0.96 2.16 5.11 

DCTNet[18] 1.59 3.16 5.84 1.10 2.05 4.19 0.88 1.85 4.39 

AHMF[7] 1.40 2.89 5.64 1.07 1.63 3.14 0.88 1.66 3.71 

DAGF[15] 1.36 2.87 6.06 1.15 1.80 3.70 0.83 1.93 4.80 

CONet[22] 1.38 2.71 5.60             

GeoDSR[32] 1.48 2.73 5.10 1.04 1.73 3.19 0.82 1.62 4.11 

A2G[33] 1.31 2.64 5.24 1.02 1.59 3.08 0.76 1.61 3.41 

HMAFCN 1.33 2.60 4.94 0.99 1.58 2.88 0.75 1.55 3.47 

注. 粗体表示最优值, 下划线表示次优值. 
 

 

    a. 真实深度图         b. GF[1]                  c. DKN[31]              d. DCTNet[18]             e. DAGF[15]         f. HMAFCN 
 

图 4  5 种方法在 NYU v2 数据集上的超分辨率重建效果 
 

 

    a. 真实深度图          b. GF[1]                 c. DKN[31]             d.  DCTNet[18]             e. DAGF[15]         f. HMAFCN 
 

图 5  5 种方法在 Lu 数据集上的超分辨率重建效果 
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    a. 真实深度图          b. GF[1]                  c. DKN[31]            d. DCTNet [18]             e. DAGF[15]        f. HMAFCN 

图 6  5 种方法在 Middlebury 数据集上的超分辨率重建效果 

 
DCTNet[18]和 DAGF[15]存在边缘平滑问题, 与这些

方法相比, HMAFCN 利用深度边缘和彩色结构特

征的注意力为深度图补充结构信息, 有效地修复了

深度图的缺陷 , 使得结果更接近真实深度图 . 在

NYU v2 数据集上 , 将 HMAFCN 与 DKN[31] 和

A2G[33]的 8 倍重建实验的平均用时和显存占用进行

比较, 结果如表 2 所示. 可以看出, HMAFCN 的重建

时间为 48.6 ms, 重建深度图误差最小, 但由于要处

理和保存多种模态的数据, 因此占用显存较大. 
 

表 2  不同方法在 NYU v2 数据集上 8 倍上采样 
指标对比 

方法 用时/ms 显存/GB RMSE 

DKN[31] 88.2 2.32 3.26 

A2G[33] 167.6 2.41 2.64 

HMAFCN 48.6 6.64 2.60 

 

在合成数据集定量实验中, 本文选用基准方法

Bicubic, 2 种传统的方法 GF[1]和 TGV[3]和 7 种基于学

习的方法 MSG[5], MFR[14], PMBANet[21], AHMF[7], 

DAGF[15], CMSFN[34]和 A2G[33]与 HMAFCN 进行实

验, 合成数据集定量结果如表 3 所示. 可以看出, 

在 18 个案例中, HMAFCN 取得了 15 个最优结果, 

其余结果也取得了和最优方法相近的结果; 由于

DEAB 提供了如图 3 所示的有效的边缘监督和彩色

结构信息补充, HMAFCN 在 8 倍和 16 倍上采样结

果中依靠更多的结构信息和有针对性的融合矫正, 

取得了更显著的性能差距; HMAFCN 在 4 倍、8 倍

和 16 倍上采样倍率下, RMSE 均值分别为 0.85, 

1.36 和 2.13, 4 倍上采样重建结果与 A2G[33]相当, 

但在 8 倍和 16 倍上采样结果中分别降低了 0.08 和

0.17. 在 16 倍重建倍数下, 与 PMBANet[21], AHMF[7], 

DAGF[15]和 A2G[33]的定性比较结果如图 7 所示. 从

图中的放大区域可以看出, PMBANet[21]存在严重的

扭 曲 和 深 度 缺 失 , 如 “Art” 图 像 中 的 画 笔 和

“Laundry”中的窗户, 同样的位置上, AHMF[7]存在

扭曲和边缘锯齿, DAGF[15]存在涂抹; A2G[33]虽然

取得了良好的效果 , 但仍存在边缘模糊和边缘锯

齿; 而 HMAFCN 重建的深度图边缘清晰没有锯齿

和模糊, 更接近真实深度图. 

3.4  消融实验 
为了验证本文各模块的有效性, 首先将 DEAB, 

SEPB 和 MAFCB 去除作为基准网络, 然后逐一消去

各个模块, 验证单个模块的有效性. 表 4 所示为上采

样倍数为 8 时, 在 NYU v2 数据集上的消融实验结 

 
表 3  不同方法在 Middlebury 数据集(2005)上 RMSE 对比 

Art Books Dolls 
方法 

4× 8× 16× 4× 8× 16× 4× 8× 16× 

Bicubic 3.85 5.52 8.37 1.58 2.27 3.36 1.31 1.96 2.63 

GF[1] 3.79 4.97 7.88 1.57 2.09 3.18 1.31 1.86 3.62 

TGV[3] 3.79 4.79 7.11 1.61 1.99 2.94 1.42 2.05 4.44 

MSG[5] 1.65 3.01 5.76 0.69 1.48 2.96 0.92 1.47 3.29 

MFR[14] 1.54 2.71 4.35 0.63 1.05 1.78 0.89 1.22 1.74 

PMBANet[21] 2.04 3.63 5.38 0.92 1.68 2.55 0.95 1.47 2.03 

AHMF[7] 1.39 2.32 4.50 0.54 0.88 1.54 0.82 1.21 1.85 

DAGF[15] 1.61 2.78 4.67 0.60 1.04 1.84 0.86 1.26 1.77 

CMSFN[34] 1.46 2.58 4.13 0.59 0.99 1.65 0.87 1.15 1.65 

A2G[33] 1.31 2.46 3.96 0.54 0.90 1.57 0.81 1.15 1.63 

HMAFCN 1.32 2.27 3.78 0.53 0.88 1.38 0.82 1.14 1.52 
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续表 

Laundry Moebius Reindeer 
方法 

4× 8× 16× 4× 8× 16× 4× 8× 16× 

Bicubic 2.41 3.45 5.09 1.40 2.06 2.98 2.81 3.99 5.82 

GF[1] 2.54 3.42 4.56 1.44 1.88 2.86 3.05 4.06 5.32 

TGV[3] 2.21 3.92 6.75 1.46 1.91 2.63 2.67 4.29 8.80 

MSG[5] 1.12 2.09 4.26 0.76 1.44 2.91 1.32 2.43 4.97 

MFR[14] 1.11 1.75 3.01 0.72 1.10 1.73 1.23 2.06 3.74 

PMBANet[21] 1.14 2.19 3.31 0.84 1.41 2.09 1.39 2.74 4.12 

AHMF[7] 0.81 1.35 2.65 0.64 1.00 1.69 1.03 1.66 3.04 

DAGF[15] 0.87 1.53 2.95 0.68 1.08 1.84 1.15 2.09 3.15 

CMSFN[34] 0.93 1.58 2.73 0.67 0.98 1.61 1.11 2.01 3.42 

A2G[33] 0.79 1.41 2.29 0.66 0.97 1.52 0.96 1.75 2.85 

HMAFCN 0.78 1.32 2.16 0.67 0.95 1.39 0.95 1.62 2.54 

注. 粗体表示最优值, 下划线表示次优值. 

 

 

    a. 真实深度图       b. PMBANet[21]          c. AHMF[7]               d. DAGF[15]               e. A2G[33]          f. HMAFCN 
 

图 7  5 种方法在 Middlebury 数据集(2005)上的超分辨率重建效果 

 
表 4  本文模块消融实验结果 

DEAB SEPB MAFCB RMSE 

      2.74 

  √  √  2.69 

√    √  2.63 

√  √    2.65 

√  √  √  2.60 

 

果. 可以看出, 基准网络的性能较差, 消去不同模

块相对于完整网络均有性能下降; 消去 DEAB 时, 

由于缺失感知边缘的监督, 性能下降最严重; 缺失

MAFCB 时, 多模态特征无法在通道和空间维度上

进行有效的注意力集中 , 导致更多的参数被用于

模态特征对齐; 消去 SEPB 时, 需要在网络中花费

额外的计算来处理彩色图像中的多余纹理 , 造成

性能浪费和重建效果下降. 

4  结  语  

本文提出一种用于 DSR 重建的 HMAFCN. 首

先通过 DEAB 提取 HR 深度边缘; 然后使用 SEPB

去除彩色引导图中多余的纹理信息 , 提取彩色结

构特征; 最后在 MAFCB 中使用与 HR 深度边缘、

彩色结构特征和深度特征相匹配的注意力机制对

深度图进行融合矫正, 重建缺失的深度结构信息. 

精准的深度边缘监督矫正、彩色结构特征保留和有

效的多注意力结构融合 , 大幅减少了引导深度图

重建存在的伪影和边缘模糊. 在 3 个数据集上的实

验结果表明, HMAFCN 能够有效地重建出边缘清
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晰和伪影更少的深度图. 

为了能更加有效地重建深度图 , 未来考虑加

入额外全局信息和增强对彩色分支的监督 , 以更

有效的方式实现更高精度的 DSR 重建. 
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