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摘  要: 神经辐射场(neural radiance fields, NeRF)拥有将 3D 场景建模为连续函数的强大隐式表征能力, 促进了生成

模型在非结构化的 2D 图像集合上完成 3D 感知图像合成任务. 然而, 由于忽略了真实世界的 3D 本质或依赖表达能

力不足的网络架构, 当前方法在图像合成方面仍然存在保真度低、一致性差和不可控制等挑战. 为此, 提出一种基于

自注意力机制的局部空间神经表示方法对 NeRF 生成器进行改良, 实现可控的高质量 3D 感知图像合成. 首先通过结

合各对象的位姿信息和预定义的 3D 边界框, 将待合成场景进行解耦表示; 然后利用自注意力局部表示模块为各对象

单独建模, 定义组合算子得到完整场景表示; 最后经过渲染模块处理得到最终的 RGB 图像. 实验结果表明, 所提方

法能够在对空间点低频采样的情况下完成视角一致的、可控的高质量 3D 感知图像合成任务 ; 且在高复杂度的

CompCars 公开数据集上进行 64×64 和 256×256 像素分辨率的合成实验, 该方法获得的 FID 相较于基线方法分别提升

4.69 和 2.51; 同样在 Churches 公开数据集上 FID 分别提升 1.93 和 3.56, 进一步突出了该方法的有效性. 
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Abstract: The neural radiance field (NeRF), endowed with the implicit representation capability to model 3D 

scenes as continuous functions, facilitates the generation model in accomplishing 3D-aware image synthesis tasks 

on unstructured 2D image sets. Nevertheless, current approaches face challenges in image synthesis, including 

low fidelity, poor consistency and uncontrollability, stemming from their inability to fully capture the 

three-dimensional essence of the real world or their reliance on insufficiently expressive network architectures. To 

address these limitations, we introduce a locally spatial neural representation method grounded in a self-attention 

mechanism. This approach augments the NeRF generator, empowering it to achieve controllable high-quality 

3D-aware image synthesis. Initially, the scene to be synthesized is decomposed by incorporating the pose infor-

mation of each object and the predefined 3D boundary box. Subsequently, the self-attention local representation 



2062 计算机辅助设计与图形学学报 第 37 卷 

 

     
      

module models each object distinctly. A defined combination operator is then utilized to obtain the complete sce-

ne representation. Finally, the rendering module processes the resulting RGB image. Experimental results show 

that the proposed method accomplishes the task of high-quality 3D-aware image synthesis with multi-view con-

sistency and controllability, even under conditions of low-frequency spatial point sampling. Furthermore, when 

conducting synthesis testing with resolutions of 64×64 and 256×256 pixels on the highly complex CompCars 

public dataset, our proposed method achieved a 4.69 and 2.51 improvement in terms of FID scores compared to 

the baseline method, respectively. Similarly, on the Churches public dataset, the FID scores were improved by 

1.93 and 3.56, respectively, further highlighting the effectiveness of the method. 

 

Key words: neural radiance field; implicit representation; attention mechanism; 3D-aware image synthesis 

3D 感知图像合成 [1-4]旨在生成具有明确可控

的相机姿势的 3D 一致图像. 与 2D 合成图像相比, 

3D 感知图像合成需要理解 2D 图像背后的几何结

构, 它通常是通过将 3D 表示纳入生成对抗网络

(generative adversarial networks, GAN)[5]这类生成

模型来实现的. 给定一个非结构化的 2D 图像集合, 

GAN 能够从中学习一种无监督的 3D 场景表示, 进

而通过该表示从新的相机位姿合成多视角一致的

图像[1-4,6-8]. 

目前, 已有许多工作围绕 3D 感知图像合成任

务展开, 并取得了令人鼓舞结果, 但其图像质量仍

然远远落后于传统的 2D 图像合成[9-14]. 基于体素

的表示方法[6]虽然可以生成可解释的、真实的 3D

表示, 但受高内存和高计算成本的限制, 只能实现

低分辨率的粗糙细节生成; 具有深度体素表示的

卷积方法[7-8]可以创建精细的图像, 但对于黑盒渲

染的依赖性使得它们无法保证多视角一致性 . 近

年来 , 研究人员利用神经辐射场 (neural radiance 

fields, NeRF)[15]隐式表示的方法 [1-4,16]将场景或对

象的几何和外观参数化为神经网络的权重 , 采用

一种显式的、基于物理的体渲染范式[17-18]进行图像

渲染合成 , 能够有效地确保合成图像的多视角一

致性和显式的相机控制. 然而, 这些方法通常依赖

多层感知机(multi-layer perceptron, MLP)网络进行

参数化, 而 MLP 架构庞大的参数量会带来计算复

杂度和内存需求过高等问题 , 将极大地限制它们

对场景重建时的表达能力. 由于 MLP 的固有限制, 

这些方法在细节表达方面面临困难 , 影响合成图

像的质量. 在实践中, 这种依赖于表达能力有限的

表示网络架构使得生成的图像缺乏真实感、细粒度

和一致性, 与传统的 2D 图像合成相比, 仍然存在

较大差距. 因此, 对表达能力的进一步提升, 成为

解决当前图像合成质量欠佳问题的关键. 

进一步 , 生成模型还应该具备简单且一致的

控制能力, 不局限于完成静态、不可控的多视角合

成任务 . 换句话说 , 在保持其他属性不变的情况

下 , 希望能够对感兴趣的属性 (如物体的几何形

状、大小和姿态)进行控制. 为了实现这一目标, 一

些工作专注于在没有显式监督的情况下学习解耦表

示[19-20]的方法. 然而, 大多数方法忽视了场景的组

成性质, 仅限于 2D 层面的操作, 忽略了真实世界

的 3D 本质, 可能导致属性间的表示相互纠缠, 并

需要在后验的潜在空间中寻找控制机制才能间接

地实现对特定属性的约束. 还有一些工作致力于将

体素[6-8]、基本元素[21]和辐射场[1,3]等 3D 表示直接

合并至生成模型中 . 尽管这些方法通过直接在生

成过程中控制特定属性获得令人印象深刻的结果, 

但它们在处理更高分辨率、更复杂和更逼真的图像

(如物体位于非中心位置或背景杂乱的场景)时, 结

果的一致性有待提高. 

本文将组合的 3D 表示直接合并至生成模型[2,4], 

以提高对场景的可控性 , 其核心是将前景对象的

几何和外观从其背景的几何和外观中分离出来 , 

允许在潜在空间中对这些属性实现简单操控 , 这

种分离操作则是通过分别为前景对象和背景构建

特征场网络来表征实现的. 因此, 特征场网络的表

达能力决定了在多大程度上能够精确地捕捉和再

现场景的细节和复杂性. 

近年来, 自注意力机制 [22]因其强大的表达能

力广泛应用于各大领域 [23-29]. 本文将其用于构建

对象和背景特征场表征网络 , 以缓解因表达能力

不足带来的合成图像质量欠佳问题 . 自注意力网

络能够有效地实现全局上下文信息的捕捉和细粒

度特征的表达, 在 3D 结构的精确建模和视角一致

性渲染中发挥关键作用. 然而, 由于 3D 数据具有
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更高的维度和复杂性, 处理和生成 3D 感知图像需

要更多的计算资源 . 由于自注意力机制需要计算

每对位置之间的关联程度 , 因此大大增加了辐射

场隐式表示的计算复杂度. 受到 2D 图像生成中

patch 自注意力方法[30-32]的启发, 本文提出一种基

于自注意力机制的局部空间隐式表示的 3D 感知图

像合成方法. 该方法利用基于自注意力的 NeRF 表

示来鼓励多视角一致性 , 允许从广泛的相机姿势

进行图像渲染; 采用自注意力机制进行局部隐式

场景表示比全连接网络更能表达精细细节 , 合成

结果也更加清晰 . 完整像素投射产生的辐射场被

划分为多个非重叠均匀的 3D 子空间辐射场, 每

个子空间用于局部场景的表征 . 通过在每个局部

空间内应用自注意力机制 , 可以在局部范围内实

现 全 局 感 知 , 并 大 大 降 低 计 算 复 杂 度 . 特 别 地 , 

由于背景复杂度较低 , 本文在对象特征场网络结

构的基础上进行简化设计 , 使背景特征场网络能

够有效地适应不同场景下的复杂性 , 保持或提升

合成图像的质量. 

本文还设计一种新颖的 2D 神经渲染器, 并将

其与 3D 表示相结合, 从空间和通道 2 个层面对体

渲染输出逐步细化整合, 以提升分辨率. 其中, 空

间层面通过细化像素级别的渲染细节 , 增强图像

的局部清晰度和纹理质量; 通道层面则通过整合

和强化多维特征 , 提升图像的语义信息和整体视

觉效果 . 这种结构设计在有效地提升输出分辨率

的同时, 还降低计算开销, 并提升了渲染速度. 

本文在单对象公开数据集 FFHQ[10], Cats[33], 

Chairs[34]和 CelebA[35]上以及复杂度更高的现实数据

集 CompCars[36]和 Churches[37]上进行实验, 以验证

本文方法的合理性, 并获得了 3D 感知图像合成结

果. 实验结果表明, 本文方法除了可以推广到新的

视点完成新视角合成任务外 , 其强大的表达能力

还允许在低频采样(16 个采样点)的情况下实现视

角一致的、高保真度的图像合成; 同时, 将组合场

景合并至生成模型的设计 , 实现了对场景的简单

控制.  

1  相关工作 

1.1  神经表示和渲染 
近年来, 神经隐式表示在 3D 建模和图像合成

中得到快速发展[15,38-39]. 与网格[40]、点云[41-42]和体

素 [43-44]等经典的离散模型相比 , 神经隐式表示使

用神经网络对场景进行建模 , 具有优越的空间连

续性、分辨率无关性和表现力. 作为神经渲染中最

流行的隐式表示, NeRF[15]能够以高保真度和精确

几何图形渲染复杂的 3D 场景. NeRF 使用隐式坐标

函数表示场景, 该函数将每个 3D 坐标位置和其 2D

视角方向映射为与视角相关的颜色(亮度)和与视

角无关的体积密度 , 并使用体渲染方法生成新视

角的图像. 鉴于 NeRF 强大的表征能力, 本文使用

其生成变体作为对象级表示 . 与多视图监督训练

方式不同 , 本文从非结构化的单目图像数据集合

上训练一个生成模型 , 缓解密集捕获单场景带来

的过拟合及泛化性差等问题 . 该模型允许对生成

的场景进行可控的逼真图像合成. 

1.2  自注意力表示 
人类视觉系统以快速扫描全局图像的方式获

取所有需要着重注意的信息, 并将更多的注意力注

入这些区域, 在获得更多有效的信息的同时抑制无

关信息. 类似地, 深度学习中的自注意力机制[22]在

处理特征信息时, 也会从众多的信息中关注对当前

任务更有帮助的特征信息. 这种机制的有益性能已

经在 2D 视觉领域得到了广泛讨论和证明[23-29]. 最

近, 一些工作将其与 NeRF 相结合, 以促进 3D 视

觉领域的发展. Wang 等[45]提出一种光线自注意力

方法 IBRNet, 能够动态地关联来自多个源视图的

外观信息; NerFormer[46]在光线的不同视图之间采

用自注意力机制聚合特征 , 并从聚合的特征中学

习辐射场; GNT[47]采用自注意力机制, 通过直接回

归颜色合成视图, 不需要 NeRF 的体渲染技术. 与

上述方法不同 , 本文采用全自注意力构建的生成

网络编码场景的几何和外观 , 以实现视角一致的

逼真图像合成. 为了降低计算成本, 本文在局部空

间内进行自注意力隐式表示 , 确保了局部范围内

的全局感知. 

1.3  生成式的 3D 感知图像合成 
扩散模型(diffusion models, DMs)[48]作为近年

来生成模型中的新兴技术 , 已经在图像生成领域

展现出强大的表现力 [49-51], 但其推理过程的迭代

性质不仅使得潜在空间的控制变得复杂和难以预

测, 而且带来了计算上的高要求. 相比之下, GAN[5]

只需要执行一次前馈通道来生成, 提供了更直接和

高效的潜在空间控制机制[52-54], 这种优良特性决定

了它在 3D 感知图像合成方面的普适性. 

GAN 由于缺乏对场景参数的显式控制, 并且

不能保证 3D 一致性, 因此限制了其在 3D 感知图像
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合成方面的应用. 为此, 许多工作将 GAN 与 3D 表

示相结合, 以改善 3D 感知图像的合成结果. 一些工

作[55-56]选择直接在 3D 数据上进行训练, 这是不切

实际的, 因为获取这样的 3D 数据属于资源密集型

任务; VON[57]和 PrGANs[58]首次提出体素化作为

3D 表示进行图像渲染; 在此基础上, HoloGAN[7]

和 BlockGAN[8]结合了隐式的 3D 表示: 然而, 由于

体素分辨率的限制 , 这些方法的图像质量和一致

性较差. Henzler 等[6]和 Szabó 等[59]分别学习生成

显式的 3D 体素和网格, 但生成的形状和图像质

量有限. 

本文采用基于坐标的隐式体积表示 , 并提出

一种全自注意力机制实现的生成器网络来定义这

种 3D 表示. 这种直接在 3D 空间中对图像的形成

过程进行建模的方式 , 可以更好地实现对象间的

解耦和更可控的合成. 

2  本文方法 

在没有任何额外监督的情况下 , 本文方法可

以从原始图像集合中学习辐射场表示. 在训练时, 

生成的图像被定向到传统的卷积判别器进行对抗

训练 ; 在测试时 , 辐射场可以从任意相机姿势渲

染, 以产生视角一致的、可控的高质量图像.  

本文方法的架构如图 1 所示, 分为 4 部分: 对

象解耦模块对场景中包含背景在内的各对象定义

仿射变换操作, 实现对对象的可控操作; 局部空间

场景表征模块采用自注意力机制对各对象进行局

部隐式表示, 提高对精细细节的表征能力; 特征场

组合模块将各对象特征场进行整合 , 得到整个场

景的 3D 表征; 渲染模块先将场景体渲染为分辨率

较低的特征图, 以减小计算量和渲染时长, 然后通

过 2D 神经渲染器渲染特征场得到最终合成结果. 

 

 

图 1  本文方法架构 
 

2.1  场景解耦 
在 NeRF 及其后续诸多改进工作[1,3,15]中, 由于

仅用单个模型表达整个场景 , 用户不能控制场景

中单个感兴趣的对象(物体), 如控制其位姿、大小

和外观. 因此可预先为场景中的每个对象(背景也

视为对象)定义一个 3D 边界框, 以捕获各对象在相

机 空 间 中 的 范 围 、 位 置 和 旋 转 . 边 界 框 定 义

 , ,T s t R , 它从数据集的相关分布中采样得到. 

其中, 3, s  t  分别表示对象在场景空间中 , ,x y z

这 3 个维度上的尺寸缩放和平移参数; (3)OR 表

示对象在场景空间中的旋转矩阵. 特别地, 将背景

的缩放参数和平移参数固定为跨越整个场景 , 并

以场景空间原点为中心. 

2.2  对象特征场表示 
图 2 所示为特征场的结构, 包括左上部分的对

象特征场 , 左下部分的背景特征场和右上部分的

自注意力块结构. 

(1) NeRF. 将场景定义为一个连续的体积函

数 , 以空间位置 3x 和光线方向 2Sd 作为输

入, 输出发射颜色 3c 和体积密度   . 该过

程形式化为       p p, ,G   d cx  . 其中 , G

表示参数化为 的 MLP 网络; p ( )  表示位置编码

函数 , 用来将输入的每个分量映射到更高维度的

频率空间 . 这样做的好处在于促进神经网络克服

其频谱偏差, 以再现输入信号的高频细节, 公式为 

     
   

0 0
p

1 1

sin 2 ,cos 2 , ,

  sin 2 ,cos 2 .

,

L L

t t tL

t t


 

  

 


 

其中 , t 表示标量输入( x 和 d 的分量); 超参数 L

表示映射中使用的最高频率 , 可用于控制场景函

数的平滑度[60]. 
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图 2  特征场的结构 
 
(2) 生成 NeRF. 作为将 NeRF 与生成模型结合

的首个工作, GRAF[3]从未知位姿信息的图像集合

中训练模型, 并将 MLP 条件化为对象或背景的形

状和外观编码 s a, (0, )z z I . 该过程形式化为 

      p s ap , ,, ,G   x d z cz  . 

与 GRAF 不同, 本文需要对解耦后的各个对

象单独建模, 然后将其整合得到完整场景. 因此 , 

对于每个查询的 3D 空间点 x , 获取的是一个体积

密度  和一个多通道特征 fMf , 而不再

是 RGB 颜色; 其中, fM 表示特征通道的数量. 

(3) 自注意力表示. 对第 i 个对象特征场进行隐

式表示的过程为       p s ap , ,, ,G   x d z fz  . 

设给定相机姿态下的渲染图像为 ˆ H WI  , 即

需要对每个对象特征场建模的光线数量为 H W . 

为此, 根据针孔相机模型, 定义从相机原点 o 沿方

向 d 投射产生的光线  t t r o d . 相应地 , 近边

界和远边界分别定义为 n f,t t . 

Step1. 3D 点采样. 遵循 NeRF 中的分层采样技术近

似难以处理的体积投影积分. 每条光线被划分为 sN 个

均匀间隔的箱子 , 并在每个箱子内均匀采样一个样本

点. 第 i 个采样点定义为 

 i itx r , 

其中,     n s f n n s f n1 ,it u t i N t t t i N t t      .  

Step2. 将 x 转换至该对象对应的 3D 边界框(场景

空间)中, 公式为 

1

2

3

           

( )        

              

s

k s

s

 
     
  

x R x t . 

Step3. 位置编码函数升高维度   1
p k  . 

Step4. 3D 子空间场分割. 如图 1 中的局部场景表

征模块所示, 首先定义大小为 p 的窗口, 将 2D 像素平

面分割为多个非重叠均匀像素块; 然后对每个局部像素

块投射产生的辐射场单独表示. 该过程形式化为 

   ,H W N D H p W p p p N D        . 

Step5. 对 第 j 块   1,2, ,j H p W p  局 部 像

素 投 射 产 生 的 子 辐 射 场 , 可 以 获 取 所 有 采 样 点 jN   

 sp p N  和 对 应 的 特 征 ,k D
jF   [1,k  2, ], jN ; 

其中, D 表示此时每个采样点的特征通道数.  

Step6. 对子辐射场中各采样点对应特征的通道级

进行自注意力操作 . 将查询矩阵 Q , 键矩阵 K 和值矩

阵 V 定义为 

  
  
  

LN

LN

LN

k
j

k
j

k
j

F

F

F

 












Q

K

V

, 

LN 表示层归一化(layer normalization, LN)操作. 

Step7. 自注意力得分计算. 公式为 

  softmaˆ x ,k
j s  F V Q K . 

其中,  表示矩阵乘法; s 表示缩放因子. 

Step8. 每个子辐射场经过自注意力网络表征后再

将其整合 , 得到该对象的完整特征场表征 . 在实践中 , 

对于不同的实体(对象或背景), 通过堆叠不同数量的自

注意力块对其进行表征.  
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在实践中, 本文在场景空间中进行体渲染, 并

在图像空间中评估特征场的操作 , 允许在场景中

排列多个前景对象; 所有对象特征场共享其权重. 

2.3  特征场组合 
将场景解耦定义为 N 个实体的组合 , 其中 , 

前 1N  个 是场 景中 的 对象 物体 , 最 后 一个 表 示

背 景 . 为 了 将 各 对 象 特 征 场 及 其 背 景 特 征 场 整

合得到完整场景表示, 定义一种有效的组合算子. 

GIRAFFE[2]指出 , 密度加权平均的组合算子 C 是

简单且合理有效的 , 它能够确保梯度向着密度大

于 0 的所有实体流动.  

本 文 遵 循 相同 的 方 式 对 N 个 实 体 的 特征 场

进行组合 . 对于单个实体预测特征场 , 得到给定

点 x 和 视 角 方 向 d 的 密 度 i
 和 特 征 向 量

fM
i f . 完整的场景表示为 

  
1

1
, ,

N

i i
i

C


 
  
 

x d f 


 (1) 

其中, 
1

N

i
i

   ; x 处的总体密度直接通过将单个

密度求和得到,  ,x d 处的特征则通过密度加权平

均获得. 

2.4  渲  染 
为了提高合成效率, 本文遵循 GIRAFFE[2]中

的设置, 从 16×16 像素的分辨率渲染图像; 然后通

过 2D 神经渲染器, 将低分辨率的特征映射上采样

至更高分辨率的 RGB 图像. 因此, 已有的将各像

素点投射光线上的采样点直接体渲染到 RGB 颜色

值的设置不再适合本文的任务 . 为了得到高质量

的合成结果, 对体渲染公式进行拓展: 首先将每条

光线上的采样点映射到该像素的高维特征向量 f , 

以保留更多细节信息; 然后在 f 上进一步利用 2D

神经渲染器获取最终的合成结果.  

(1) 3D 体渲染. 对于给定的相机外参 , 设给定

像素沿相机光线 d 的采样点为   s

1

N
j j

x ,  ,i i f  

 ,jC x d 为相应场的密度和特征向量. 体渲染算子

ω [18]拓展为 

 

  1
,

:
s

s

f

N
j j

N MC

j

  

 


ω

f f

  


. 

采用文献[15]中的数值积分法, 可得 

 
1

sN

j j j
j

 


 f f  (2) 

其中,  
1

1

1
j

j k
k

 




  表示透射率; 1 e i j
j

    表

示 jx 的 alpha 值, 1 2j j j  x x 表示相邻采样点

之间的距离. 通过计算每个像素的 ω 值, 即可得到

整幅特征图像 V V fH W M
VI

  .  

(2) 2D 神经渲染器. 旨在将低分辨率的高维特

征图映射上采样至更高分辨率的 RGB 图像, 该过程

可以形式化为 
neural 3ˆ:

    V V fH W M H W
VU I I  . 

如图 3 所示, 通过将 2D 卷积神经网络与上采

样技术巧妙结合构建神经渲染器 . 在设计中充分

地综合空间层面和通道层面的因素 , 以逐渐升高

图像分辨率. 其中, 主分支将卷积与空间上采样技

术结合, 强调对图像空间信息的敏感性, 卷积操作

捕获像素间的局部结构和空间关系, 以保证空间上

采样的空间增强和细节保留; 次分支则突出对通道

信息的处理, 引入超分辨率中提出的 pixelshuffle 技

术[61], 通过重新排列通道的方式实现高分辨率的

转 换 . 卷 积 操 作 先 将 某 一 阶 段 的 特 征 图 映 射 到

RGB 图像, 然后 pixelshuffle 单独对各通道进行重

新排列, 实现 2 倍上采样. 在每个空间分辨率下, 

次分支输出都会和主分支输出融合 , 并添加至下

一次输出. 实验发现, 神经渲染器的创新设计使得

模型能够更全面地捕获和学习图像特征 , 同时保

证更强大的梯度流动和避免不必要的信息丢失 . 

在逐渐提高分辨率的过程中 , 通过卷积操作和上

采样技术的协同作用 , 模型能够逐渐细化图像细

节, 生成更真实和精细的渲染结果. 
 

 

图 3  神经渲染器流程 
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2.5  网络架构 
2.5.1  生成器架构  

本文使用自注意力网络分别参数化对象和背景

特征场, 将输入点 3x 和视角方向 2Sd , 以及

潜在的形状和外观编码 s a, z z  0, I 映射到一维

密度 和 fM 维特征向量 f (如图 2 所示). 与 NeRF

类似 , 将 x 和 d 传递给网络之前对其进行位置编

码 , 将 它 们 分 别 嵌 入 到 2 3 10 60L    x 和

2 3 4 24L    d 维空间中 . 对于对象特征场 , 使

用 6 个自注意力块(中间维度为 128), 并在第 3 层

处添加一个跳跃连接 , 这样做已被证明可以改善

3D 重建的结果[39]. 对于背景特征场, 由于其复杂

度较低 , 因此使用 3 个自注意力块(中间维度为

64). 对象特征场的潜在编码从 256 维高斯分布中

采样; 背景特征场的潜在编码从 128 维高斯分布中

采样. 

2.5.2  判别器架构 

本文遵循 GIRAFFE[2]的设置, 将判别器参数

化为具有 LeakyReLU 激活的全卷积网络 , 并分别

为 64×64 和 256×256 像素分辨率使用 5 层和 7 层

网络[62].  

2.6  训练策略 
在训练时, 从 p 中随机采样得到相机姿态 ξ ; 

从分布 (0, ) I 和 Tp 中随机采样获得各对象的潜

在编码 s a,i iz z 和边界框 iT ; 每个数据集的姿态分布

和边界框分布都是先验已知的均匀分布; 相机位

置的设置遵循 GIRAFFE[2]. 真实图像 I 从分布为

Dp 的训练集中采样. 本文使用具有 R1 正则化[63]

的非饱和 GAN 损失[1], 公式为 

      
    

s a
s a, , ,

2

, , ,

    .

,i i
i T

D

i i
p T ip

I p

L E f D G

E f D DI I

 

 

 



  



    
   

z z
z z T

▽

  

其中, ( ) ln(1 e )tf t    ; 10  . 

本文在 GAN 框架中训练模型, 其中, 生成器 

和判别器在零和博弈中竞争 . 生成器在试图最小

化 L 的同时判别器试图最大化 L . 

3  实验结果和分析 

3.1  数据集 
在 公 开 单 对 象 数 据 集 Cats[33], Chairs[34], 

CelebA[35]和 FFHQ[10]上对本文方法进行评估, 验

证其有效性. 由于这些数据集复杂度是有限的, 其

背景是纯白色的或只占图像的一小部分 , 因此在

更具挑战性的公开单对象数据集 CompCars[36]和

Churches[37]上, 也对合成结果进行评估, 由于对象

(物体)并不总是位于中心位置, 背景也更加复杂多

变且占据图像的更大一部分, 因此对这 2 个数据集

的合成任务更加困难. 对于 CompCars, 本文通过

随机裁剪图像实现图像中物体位置的更多变化. 6

个数据集的详细信息如表 1 所示. 

3.2  实验设置和评估指标 
本文实验的平台和系统设置如下: Ubuntu20.04

操作系统; Gen Intel(R) Core(TM) i7-13700K CPU; 

NVIDIA GeForce RTX 3090 GPU, 使用 Pytorch1.13

深度学习框架, Python 版本为 3.8. 分别对 64×64 和

256×256 像素分辨率的图像进行合成, 2 种像素分

辨率下设置的数据集参数一致. 所有实验中, 相机

被定义在半径为 2.732 的球体上, 分别使用 n 0.5t 

和 f 6t  作为近边界和远边界; 局部表示的窗口大

小 p 设定为 4×4, 并沿每条光线采样 s 16N  个点. 

优化器采用 1 0  , 2 0.99  的 Adam, batch size= 

32. 对于 64×64 像素分辨率的实验, 生成器和判别

器的学习率分别设置为 46 10 和 41 10 ; 对于 256× 

256 像素分辨率的实验, 修改 256fM  , 生成器学

习率为 3×10–4. 为了确定停止训练的时间, 本文遵

循 常 规 操 作 , 每 执 行 10 000 次 迭 代 进 行 一 次

FID(Fréchet inception distance)度量评估. 

 

表 1  6 个数据集的相关参数 

角度范围/(°) 平移 
数据集 名称 

数据集 

类型 
数量 

对象旋转 背景旋转 仰角 横向 纵向 
对象缩放 视场角/(°)

Cats[33] 猫 真实   9 407  70 10 10   1 10 

Chairs[34] 椅子 合成 152 680 360  0 90   1 49 

CelebA[35] 人脸 真实 202 599  70 10 10   1 10 

Churches[37] 教堂 真实 126 227 360  0  0 −0.15~0.15 −0.15~0.15 0.8~1.0 30 

CompCars[36] 车 真实 136 726 360 10 10 −0.12~0.12 −0.22~0.22 0.8~1.0 10 

FFHQ[10] 高清人脸 真实  70 000  70 10 10   1 10 
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本文采用 FID[64]作为度量指标, 以此量化合

成图像的质量. 使用 20 000 个真实和生成样本计算

FID 得分, FID 值越小, 合成效果越好. 

3.3  实  验 
3.3.1  生成结果 

针对不同数据集, 本文方法在 2 种像素分辨率

下通过随机采样获得的部分合成结果分别如图 4

和图 5 所示. 可以看出, 本文方法是有效的, 其能

够从任意的相机姿势进行渲染, 合成高质量图像. 

为了进一步验证本文方法的有效性, 与不同基

线方法评估的 FID 基准分数和可视化结果对比分别

如表 2 和表 3 所示. 对比方法包括: GIRAFFE[2]方法、 
 

 
a. Cats[33] 

 
b. Chairs[34] 

 
c. CelebA[35] 

 
d. CompCars[36] 

 
e. Churches[37] 

图 4  在 5 个数据集上本文方法通过随机采样生成 64×64 像素分辨率的图像结果 
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a. FFHQ[10] 

 
b. CompCars[36] 

 
c. Churches[37] 

图 5  在 3 个数据集上本文方法通过随机采样生成 256×256 像素分辨率的图像结果 
 

表 2  7 种方法在 64×64 像素分辨率下的 FID 得分对比 

数据集 
方法 

Cats Chairs CelebA Churches CompCars

2D-GAN[63] 18.00 59.00 15.00 19.00 16.00 

BlockGAN[8] 47.00 41.00 69.00 28.00 41.00 

HoloGAN[7] 27.00 59.00 25.00 31.00 17.00 

GRAF[3] 26.00 34.00 25.00 38.00 39.00 

GIRAFFE[2]  8.00 27.00 6.00 17.00 16.00 

FMC[4]    18.75 15.82 

本文  7.08 20.34 6.09 15.07 11.13 

注. 粗体表示最优值. 
 

表 3  5 种方法在 256×256 像素分辨率下的 FID 得分对比 

数据集 
方法 

FFHQ Churches CompCars 

HoloGAN[7] 192.00 58.00 34.00 

GRAF[3]  59.00 87.00 95.00 

GIRAFFE[2]  32.00 30.00 26.00 

FMC[4]  29.30 27.01 22.08 

本文  26.23 23.45 19.57 

注. 粗体表示最优值. 

基于辐射场的 GRAF[3]、特征掩码耦合(feature mask 

coupling, FMC)方法[4]、基于体素的 HoloGAN[7]和

BlockGAN[8]方法, 以及基于 ResNet[65]的 2D-GAN

方法[63]. 

从表 2 可以看出, 在 64×64 像素分辨率下, 本

文方法在所有数据集上获得的 FID 得分显著低于

HoloGAN[7]和 BlockGAN[8]方法, 表明与基于体素

化 3D 表示的方法相比, 本文采用基于神经隐式表

示的方法能更有效地捕捉和表达图像中的复杂结

构 和 细 节 ; 与 同 样 采 用 基 于 神 经 隐 式 表 示 的

GRAF[3], GIRAFFE[2]和 FMC[4]方法相比, 本文方

法获得了相似或更好的 FID 分数, 进一步证明, 采

用自注意力网络结构改良的隐式 GAN 生成器在表

达能力上优于传统的 MLP 架构. 类似地, 从表 3

可以看出, 在 256×256 像素分辨率下, 本文方法的

有效性得到了验证. 

在 CompCars 数据集上, 在 2 种像素分辨率下, 

将 5 种方法在复杂场景进行可控合成实验, 结果如

表 4 所示. 其中, 旋转对象 360°, FMC[4]方法中只
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提供了 64×64 像素分辨率结果. 可以看出: (1) 虽

然所有方法都允许在有限复杂性的数据集上进行

可控图像合成, 但在具有杂乱背景的复杂场景上, 

HoloGAN[7]和 GRAF[3]方法的合成结果是不一致的, 

其前景对象和背景之间存在相互纠缠; 在不同视角

下, 前景对象要么几何上存在明显伪影扭曲, 要么

外观上各不相同. (2) GIRAFFE[2], FMC[4]和本文方

法由于将场景解耦表示 , 因此能够在固定背景的

情况下旋转对象. (3) 与 GIRAFFE[2]和 FMC[4]方法

相比, 本文方法在不同视角下能够更好地保证合成

对象的一致性, 在 64×64 像素分辨率下, 随着角度

的变化, GIRAFFE[2]和 FMC[4]方法合成对象的几何

或外观方面发生了明显变化, 注意车辆形状和车身

颜色在旋转角度时的差异; 在 256×256 像素分辨率

下, GIRAFFE[2]方法合成对象在几何上同样存在差

异, 具体体现在旋转过程中车辆几何形变和车标特

征缺失. (4) 无论在几何还是外观方面, 本文方法合

成图像均获得了更好的一致性, 进一步表明, 本文

采用基于自注意力网络的神经隐式表示, 更能保证

合成结果的一致性. 

 
表 4  在 CompCars 数据集上 5 种方法可控合成结果对比 

方法 像素分辨率 可控合成结果 

64×64 

 

HoloGAN[7] 

256×256 

 

64×64 

 

GRAF[3] 

256×256 

 

64×64 

 

GIRAFFE[2] 

256×256 

 

FMC[4] 64×64 

 

64×64 

 
本文 

256×256 

 

 
定量和定性结果表明 , 本文方法在多个方面

取得了显著的改进. 定量分析展示了在 FID 得分

上的明显降低 , 进一步证明了本文方法在图像合

成任务中的优越性; 通过图像定性分析可以看出, 

本文方法生成的图像在细节、多样性和场景一致性

等方面都表现出卓越的性能 , 充分地验证了本文

方法的有效性和实用性. 

3.3.2  可控场景生成 

为了验证对象和背景是否被正确地解耦 , 利

用组合算子这一简单加法操作(式(1)), 在 64×64 像

素分辨率合成任务中 , 分别呈现各场景下的解耦

对象、解耦背景和对象的 alpha 映射(式(2))结果, 如

图 6 所示. 可以看出, 本文方法在没有任何监督的

情况下, 成功地实现了对象和背景解耦表示; 对于
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Cats 和 CelebA 这些训练数据中几乎仅包含带有对

象的图像(即仅包含猫或人脸)时, 学习到的模型也

能够生成一个合理可信的背景 , 从而隐式地发挥

修补效果. 
 

 
a. 对象 

 
b. 背景 

 
c. 对象的 alpha 映射 

 
d. 最终合成结果 

图 6  本文方法在 64×64 像素分辨率上的解耦结果 
 

进一步, 对将组合的 3D 表示合并到生成模型

中带来多大程度的可控性进行验证 , 从各数据集

上多方面地对对象的属性进行控制分析 . 在各场

景合成任务中, 通过采集输入不同的潜在编码, 模

型能够为每个实体对象建模不同的几何和外观 , 

同时在控制对象几何不变的情况下改变对象的外

观. 根据表 1 中的参数设定, 针对不同的数据集在

图像合成过程中 , 本文实现了对场景进行不同程

度的旋转、平移、缩放, 以及改变相机仰角等操作, 

完成高质量的可控图像合成 . 本文方法在 Cats, 

Chairs, CelebA, CompCars 和 Churches 数据集上, 

对 64×64 像素分辨率的图像进行可控合成的可视

化, 结果如图 7 所示. 可以看出: (1) 图 7a 中, 在保

持背景不变的情况下 , 通过为前景对象采集相同

的几何潜在编码 sz 和不同的外观潜在编码 az , 本

文方法实现了对场景中的对象进行几何固定的同

时, 更改其外观; 同理, 图 7b 中, 实现了同时更改

场景中对象的几何和外观的操作; 图 7c 和图 7d 中, 

通过在对象旋转范围或相机仰角范围之内进行不

同角度的合成 , 实现了对场景中的对象进行旋转

和更改仰角操作. (2) 图 7f~图 7h 中, 对于具有杂

乱背景的高复杂度 CompCars 和 Churches 数据集, 

进一步实现了在 3D 空间中对感兴趣的单个实体对

象进行横向和纵向平移, 以及更换场景背景操作. 

这充分地表明了本文方法具有出色的可控性能 . 

(3) 图 7e 中, 当控制实体对象不变而对背景进行

更改时 , 场景中相应的实体对象会自适应地随背

景亮度变化而产生变化, 进一步表明本文方法在处

理复杂场景下具有良好的鲁棒性和逼真性. (4) 图 7h

中, 在 CompCars 数据集上探索了多个对象合成性

能, 将组合的 3D 表示合并至生成模型, 促进了所

提模型能够在场景中添加多个分布之外的对象 . 

类似地, 在 FFHQ, CompCars 和 Churches 数据集

上, 对 256×256 像素分辨率的图像进行可控合成

的可视化结果如图 8 所示. 

综上所述 , 本文方法除了能够实现多视角一

致的逼真图像合成之外 , 还支持对场景中感兴趣

的对象进行多方面的控制 , 进一步促进生成的图

像更具多样性和可定制性. 

3.3.3  消融实验 

在 64×64 像素分辨率下, 分别在复杂度各不 

 

 

 

 
d. 更改相机仰角 

 

 

a. 更改对象外观 b. 更改对象几何 c. 旋转对象 e. 更改背景 

 

 

f. 横向平移对象 g. 纵向平移对象 h. 添加多个对象 
 

图 7  在 64×64 像素分辨率上对对象进行可控操作的结果 
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a. 更改对象外观 b. 更改对象几何 

 

c. 旋转对象 d. 横向平移对象 

e. 纵向平移对象 f. 更改背景 

图 8  在 256×256 像素分辨率上对对象进行可控操作的结果 
 

相同的 Cats, Chairs 和 Churches 数据集上, 对背景

特征场与对象特征场的结构完全相同或简化情况

下的性能差异进行实验, 结果如表 5 所示. 可以看

出 , 在背景特征场与对象特征场网络结构完全相

同的情况下, 与简化结构相比, Cats 和 Chairs 数据

集上的 FID 指标分别升高 1.19 和 0.73, 表明对于

背景仅占图像小部分区域或背景纯白的合成场景

来说 , 复杂的表征网络并没有促进合成效果的提

升 , 反而会因为对简单特征的过度拟合造成合成

性能的降低; 进一步, 对于背景占据图像更大一部

分的 Churches 数据集, 这种过度拟合带来的合成

性能影响则显得更加突出. 实验结果表明, 简化背

景特征场结构不仅有助于减少计算资源浪费 , 还

能适应不同场景下的背景复杂性 , 保持或提升合

成质量. 

在 64×64 像素分辨率、其他配置不变的情况

下, 通过逐一删除各个模块的方式进行消融实验, 

进一步分析本文架构中的 RGB 跳跃连接和渲染模 

表 5  在 3 个数据集上 2 种结构的 FID 对比 

数据集 相同结构 简化结构 

Cats[33]  8.27  7.08 

Chairs[34] 21.07 20.34 

Churches[37] 22.01 15.07 

注. 粗体表示最优值. 
 

块对合成性能的改善是积极的. 以 CompCars 和

Churches 复杂数据集为例, 实验结果如表 6 所示. 

可以看出, 去除 RGB 跳跃连接模块时, 2 个数据集

上的 FID 指标较完整架构分别升高 2.88 和 4.29, 表

明 RGB 跳跃连接在将低级特征信息传递到网络更

深层时 , 能够有效地帮助模型保留细节和结构信

息, 提高生成图像的质量, 也验证了 RGB 跳跃连

接在本文架构中的有效性和可行性. 

在渲染模块的设计中, 本文方法与 GRAF[3]的

关键区别是将体渲染与 2D 神经渲染相结合, 这与

GIRAFFE[2]和 FMC[4]的设计思想是相似的. 表 2 和

表 3 的定量比较, 以及表 4 的定性比较已经表明,  
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表 6  在 2 个数据集上消融实验之后的 FID 对比 

数据集 完整架构 −RGB 跳跃连接 −pixelshuffle

CompCars[36] 11.13 14.01 13.93 

Churches[37] 15.07 19.36 18.74 

注. “−”表示删除. 

 

这种设计可以获得更好的合成结果 , 尤其是对于

复杂的真实数据, 模型的表现力更突出; 此外, 这

种设计使得渲染速度得到提升 . 与 GRAF[3]相比 , 

在 64×64 像素分辨率下, 渲染一幅图像的总渲染时

长从 33.5 ms 减少到 2.6 ms; 在 256×256 像素分辨率

下, 渲染一幅图像的总渲染时长从 552.8 ms 减少到

3.5 ms. 在神经渲染器的构造上, 本文方法不再像

GIRAFFE[2]和 FMC[4]那样仅考虑空间层面的因素影

响, 即仅使用最近邻或双线性上采样, 而是引入了

通道上采样 pixelshuffle 技术. 通过分析表 5 可知, 

当去除 pixelshuffle 上采样技术时, 在 2 个数据集上

的合成性能降低, FID 指标分别升高 2.8 和 3.67, 进

一步证明了本文方法将通道上采样技术与空间上采

样技术相结合的有效性, 成功地改善了合成性能. 

3.4  局限性 
如果数据中存在固有偏差 , 本文方法就难以

识别变异因素. 如图 9 所示, 在 FFHQ 场景合成任

务中, 当对象进行旋转操作时, 生成图像中的眼睛

和头发区域未能保持其原始的相对位置 , 而是随

着视角的改变而发生相应变化 . 这一现象的原因

是 FFHQ 数据集中的眼睛和头发通常朝向相机, 而

不是与面部的旋转角度保持一致. 因此, 在图像合

成过程中 , 这些特征会根据数据集的固有分布模

式进行自适应的调整 , 这可能限制了模型对于视

角变化的泛化能力. 
 

图 9  数据集偏差导致眼睛和头发随视角变化 
 

在处理复杂度更高的 CompCars 和 Churches 场

景合成任务时, 本文方法偶尔会出现解耦失败的

情况. 如图 10 所示, 当解耦前景对象时, 生成的表

示有时会包含背景元素; 反之, 解耦背景时会包含

前景对象(车或教堂). 这种解耦失败可能源于几个

因素: (1) 场景本身的高复杂性增加了模型处理的

难度; (2) 模型在训练过程中对相机姿势和对象转

换的假设是均匀分布的 , 这与实际场景中这些因

素的分布可能存在显著差异 , 这种假设与实际的

不匹配, 可能导致模型在实际应用中的性能下降. 
 

a. 解耦前景对象时出现背景元素 

b. 解耦背景时出现前景对象 

图 10  解耦失败案例——前景对象与背景之间相互纠缠 

4  结  语 

针对现有方法缺乏底层的 3D 表示和依赖表达

能力不足的网络架构, 导致生成图像保真度低、不

可控和一致性差等问题 , 本文提出一种基于自注

意力机制的局部空间 3D 感知图像合成方法. 对象

解耦模块通过为各个对象定义单独 3D 边界框, 有

效地解决对象间的纠缠 , 保证了对场景中感兴趣

的单个对象进行可控操作; 局部空间场景表征模

块使用自注意力网络进行局部空间表征 , 促进局

部空间细节的表达, 大大降低了计算代价; 渲染模

块中 , 神经渲染器对每个空间分辨率下的特征图

采用空间上采样技术和通道上采样技术并行处理

并融合, 逐渐升高分辨率. 实验结果表明, 本文方

法可以在对空间点低频采样的情况下 , 实现多视

角一致的高质量图像合成; 进一步, 在复杂度更高

的真实场景数据集上, 该方法的表达能力更突出.  

未来, 将从以下 3 个方面改进本文工作: (1) 探

索一种在训练过程中逐渐改变局部空间表征大小的

策略, 进一步提高合成质量; (2) 尝试从数据中学习

相机姿态的分布, 有益于进一步对合成场景进行精

确控制; (3) 结合易于获得的监督(如预测的对象掩

码信息), 进一步扩展到更复杂的多对象场景. 
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