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摘  要: 针对现有牙齿模型深度学习分割网络过度依赖坐标特征, 忽略了几何特征与坐标特征的差异性和互补作用

的问题, 提出一种结合注意力机制和邻域增强机制的牙颌模型分割网络. 首先采用一个注意力增强模块, 通过不同

的编码方式对输入特征进行邻域增强, 并结合几何特征与坐标特征的性质分别设计差值注意力机制和自注意力机制, 

充分提取网格的上下文特征; 其次构建互补性池化函数, 融合最大池化、注意力池化以及平均池化促进不同特征间的

互补作用, 提高分割网络的鲁棒性; 最后嵌入自适应注意力模块, 在平衡多尺度特征间的数值差异的同时获得综合

特征来实现网格分割. 在 200 个真实患者的牙颌模型数据集上与其他网络进行对比的实验结果表明, 所提网络针对

牙颌模型的分割准确率达 96.18%; 该网络优于对比的深度学习网络, 具有更优的牙颌模型分割性能. 
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Abstract: To address the issue of existing deep learning-based segmentation methods for dental models, 

which overly rely on coordinate features and overlook the differences and complementary nature of geomet-

ric and coordinate features, a segmentation network based on attention mechanism and neighbor enhance-

ment is proposed. First, an attention-enhanced module is employed to enhance the neighborhood of input 

features through different encoding schemes. It designs a differential attention mechanism and a self-atten-

tion mechanism to extract comprehensive contextual features of the mesh by considering the properties of 

geometric and coordinate features separately. Next, a complementary pooling function is constructed to fuse 

maximum pooling, attention pooling, and average pooling, which promotes the complementary interaction 

among different features and enhances the robustness of the segmentation network. Finally, an adaptive at-

tention module is embedded to balance the numerical differences among multi-scale features for effective 

mesh segmentation. Compared with other methods in 200 real patients dental model dataset, the segmenta-
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tion accuracy of dental model is 96.18%. The experimental results show that the proposed method is superior 

to the compared deep learning networks and has better performance in the segmentation of dental models. 

 

Key words: three-dimensional dental model segmentation; neighbor enhancement; semantic segmentation net-

work; attention mechanism  

牙齿畸形是常见的口腔疾病之一[1], 不仅影响

患者的面容, 还可能引发胃肠道疾病, 对身体健康

造成损害. 近年来, 随着数字图像技术和计算机技

术的发展, CAD 系统在口腔医学领域得到了广泛的

应用. CAD 系统基于口腔内扫描仪(intraoral optical 

scanners, IOS)获得患者的三维牙颌数字模型[2], 实

现牙齿的自动分割、修复、矫正和重排等后续任务[3], 

极大地提高了牙医的治疗效率. 本文研究由 IOS

获取的三维牙齿网格模型的分割问题.  

与传统的 CT 图像分割相比, 三维牙颌模型分

割过程中存在许多挑战: (1) 同一类型牙齿的几何

特征因患者个体差异而异; (2) 牙颌模型中存在牙

齿拥挤和排列不齐的问题 , 导致分割边界难以确

定; (3) 缺牙、断牙、智齿等问题存在不确定性, 严

重破坏网格的几何特征.  

为解决上述难题 , 传统的分割方法通常是通

过预先选择的几何特征(坐标[4]、法向量[5]、曲率[6]、

谐波场 [7])对模型进行分割, 或者将其投影到二维

平面上[8-10], 再通过图像分割算法进行分割; 但这

些方法不仅在模型投影时会降低分辨率 , 还极度

依赖网格特征的完整性 , 当牙颌模型的几何特征

因畸形而被破坏时, 将降低算法的鲁棒性.  

近年来 , 深度学习和加速图形处理技术的发

展为牙齿模型的全自动分割奠定了基础 . 一些方

法将三维模型结构转化为二维图像 [11-13], 使用卷

积网络进行网格的特征提取和类型预测 . 这些方

法的网络结构较为简洁 , 但忽略了网格之间的拓

扑关系, 容易出现离散错误. 为此, 一些学者将特

征提取模块应用到牙齿分割网络中 [14-17], 将网格

的邻域关系融入特征提取过程中; 但这些模块在

特征融合过程中过度依赖坐标特征 , 忽略了几何

特征和语义特征之间的差异 , 导致网络无法提取

丰富的局部特征, 影响在牙齿边界处的分割精度. 

不同于上述网络模型 , 本文提出基于注意力

机制和邻域增强机制的网络(attention and neigh-

borhood enhancement network, ATNE-NET)包括设

计一个注意力增强模块(attention-enhanced module, 

AEM), 通过不同的编码方式对输入特征进行邻域

进行邻域增强, 同时结合几何特征与坐标特征的性

质 , 分别设计差值注意力模块 (differential atten-

tion-enhanced module, DAEM) 和自注意力模块

(self-attention- enhanced module, SAEM), 以充分提

取网格的上下文特征 ; 构建互补性池化模块

(complementary pooling module, CPM), 融合最大池

化(max pooling, MP)、注意力池化以及平均池化

(average pooling, AP)促进不同特征间的互补作用, 

动态地调整网络对不同特征的关注程度, 以提高分

割网络的鲁棒性; 在跳跃连接的特征融合过程中嵌

入自适应注意力模块, 以平衡多尺度特征间的数

值差异, 实现网格分割.  

1  相关工作 

1.1  三维形状分割 
深度学习在三维形状分割中得到广泛应用 , 

并取得了一定的效果 . 一些方法将三维模型转换

为体素数据 [18], 并使用卷积模块进行特征学习 , 

它们在初始分割中取得了较好的分割精度 , 然而

其在空间变换的过程中不可避免地会降低模型分

辨率, 制约了精度的进一步提升. 为了解决上述问

题, PointNet++[19]使用多层感知器(multilayer per-

ceptron, MLP)和全局最大池化从几何特征中提取

三维形状的局部和全局特征.  

图卷积神经网络由于可以融合三维形状的邻

域信息而取得了较好的分割效果. Zhang 等[20]提出

动态图卷积神经网络(dynamic graph convolutional 

neural networks, DGCNN), 其中 EdgeConv 块在局

部特征学习过程中有效地整合了邻域间的坐标特征

差异. 基于 DGCNN 的思想, 局部特征聚合[21-23]、

双边注意力 [24-25]等模块均被用于学习更详细的局

部特征, 并取得了较好的分割效果.  

1.2  三维牙颌模型分割 
在三维牙颌模型分割研究中 , 传统的分割方

法主要基于几何特征[4-7], 如边界线搜索、区域生

长算法和分水岭算法等 . 这些方法需要人工选择

种子点 , 然后使用预先选择的几何特征作为判别
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依据对牙齿网格进行分割; 但它们过度依赖几何

特征的完整性, 对模型特征变化的敏感性很高. 

近年来 , 基于深度学习的三维分割网络被应

用于牙齿分割任务. Zhang 等[26]将三维牙颌模型映

射到二维谐波图像中提取特征; Tian等[12]将点云数

据转换为体素数据 , 并利用三维卷积模块提取特

征; Lian 等[14]采用多尺度图约束模块和密集融合

策略获取网格的邻域特征和不同尺度的语义特征; 

Wu 等[15]基于 MeshSegNet[14], 使用边缘卷积模块

代替多尺度图约束模块 , 将坐标特征之间的差异

信息整合到邻域特征中; Zheng 等[27]通过网络获取

网格的偏移质心 , 然后基于密度实现黏附牙齿的

分离. 为了进一步提取充分的局部特征, Ma 等[28]

基于注意机制融合网格几何特征之间的差异信息; 

Cui 等 [29]通过距离感知投票方案生成牙齿质心 , 

并基于置信度感知的注意机制提高边界的光滑程

度; Zhao 等[30]将邻域增强机制集成到特征提取模

块中 , 并使用语义特征差异学习权值 , 使网络关

注语义特征相似的网格; Lin 等 [31]提出一种质心

引导的分离注意方法学习模型的全局特征 , 并通

过高斯邻居注意机制增强网格法向量特征间的差

异性. 

虽然上述方法通过在特征学习过程中整合邻

域信息来捕获详细的局部特征 , 但仍然存在以下

问题: (1) 在邻域信息融合过程中只利用坐标特征

之间的差异, 忽略了其与几何特征(如法向量、曲

率)间的差异信息; (2) 在特征提取过程中, 使用单

一的池化方式对不同特征进行融合 , 会丢失大量

有用信息. 与上述方法不同, 本文网络所使用的特

征提取方法, 不仅考虑了网格的邻域信息, 还根据

坐标特征与几何特征二者在网格分割过程中的特

性 , 分别设计不同的注意力机制和互补性融合机

制提取并融合上下文的特征 , 以提高牙齿网格特

征提取的效率和完整性. 

2  ATNE-NET 

2.1  概  述 
ATNE-NET 中, 牙齿上的每个网格由一个 27

维输入向量描述. 将网格的坐标特征与几何特征

进行拼接 , 并对不同网格的特征向量沿每个维度

进行 z-score 归一化. 其中, 坐标特征指网格的顶

点坐标(9 维)和中心点坐标(3 维), 几何特征包括网

格的顶点法向量(9 维)、平面法向量(3 维)和顶点曲

率特征(3 维).  

ATNE-NET 的结构如图 1 所示, 将模型的特征

矩阵输入到网络中, 通过 3 个彼此交叉的 AEM 模

块与 CPM 实现网格的上下文特征提取和融合; 然

后使用自适应注意力模块实现不同维度特征间的

跳跃连接 , 获取网格的综合特征 ; 最后通过逐次

MLP 进行预测. ATNE-NET 的输出是一个 N C 矩

阵, 每行向量表示相应网格单元属于 C 类的概率. 

 

 
 

图 1  ATNE-NET 结构 
 

2.2  AEM 的结构 
2.2.1  DAEM 的结构 

(1) KNN 图. 利用与中心网格 im 语义特征最

接近的 K 个网格构建局部邻域图. 语义特征距离

定义为 

 2, , ,
1

n

i f i q j q
q

d f f


  . 

其中, ,i qf 表示 im 的第 q 个语义特征; ,j qf 表示邻

居网格 jm 的第 q 个语义特征; n 表示一个网格的

语义特征总数. 需要注意的是, 在第 1 个 DAEM 中, 

由于只输入几何特征和坐标特征, 直接基于网格中

心点的坐标构造邻域图. KNN 图定义为  ,G M E , 

其中 ,  1 2, , , Nm m mM  和  E M M 分别表

示 N 个网格集和的邻域关系集(由 KNN 定义). 对于

网格单元 im M , 用  N i 表示其邻域集  ,G M E . 

(2) 邻域编码增强. 在牙齿边界处, 相邻网格

间的区分要依靠几何特征间的差异性. 为此, 对于

每个 im 的几何特征, AEM 通过邻域信息增强 im 的

局部几何信息, 如图 2 所示. 在特征增强时, 该模

块考虑 im 与邻域网格在几何特征之间的差异. 首
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先从每个邻域网格  km N i 获取几何特征, 进行

几何空间编码后得到增强特征矢量, 公式为 

 , , , , ,
k
i n i n k n i n k n   m m m m m , 

 , , , , ,
k
i u i u k u i u k u   m m m m m . 

其中, ,i nm 和 ,k nm , ,i um 和 ,k um 分别表示 im 和 km

的法向量和曲率;  表示特征拼接;  表示欧几

里得距离计算. 然后将 im 和邻域网格的曲率增强

特征与法向量增强特征连接起来, 并通过 MLP 对

特征进行对齐, 公式为 

 dat
, ,MLPk k k

i i n i u G m m , 

其中, k
iG 表示对齐后的几何增强特征.  

(3) 差值注意力权重. 采用基于差值注意力机

制对几何增强特征赋予不同的重视程度 , 目的是

引导网络关注与 im 更相似的 km 间的几何差异性. 

差值注意力权重赋值的公式为 

  datSoftmax MLPk k
i i d i  W f f G . 

其 中 ,  表 示 执 行 特 征 向 量 的 逐 元 素 乘 积 ; 

d i k f f f 表示 im 与 km 的特征差异, 使网络更加

关注相似网格间的特征差异 , 以提高几何拓扑关

系的学习效率. DAEM 中, 首先通过特征增强机制

显著地体现局部网格在几何空间的差异 , 然后使

用差值注意力机制为语义邻近的几何特征赋予更

大的关注权重. 这一系列操作可以在邻近却不同类

的网格分类中提供显著的几何判别依据, 在减缓网

络对坐标特征依赖程度的同时提高边界分割精度. 

 

 
 

图 2  AEM 结构 
 

2.2.2  SAEM 
(1) 共享 KNN 图. SAEM 是对网格的坐标特征

进行增强学习的 , 考虑直接基于坐标空间构图进

行邻域增强可能会使网络对坐标特征过度依赖 , 

产生拥挤牙齿错分割的情况, 因此 SAEM 本身不

构建图, 直接共享 DAEM 通过语义特征构建的邻

域图, 以保证网络更加关注语义相似的网格.  

(2) 邻域编码增强 . 为了使 im 更好地感知其

所在的局部区域, 以及与 km 在坐标空间建立内在

联系, 基于邻域图对坐标特征进行增强和对齐, 公

式为  

 , , , , , , ,
k
i c i c k c i c k c i c k c     m m m m m m m . 

其中 , ,i cm 和 ,k cm 分别表示 im 和 km 的中心点坐

标. 然后通过 MLP对齐, 公式为 

 sat
,MLPk k

i i cC m . 
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(3) 自注意力权重. 为了使网络充分地理解模

型的全局结构并抑制噪声, 计算增强特征 k
iC 的自

注意力得分并进行聚合 , 使用残差连接得到体现

网格在坐标空间中的全局分布和局部分布的空间

坐标特征 

  sat satMLP MLPk k k
i i i  V S C C . 

其中 ,     Tsat satSoftmax MLP MLPi i
k k S C C 表

示特征的自注意力得分. 

SAEM 中, 首先通过特征增强机制体现局部

网格在坐标空间的差异 , 然后使用自注意力机制

学习坐标间的上下文特征 . 该模块不仅使网络感

知到中心网络邻域分布 , 还可捕捉到邻域内网格

的全局联系 , 使得同一语义空间内的相似网格紧

密地连接在一起, 避免出现离散的分类结果. 

2.3  CPM 的结构 
现有的网络通常使用注意力池化操作集成邻

域特征 , 以获取含有最多有用信息的融合特征向 

量. 如图 3 所示, 本文将 DAEM输出的 k
iW 与 SAEM 

输出的 k
iV 拼接, 即 

   cpm cpmMLP MLPk k k
i i i F W V , 

并使用注意力池化集成邻域信息, 即 

    cpm

1

Softmax MLP
k

k k
i i i

j

 A f F F . 

其中 , k 表示 im 的邻居数,  iA f 表示注意力池化

特征. 不难理解, 注意力池化虽然可以确保空间特

征的重要信息尽可能实现传递, 却会削弱几何特征

和坐标特征间的差异显著程度. 本文认为, 在池化

过程中, 可以利用MP尽可能地保留局部几何空间的

显著差异信息, 使网络的输出具有平移不变性; 同

时, 利用 AP 减少噪声和细微坐标变化对网络特征提

取的影响, 提高模型的鲁棒性. 公式分别为 

   MP k
i iM f W , 

   AP k
i iE f V . 

 

 
 

图 3  CPM 结构 
 

综上所述, 为了促进不同特征间的互补性能, 

ATNE-NET 根据各特征的分割特性构建 CPM 整合

池化所得的 3 种特征, 以获得更丰富信息的融合特

征, 公式为 

        cpmMLPi i i i  T f A f M f E f . 

2.4  多尺度特征融合 

经过一系列特征提取模块得到融合特征后 , 

ATNE-NET 通过跳跃连接将这些不同维度的输出

特征连接起来, 公式为 
1 2 3

mul=  T T T T . 

其中, lT 表示第 l 个 CPM 的输出特征. 考虑不同

尺度特征的重要程度不同, 引入自适应注意模块, 

使网络动态地区分哪些特征更重要. 公式为 

  con
con mul mulSoftmax MLP F T T . 

最后将 conF 输入 MLP , 实现对网格的分类预测 . 

每行预测向量的维数为 C , 对应每个网格可能的

类别概率为  pre
conMLPP F . 

3  实验与结果分析 

3.1  实验细节 
3.1.1  数据集 

本文实验的数据集由 Teeth3DS 数据库[32]提供

的来自不同患者的 200 个三维牙颌网格口扫模型组
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成(上、下牙颌一起训练), 并以 4∶1 的比例随机划

分为 160 个训练数据和 40 个测试数据. 原始三维牙

颌模型包含大约 50 000 个网格单元, 保留拓扑结构

将其简化为 15 000 个网格单元; 数据中包含多种牙

颌畸形类型(拥挤、断齿、错位、缺齿等), 并在相关

专家的指导下使用 MeshLabeler 软件[33]实现标注. 

为了提高网络的泛化能力, 对训练集进行增强, 每

个牙颌模型有 50%的概率分别在[–10,10]距离之间

平移, 沿 y 轴在  6, 6  角度之间旋转, 以及在

[0.8,1.2]倍率之间缩放, 从每个三维模型中生成 20

个新样本.  

3.1.2  评估指标与损失函数 

为了定量地验证 ATNE-NET 的性能, 本文使用

总体精度(overall accuracy, OA), 交并比(intersection 

over union, IoU)和平均交并比 (mean intersection 

over union, mIoU)作为评价指标, Dice 损失 DiceL 作

为损失函数, 它们的计算公式分别为 

TP + TN
OA =

TP + TN + FP + FN
, 

TP
IoU =

FN + FP + TP
, 

1

1 TP
mIoU

FN + FP + TP

C

C
  , 

Dice
2TP

= 
2TP + FN + FP

L . 

其中 , TP , TN , FP 和 FN 分别表示真阳性(true 

positive, TP), 真阴性(true negative, TN), 假阳性

(false positive, FP)和假阴性(false negative, FN)样

本; C 表示网格类数.  

3.1.3  网络细节 

如图 1 所示, ATNE-NET 包含 3 个连续的特征

提取模块和 1 个特征融合模块. 从第 1 个模块到第

3 个模块的 datMLP , satMLP 和 cpmMLP 包含通道数

分别为 64, 128 和 256 的 2D Conv; KNN 图的邻居

个数 k =30; 特征融合模块的 conMLP 包含 1 个 1 024

通道的 1D Conv; preMLP 包含 4个连续的 1D Conv, 

通道数分别为 1 024, 512, 256 和 C . 除了最后 1 个

Conv, 其余 Conv 后面都有 1 个 BN 和 Leaky-ReLU.  

本文在 PyTorch 框架下进行所有训练与实验. 

ATNE-NET 在一台 NVIDIA GeForce RTX 3090 GPU

上进行 200 轮的训练, 批量大小设置为 2; 使用初始

学习率为 310 的 Adam 优化器, 每 20 轮减少 50%.  

3.2  对比实验 
将 ATNE-NET 依次与 2 种三维形状分割网络

(PointNet++[19], DGCNN[20]), 4 种三维牙齿模型分

割网络(MeshSegNet[14], TeethGNN[27], LSAM[30]和

DBGAN[31])进行实验, 表 1 所示为 OA 和 mIoU 指

标的定量比较. 其中, IoU 仅显示右侧牙齿和牙龈的

分割结果, 1 6~T T 表示右侧不同牙齿的标签, 0T 表

示牙龈网格的标签(如图 1所示). 可以看出: (1) 与同

样使用特征增强机制的 LSAM[30]和 TeethGNN[27]相

比, ATNE-NET 的 OA 分别提高 2.93 个百分点和

1.15 个百分点, 表明该网络在获得更丰富的局部

特征方面是有效的. 因为 LSAM[30]和 TeethGNN[27]

这 2 种网络在特征增强过程中只考虑了坐标信息, 

而 ATNE-NET 不仅考虑坐标特征, 还通过差值注

意力机制增强了邻近网格几何特征间的差异性 . 

(2) ATNE-NET 的分割精度优于 MeshSegNet[14]和

DBGAN[31], 因为这 2 种对比网络具有粗糙的特征

融合方式, 证明了 ATNE-NET 在促进特征互补方

面的有效性. (3) 与所有对比网络相比, ATNE-NET

在每颗牙齿分割中获得了更高的 IoU, 证明了其在

牙齿精细分割过程中的泛化性能. 

图 4 所示为表 1 中 7 种网络分割结果的可视化

结果 .  可以看出 :  (1) 第 1~2 行的红色圆圈中 , 

PointNet++[19]和 DGCNN[20]对错位牙齿的分割精度 

 
 表 1  7 种网络的分割结果比较 %   

IoU 
主干网络 OA mIoU 

T1 T2 T3 T4 T5 T6 T7 T0 

PointNet++[19] 88.01 76.15 65.66 72.31 75.98 80.66 78.81 73.15 77.12 85.64 

DGCNN[20] 89.93 83.15 80.16 77.34 81.45 85.13 84.24 78.37 82.39 88.17 

MeshSegNet[14] 91.26 84.07 80.59 81.49 81.36 83.41 82.73 79.69 85.58 90.83 

TeethGNN[27] 93.38 84.52 81.63 82.56 81.37 82.73 83.48 82.13 82.55 93.43 

LSAM[30] 93.25 85.61 82.81 84.76 84.05 85.34 85.46 82.49 84.55 92.67 

DBGAN[31] 95.03 88.27 85.76 86.28 88.51 87.72 87.53 88.62 87.67 93.77 

ATNE-NET 96.18 90.13 88.78 88.67 89.02 88.15 89.22 88.51 87.65 94.97 

注. 粗体表示最优值.
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  a. 原始模型   b. PointNet++[19]  c. DGCNN[20]  d. MeshSegNet[14]  e. TeethGNN[27]  f. LSAM[30]   g. DBGAN[31]  h. ATNE-NET     i. 标注 
 

图 4  ATNE-NET 与 6 种对比网络的分割结果可视化对比 

 
低 , 因为这些网络在特征提取时忽略了邻域网格

间的特征差异, 依赖于网格的坐标特征进行分割; 

基于特征图的网络 MeshSegNet[14]和 LSAM[30]在错

位牙齿的分割上精度有一定提升 , 而使用网络进

行质心定位的 TeethGNN[27]和 DBGAN[31]同样准确

地识别了错位牙齿的区域 , 但是这些网络在牙齿

边界处均存在过分割现象; ATNE-NET 在牙齿边界

处体现出了优异的分割性能 , 这是因为差值注意

力机制使得网络对边界处网格的细微几何特征变

化更加敏感. (2) 第 3~4 行中, 即使边界结构相对

平坦(如棕色虚线圈所示), ATNE-NET 在牙齿和牙

龈的边界处依然实现了很好的分割效果; 将特征

简单拼接在一起的 DBGAN[31]和使用聚类算法的

TeethGNN[27]在牙齿边界处依然存在过分割现象 . 

实验结果进一步证明了 ATNE-NET 在促进特征互

补方面的有效性. 

3.3  消融实验 
3.3.1  AEM 中邻域增强机制的有效性 

为了证明 AEM 中的邻域增强机制的有效性, 

通过不同的增强类型获得 3 种变体: (1) 所有特征

都不进行邻域增强 , 通过中心网格特征重复获得

与增强矩阵相同维度的输入(基准网络); (2) 只对

几何特征增强(基准网络+几何增强); (3) 只对坐标

特征进行增强(基准网络+坐标增强).  

将这些变体与 ATNE-NET 进行比较, 定量比

较结果如表 2 所示. 可以看出, 随着几何特征和坐

标特征的增强, 网络的整体性能逐渐提高; 基准网

络无法有效地学习网格特征, 因为 MLP 无法提取

网格间的拓扑关系; 坐标增强变体比几何增强变

体的分割性能的 OA 和 mIoU 提高 18.26 个百分点 

表 2  AEM 中不同邻域增强机制的消融结果比较 %   

变体方法 OA mIoU 

基准网络 56.25 48.19 

基准网络+几何增强 71.35 65.37 

基准网络+坐标增强 89.61 83.74 

ATNE-NET 96.18 90.13 

注. 粗体表示最优值. 

 
和 18.37 个百分点, 这表明坐标特征包含的拓扑结

构是网络局部特征学习的关键; ATNE-NET 取得了

更高的精度 , 几何特征的增强使得网络不过度依

赖坐标特征 , 有效地感知相邻网格间几何特征的

微小变化. 

3.3.2  AEM 中注意力机制的有效性 

为了突出各特征的分割特性, AEM 中设计了 2

种注意力机制对增强后的特征进行权重优化 . 为

了证明不同注意力机制的有效性 , 使用不同的注

意力方法获得 3 种变体: (1) 所有增强特征都不进

行注意力权重优化(基准网络); (2) 只对几何特征

使用差值注意机制(基准网络+差值注意); (3) 只对

坐标特征使用自注意力机制(基准网络+自注意力).  

将这些变体与 ATNE-NET 进行比较, 定量比

较结果如表 3 所示. 可以看出, 引入注意力机制后

均有效地提高了模型的分割精度, 其中, 与自注意

力机制相比 , 差值注意力机制取得了更高的提升

精度 , 这是因为差值注意力可以解决边界处分割

模糊的问题. 为了进一步体现 ATNE-NET 的有效

性, 对分割结果进行可视化, 结果如图 5 所示. 可

以看出 , 使用差值注意的网络在齿间的边界处精

度较高 , 而使用自注意力的网络在齿间孤立错分

结果较少 , 这是由于差值注意力使网络更加关注
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同类网格间的几何差异 , 相邻却拥有较大几何差

值的网格将被赋予其他标签, 进而使边界光滑; 而

自注意力使网络更加关注同类网格间的连通性 , 

避免孤立错误. 
 

 表 3  AEM 中不同注意力机制的消融结果比较 % 

变体方法 OA mIoU 

基准网络 93.03 84.22 

基准网络+差值注意 95.26 88.12 

基准网络+自注意力 94.51 86.37 

ATNE-NET 96.18 90.13 

注. 粗体表示最优值. 

 

  
        a. 原始模型                  b. 标注 

  

        c. 基准网络           d. 基准网络+差值注意 

  

   e. 基准网络+自注意力           f. ATNE-NET 
 

图 5  不同注意力机制的可视化分割结果 
 

3.3.3  CPM 的有效性 

经过特征AEM后, 本文提出的CPM在最大限

度地保留各自分割特性的条件下进行特征融合 . 

为了验证 CPM 的有效性, 使用不同的池化组合方

法进行了实验: (1) 对 2 类拼接后的特征通过注意

力池化融合, 并分别对 2 类特征使用 MP 融合(双

MP); (2) 对 2 类拼接后的特征通过注意力池化融

合, 并分别对 2 类特征使用 AP 融合(MP); (3) 对 2

类拼接后的特征通过注意力池化融合 , 并分别对

坐标特征使用 MP 融合, 对几何特征使用 AP 融合

(平均池+最大池).  

将不同池化方法与 ATNE-NET 进行比较, 定

量比较结果如表 4 所示. 可以看出 AP+MP 变体的

精度提升最少 , 原因是这种组合方式与对应特征

的特性不符, 抑制了特征间的互补作用. 为了进一

步验证上述结论, 图 6 所示为这些变体的可视化结

果 .  与表 4 的定量分析结果一致 ,  可以看出 , 

ATNE-NET 的结果最好; 双最大池中出现较多的

离散错误, 双平均池中齿间边界较为粗糙, 这是由

于 MP 作用于坐标特征, 使网络更加关注距离较远

的网格, 进而产生了离散误判; 而 AP 则抑制了几 

 表 4  不同池化方法的消融结果比较  % 

池化方法 OA mIoU 

双最大池 95.87 89.82 

双平均池 95.04 88.73 

平均池+最大池 94.16 87.65 

ATNE-NET 96.18 90.13 

注. 粗体表示最优值. 

 

  
        a. 原始模型                  b. 标注 

  

        c. 双最大池                d. 双平均池 

  

      e. 平均池+最大池              f. ATNE-NET 
 

图 6  不同池化方法的可视化分割结果 
 

何特征间的差异显著程度. 

3.3.4  自适应特征融合策略的有效性 

在特征融合的跳跃连接的过程中 , 使用自适

应注意力机制为不同维度的特征分配合理的权重. 

为了评估这一措施的有效性, 将 ATNE-NET 与拼

接融合的变体进行实验 , 即网络直接将特征拼接

在一起, 定量比较结果如表 5 所示. 可以看出, 使

用自适应注意机制的网络分割效果更好 , 说明自

适应特征融合策略可以对特征赋予有效的权重 , 

平衡多尺度特征间的数值差异 , 避免某一特征数

值过大而忽略其他特征. 
 

 表 5  特征融合对比分割结果  % 

方法 OA mIoU 

拼接融合 95.06 88.91 

ATNE-NET 96.18 90.13 

注. 粗体表示最优值. 

4  结  语 

本文提出一种 ATNE-NET 用于牙颌模型分割. 

首先通过增强机制提高特征的局部感知能力 , 并

针对几何特征与坐标特征的分割性质分别设计了

DAEM 与 SAEM, 促进 2 类特征的互补性; 然后设

计了 CPM, 在保留最大有用信息的同时尽可能地

确保 2类特征间的差异性; 最后自适应地融合不同
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维度的特征 , 为其赋予不同权重 . 将 ATNE-NET

与 6种先进的方法在 200个真实患者的牙颌模型数

据集上进行比较 , 并通过消融实验直观地分析了

核心模块的有效性. 实验结果证明了 ATNE-NET

的优越性, 其适合具有挑战性的实际任务. 
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