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摘  要: 动态点云数据因具备时间连续性和高维数据特性, 能准确地描述物体动态变化, 广泛应用于自动驾驶、增强

现实、虚拟现实、机器人导航和三维视频等. 动态点云压缩在有效地管理不断增长的点云数据量的存储、传输和感

知方面发挥着重要作用, 当前缺乏专门针对动态点云压缩方法的全面调查. 针对该问题, 对动态点云压缩方法进行

了系统的综述. 首先介绍动态点云压缩的研究意义和理论支撑; 然后从几何压缩、属性压缩和联合压缩 3 个方面阐述

了主流模型的基本原理及优势; 之后介绍了主流的动态点云压缩数据集及评价指标, 总结各种方法在不同数据集上

的性能; 最后分析了当前方法在算法复杂度与场景适应性方面的局限性, 并指出轻量化网络设计、联合时空建模及跨

模态信息融合是未来的主要研究方向. 文中总结了动态点云压缩的最新进展, 有助于更深入理解动态点云压缩, 促

进基于动态点云压缩系统的进一步发展. 
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Abstract: Dynamic point cloud data, characterized by temporal continuity and high-dimensional features, can 

accurately capture dynamic changes of objects and are thus widely applied in fields such as autonomous driving, 

augmented reality, virtual reality, robotic navigation, and 3D video. Dynamic point cloud compression plays a 

crucial role in efficiently managing the storage, transmission, and perception of the ever-increasing volume of 

point cloud data. Despite this demand, there remains a clear lack of comprehensive surveys specifically focused 

on dynamic point cloud compression methods. To address this gap, this paper presents a systematic review of ex-

isting approaches, aiming to summarize recent advancements in the field and provide insights for future research. 



2034 计算机辅助设计与图形学学报 第 37 卷 

 

     
      

The paper first introduces the significance and theoretical foundations of dynamic point cloud compression. It 

then elaborates on the fundamental principles and advantages of mainstream models from three perspectives: 

geometry compression, attribute compression, and joint compression. Subsequently, commonly used datasets and 

evaluation metrics are reviewed, and the performance of various methods across different datasets is summarized. 

Finally, the paper analyzes the limitations of current methods in terms of algorithmic complexity and scene 

adaptability, and points out that lightweight network design, joint spatiotemporal modeling, and cross-modal in-

formation fusion are major directions for future research. This survey is expected to facilitate a deeper under-

standing of dynamic point cloud compression and promote further development of related systems. 

 

Key words: dynamic point cloud compression; deep learning; geometric compression; attribute compression; 

joint compression  

随着点云硬件采集设备的快速发展 , 点云数

据作为一种重要的三维数据表示形式广泛应用于

自动驾驶、虚拟现实、建筑等领域, 如实时感知环

境、用户互动、建筑物监测等. 点云由具有 , ,x y z 坐

标及颜色、法线、反射率等属性的点组成, 与网格

模型[1]和体素数据[2]相比, 其结构简单、表达灵活. 

点云分为静态和动态 2 类, 静态点云描述固定时间

点的三维结构 , 动态点云则通过连续帧展示对象

的时间变化. 然而, 点云数据量通常非常庞大, 特

别是在处理动态点云时数据量更是呈指数级增长, 

对存储和传输带来了巨大的挑战 , 因此高效的动

态点云压缩技术成为了研究热点. 近年来, 研究人

员提出多种高效的动态点云压缩方法 , 通过结合

实时数据处理技术、高效的压缩方法和先进的重建

方法, 可以有效地应对动态点云压缩面临的挑战, 

在各种应用中充分地发挥动态点云的优势.  

本文对当前动态点云压缩方向的主要方法和

技术进行总结和归纳. 首先讨论其基本原理、优缺

点及适用场景; 然后详细阐述动态点云在几何和属

性压缩方面的研究进展; 再介绍相关的公开数据集

及其评价标准 , 对当前代表性方法的性能进行总

结; 最后对动态点云压缩的发展方向进行展望.  

1  相关工作 

动态点云压缩技术旨在对三维点云数据进行

编码与压缩, 以减少多帧点云数据存储空间和传输

带宽, 同时尽可能地保留原始数据的几何特征和重

要信息. 动态点云压缩技术性能的优化对高效地传

输和存储大规模三维数据至关重要. 借助先进的技

术, 可以显著地提升动态点云压缩的效率和质量. 

根据压缩方法的理论基础和实现方式 , 动态

点云压缩可细分为基于规则的方法和基于深度学

习的方法. 基于规则方法包括八叉树、投影(图像

与视频编码)和熵编码等, 基于深度学习的方法包

括稀疏卷积、自动编码器和生成对抗网络等. 在实

际研究中 , 不同方法之间存在一定程度的交叉与

融合, 这些方法为静态点云压缩[3-9]和动态点云压

缩技术提供了理论基础和技术支撑. 

1.1  八叉树方法 
八叉树是一种广泛应用于三维空间中的空间

划分数据结构 , 具有空间分层管理、自适应分辨

率、数据简化与降采样、快速邻域搜索和层次化数

据访问等特性, 使动态点云压缩方法能够更高效、

灵活地处理大规模三维点云数据 . 八叉树具有递

归分割空间的特点 , 能够根据不同的分辨率需求

调整结构, 在处理大规模数据时具有明显的优势.  

八叉树编码[10-11]将空间递归地划分为 8 个子

立方体, 并进一步细分这些子立方体, 直至达到预

设的分辨率或某个终止条件 , 这种递归划分方式

非常适用于处理三维点云数据 , 能有效地表示和

管理稀疏和密集区域. 利用八叉树的层次结构, 可

以借助父节点的信息对当前的体素的占用率进行

编码, 这种分层上下文显著地提高了压缩性能, 使

得压缩不仅考虑点云数据的几何结构 , 还能根据

点的分布自适应地调整细节处理 , 进一步优化压

缩效果. 根据点云的结构, 可以自适应地将其划分

为多分辨率体素块, 并使用八叉树进行标记, 有效

地解决稀疏性带来的空间冗余问题.  

动态点云中, 八叉树同样具有显著优势, 核心

是将时间序列中每帧的点云构建为对应的八叉树

结构 , 通过在连续帧之间建立节点级别的对应关

系实现帧间的冗余建模 . 在八叉树编码过程中引

入时空上下文模型 , 利用前一帧的八叉树节点状
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态预测当前帧的编码概率分布, 降低熵编码成本, 

使得压缩框架不仅具备空间适应性 , 还具备时间

连续性, 有效地提升动态点云的压缩效率.  

1.2  图像与视频压缩方法 
动态点云由一系列时序相关的三维点组成 , 

类似于三维空间中的视频序列 , 因此传统的图像

和视频压缩技术在动态点云压缩中具有天然的应

用潜力. 通过将动态点云投影到二维平面, 其空间

结构可以转化为适合图像和视频压缩技术 [12-14]处

理的形式 , 使得三维点云数据能够利用现有的图

像和视频编码技术进行压缩 . 在处理包含时序变

化的动态点云数据时 , 投影技术不仅能够保持较

高的还原质量, 还提供了灵活且高效的压缩框架, 

使得基于图像和视频压缩技术的动态点云压缩方

法能够充分地发挥其优势. 因此, 投影技术为图像

和视频编码方法在动态点云压缩中的应用起到了

重要的桥梁作用.  

最初, 图像压缩的实现依赖自动编码器. Ballé

等[15]联合非线性分析变换、均匀量化器和非线性

综合变换, 并利用随机梯度下降的变体进行优化, 

实现了在各个比特率下显著的视觉质量提升; 进

一步, Ballé 等[16]提出基于变分自编码器的图像压

缩模型 , 通过结合超先验和侧信息捕捉潜在表示

中的空间依赖性 , 并与底层自编码器联合训练复

杂先验.  

当前 , 在视频压缩方向已有多个标准和方法

应运而生[17-19], 大多数方法采用自动编码器, 同时

引入帧插值、运动估计与补偿等技术减少时间和空

间的冗余 . 帧插值方法首先利用神经网络对视频

中的帧进行时间插值 , 然后对残差 [20]进行编码 . 

基于光流的运动补偿方法通过估计光流并对其进

行压缩, 再通过双线性插值预测当前帧, 该方法能

够更准确地捕捉视频序列中的运动信息 , 进一步

提高了视频压缩的效果[21].  

1.3  熵编码方法 
熵编码是动态点云压缩方向的重要技术之一, 

通过优化数据表示减少数据量 , 在保持原始信息

完整性的同时, 显著地提高了压缩效率和质量. 熵

编码的基本原理是利用输入数据的统计特性 , 将

频率较高的符号用较短的编码表示 , 而频率较低

的符号用较长的编码表示, 从而在整体上减少数据

的平均编码长度. 熵编码方法的优势是能够自适应

地根据输入数据的分布特性进行编码, 大大提高了

编码效率. 在动态点云数据中, 由于点的空间分布

和属性变化具有一定的统计规律, 熵编码能够有效

地捕捉并利用这些规律实现高效的数据压缩[22].  

OctAttention[23]中的熵编码方案如图 1 所示, 

通过对兄弟节点和祖先节点的上下文进行建模, 以

利用相邻节点之间的强依赖关系 . 熵编码的无损

性 , 使得动态点云压缩模型能够在保持高压缩比

的同时减少数据恢复过程中的损失 , 为后续研究

中采用熵编码方法打下了坚实的基础.  
 

 
 

图 1  OctAttention[23]熵编码方案 
 

1.4  深度学习方法 
深度学习在动态点云压缩中的作用和重要性

日益凸显, 通过自动学习数据的复杂特征, 提供了

高度灵活和高效的压缩方法 . 深度学习方法能够

从大量的点云数据中提取出有效的特征表示 , 减

少冗余信息, 并在重建过程中保持较高的精度. 与

传统卷积不同 , 稀疏卷积利用数据的稀疏性只在

特定的非零元素上进行运算 , 显著地减少计算量

和内存占用 . 这种方法通过专门设计的稀疏卷积

核 , 使得网络能够在处理稀疏数据时保持较高的

效率和精度.  

自适应编码器指能够根据输入数据的特性动

态地调整其结构或参数的编码器 . 通过深度学习

技术 , 自适应编码器可以根据数据分布的变化自

主地选择合适的编码策略 , 在压缩性能和重建质

量之间取得最佳平衡.  

基于卷积神经网络(convolutional neural net-

work, CNN)的自编码器将输入转换为较低维度的

潜在空间, 并重建与输入相同的输出. Quach 等[24]

是最早将 CNN 引入点云压缩的工作之一, 为后续

研究奠定了基础; Choy 等 [25]使用稀疏卷积网络 , 

解决了在体素网格上使用 CNN 导致的时间和空间
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复杂性问题. 通过这种方法, 点云压缩的速度得到

显著提升 , 且在较低的比特率下依然保持较高的

重建精度.  

对于动态点云 , 深度学习不仅能提取单帧的

空间特征, 还能建模帧间的时间相关性, 其核心是

构建时空联合的特征表示 , 通过学习点在连续帧

中的运动趋势与分布模式 , 有效地去除时间维度

上的冗余. 例如, 通过预测当前帧与参考帧之间的

残差或运动场, 结合深度网络进行帧间补偿编码, 

在保持压缩效率的同时提升重建质量[26].  

1.5  小  结 
动态点云压缩技术包括基于规则的方法和基

于深度学习的方法, 它们通过不同的技术手段实现

对点云数据的高效压缩和重建. 基于规则的方法, 

如八叉树、投影、熵编码等具有理论清晰、稳定性

强的优点; 基于深度学习的方法, 如稀疏卷积、自

动编码器和生成对抗网络等 , 通过特征提取和表

示提高压缩效率和重建质量, 特别是在处理复杂场

景和动态变化的点云数据时, 表现出显著的优势.  

2  动态点云压缩方法 

本文中, 将点云压缩方法分为几何、属性和联

合 3 类, 如图 2 所示, 对各类动态点云压缩方法进

行系统性的分析. 每类方法又细分为多种方法, 如

基于八叉树的压缩、基于距离图像的压缩等. 通过

该分类结构, 深入探讨每类方法的理论基础、技术

实现及其在动态点云压缩中的应用与发展 , 为读

者提供全面且严谨的研究进展分析 , 为后续的技

术创新和应用奠定坚实的理论基础.  
 

 
 

图 2  点云压缩方法分类 
 

2.1  动态点云几何压缩 
几何压缩是动态点云压缩研究中的一个关键

方向. 几何信息包括点的位置、密度和形状等, 通

过高效的几何压缩 , 能够实现更快的数据传输速

度和更低的存储成本; 同时, 确保在解压缩后恢复

出高质量的点云数据, 满足各种应用的需求. 由于

动态点云数据量大且冗余度高 , 因此有效的几何

压缩技术对于减小存储空间和传输带宽至关重要.  

早期 , 动态点云几何压缩的研究主要集中于

静态点云压缩 , 即在无时间维度变化的情况下对

单帧点云进行压缩. 传统的静态几何压缩方法, 如

八叉树划分 [27]和三维体素化 [28], 通过空间分层和

区域划分显著地减少了数据量. 2006 年, Schnabel

等 [29]首次将八叉树用于点云压缩, 通过局部表面

近似实现了高压缩率; Octsqueeze[30]中利用点之间

的稀疏性和结构冗余, 将 LiDAR 点云编码为八叉

树, 并设计条件熵模型降低比特率; Zhang 等[31]提

出的无损帧内编码器结合投影和上下文自适应二

进制算术编码器, 简化当前帧内压缩方法, 并通过

半自适应编码器进一步提升了性能.  

然而 , 因为传统的静态点云压缩方法仅考虑

单帧数据的空间结构 , 没有考虑随时间变化的几

何信息, 所以在处理动态点云时存在局限性. 在静

态点云压缩的基础上 , 动态点云几何压缩方法考

虑了时间相关性. 目前, 基于几何的动态点云压缩

技术分为 2大类: 基于规则的方法和基于深度学习

的方法.  

2.1.1  基于规则的几何压缩 

基于规则的几何压缩方法中 , 利用点云数据

的空间结构和统计特性对动态点云数据进行压缩. 

动态点云由连续时刻的三维点集构成 , 随着时间

的推移, 这些点云数据不仅包含空间分布信息, 还

反映出时序相关性, 基于规则的几何压缩通过识别

和利用动态点云中反复出现的模式和规律, 能够在

不显著损失精度的前提下减少存储和传输的开销.  

基于规则的点云压缩方法的流程如图 3 所示, 

具体实现过程中, 通常包含 3 个关键步骤: 首先对

动态点云数据的预处理 , 包括去除噪声和冗余数
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据, 并根据时间序列特性进行时域优化; 然后通过

分析点云的几何特征, 如点与点之间的距离、法向

量和曲率等 , 结合时序变化构建适应动态变化的

压缩规则, 这些规则可以是显式的几何关系, 也可

以是通过机器学习方法从大量动态点云数据中提取

的隐式时序模式; 最后利用这些规则对动态点云数

据进行编码和压缩, 以大幅减少数据量.  
 

 
 

图 3  基于规则的点云压缩流程示意图 
 

(1) 基于八叉树的动态点云几何压缩 

基于八叉树的动态点云压缩方法的流程如图

4 所示, 利用八叉树数据结构对点云进行分割和组

织, 该方法适应动态场景的特性, 通过递归地细分

空间 , 八叉树根据点云的密度和分布情况灵活地

调整划分精度, 在高密度区域提供精细划分, 而在

低密度区域则采用较低分辨率的划分 , 这种自适

应的空间划分方式使得八叉树能够有效地应对动

态场景中的变化, 如物体的运动或遮挡. 当物体移

动时 , 八叉树能够对空间结构重新划分或调整分

辨率, 仅对变化较大的区域进行细化, 而对静态区

域使用较低分辨率, 优化数据存储和传输; 通过有

效地组织和表示稀疏的点云数据 , 实现了点云数

据的高效表示和传输 . 该技术不仅可提高数据的

处理效率, 还能保留点云的几何结构、优化数据的

存储和传输 , 对于动态点云数据的处理具有重要

意义[32].  
 

 
 

图 4  基于八叉树的动态点云压缩流程示意图 

2012 年, Kammerl 等[33]提出一种基于八叉树

的数据结构进行空间分解点云流有损压缩的方法, 

有效地检测并消除点云数据流中的时间冗余; 2014

年, Saranya 等[34]提出一种实时压缩策略, 采用基

于八叉树的空间分解方法有效地消除空间冗余 , 

并通过编码相邻点云之间的结构差异 , 成功地去

除了时间冗余.  

2020年, Garcia等[35]提出一种逐步增加八叉树

分辨率的动态点云压缩方法 , 在八叉树框架内引

入局部体素上下文 , 利用基于体素上下文的深度

熵模型对非叶子八叉树节点进行无损压缩 , 显著

地提高了压缩效率; 同时, 重建后的点云在对象检

测和语义分割等下游任务中表现出更高的精度.  

(2) 基于投影的动态点云几何压缩 

通常 , 处理三维点云数据需要消耗大量的存

储空间和计算资源, 而将其投影为二维数据后, 图

像序列在时间与空间上表现出高度一致性 [36], 降

低数据复杂性并提高了处理效率; 当前, 图像和视

频处理方向已有许多成熟且经过验证的技术 , 可

以高效地处理转换为二维格式的三维数据. 在动态

点云压缩中, 通过如图 5 所示的流程, 将三维点云

投影为二维图像[37]或视频[38], 然后利用现有图像和

视频编码技术进行压缩, 这类方法具有显著优势.  

 

 
 

图 5  基于投影的点云压缩流程示意图 
 

在 MPEG 发布的点云压缩标准 V-PCC[39]中, 通

过将三维点云数据转化为二维视频 , 利用现有的

视频编码技术实现了高压缩率和高质量重建 , 其

架构如图 6 所示. V-PCC 采用几何投影和包装技术 
 

 
 

图 6  V-PCC[39]架构 
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将三维点云投影到二维平面上 , 生成包含几何位

置和颜色信息的深度图和属性图 , 这些二维图像

与视频编码器兼容, 简化了数据处理; 其中的帧间

预测技术借鉴视频编码中的运动补偿方法 , 利用

相邻帧之间的几何时间相关性减少冗余 . 该方法

显著地降低点云数据的存储和传输成本 , 同时保

持较高的重建质量, 适用于虚拟现实、增强现实和

自主驾驶等应用场景. 

在 V-PCC 环境下, Li 等[40]提出一种估计二维

属性视频中的二维运动矢量的方法 , 其基于准确

的二维几何视频重建几何体 , 不仅丰富了点云数

据压缩的理论 , 还为实际应用提供了有价值的参

考, 但其未利用局部投影; 相比之下, 2021 年, Zhu

等[41]提出 View-PCC, 在多视角和多层的全局投影

基础上采用基于块的局部投影 , 同时进行帧内位

移排列和帧间时间对齐 , 旨在最大化有效投影点

的数量并保留时空连贯性, 实现更高效的压缩.  

基于非深度学习的方法在计算复杂度和实现难

度上相对较低, 适用于资源受限的应用场景; 而基

于深度学习的方法则在压缩效率和处理复杂动态场

景的能力上更具优势, 但需要较高的计算和数据资

源支持. 在实际应用中, 应根据具体需求和条件选择

合适的几何压缩方法, 实现最优的压缩效果和性能. 

2.1.2  基于深度学习方法的几何压缩 

深度学习模型能够有效地学习点云数据的特

征和结构 , 自适应地处理各种类型和复杂度的点

云数据 . 通过实现端到端的训练 [42], 深度学习模

型简化了处理流程, 同时捕捉数据的非线性关系和

上下文信息, 这些模型具有强大的泛化能力, 能够

更有效地压缩动态点云数据, 满足实际应用需求.  

近年来 , 深度学习方法在几何信息提取方面

展现了显著优势 , 并广泛应用于静态点云和动态

点云压缩. 图 7 所示为基于深度学习的点云压缩流

程 , 与传统的依赖手工设计特征和规则的几何方

法相比, 深度学习模型通过自动学习特征, 能够更

好地捕捉点云数据的细节与整体结构 , 实现点云

的动态恢复[43]. CNN[44-46]、变分自编码[47]等深度模

型通过处理点云数据的空间关系和拓扑结构实现

高效的压缩 , 并提供比传统方法更灵活和高效的

解决方案. 进一步, 这些方法细分为基于熵编码、

基于运动估计与运动补偿 , 以及基于距离图像的

动态点云几何压缩方法.  
 

 
 

图 7  基于深度学习的点云压缩流程示意图 

(1) 基于熵编码的动态点云几何压缩 

在动态点云压缩中 , 熵编码与深度学习的结

合发挥了重要作用 , 通过捕获高阶特性实现了数

据的高效压缩和重要特性的保留. 如图 8 所示, 深

度学习通过神经网络将点云数据编码为隐含表示, 

捕捉其高阶特性, 为压缩提供丰富的信息. 这些隐

含表示经过量化后送入熵编码器进行无损压缩 , 

熵编码器利用隐含特征的统计特性为频率高的特

征分配较短编码, 实现高效的点云压缩.  
 

 
 

图 8  基于熵编码的点云压缩流程示意图 

 
深度熵模型 VoxelContext-Net[48]中, 利用节点

的局部体素上下文对八叉树中非叶节点的符号进

行无损压缩 , 使用深度神经网络估计每个节点符

号的概率分布 , 并通过最小化交叉熵损失优化模

型, 有效地捕捉三维空间中的上下文信息, 显著地

提高点云数据的压缩性能.  

为了减少压缩过程中的损失, Riddle[49]通过预

测栅格扫描序列中的下一个像素值 , 并对预测值

与实际值之间的残差进行熵编码, 实现无损压缩; 

该方法依赖预测模型的准确性 , 预测越精确残差

的熵越小, 提高了压缩效率. 然而, 这种单向预测

方法仅考虑前一个时间步的帧 , 存在一定的局限

性. 如图 9 所示, BIRD-PCC 模型[50]中引入基于深

度学习的残差编码模块, 利用残差帧中的空间冗余

信息, 通过双向策略处理无效像素, 进一步提高了

压缩效率, 该方法通过双向处理策略克服单向预测

方法的局限性, 实现了更高效的动态点云压缩. 

(2) 基于运动估计与运动补偿的动态点云几

何压缩 

近年来 , 针对动态点云数据的非均匀分布与

时变性的特点, 图 10 所示的深度学习结合运动估

计与运动补偿的方法逐渐受到研究者的关注. 2021

年, Gao 等[51]采用基于卷积的框架实现对点云几何

的高效压缩, 通过逐点卷积实现所有计算, 更好地

利用了输入的无约束几何相关性. 

Akhtar 等[52]使用稀疏卷积结合分层多尺度的

三维特征学习, 将先前帧的信息编码至当前帧中, 

通过对目标坐标进行卷积操作 , 将前一帧的潜在

表示映射到当前帧的下采样坐标 , 实现对当前帧

特征嵌入的预测 . 该方法是首个在所有比特率下

都优于 V-PCC 帧间模式的基于深度学习的方法, 

为后续工作提供了新的思路. 
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图 9  BIRD-PCC 模型[50]架构  
 

 
 

图 10  基于运动估计与运动补偿的 

点云压缩流程示意图 

 
Fan 等 [53]提出基于三维稀疏卷积的深度动态

点云压缩网络 D-DPCC, 其架构如图 11所示, 通过

三维运动估计和运动补偿压缩点云几何信息; 利

用多尺度运动融合模块和三维自适应加权插值算

法进行准确的三维光流估计和运动补偿 , 并采用

有损自编码器网络压缩运动嵌入和残差 , 是首个

端到端深度动态点云压缩框架, 具有重要意义. 尽

管 D-DPCC 在许多动态点云压缩框架中表现出色, 

但其仅通过一次性的运动估计与运动补偿执行帧

间预测 , 仍有许多时间依赖性问题需要进一步探

索. 基于此, 2023 年, Xia 等[54]选择光流的粒度准

确地封装运动信息, 并提出了一个 kNN-注意力块

匹配网络进行更精确的运动估计, 解决了 D-DPCC

中网络过于简单的问题 , 显著地提高了压缩性能

与精度; Jiang 等[55]则提出一种结合多尺度运动估

计网络和残差压缩网络的端到端的网络 . 这些网

络都利用深度学习的优势 , 实现更准确的运动估

计和更有效的运动补偿. 
 

 
 

图 11  D-DPCC 模型[53]的架构 
 

(3) 基于距离图像的动态点云几何压缩 

在动态点云压缩中 , 将距离图像与深度学习

结合展现出显著的优势, 如图 12 所示. 利用有损

的距离图像可以大幅提高字节流压缩的效率 , 同

时保持点云的高质量; 此外, 距离图像能够用于自

适应特征调整, 提取局部点特征, 具有适应复杂局

部结构的独特优势 , 因此在广泛的应用场景中展

现出巨大的潜力.  
 

 
 

图 12  基于距离图像的点云压缩流程示意图 

Sun 等[56]提出一种基于距离图像和预测神经

网络的方法, 将 LiDAR 点云数据压缩为距离图像, 

并通过高效视频编码算法实现点云序列的高效压

缩 , 利用点云数据的结构特性通过簇内预测技术

去除空间冗余, 并使用卷积长短期记忆(long short- 

term memory, LSTM)网络预测未来帧, 消除时间

冗余. Beemelmanns 等[57]提出一种类似的方法, 将

三维点云数据转换为二维距离图像进行压缩 , 利

用簇内预测技术和卷积 LSTM 网络分别去除空间

和时间冗余 , 在毫米级精度下实现显著的压缩

比 , 并充分地利用点云数据的空间信息 , 其架构
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如图 13 所示 . 这些方法通过结合距离图像和深

度学习技术 , 显著地提升了动态点云数据的压

缩效率和质量 . 

 

 
 

图 13  文献[57]模型的架构 

 
深度学习的几何压缩方法中 , 基于熵编码的

技术利用神经网络精确地建模数据分布实现高效

的压缩, 但训练和推理过程需要大量的计算资源. 

基于运动估计的压缩方法通过深度学习模型自动

学习点云中的运动模式 , 能够适应复杂的动态变

化, 但模型的训练数据需求较高且泛化能力受限. 

基于距离图像的压缩方法将点云转换为距离图像

进行处理, 利用 CNN 的优势进行高效压缩, 但在

点云密度变化较大的场景中可能面临挑战.  

2.2  动态点云属性压缩 
点云属性压缩通过压缩点携带的属性 , 如颜

色、法线、纹理和反射率等, 解决稀疏性、不规则

性和动态性等问题. 通常, 静态属性压缩方法[58-59]

包括 2 个关键步骤: 一是属性的变换编码, 该步骤

捕获数据空间中的冗余信息 , 并将其转化为变换

系数; 二是变换系数的熵编码, 通过符号无损压缩

将这些变换系数转化为紧凑的比特流.  

动态属性压缩方法在处理点云数据的时间和

空间变化方面具有显著优势 , 它们通常依赖时间

相关性和空间相似性 , 通过捕捉和利用这些特性

提高压缩效率和重建质量 . 本文将动态点云属性

压缩分为基于规则和基于深度学习的方法.  

2.2.1  基于规则的属性压缩 

在动态点云属性压缩中 , 基于规则的方法通

常使用明确的数学模型和算法 , 如迭代最近邻算

法 [60]和基于图的表示 [61]等, 这些方法的内部逻辑

和操作过程清晰, 易于理解和实现, 并在实际应用

中表现出稳定的效果.  

2015 年, Thanou 等[62]研究动态点云序列中的

运动估计问题, 提出将点云序列视为图形集合, 并

对这些图形进行特征提取和匹配 , 最终在三维点

云序列的压缩中利用运动估计进行颜色补偿. 2016

年, Thanou 等[61]利用时间连续的相似性和运动估

计 , 解决了点云帧中具有不同数量的点且缺乏明

确对应信息的挑战性问题, 该方法使用图形表示时

变几何, 并利用谱图小波描述子进行运动估计, 实

现对点云序列颜色的有效压缩. 2022 年, Hong 等[63]

提出基于块的分数体素运动估计方案 , 考虑了点

云的帧内和帧间体素分布的不规则性 , 并证明运

动补偿可以从分数精度提供的更高分辨率参考和

更准确的位移中受益.  

将八叉树和运动估计的方法相结合 , 能够有

效地捕捉动态点云序列中的运动信息 , 提升数据

压缩的效率与精度. 2017 年, Mekuria 等[60]提出一

种通用的实时动态点云编解码器 , 将八叉树顶点

属性的颜色映射到图像网格 , 并利用传统的基于

JPEG 的图像编码技术进行压缩; 实验结果表明 , 

该编码器在混合现实应用中表现出色 , 与原始重

建点云相比, 预测失真可忽略不计.  

区域自适应分层变换 (region-adaptive hierar-

chical transform, RAHT)是 MPEG 的几何点云压缩

测试模型 G-PCC[39]的重要组成部分, 用于压缩颜

色信号以及如反射率等其他属性 , 通过自下而上

的方式反向跟踪八叉树 , 并在每步中进行变换和

重组, 实现点云数据的高效压缩. 该方法充分利用

点云数据的空间结构, 提高了压缩效率; 将 RAHT

与运动估计和运动补偿的结合 , 在动态点云属性

压缩中展现出显著的优势. 2021 年, Xu 等[64]将时

间信息纳入用于颜色编码的简化 RAHT 的上下文

中 , 利用点云簇之间的运动构建基于图的属性压

缩中的时空邻接关系, 其架构如图 14 所示. 2020

年, Souto 等[65]提出一种应用于 RAHT 的预测编码

方法 , 通过编码残差而非直接编码体素属性提高

动态点云的压缩效率; 实验结果表明, 与纯 RAHT

或仅帧内预测相比 , 结合帧间预测和帧内预测能

显著地提升压缩性能, 使其适用于实时应用. 2023

年, Souto 等[66]进一步提出自适应零运动矢量和自

适应运动补偿预测 RAHT 方案, 结合帧间信息和

运动补偿预测扩展 RAHT 的应用范围, 并显著地

提高了编码效益.  
通常 , 基于非深度学习的动态点云压缩方法

在计算效率和实时性能上表现优异 , 更适用于自

动驾驶等需要处理实时数据的场景; 非深度学习

方法不依赖大量标注数据进行训练 , 在获取大量 
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图 14  文献[65]方案的架构  
 

标注数据具有挑战性的情况下尤为重要. 然而, 非

深度学习的方法也存在明显不足 , 如在优化点云

的空间关联性方面具有一定的局限性 , 无法自适

应地学习和利用数据中的冗余信息; 此外, 这些方

法通常仅使用树结构或块结构的编码方式进行压

缩, 未能充分地利用点云之间的空间相关性, 大量

的冗余信息被编码, 限制了其压缩性能. 

2.2.2  基于深度学习的属性压缩 

深度学习已广泛地应用于动态点云压缩中 . 

如图 15 所示, He 等[67]提出一种直接用于动态点云

属性压缩的深度学习方法 , 保留了大多数传统点

云压缩方法忽视的局部密度信息 , 采用自编码器

策略 ; 其中 , 编码器对点进行下采样并学习点特

征, 解码器利用这些特征对点进行上采样, 实现了

当时最先进的码率失真权衡 . 该方法通过自动学

习点云数据中的复杂特征和空间结构信息 , 能够

显著地提高压缩效率和重建质量. 

Pan 等 [68]提出一个以块生成模块为核心的点

云压缩模型框架 patchDPCC, 通过生成逐点特征

进行熵编码, 保证重建速度; 此外, 引入特征转移

模块, 利用帧间相似性来提高特征质量. patchDPCC

在基于深度学习的压缩模型中表现出显著的解码

速度优势 , 展示了其在动态点云压缩中的潜力和

实用性. PCAC[69]则采用多尺度的结构, 通过平均

池化生成多个尺度的属性张量 , 并对每个尺度内

的属性进行概率估计; 还考虑了同一尺度内的跨

组相关性和不同颜色间的相关性; 最终可以有效

地压缩点云属性 , 并且具有较低的计算复杂度和

可接受的编解码运行时间. DAE-MP[70]通过预测点

云帧之间的运动变化 , 考虑几何信息和运动一致

性将相邻帧的信息进行融合 , 进一步增强点云的

属性质量; 此外, 通过在不同频率域提取特征区分

高频和低频特征, 并在融合过程中调整其权重; 在

优化过程中 , 采用多个损失函数最小化原始帧与

预测帧之间的差异. 

2.3  动态点云联合压缩 
动态点云压缩已在几何与属性联合压缩方面

取得了显著的进展. 如图 16 所示, 将几何和属性 
 

 
 

图 15  文献[67]方法的架构 
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图 16  联合点云压缩流程示意图 
 

信息联合压缩, 可以更有效地减少数据冗余, 提高

压缩效率和重建质量. 近年来, 研究人员提出了不

同的方法 , 利用几何和属性信息之间的相关性优

化压缩算法. 

G-PCC 方法[39]利用八叉树结构对点云数据进

行递归分割, 其中, 八叉树将三维空间划分为更小

的立方体节点 , 利用父节点和邻居节点的上下文

信息提高压缩效率; 父节点的存在与否及其空间

位置、状态, 以及邻居节点的位置和占用情况, 都

为当前节点的压缩提供了重要的参考 , 减少编码

所需的比特数. 此外, G-PCC 还利用体素网格与八

叉树级别之间的对偶性 , 构建基于体素的上下文

信息 , 将当前级别和父级别的信息结合提升了压

缩性能. G-PCC 中, 几何信息的编码采用上下文自

适应二进制算术编码等熵编码技术 , 通过预测和

编码相结合实现几何信息的高效压缩 , 不仅显著

地减少点云数据的存储和传输需求 , 而且保持较

高的解码质量, 其架构如图 17 所示. 

 

 
 

图 17  G-PCC 方法[39]架构 

 
2016 年, Anis 等[71]提出一种通过创建一致的

细分三角形网格实现几何与属性联合压缩的方法, 

首先对给定的基本网格进行多次细分 , 生成不同

层次的子网格; 然后在这些子网格中计算顶点位

置和颜色的矩阵; 再根据每个点到子网格的距离

和表面法向量, 确定最佳匹配的子网格中的顶点; 

最后比较点云和其对应的子网格之间的几何和颜

色偏差, 找到最优的子网格模型, 实现几何与属性

的联合压缩. 2017 年, de Queiroz 等[72]针对时间冗余

提出一种基于低比特率编码的动态点云运动补偿方

法, 能够准确地表示和传输几何形状的变化, 同时

对颜色属性进行残差编码, 进一步降低数据量.  

2020年, MuSCLE[73]利用深度熵模型捕捉多个

扫描之间的时间相关性 , 并利用先前扫描的几何

和强度信息预测当前扫描的符号概率; 然后通过

这些学习到的概率编码整个数据流实现压缩 . 该

方法可以同时对 LiDAR 数据中的几何形状和强度

值进行压缩. 

2023年, G-PCC++[74]通过分离几何与属性 2个

部分提高压缩质量. (1) 在几何压缩阶段, 采用八

叉树编码对点云的几何信息进行量化; 为了改善

几何细节的恢复, 引入基于 kNN 的线性插值方法

对局部几何进行稠密化 . 该方法通过迭代方式逐

步增强点云的局部邻域信息 , 有效地提升了几何

重建的分辨率. (2) 在属性恢复阶段, 经过几何压

缩后, 使用基于 kNN 的高斯距离加权映射恢复点

云的属性数据. 该联合压缩方案不仅有效地降低数

据的存储和传输开销, 而且保证了在压缩与恢复过

程中几何与属性的高质量重建. 同年, Zhang 等[75]

提出基于端到端学习的压缩框架 YOGA, 采用

G-PCC (八叉树 )对几何信息进行编码 , 并结合

G-PCC (RAHT)与自适应量化对属性信息进行压

缩; 在压缩后的属性值的优化方面, 引入自适应滤

波器 , 通过最小均方误差 (mean squared error, 

MSE)优化对属性值进行细化, 使压缩后的属性值

更接近原始值, 显著地减少有损压缩带来的伪影, 

提高压缩质量. 2025 年, Zhang 等[76]提出同样基于

端到端学习的 DeepPCC, 以提升大规模物体点云

的压缩效率. (1) 首先对点云的几何信息进行编码, 

利用多尺度下采样和邻域信息聚合提取几何特征, 

然后通过压缩编码器对几何信息进行有效的压缩. 

(2) 解码过程中, 在逐层恢复几何信息的同时, 利

用低尺度信息进行精细化修复; 恢复的几何坐标

被用作后续属性压缩的隐式几何先验 , 在此基础

上 , 采用邻域信息聚合与自回归模型对属性进行

编码和压缩. (3) 在解码阶段, 通过 kNN 算法找到

恢复的几何坐标与原始点云属性之间的匹配关系, 

并利用最近邻点的属性均值确定目标点的属性值.  

2025 年, Wang 等[77-78]提出 Unicorn, 支持任意

类型、静态或动态点云数据的几何和属性信息的高
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效压缩. 该方法基于多尺度稀疏张量表示, 并使用

跨尺度条件编码利用空间和时间相关性; 对于动

态点云, 可以在多个尺度上进行有损压缩; 解决了

现有学习型压缩器无法有效地处理多样化点云数

据的问题 . 通常 , 传统学习型压缩器只能处理特

定类型的点云数据, 而 Unicorn 则能够适应各种

类型的数据, 包括密集物体点云、稀疏场景点云, 

以及静态和动态点云. 此外, Unicorn 还能够同时

压缩点云的几何和属性信息 , 提高了压缩效率 . 

因此, Unicorn 是一种具有广泛应用前景的学习型

压缩器. 

在动态点云压缩研究中 , 几何与属性联合压

缩是一个关键的方向 , 具有重要的现实意义和广

阔的应用前景. 随着传感器技术、编解码技术和机

器学习技术的快速发展 , 对高效点云压缩方法的

需求也日益增长 . 几何与属性联合压缩通过充分

地利用几何信息和属性信息之间的相关性 , 不仅

在理论研究上提供新的思路和方法 , 也在实际应

用中展示了巨大的潜力. 

2.4  小  结 
动态点云压缩方法的研究进展如图 18 所示, 

涵盖了 2012—2024 年的重要研究成果和关键文献, 

从早期的基础研究到近年来的先进方法 , 系统地

展示了各个研究方向的演变过程. 其中, 通过颜色

编码区分不同类型的压缩方法, “联合”压缩方法通

常结合了多种技术.  
 

 
 

图 18  动态点云压缩方法研究时间线 
 

3  动态点云压缩的分析与对比 

通过对现有的动态点云压缩方法进行全面、系

统的对比分析 , 揭示各种方法的优缺点及其适用

场景 . 首先对当前可靠的公开点云数据集进行分

类与整理, 探讨动态点云压缩效果的评价指标; 在

此基础上 , 对现有的动态点云压缩方法进行综合

的对比.  

3.1  公共数据集 
随着点云研究的不断深入与发展 , 越来越多

有价值的数据集被公开并广泛使用 , 这些公共数

据集不仅丰富了研究资源 , 也为动态点云压缩方

法的开发和评估奠定了坚实的基础 . 由于高质量

的数据集能够确保实验结果的可靠性和可重复性, 

因此合理选择和使用这些公共数据集对于推动动

态点云压缩技术的发展至关重要.  

8i VSLF 是由 8i 公司提供的高质量三维点云

数据集 [79], 支持和推动计算机视觉和计算机图形

学的研究. 其中, 包含一系列高分辨率的 300 帧视

频和 6 个高分辨率的单帧点云, 每个场景都经过精

细捕捉和处理; 包含 Boxer, LongDress, Loot, Red 

and Black, Soldier 和 Thaidancer 这 6 个序列; 每个

点云帧包含数百万个点的高分辨率点云数据、多视

角捕捉系统提供的丰富视角信息和高质量的纹理

映射, 确保数据的丰富性和准确性, 为视觉分析提

供了可靠的基础; 采用标准化格式存储, 包括.ply

文件(点云数据), .png 文件(纹理图像)和.json 文件

(元数据). 该数据集广泛应用于三维重建、虚拟现

实和增强现实、计算机视觉及深度学习等.  

Owlii 数据集[80]由 Owlii 公司提供, 是一个广

泛应用于计算机视觉和深度学习中的高质量、高精

度、多样化三维人体姿态数据集, 包含 Basketball 

player, Dancer, Exercise 和 Model 这 4 个序列; 包括

多个场景和动作, 涵盖了日常活动、体育运动和复

杂的人体互动; 数据通过多摄像头系统捕捉, 采用

先进的图像处理和三维重建技术确保数据的准确

性和多样性 ; 每个序列中, 帧速为 30 帧/s, 持续

20 s. 该数据集在动作识别、虚拟现实、影视制作等

方面有重要应用, 并为学术研究提供标准的基准数

据, 推动了三维姿态估计和动作识别技术的发展.  

MVUB 数据集[81]是由 Microsoft 公司提供的高

精度点云数据集, 包含 Andrew, David, Phil, Ricardo

和 Sara 这 5 个序列, 这些被摄人物的上半身由 4

个正面 RGBD 摄像头以 30 帧/s 的速度拍摄; 包含

从多个视角采集的高精度点云 , 确保了数据的全

面性和丰富性 . 这些视角涵盖了不同的角度和距

离 , 提供了详细的三维信息 . 该数据集具有高精

度、多视角和多样性的特点, 为三维重建和计算机
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视觉方向提供了宝贵的资源 , 是研究和应用三维

点云技术的优秀数据集.  

SemanticKITTI 数据集 [82]由波恩大学的摄影

测量与机器人学组、计算机视觉组和自主智能系统

组联合提供, 是一个大规模、真实场景的三维点云

数据集 , 主要用于自动驾驶中的语义分割和场景

理解任务. 该数据集包含对点云数据的语义标签, 

每个点云数据中的点被标注为 28 个不同的语义类

别, 如道路、车辆、行人和建筑物等, 成为训练和

评估机器学习模型, 尤其在自动驾驶方向中, 是三

维场景理解、物体检测与跟踪等任务的关键资源; 

广泛应用于目标检测[83]、道路测绘与建模[84]、语

义分割[85]和三维目标检测等研究中.  

Ford Campus Vision 1 数据集(简称 Ford)数据

集 [86]由福特公司开源, 提供了在真实城市环境中

采集的带有时间戳的视觉和导航数据 , 对于研究

动态点云压缩具有重要意义 . 该数据集由一辆配

备多种传感器的车辆采集, 包括 Velodyne 激光扫

描仪、全方位摄像头和导航传感器, 这些传感器提

供了多视角、多时间和不同天气条件下的多种交通

场景信息, 涵盖城市街道、高速公路等多样化的驾

驶环境. 该数据集不仅提供详尽的传感器数据, 还

对点云中的各个物体进行了精确的标注 , 便于自

动驾驶算法的训练与评估 , 尤其是在实时感知与

决策任务中起到关键应用. 

ShapeNet[87]是一个大型的三维 CAD 模型库, 

由斯坦福大学、普林斯顿大学和美国芝加哥的丰田

技术研究所的研究团队共同开发 , 涵盖从日常物

品到复杂物体的多样化形状 , 每个物体模型不仅

提供精确的几何表示 , 还附带了语义标签和结构

化元数据. 这种多层次、多角度的标注方式, 使该

数据集成为研究物体形状理解和生成的理想平台, 

其开放性和广泛适用性也大大促进了三维数据处

理技术的发展.  

本文对当前常见的公共数据集进行统计与整

理, 如表 1 所示. 
 

表 1  常见的公共数据集信息 

名称 帧速/(帧· 1s ) 点数 网格数 几何精度/bit 

Loot_vox10_1200[79] 1 ≈0.805M   10 

Soldier_vox10_0690[79] 1 ≈1.089M   10 

Longdress_vox10_1300[79] 1 ≈0.857M   32 

Red and Black_vox10_1050[79] 1 ≈0.787M   10 

Owlii[80] 30  ≈40k 10/11 

MVUB[81] 30 ≈0.300M    9/10  

SemanticKITTI[82] 10 ≈0.100M   16 

Ford Campus Vision 1[86] 10 ≈1.000M   32 

ShapeNet[87] 1    ≈2k   
 

3.2  点云压缩指标 
3.2.1  每点平均位数 

在点云压缩研究中 , 压缩比使用每点平均位

数(bits per point, BPP)作为评估指标, 用于衡量存

储点云数据时每个点所需的平均编码位数 . 点云

压缩的目标是在保持整体形状和结构的同时减少

每个点的数据量, 即 BPP值越低, 表示压缩效果越

好. 在相似重建质量条件下, 通过比较不同方法的

BPP 值, 可以有效地评估各类压缩方法的编码效

率和实用性. 
3.2.2  MSE 

MSE 是一种衡量点云数据的重建质量的常见

指标, 采用点对点的度量方式, 计算公式为  

 2
1

MSE /
n

i

Y X n


  . 
其中, n 表示点云中点的数量; Y 表示重建点云中

的点; X 表示对应的参考点云中的最近点. MSE

的值越低 , 表示重建结果与原始数据之间的差异

较小. 该指标易于计算, 能够直接反映重建点云与

参考点云之间差异的特点 , 广泛应用于点云压缩

的质量评价.  

3.2.3  峰值信噪比 

峰值信噪比(peak signal to noise ratio, PSNR)

是评价点云重建质量的常用指标 , 尤其适用于衡

量点云在压缩与重建过程中引入的失真. 通常, 几

何误差依据 2 种距离度量进行评估: 点到点距离

D1-PSNR 和点到平面距离 D2-PSNR, 其值越高 , 

表示重建质量越高.  

D1-PSNR 通过计算点云中每个点与其在参考

点云中最近邻点之间的欧几里得距离 , 反映重建

点云中的几何误差, 计算公式为 

max
2
p2p

D1 PSNR 10lg
RMSE

-
d    

 
. 
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其中 , p2pRMSE 表示基于点到点距离的均方根误

差(root mean square error, RMSE), 公式为 

2
p2p ,

1

1
RMSE

n

i j
in 

  E . 

,i j i jP Q E 表示点云中第 i 个点与参考点云中最

近邻点之间的误差向量, iP 表示重建点云中的第 i

个点, jQ 表示参考点云中距离 iP 最近的点; maxd

表示参考点云与重建点云中所有最近点对之间的

最大欧几里得距离, 用于对信噪比进行标准化, 确

保不同点云的测量结果具有可比性. 

D2-PSNR 考虑点到平面的距离, 反映点云的

局部几何形状误差 , 重建点云中每个点投影到参

考点云法向量上的距离误差的计算, 公式为 

max
2
p2pl

D2-PSNR 10lg
RMSE

d    
 

. 

其中 , p2pl
1

2
,

1
RMSE ,

n

i j j
in 

  E N 表示点到平面

距离的 RMSE, jN 为参考点云中第 j 个点的法向

量, 表示局部表面的朝向; ,i jE 表示点云中第 i 个

点的误差向量, 其投影到法向量上 jN 的投影长度

, ,i j jE N 表示点到平面的误差.  

3.2.4  Y-PSNR 
在动态点云压缩中, Y-PSNR 用于衡量压缩后

点云数据颜色信息的保留情况 , 常用于评估属性

压缩质量, 其值越高, 表示重建质量越高. Y-PSNR

的计算公式为 

2
maxY-PSNR 10lg

MSE

C 
  

 
. 

其中 ,  2
1

1 ˆMSE
N

i i
i

Y Y
N 

  , N 表示颜色值的总

数, iY 和 îY 分别表示原始颜色值和压缩后颜色值; 

maxC 表示颜色值的最大值, 通常为 255. 通过计算

MSE 衡量压缩过程中颜色信息的损失; Y-PSNR 对

比原始点云和解压缩后点云的颜色信息评估压缩

质量, 能够准确、有效地评估压缩方法在保留动态

点云颜色信息方面的表现 , 对动态点云压缩方法

的研究和评价具有重要意义.  

3.2.5  BD-RATE 
BD-RATE(Bjøntegaard delta rate)指标被广泛用

于评估点云压缩方法的性能差异, 由 Bjøntegaard[88]

提出, 用于比较视频编码的性能, 通过计算相同视

觉质量下不同编码方法的平均码率差异量化其压

缩效率. 首先在不同码率下测量重建点云的质量, 

并绘制码率-失真(rate-distortion, RD)曲线; 然后将每

组数据点进行四阶多项式拟合后, 对拟合曲线在相

同质量范围内积分, 计算每种压缩方案的总码率; 

最后比较不同方案的积分结果 , 计算平均码率差

异, 即 BD-RATE. BD-RATE 以百分比表示, 反映

在相同质量下 2 种压缩方法的码率差异 . 当

BD-RATE 为负值时, 表示在相同质量下所需码率

更 少 , 压 缩 效 率 更 高 ; 其 为 正 值 时 则 相 反 . 

BD-RATE 的计算公式为 

   2 2

1 1
2 1

2 1

BD-RATE 10lg 100%

Q Q

Q Q
R Q R Q

Q Q

  
   

 
. 

其中, 1R 和 2R 分别表示 2 种压缩方法在质量 Q下

的码率函数; 1Q 和 2Q 分别表示质量范围的上限和

下限. BD-RATE 能够定量地评估点云压缩方法的

性能, 为方法选择和优化提供依据.  

3.3  实验结果分析与对比 
本文从多个角度对不同方法在各个指标上进

行统计与分析 . 其中 , 部分实验结果来源于原文

献; 使用 MPEG 提出的动态点云压缩标准统一为

V-PCCv18.0 和 G-PCCv21.0, G-PCC 采用 9 级八叉

树编码和 RAHT. 通过对比各种方法在不同测试条

件下的性能 , 可以更全面地了解它们在实际应用

中的优劣, 为后续研究提供参考.  

3.3.1  复杂度分析 

在动态点云压缩技术的发展过程中 , 复杂度

分析是评估各类压缩方法性能的关键环节之一 . 

本节对实验结果进行分析和对比 , 重点关注各方

法在编解码时间和存储空间方面的表现 . 通过对

这些关键指标的综合考察 , 能够更全面地了解各

种压缩方法的优缺点及其在实际应用中的可行性. 

实验平台的参数配置如表 2 所示. 9 种代表性方法

编解码时间和存储空间的对比结果如表 3 所示, 每

种方法均基于其原论文设定的数据及实现 , 为动

态点云压缩方法的选择提供了重要的参考依据.  

 
表 2  实验环境的参数配置 

参数 数值 

操作系统 Ubuntu 20.04 

CPU Intel(R) i9-13900K 

GPU GTX3090/24 GB 

CUDA 版本 11.7 

Python 版本 3.8 

Pytorch 版本 1.10.1 
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表 3  动态点云压缩方法复杂度对比 

时间/s 
方法 压缩对象 数据集 

编码 解码 
模型大小/MB 

V-PCC[39] 几何 8i VSLF 19.67 12.63   

G-PCC[39] 联合 8i VSLF 10.40 10.20   

D-DPCC[53] 几何 8i VSLF 0.23 0.13 33.00 

Jiang 等[55] 几何 8i VSLF 0.77 0.24 435.00 

He 等[67] 属性 SemanticKITTI 0.08 0.31 0.44 

patchDPCC[68] 几何 8i VSLF 5.06 1.34   

G-PCC++[74] 联合 8i VSLF 1.79 3.00 8.90 

几何 0.51 0.56 4.40 
YOGA[75] 

属性 
8i VSLF 

7.64 2.67 165.10 

几何 0.91 1.16 51.00 
Unicorn[77-78] 

属性 
Owlii 

2.90 1.60 65.00 

 
编解码时间是评估压缩方法效率的核心参数. 

随着点云数据规模的不断增大, 快速、高效的编解

码过程变得至关重要. 本文系统地对多种主流动态

点云压缩方法的编码和解码时间进行实验, 评估其

在实时处理中的表现. 实验结果表明, 在处理大规

模点云数据时 , 不同方法的时间开销存在显著差

异, 这是因为算法的复杂度和实现优化程度不同.  

存储空间占用是衡量压缩效果的重要指标 . 

尽管高压缩率意味着较小的存储空间占用, 但通常

也伴随着较长的编解码时间. 因此在实际应用中, 

压缩方法的选择需要在压缩率和复杂度之间进行权

衡. 在不同数据集上, 通过对各类压缩方法的压缩

率和存储空间进行比较分析, 可以深入地了解其性

能表现, 并探讨其在不同应用场景中的适用性. 

3.3.2  性能对比 

对本文所述动态点云压缩方法的压缩结果进

行比较和总结, 选取 G-PCC(TMC13v21)作为基准, 

以相同数据集下的 D1-PSNR, D2-PSNR 和 Y-PSNR

的 BD-RATE 值作为评价指标, 以更清晰地了解各

种压缩方法的性能. 

动态点云几何压缩效果对比如表 4所示. 可以

看出, 深度学习方法通常表现出色; 在 D1-PSNR 

的 BD-RATE 上, D-DPCC 方法[53]达到−98.17%, 在

应对复杂动态场景时展现出显著的优势 , 尤其适

用于自动驾驶场景中对车辆与行人进行实时检测

与跟踪等延迟敏感任务 , 可在保证压缩效率的同

时保持高精度重建; 在 D1-PSNR 的 BD-RATE 上, 

Jiang 等[55]的方法达到−96.84%, 在工业环境中的

远程三维建模与操作任务中显示出良好的鲁棒性, 

能够有效地支持对设备状态的精确还原与监控 ; 

在D1-PSNR的BD-RATE上, AuxGR[43]达到−97.37%, 

在面向边缘端部署的轻量化感知系统中表现良好, 

适用于资源受限环境下的数据采集与压缩传输 . 

相比之下, 传统方法 Riddle[49]采用八叉树策略, 在 
 

表 4  动态点云几何压缩效果对比 

数据集 BD-RATE/% 
处理方法 文献 数据结构 

训练 测试 D1-PSNR D2-PSNR 
平台 

V-PCC[39] 投影   Owlii       
规则 

Riddle[49] 八叉树   SemanticKITTI −47.69     

AuxGR[43] 体素 ShapeNet Owlii −97.37 −95.89 RTX4090 

PCGFormer[46] 体素 ShapeNet 8i VSLF −85.81 −85.20 RTX3090 

Gao 等[51] 图 ShapeNet ShapeNet 18.81   GTX 1080 Ti 

Akhtar 等[52] 八叉树 8i VSLF 8i VSLF −86.00     

D-DPCC[53] 体素 Owlii 8i VSLF −98.17     

Xia 等[54] 体素 8i VSLF Owlii −64.32 −82.23   

Jiang 等[55] 体素 8i VSLF 8i VSLF −96.84 −74.60   

学习 

patchDPCC[68] 体素 Owlii 8i VSLF −66.38 −79.70 RTX3090 
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D1-PSNR 的 BD-RATE 上也达到−47.69%, 该方法

结构简单且计算量低 , 仍适用于在移动设备或车

载终端等资源受限的边缘计算场景中作为快速压

缩的前处理模块使用, 但面对数据密度高、动态变

化剧烈的复杂场景时 , 其压缩性能和适应能力明

显弱于深度学习方法. 

动态点云属性压缩效果对比如表 5所示. 可以

看出, 传统方法依然展现出显著的性能优势; Hong

等[63]的块处理方法达到−85.04%, 适用于大规模静

态监控场景中对纹理与颜色属性的压缩 , 如室内

安防系统或固定视角的多媒体传输等 . 由于许多

深度学习方法的评价指标并不统一 , 因此在表中

未以 BD-RATE 的形式列出. 尽管如此, 深度学习

方法的潜力依然值得关注 , 其在处理复杂属性分

布方面具备自动学习能力 , 尤其在虚拟现实或增

强现实等需要高度细节还原的沉浸式应用中表现

出色, 能够自适应地建模颜色和纹理变化. 

动态点云联合压缩效果对比如表 6 所示. 可以

看出 , 深度学习方法同样展现出较强的性能 ; 

YOGA[75]在几何和属性的联合压缩中均表现突出, 

D1-PSNR 和 Y-PSNR 的 BD-RATE 达到−85.11%和

−72.24%, 能够在保留几何结构信息的同时有效地维

持颜色与纹理的还原质量, 特别适用于虚拟现实、远

程协作等多模态交互场景, 满足对空间感与细节还

原的双重需求; G-PCC++[74]在几何压缩上 BD-RATE

也有−73.25%的表现, 显示出其联合处理的潜力. 
 

表 5  动态点云属性压缩效果对比 

数据集 
处理方法 文献 数据结构 

训练 测试 

Y-PSNR 的
BD-RATE/% 

Thanou 等[61] 图       

Thanou 等[62] 图       

Hong 等[63] 块   8i VSLF −85.04 

Xu 等[64] 体素   8i VSLF −37.23 

Soutu 等[65] 图   8i VSLF −77.27 

规则 

Soutu 等[66] 图   8i VSLF −83.54 

He 等[67] 块 SemanticKITTI/ShapeNet SemanticKITTI/ShapeNet   
学习 

Liu 等[70] 块 8i VSLF 8i VSLF   

 

表 6  动态点云联合压缩效果对比 

数据集 BD-RATE 
处理方法 文献 数据结构 

训练 测试 D1-PSNR/% D2-PSNR/% Y-PSNR/% 
平台 

G-PCC[39] 八叉树   Owill       GTX 3090 

Anis 等[71] 网格   8i VSLF −75.63%    −8.27%   规则 

MuSCLE[73] 八叉树   SemanticKITTI   −66.88%     

G-PCC++[74] 体素 ShapeNet 8i VSLF −73.25%     GTX 3090Ti

YOGA[75] 体素 ShapeNet 8i VSLF −85.11%   −72.24%   

DeepPCC[76]  体素 ShapeNet 8i VSLF −90.00% −85.89% −51.15% RTX 3090Ti
学习 

Unicorn[77-78] 体素 8iVFB Owlii −96.22% −74.15% −31.86%   

 

整体来看 , 深度学习方法正逐步在动态点云

的几何与属性综合压缩任务中超越传统方法 , 标

志着该方向正在迈向更高效、更智能的压缩技术发

展路径.  

3.4  小  结 
本节详细介绍并分析了动态点云压缩中常用

的数据集和评价指标 , 对现有的方法进行系统性

的评估和比较 , 不仅指出当前动态点云压缩技术

的优势与不足, 还为未来的研究指明了方向. 结合

不同压缩方法的优点发展混合型压缩算法 , 以及

进一步优化现有深度学习模型的效率和精度 , 是

未来值得深入探索的重要方向. 此外, 随着应用场

景的不断拓展, 研究更具通用性和适应性的压缩算

法也显得尤为关键. 这些算法不仅能够提升动态点

云压缩效果, 还能更好地适应多样化的应用需求. 

4  结  语 

动态点云压缩技术在现代多媒体和通信领域

中发挥着至关重要的作用. 未来, 随着硬件技术的
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进步和计算能力的提升 , 动态点云压缩技术将继

续向高效、高质量和实时方向演进; 随着网络传输

技术的进步 , 实时传输和处理海量点云数据将成

为可能 , 进一步推动动态点云压缩系统的实用化

落地.  

当前 , 尽管已有多种先进方法取得了良好的

效果, 但动态点云压缩仍面临诸多挑战: (1) 压缩

算法复杂度高, 计算资源需求大, 限制了其在资源

受限设备上的部署 ; (2) 不同应用场景对压缩精

度、延迟与鲁棒性的需求差异较大[89], 当前方法在

通用性和适应性方面仍有不足; (3) 随着点云应用

的多样化与智能化发展 , 如何在压缩过程中保障

数据的安全性与鲁棒性 , 也成为亟待解决的重要

问题[90].  

为了应对上述挑战 , 未来可以在以下几个方

向展开研究: (1) 设计轻量级神经网络结构, 结合

模型剪枝、知识蒸馏等技术降低推理开销; (2) 发

展端到端的自监督学习框架 , 减少对人工标签或

显式运动建模的依赖, 提升泛化能力; (3) 引入联

合时空建模机制, 如时序图网络或 Transformer 架

构, 更充分地挖掘帧间冗余信息; (4) 融合图像、深

度图等跨模态信息 , 引导点云压缩策略向更高层

语义对齐; (5) 采用动态比特分配策略, 根据点云

内容的重要性灵活地调整压缩资源分配.  

语义感知压缩、流式增量压缩、安全保护机制

与多任务压缩策略, 也将成为未来的研究热点. 通

过这些路径 , 动态点云压缩技术可望实现多项关

键目标 , 包括支持在边缘设备上的实时压缩与传

输、在极低比特率下保持高重建质量、适应复杂多

样的应用场景, 并在保障隐私与安全的前提下广泛

应用于自动驾驶、增强现实/虚拟现实、智能监控等.  

动态点云压缩技术是一个充满活力和潜力的

研究方向 , 随着研究的不断深入和技术的不断进

步, 未来该技术将会更加高效、智能和实用, 为各

种应用场景提供强有力的支持 . 动态点云压缩技

术不仅在当前的多媒体和通信领域中具有重要意

义 , 其未来发展也将极大地依赖持续的学术研究

与技术创新, 因此, 推动这一研究的深入探索将实

现更广泛应用的关键 . 通过不断地探索和解决现

有的技术瓶颈 , 动态点云压缩技术必将在今后的

应用中发挥更加举足轻重的作用. 
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