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摘  要: 现有的语义模式探索方式限制了对全局语义模式的理解, 少有研究关注保留上下文语义的精细化语义模式探

索. 文中通过深度结合机器学习和可视化技术, 运用面向多属性文档的精细化语义模式可视分析方法, 使用户能够在

灵活地分析不同属性下的精细化语义模式的同时感知全局语义模式. 首先引入表征重构网络, 得到包含多属性文档语

义和属性信息的潜在向量, 使主题模型能够更好地识别子空间主题; 然后引入人在回路的语义模式可视分析方法, 开

发了一套包括探索管理器、子空间投影仪和主题解释器的语义模式可视化系统, 支持用户选择表征重构的属性子空间, 

交互探索语义模式, 并提供分析结果. 基于游戏评论数据集、美国新闻数据集和特朗普大选数据集, 采用主题多样性和

主题一致性的指标与既有方法进行对比, 实验结果表明, 所提出的主题模型在主题建模上具有较好的泛用性和灵活性; 

用户实验包括语义模式探索任务, 验证了所提方法和可视化系统在语义模式探索上的出色执行效率和有效性. 
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Abstract: Existing approaches to semantic pattern exploration limit the comprehension of global semantic pat-

terns, with few studies focusing on the fine-grained semantic pattern exploration that preserves contextual se-

mantics. In this paper, this paper combines machine learning and visualization techniques in depth, employing 

a fine-grained semantic pattern visual analysis method for multi-attribute documents. This allows users to 

flexibly analyze fine-grained semantic patterns under different attributes while perceiving global semantic pat-

terns. Firstly, this paper introduces a representation reconstruction network to obtain latent vectors that contain 

semantic and attribute information of multi-attribute documents, enabling the topic model to better identify 

subspace topics. Then, this paper introduces a human-in-the-loop semantic pattern visual analysis method and 

develop a semantic pattern visualization system that includes an exploration manager, a subspace projector, and 

a topic interpreter. This system supports users in selecting attribute subspaces for representation reconstruction, 

interactively exploring semantic patterns, and providing analysis results. Based on game review datasets, US 

news datasets, and Trump election datasets, this paper compare our proposed topic model with existing meth-

ods using topic diversity and topic coherence metrics. Experimental results show that the proposed topic model 

has good generalizability and flexibility in topic modeling. User experiments including semantic pattern ex-
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ploration tasks verify the outstanding efficiency and effectiveness of the proposed method and visualization 

system in semantic pattern exploration. 

 

Key words: semantic patterns; multi-attribute documents; subspace topic modeling; visual analysis; interactive 

exploration  

1  相关工作 

1.1  研究背景及意义 
语义模式的探索是可视化中的经典研究问题. 

给定一个带有多个属性的文档集合(多属性文档), 

语义模式探索的目标是从中挖掘出主题 , 并分析

主题在某个属性(目标属性)上的流行度和内容是

如何变化的[1]. 例如, 用户可以选择时间属性分析

主题随时间的演化模式 , 选择空间属性分析主题

在不同区域上的空间分布.  

大部分现有的语义探索工作都有 3 个主要步

骤[2-3]: (1) 分析人员指定不同的查询条件以过滤出

满足查询条件的文档 , 可能的查询条件包括属性

范围(带有特定属性值的文档)或关键词(带有特定

关键词的文档); (2) 分析人员应用主题模型从过滤

出的文档上提取主题; (3) 分析人员选择某个感兴

趣的主题 , 依据它们与文档之间的相关性计算该

主题在某些文档属性上的分布 , 该分布即为该主

题在该属性上的语义模式.  

上述语义模式探索方式容易忽视其中存在的

一个不足: 分析人员每次在被过滤的文档上提取

主题时 , 无法得到不同批次提取出来的主题之间

的关系, 限制了他们对全局语义模式的深入理解, 

如图 1a 所示. 到目前为止, 鲜有研究关注对保留

上下文语义的精细化语义模式探索的可能性 , 以

及这样做的潜在优势 . 为了克服这种分步骤处理

方式可能带来的问题 , 本文提出标签生成和表征

重构 2 个关键步骤, 将文档的属性过滤和语义模式

挖掘融合到一个统一的任务中 , 实现一种在单个

上下文中得到多个子空间主题相关性的方法 . 该

方法能够在多属性文档中实现主题的精细化提取, 

使分析人员既能关注于特定属性的语义模式 , 又

能在上下文范围内理解文档集合的整体性 , 通过

全局视角对文档进行语义分析, 如图 1b 所示.  

进行语义模式探索时 , 本文采取可视分析方

法, 通过图形图像展示文本数据的结构和模式, 帮

助分析人员快速地识别关键主题和语义模式; 同

时, 利用缩放、平移和筛选等交互功能, 提供灵活 

 

图 1  现有工作与本文方法主题对比 
 

地调整和分析数据的手段 . 可视分析方法因其通

用性 , 可广泛适用于各类文本数据和语义模式探

索任务, 为跨领域、多场景的多属性文档处理提供

了统一且高效的方法论. 如果不使用可视化方法, 

则将面临分析效率低下、人员培训成本高昂、结果

理解困难以及方法通用性受限等挑战. 

1.2  国内外研究现状及分析 
1.2.1  主题模型 

当前 , 支持多属性文档子空间内的主题提取

和语义模式挖掘的主题模型相关工作划分为 4 大

类别: 传统主题模型、层次结构主题模型、有监督

的主题模型和基于嵌入的主题模型.  

主题建模是一种文档软聚类, 可以得到文档对

主题的概率分布[4], 利用术语频率-逆文档频率(term 

frequency-inverse document frequency, TF-IDF)[5]评

估文档的主题. 传统的主题模型基于词袋表示, 有

2 类: (1) 概率模型 . 如潜在狄利克雷分配(latent 

Dirichlet allocation, LDA)主题模型[6], 使用狄利克

雷先验建模主题-关键词和文档-主题分布; (2) 非

概率模型 . 其中 最 突 出的 是 潜 在语义 索 引 (latent 

semantic indexing, LSI)[7]非负矩阵分解(non-negative 

matrix factorization, NMF)[8]. 然而, 大部分现有的

传统主题模型都无法关联各个子空间文档 , 缺少

全局语义的相关性.  

层次结构主题模型是一种用于发现主题之间关
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联和层次结构的方法. Blei 等[9]采用树状结构表示主

题的组织和构建 ; 层次狄利克雷过程(hierarchical 

Dirichlet process, HDP)[10]能够自动确定聚类(主题)

数量. 但是, 传统的层次主题模型通常不能直接捕

获与特定子空间相关的主题.  

有监督的主题模型的特点是使用带有标签的

文档作为输入 , 引导主题模型更好地捕捉文档的

主题信息. 经典的有监督主题模型有 DiscLDA[11]

和 Supervised LDA[12]等, 但这些方法的标签一般

无法得到标签文档和全部文档的语义关系.  

随着人工智能技术的普及 , 出现了很多基于

嵌入的主题模型 [13-14]. 在此基础上, Angelov[15]提

出 Top2Vec, 将文档和词联合嵌入, 并寻找文档的

聚 类 质 心 代 表 主 题 嵌 入 ; Grootendorst[16] 提 出 了

BERtopic 方法, Egger 等的实验[17]证明了该方法在

简短和非结构文本上的表现优于 Top2Vec.  

与现有的主题模型工作相比 , 本文方法将标

签解释为文档在全部文档中所属的子空间 , 以保

留全局语义, 进而提高主题的语义多样性; 同时 , 

强调在主题建模中考虑用户需求的可能性 , 提出

子空间主题建模方法 , 便于构建灵活的主题模型

并控制主题结果.  

1.2.2  语义模式探索 

语义模式挖掘是近年来的一个研究热点 , 可

以帮助人们深入理解和挖掘文本数据中的潜在语

义结构和模式 . 常见的语义模式挖掘方法包括但

不限于频繁项集挖掘、关联规则挖掘和序列模式挖

掘等[18-20].  

第 1 种基于词频的模式挖掘方法通过关键词

过滤文本数据. Cao 等[21]的方法允许用户指定关键

词, 以识别主题在不同属性上的语义模式; Hu 等[22]

使用频繁的顺序模式挖掘算法自动识别文本数据

中的关键词: 然而, 这些方法在解释文档的内容方

面语义范围有限.  

主题建模在语义模式探索中得到了广泛的应

用. Alexander 等[23]采用邻接矩阵描述输入文档和

主题之间的相关性. 在可视化方面, 平行坐标图和

语义-时空立方体 [3,24]被应用于呈现文档数据在不

同属性条件下的分布: 然而, 这些方法无法提供有

关全局语义模式的全面信息.  

另一种常见的方法是基于机器学习的模型 , 

它们专门设计了特定的分析框架. RoseRiver[25]可

视化不同粒度级别主题的演化; TopicPanorama[26]

揭示不同语料库之间主题演化的层次结构 . 需要

注意的是 , 上述方法通常是针对特定场景或任务

设计的, 在处理多属性文档子空间时, 需要考虑如

何整合它们的框架以实现语义模式探索.  

一些工作通过文档嵌入的方式 , 使用视觉浏

览和分析空间表示实现语义模式探索. Kim 等[27]的

工作支持用户在初始文档嵌入的基础上 , 通过镜

头界面进行动态的语义模式探索 . 本文方法使用

多属性文档的不同属性表示不同的分析任务 , 以

重构文档嵌入, 力求把语义模式探索任务泛化, 实

现一种通用化的语义模式探索方法.  

1.3  基于嵌入的主题模型 
1.3.1  词嵌入和文档嵌入的基本概念 

嵌入概念最早出现于 Bengio 等[28]提出的神经

网 络 语 言 模 型 (neural network language model, 

NNLM), 其将单词表示为较低维度向量以表达它

们的语义特征. Word2Vec 模型[29]使用周围的 n 个

单词表示目标单词 , 其单词向量模型包括连续词

袋(continuous bag of words, CBOW)模型和连续跳

字模型(continuous skip-gram model, Skip-gram)这 2

种方法, 如图 2 所示. Le 等[30]提出 Doc2Vec, 其扩

展了 Word2Vec 模型, 可以用于处理整个文档的语

义信息[31].  
 

 
a. CBOW 模型               b. Skip-gram 

图 2  Word2Vec 模型结构 
 

Devlin 等[32]提出了图 3 所示 BERT 模型, 其采

用 Transformer[33]编码器作为主要框架, 能够捕捉

句子中的双向关系. Reimers 等 [34]提出 Sentence- 

BERT, 使用一种 Siamese 网络架构[35]提高句子级

别的语义嵌入质量. 近年来, 随着深度学习的迅猛

发展 , 越来越多的语义表征技术被应用于改进主

题模型, 以提高主题提取的质量.  

1.3.2  经典的嵌入式主题模型 

嵌入式主题模型通常更适用于结合可视化 , 

本文使用嵌入式的主题模型帮助用户理解文本数

据的主题结构, 提供更直观的主题信息. 
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图 3  BERT 模型结构 
 

(1) Top2Vec. 该模型假设文档和词在同一个向

量空间, 如图 4a 所示. 首先将文本数据嵌入到高维

空间中, 使用 Doc2Vec 或其他嵌入模型捕捉文档的

语义信息; 然后使用聚类算法对文档向量进行聚

类, 产生一组由相关文档组成的主题簇. 由主题向

量相邻的词向量表示主题关键词 , 同时使用均匀

流形近似与投影(uniform manifold approximation 

and projection, UMAP)[36]等降维技术实现主题的

可视化.  

(2) BERTopic. 该模型通过对 Sentence-BERT

模型进行预训练获得高质量的文档嵌入 , 并且只

训练文档的嵌入向量, 如图 4b 所示. 与 Top2Vec

可以直接得到主题词不同, BERTopic 需要根据聚

类结果使用 TF-IDF 生成主题词, 解决了 Top2Vec

由 Doc2Vec 带来的语义歧义性的问题.  
 

 
a. Top2Vec[15]              b. BERTopic[16] 

图 4  2D 嵌入空间示例 
 

1.4  人在回路的主题模型 
人在回路(human-in-the-loop, HITL)的主题模

型旨在实现交互式修改主题模型的建模结果[37-40], 

需要借助可视化和交互界面使用户理解主题模型

的结果、改进模型, 如图 5 所示. 值得注意的是, 

El-Assady 等[41]和 Dou 等[42]的方法均允许用户参与到

建模过程中, 增强了主题模型的灵活性和实用性.  

HITL 的主题模型将人的主观性和领域知识与

主题建模相结合 , 用户积极参与到主题模型的构

建和解释中, 包括定义主题、选择特征词汇、解释 

 

图 5  HITL 的主题模型提取主题的示意图 

 

主题的语义和调整模型参数等[43-45]. 然而, 已有的

工作方法侧重于细化和调优主题模型, 而不是为了

获得与子空间相关的主题. 本文方法具有独特性, 

因为它旨在引导用户以交互的方式获取与特定子空

间相关的主题, 从而更好地满足特定领域对主题模

型精细化探索的需求.  

1.5  主题模型可视化 
本文使用 3 种主题模型可视化方法:  

(1) 属性信息的树形图. 树形图由 Johnson 等[46]

提出 , 是一种流行的利用包含关系表达层次化数

据的可视化方法 [47]. 隐式树形图在解释树结构方

面给用户带来了很高的负担 [48]. 因此 , 本文使用

显式树形图为用户提供对子空间标签进行灵活编

辑的可能性.  

(2) 文档信息的散点图. 本文运用文档嵌入散

点图表示语义空间 [49-52], 散点图的点的位置同时

映射文档的语义和属性特征的分布 , 点的颜色对

应树形图标签分布.  

(3) 主题信息的柱状图. 在主题模型可视化中

多用作展示文档、主题和关键词分布[53-55]. 本文中, 

柱状图的条形长度映射主题中不同标签的数量, 用

于表示主题随时间、地点或其他属性的变化趋势.  

具有多个协调可视化方法的主题模型可视化

系统被认为对探索复杂的数据集是有效的 [56]. 本

文使用树形图、散点图和柱状图, 并联合使用多种

可视化方法构建主题模型可视化工具 , 设计简洁

的用户交互方法增强主题模型.  

2  本文方法概述 

本文提出一种向多属性文档的精细化语义模

式可视分析方法 , 使用户能够在保留上下文语义

的同时 , 灵活地分析不同属性下的精细化语义模

式, 感知全局语义模式. 首先拓展 BERTopic 提出 
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一种子空间主题建模方法 , 实现子空间语义探索

任务的神经网络模型; 其次将嵌入式主题模型集

成到一个可视化系统中 , 使得分析人员能够进行

复杂的探索任务 , 集成上文的子空间主题建模方

法, 实现 HITL 的主题模式挖掘工作流; 最后通过

3 组关于使用可视化系统进行语义模式探索的案

例、一项关于特定语义探索任务的用户实验和 2

组量化实验 , 证明了本文方法和可视化系统的有

效性和可用性. 

3  子空间主题建模 

3.1  子空间的定义 

设  1 2, , , nD A A A 是一个包含 n 个属性文档

集合 , 其中 , iA 表示一个值域为 iB 的属性 . D 中

的每个元素 d 表示一个文本 , 并在每个属性上存

在一个值  id A 被包含于 iB . 图 6 所示为一个多属

性文档的例子. 

一个多属性文档集合包含多个子空间, 每个子

空间 S 对应一组过滤器 , 即      1 2, nr A r A r A , 

其中,  ir A 表示一个过滤器, 用于指定在属性 iA

上的一个值范围 , 即 iB . 则 S 包含这些过滤器选

出的文档集合, 其定义为  

     ,1i iS d d A r A i n  ≤ ≤  (1) 

本文将覆盖整个域的过滤器(即  ir A )隐藏 , 

并将未隐藏的过滤器的属性作为子空间属性; 全

部未隐藏过滤器的数量表示子空间的维度; 由未

隐藏过滤器选取的属性值组合重构形成子空间 . 

例如, 图 6 中, 年份属性设置为 2016 的 1D 子空间

(如蓝色虚线框所示)和年份为 2016 且月份为 2 的

2D 子空间(如绿色虚线框所示), 因此, 在多文档属

性文档的某个子空间内提取主题的方法获得的主

题的语义更具体. 可以发现, 从 2D 子空间得到的

主题分别与更具体的事件相关. 

 

 

图 6  全局主题与子空间主题对比 
 

3.2  设计思想 
本文基于 BERTopic 提出一种方法, 用于从全

部文档中提取与特定子空间相关的主题, 其包含 4

个步骤, 如图 7 所示.  

Step1. 使用 SBERT(sentence-bidirectional encoder 

representations from transformers, SBERT)模型为每个文 

档生成一个 384D 的嵌入; 为了对每个文档生成更加紧

凑的嵌入, 使用 UMAP 将 384D 的文档嵌入映射到一个

低维的潜空间; 同时, 根据用户的子空间属性选择为文

档分配标签. 该过程如图 7 中的 a 部分所示.  

Step2. 重构文档表征 , 将属于相同子空间的文档

的嵌入在潜空间中拉近, 如图 7 中的 b 部分所示.  
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Step3. 用户 对 重构后的文 档 嵌入进行手 动 聚类 , 

每个聚簇对应一个主题, 根据主题的 TF-IDF 分数表示

相关性, 如图 7 中的 c 部分所示. 

Step4. 利 用 可 视 化 和 交 互 探 索 不 同 主 题 在 全 部

文本空间上的语义模式 , 如图 7 中的 d 部分所示 . 图 7

中 , 标记了“*”的标签生成和表征重构是对 BERTopic

的扩展 .  

 

 

图 7  子空间主题建模方法 

 
原始的 BERTopic 方法只包含文档嵌入、降维

和文档聚类 3 个步骤, 受限于其文档嵌入和聚类方

法, 当数据集包含复杂多样的语义信息时, 可能无

法充分地覆盖所有重要的主题 , 影响主题挖掘的

全面性和深度 . 为了在全局语义模式下实现语义

信息的精细化探索 , 本文提出标签生成和表征重

构 2 个关键步骤, 通过拉近潜空间中相似子空间的

文档嵌入 , 使得具有相似子空间属性的文档更容

易形成紧密的聚簇, 提高主题挖掘的准确性, 并增

强了主题的多样性和可解释性. 此外, 通过表征重

构, 用户能够在整个文档集合上执行聚类, 该方法

覆盖数据集中的多样化信息 , 为用户提供了更全

面的视角和更深入的数据洞察.  

3.3  标签生成 
本文采用属性值域的离散化方法实现用户定

义子空间属性. 对于分类属性, 直接使用其原始属

性值; 而对于数值属性, 运用分箱技术将其连续的

属性值范围划分为离散的区间.  

本文根据每个文档的子空间属性的组合为其

分配一个标签, 如图 8 所示, 每个标签对应一个包

含具有相同标签的文档构成的属性子空间. 因此, 

每个文档都具有一个由 SBERT 生成的文档嵌入, 

以及一个指示其所属子空间的标签 . 这种精细的

标签设计有助于更准确地定义文档所属的属性子

空间, 优化主题建模的质量.  

 
 

图 8  标签示意图 
 

分别从不同属性值的文档集合中提取主题可

以获得特定属性值下的语义模式 , 深入理解这一

子空间内文档的特征 . 与在不同子空间中分别获

得互相独立的主题不同 , 本文方法利用标签对文

档表征进行重构 , 实现了对整体文档集合的有效

划分, 并能够快速地提取具有全局性的主题. 

3.4  表征重构 
使用本文标签生成方法为每个文档设置标签, 

如图 9a 所示. 每个文档 x 同时具有一个文档嵌入

h 和一个指示其所属子空间的标签 y ; 其中, h 由

SBERT 生成的原始文档嵌入降维得到.  
 

 
 

图 9  表征网络的结构 
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本文训练完成的表征重构网络利用 y 和 h 为

x 学习一个重构表征 z , 用于综合反映文档的主题

和类别信息, 图 9b 所示为表征重构网络的结构. 

受到多视图嵌入 [57]的启发, 该网络使用一个双子

网的结构, 2 个子网共享重构嵌入 z 作为输入并分

别预测文档类别 y 和重构嵌入 h . 本文方法使用

h 初始化 z , 并在训练期间迭代更新 z .  

本文方法通过联合使用全连接网络中的重构

损失和分类器中的分类损失迭代训练文档的重构

的嵌入.  

(1) 重构损失 rL . 用于减少原始嵌入 h 与重构

后的嵌入 h 之间的差异, 公式为  

     r r, , ;L f  h z h z  (2) 

其中 ,  r;f z 表示预测 h 的函数 ; r 表示函数

参数 .  

(2) 分类损失 cL . 用于减少原始标签 y 与重

构后的标签 y 之间的差异, 公式为  

     c c, , ;L g  y z y z  (3) 

其中 ,  c;g z 表示预测 y 的函数 ; c 表示函数

参数.  

(3) 本文联合使用 cL 和 rL 作为嵌入网络的损

失[58], 公式为  

  c rCLR 1 CLRL L L      (4) 

其中, 分类损失比(classification loss ratio, CLR)是

调整 cL 和 rL 的百分比的参数,  CLR 0,1 . 通过

联合使用 cL 和 rL , 文档表征之间距离同时反映了

它们在语义和类别上的相似性.  

本文采用一个只包含单个隐含层的全连接神

经网络作为重构嵌入 h 的子网 f , 并将预测文档

类别 y 的子网 g 作为分类器. 使用均方误差(mean 

squared error, MSE)[57]作为 rL , 并使用 Li 等[58]提出

的分类损失作为 cL , 它比现有的分类损失更容易

在投影中产生聚簇等可视化结构.  

本文的表征网络训练流程如图 9b 所示, 该模

型接受分析人员提供的分类标签 y 和文档嵌入 h

作为输入. 在初始训练阶段, 首先随机初始化其模

型参数以及表征向量  1 2, , , kh h h ; 然后利用随机

生成的表征向量 h 和网络的参数  构建表征网络

模型 . 在整个训练过程中 , 该网络使用式(2)中的

重构损失 rL 更新网络参数  ; 同时使用式(4)中的

重构损失和分类损失的加权和 L 更新表征向量 h , 

训练持续进行至总损失 L 不再显著减少为止 . 一

旦训练完成, 该网络就能够直接获取表征向量 h . 

在本文具体实施中, 设定文档嵌入 h 的维度为 5.  

表征重构对主题的影响可以分成 4 种情况, 如

图 10 所示. 可以看出, 图 10a 中, 重构之后的表征

依然相似; 图 10b 中, 重构之后的表征会形成几个

具有相同标签的聚簇; 图 10c 中, 重构之后的嵌入

变得相似, 并有可能形成聚簇, 而是否形成聚簇将

由文档的语义相似程度决定; 图 10d 中, 不会将这

些文档识别为聚簇(主题).  

 

 

图 10  4 种重构情况 

4  HITL 的语义模式可视分析系统 

4.1  设计需求 
本文深入研究了多属性文档语义模式探索方

法的现有文献和工具. Hu 等[37]指出, 现有主题模

型的目标函数通常缺乏足够的上下文信息来完全理

解数据的复杂性; El-Assady 等[38]和 Park 等[39]的工

作均提出了对用户驱动的主题建模可视化系统的需

求. 在主题建模工作中, 需要层次化主题结构、精

确的主题空间可视化和清晰的用户交互反馈[38-40]. 

据此, 本文分析并总结出了一系列关键需求: (1) 特

定子空间相关联主题的获取; (2) 保留上下文语义

的多属性文档语义模式探索; (3) 清晰有效的交互

反馈.  

为了确保设计需求与实际应用场景相契合 , 

本文与多位对多维数据可视化分析工具使用具有

丰富经验的用户和分析师进行了深入的访谈和讨

论, 以进一步验证和完善可视系统设计. 为了支持

用户进行快捷、强大的多属性文档的语义模式探

索, 可视系统包含以下功能: (1) 支持以层次的结

构组织探索任务; (2) 利用属性管理实时对属性进

行筛选; (3) 清晰、直观地展现多属性文档语义和

文档内容; (4) 获取感兴趣子空间的主题-属性分

布, 以一致的形式支持探索任务; (5) 提供简洁的
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可视化界面和丰富的交互功能.  

4.2  系统概述 
图 11 所示为本文系统的流程, 其可实现基于

重构的语义模式探索. (1) 分析人员根据用户指定

属性将多属性文档划分为子空间; (2) 查看子空间重

构的文档嵌入上的主题分布; (3) 对分析主题的语义

模 式 进 行 解 释 .  该 系 统 整 合 了 探 索 管 理 器

(exploration manager, EM), 子空间投影仪(subspace  

projector, SP)和主题解释器(topic explainer, TE)这 3

个核心组件, 可视化界面如图 12 所示. 

 

 
 

图 11  本文系统的步骤及组件 

 

 

图 12  本文系统可视化界面 

 
如图 12 最左栏所示, EM 的主要任务是生成子

空间并将文档属性进行标签化, 用户可以通过 EM

在指定属性上组合不同的标签 , 以进行语义模式

的分析. 如图 12 中间栏所示, SP 负责创建子空间

重构后的文档嵌入的潜在空间 , 通过交互反映用

户的需求 , 帮助理解文档和属性的上下文语义并

挖掘文档潜在的聚簇, 即主题. 如图 12 右侧所示, 

TE 与子空间探索操作相结合, 用一系列属性的量

化指标协助分析人员理解与所选主题相关的语义

模式, TE 展示了一组主题的属性分布.   

4.3  系统界面与功能 
4.3.1  EM 

EM 界面如图 12 所示, 其采用一种渐进的树

形数据分区方法分析语义模式 . 该方法通过显式

的树形图实现 , 其中 , 每个树节点表示不同的属

性, 而叶子节点则表示标签, 不同层之间的叶子节

点互不包含相同的文档. 此外, 树形图下方的条形

图用于展示和操作数据聚类结果 . 下面详细描述

EM 的视觉设计及其操作方法.  

(1) 属性子空间创建. 本文采用一种树状结构

的比喻作为 EM 的设计基础. 初始时的灰色的根节

点代表整个文档数据集 , 在此根节点触发的弹出

窗口(如图 13a 所示), 分析人员可以选择并定义属

性, 通过条形图呈现创建的属性分组操作结果.  

本文为每条记录 (数据 )构建向量 1 2( , , ,V V V  

)nV , 以便进行聚类分组, 将向量均值作为该分组

的向量表示, 最后采用 k 均值聚类方法[59]对这些

向量进行聚类, 生成新的分组. 分析人员能够调整

条形的分配, 如图 14 所示, 其中, 每个条形图簇对

应一个属性区间, 相同区间内的条形颜色相同. 在

条形图簇中 , 分析人员能够通过交互组件添加分

组, 并将条形图分配给指定分组; 此外, 还可以过

滤掉不需要的分组. 

EM 将每个属性区间编码为树的一个叶子节

点, 如图 13 所示. 该界面中, 节点表现为一个饼状

图, 饼状图的每个切片对应文档嵌入的一个维度, 

而切片的颜色则编码该属性区间在这个维度上所 
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图 13  EM 功能操作 
 

 

图 14  分组控件的使用情况 

 
有表征的平均值, 颜色越深, 表示在该维度上的平

均值越高. 饼的大小对应区间内的文档数量, 饼的

中心呈现类别索引和文档数量占比 . 底部的图例

展示了每个扇形的颜色以及属性区间. 

(2) 多属性子空间创建 . 如图 13b 所示 , 图

13a 中获得的饼图可作为一个全新的根节点, 并在

其上创建新的属性标签 . 这种交互方式允许分析

人员渐进地探索和管理不同子空间 , 每个子空间

都被分配一个独特的颜色; 带有颜色的叶节点表

示有效的属性子空间, 如图 13b 中包含的 5 个有效

子空间 . 这种树形结构的视觉表示方式有助于用

户清晰地理解子空间之间的层次关系和结构. 

(3) 数据过滤. 当分析人员使用弹出窗口创建

类时 , 可以通过滤出条形图将与所创建的类不相

关的文档从数据集中排除 . 这种过滤机制允许分

析人员更精确地定义和控制所关注的数据集.  

4.3.2  SP 
SP 带有一组交互功能, 利于语义内容的观察

和主题的选择 , 其后台运行的嵌入网络接收到来

自 EM 的标签后会生成一个重构网络 . SP 使用

UMAP 技术降维创建投影, 同时提供了基本的视

图操作功能, 如缩放、平移和套索选择. 在生成的

投影中, 每个点表示一个文档, 而点的颜色与 EM

中属性子空间的颜色相对应, 如图 12 所示.  

如图 12 所示, 通过 SP 顶部的一个滑块可以随

时调整参数 CLR. 当 CLR 设置为 0 时, 这种设置

呈现数据集最初的语义模式; 将 CLR 设置为 100%

时 , 则 呈 现 不 同 属 性 子 空 间 的 语 义 模 式 ; 通 常 , 

CLR 应该位于这 2 个极端值之间, 以充分地考虑属

性信息对数据分布的影响.  

图 15 所示为不同 CLR 值对数据分布的影响, 

其中, 文档被分为 5 组, 并使用不同的颜色表示. 

可以看出, 随着 CLR 值的增加, 文档聚类逐渐变

得清晰 , 表明在语义上相邻的聚类之间具有更高

的相似性.  

在文档嵌入上能够查看文档内容 , 分析人员

可以根据投影的分布情况 , 自由选择文档簇以及

选择集群或异常值等分布进行进一步的分析 . 能 
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   a. CLR=0    b. CLR=50%   c. CLR=80%  d. CLR=100% 

 

图 15  不同 CLR 对数据分布的影响 

 
够提取感兴趣的文档簇的主题 , 通过后端进行主

题建模, 该主题的前 5 个关键词将显示在主题投影

的右侧, 如图 12 所示. 

4.3.3  TE 
在 SP 中, 分析人员可以使用套索工具选择主

题(如图 12 中的灰色阴影区域), 然后利用 TE 进行

语义模式的探索和比较. TE 允许分析人员选择一

个特定的属性 , 查看所有主题在该属性上的分布

情况, 呈现为柱状图的形式, 如图 12 所示.  

流行度分数是主题在某个特定属性(如空间地

点、时间等)上的流行程度或受欢迎程度的量化指

标. 本文引入流行度分数的概念, 探索主题的语义

模式在不同属性上的分布情况 . 计算每个主题与

在特定属性上具有相同属性值的文档之间的相关

性之和 , 将其作为该主题在该属性值上的流行度

分数 . 这种方法能够揭示主题在不同属性上的流

行程度和变化趋势 , 为分析人员提供更全面的主

题语义模式理解.  

图 16 所示为语义模式的计算方法. 令 t 表示一

个主题, mkw 表示第 m 个文档与第 k 个主题之间的

相关性. 取得全部在属性 A 上值为 na 的文档并构成

了子空间(标记为浅蓝底色), 计算这些文档与主题的

相关性之和作为 t 在 na 上的流行度分数(popularity 

score, PS). 本文使用相同的方法, 得到 t 在 A 的每个

属性值上的流行度分数.  

TE 展示了主题在整个数据集和属性子空间的

分布情况. 通过 TE, 用户可以深入挖掘主题在不 
 

 
 

图 16  语义模式探索原理 

同属性上的特征, 发现不同属性之间的关系, 以及

主题随时间、地点或其他属性的变化趋势.  

4.4  系统实现 
本文系统采用 HTML/CSS/JavaScript 技术栈开

发前端界面, 后端服务程序通过 Python 编程语言

编写, 前后端之间的通信过程由轻量级的 Flask 框

架实现; 可视化视图使用 JavaScript 库 D3.js[60]创

建和呈现. 本文使用 TensorFlow 框架[61]表征网络训

练. 通过客户端-服务器架构、前后端技术的结合, 

以及数据可视化和深度学习框架的运用 , 该系统

能够在多个浏览器中高效运行 , 并为用户提供数

据分析和可视化功能.  

5  实验评估 

5.1  案例及结果分析 
本节通过 3 个案例, 展示多属性文档子空间主

题建模方法的使用场景.  

5.1.1  游戏评论数据集案例 

该案例使用的数据集[62]由 2 986 个样本构成, 

每个样本对应一个游戏评论 . 每个样本包含一个

评论文本内容以及本文挑选的 5 个属性, 分别是评

论的游戏 ID、是否推荐该游戏、用户是否购买该

游戏、用户游戏总时长和用户评论时游戏时长. 本

文利用这 5 个属性和评论文本作为样本数据, 对其

进行语义模式挖掘.  

首先使用游戏 ID 属性对初始数据进行重构得

到 10 个子空间, 表征重构得到的 2D 投影如图 17

所示. 其中, 相同游戏 ID 的评论能够形成聚簇, 分

析人员选择聚簇进行主题提取, 并选择是否推荐属

性以判断游戏的受欢迎程度. 可以看出, 在分析人

员圈选的主题中, rockstar 主题和 region lock China 主

题代表的《侠盗猎车手 5》(grand theft auto V, GTAV)

和绝地求生(player unknowns battle grounds, PUBG)

这 2 款游戏的不推荐评论数量高于推荐评论数量, 

用户表达了对游戏公司和作弊现象的不满, 游戏中

大量不和谐内容同样也引起诸多争议 ; 泰拉瑞亚

(Terraria)的推荐游戏评论远高于不推荐的评论数

量, 在 Steam 上获得了高达 98%的好评率, 这个事

实与分析人员分析的结果一致. 

SP 中存在一个由一些没有分开, 颜色杂乱的点

集合成的聚簇, 如图 17 中 SP 所示, 该主题(crust, 

lattice, sugar, brown, flour)包含一些菜谱评论, 是

用户推荐游戏后评论与游戏内容无关的恶作剧 , 

也是获得点赞的常用方法.  
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在游戏 ID 为《收获日 2》(pay day 2, PD2)的

子空间节点 , 根据是否推荐游戏继续添加属性子

空间, 用来在 SP 中探索用户不推荐 PD2 的原因, 

发现用户对游戏付费和官方不作为现象表达不满. 

通过上述分析 , 分析人员能够更好地识别值得信

赖的游戏开发者/发行商. 

 

图 17  游戏评论数据集[62]案例 
 

5.1.2  美国新闻数据集案例 

该案例使用的数据集是美国出版社发布的新

闻数据集[63], 本文选择该数据集中 6 家出版社出

版的文章, 共包含 1 000 条样本数据. 每个样本由

对应一篇文章的文本内容以及 3 个属性(出版社、

年份和月份)组成, 该数据集中, 文章出版时间主

要是 2016-01—2017-07, 少部分是 2015 年.  

分析人员首先使用年份将初始样本进行重构, 

得到 3 个子空间(年份分别为 2015, 2016, 2017). 年

份为 2017 的子空间主题涉及特朗普通俄事件, 该

主题的月份的讨论度如图 18 中 EM 所示, 符合事

件发展.          

 

 

图 18  美国新闻数据集[63]案例 
 

年份为 2016 子空间主题涉及希拉里邮件门事

件 , 分析人员从时间发展的视角探索这些新闻事

件. 将该子空间节点按照月份分为 2 组(2016-01— 

2016-06 和 2016-07—2016-12)进行重构, 得到新的

子空间, 如图 18 中 SP 所示. 希拉里邮件门新闻的

时间分布在 2016-07—2016-12, 如图 18 中 TE 所示. 

主题分布符合事件发展的时间线.  

分析人员选择出版社属性对年份为 2016 的子

空间节点进行重构, 探索不同出版社的政治立场. 

starr, operate, gormley, whitewater, jury 等主题是华盛

顿邮报对邮件门事件未起诉希拉里的情况; source, 

saudi, muslim, breitbart, world 主题大部分新闻来自

布赖特巴特出版社 , 该出版社的新闻主要抨击希

拉里. 华盛顿邮报是左翼出版社, 布赖特巴特是极

右翼出版社, 而希拉里属于左翼政党, 本文得到的

主题符合出版社的政治立场.  

5.1.3  特朗普大选数据集案例 

该案例使用了 2020 年美国竞选中有关特朗普
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内容的推特数据集 [64]. 本文只选取英文推文并随

机提取该数据集 3 000 条样本数据, 每条数据包含

一个文本内容以及时间、大洲和美国州代号 3 个属

性, 本文选择加利福尼亚(CA), 纽约(NY), 得克萨

斯(TX)和佛罗里达(FL)这 4 个州.  

分析人员首先使用大洲对初始数据进行重构, 

如图 19a 所示, 得到 6 个子空间, 分别代表亚洲、

非洲、欧洲、南美洲、大洋洲和北美洲, 对 SP 的

观察和主题建模, 得到以下信息: 非洲、亚洲和大

洋洲的人们共同关心大选和经济情况 , 但是对特

朗普的参选没有明确的态度; 欧洲和南美洲的人

们对美国大选的热度不高且没有明确态度 , 他们

更多关注社会民生; 在北美洲, 人们对特朗普的不

满较其他洲更强烈 . 为了更好地了解美国不同州

之间对特朗普选举的看法 , 分析人员选择北美洲

节点, 筛选 4 个州和其他州, 以州属性进行重构, 

得到新的 5 个子空间节点, 分布代表北美洲下的佛

罗里达、得克萨斯、纽约、加利福尼亚和其他州, 如

图 19b 所示.  
         

 
a. 初始子空间 

 

b. 多属性子空间 

图 19  美国大选数据集[64]案例 
 

分析人员观察重构子空间, 得出以下结论: 佛

罗里达州是关键的摇摆州; 分布在加利福尼亚州的

主题关键词表达了对特朗普的反对, 说明该州是倾

向于民主党的蓝州; 纽约州人民更多是讨论选举和

社会现象, 难以通过主题判断倾向; 得克萨斯州普

遍被认为是传统红州, 近年来该州被列入了摇摆州

的行列, 与主题中反对特朗普的倾向一致.  

5.2  用户实验 
通过用户实验验证本文方法的有效性 , 揭示

用户在使用该方法时面临的挑战和优势.  

5.2.1  实验设置 

(1) 参与者和数据. 本文招募 20 名计算机科

学专业和参加自然语言处理课程的研究生作为参

与者, 包括 8 名男性和 12 名女性, 年龄 22~24 岁, 

中位数为 23 岁; 在实验开始前, 给每位参与者提

供介绍算法原理的教程和自由进行语义模式探索

的培训. 评估使用第 5.1.3 节描述的美国大选数据集.  

(2) 实验方法. 本文将参与者随机地分成 2 组, 

每组 10 人, 记为 AG 和 BG . 其中, AG 参与者可以

不受任何限制地使用本文系统; 而当 BG 参与者使

用该系统时, 标签重构功能对他们不可见( BG 可以

使用 EM 的功能, 如编辑标签和过滤数据).  

(3) 任务. 每个参与者使用本文系统挖掘美国

大选数据集, 探索数据集, 找到特定时间内出现的

2 个有趣的语义模式. 实验的目的是期望参与者能

够提供对选举过程中动态变化的深刻见解.  

(4) 过程. 本文使用屏幕记录软件记录参与者

在实验过程中的操作情况 . 每个参与者按照如下

顺序进行实验: a. 创建子空间; b. 调整 CLR 以生

成重构 SP; c. 查看主题和分布; d. 解释语义模式; 

e. 保存结果. 通过问卷调查收集参与者对本文系

统的主观满意度, 收集参与者的反馈.  

5.2.2  客观表现 

本实验收集所有参与者的视频 , 并手动提取

他们的操作序列和每次操作的持续时间后进行评

估. 图 20 所示为所有参与者的操作序列和实验结

果 . 可以看出 , AG 参与者 ( 1 8~P P )比 BG 参与者

( 9 16~P P )进行的操作更少, 花费的时间也更少. 对

实验结果进行 ANOVA 方差分析的结果表明, 2 组

之间的差异是显著的. 得出以下结论:  

 

 

图 20  用户研究实验结果 
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(1) 调查结果符合本文的预期. 文档重构促使

形成子空间的主题模式, 从而促进了 AG 参与者的

模式选择;  

(2) 唯一的超参数 CLR 不影响本文方法的可

用性;  

(3) 复杂的属性子空间的语义探索通常需要

更多的操作 , 与较长的完成时间和复杂的操作序

列相一致;  

(4) 本文系统得到的语义模式更准确且易于

理解;  

(5) 参与者认为, 重构后的主题能更精准地反

映子空间语义模式 , 本文的分析工具有助于对主

题的解释;  

(6) 用户的主观感知在语义探索中仍然起着

重要的作用. 

5.2.3  主观评价 

本文通过问卷的形式收集 AG 每个参与者的反

馈, 参与者使用 7 分制李克特量表[65]对 7 个问题打

分, 问题如下:  

Q1. 在属性树上选择重构子空间操作简单且

灵活? 

Q2. 重构的主题满足你期待的子空间的语义? 

Q3. SP 能够提供分析语义模式的帮助? 

Q4. TE 提供的精细语义对于理解主题有帮助? 

Q5. 在指定属性的情况下 , 重构帮助你得到

了有趣的语义模式? 

Q6. 自由探索阶段 , 本文系统能够帮助快速

地理解数据集? 

Q7. 你在探索语义过程中对产生的语义模式

感到困惑了吗? 

每个问题总分为 7 分, 分数越高, 表示参与者

对这个方面就越满意. 调查问卷统计结果如图 21

所示. 可以看出, 大多数参与者对本文提出的语义

探索工具给出了较高的满意度评分(平均 36.50 分), 

反映了该工具的有效性和用户友好性; Q3 和 Q4 的

得分相对较高, 表明参与者普遍认可 SP 和 TE 在

查看和理解文档语义模式方面的有效性; 本文工

具在发现有趣模式(Q5)和帮助理解数据集(Q6)方

面表现突出 , 这不仅证明了本文系统在已知语义

模式发现中的有效性, 还展示了其在发现新颖、有

趣语义模式方面的潜在价值, 更重要的是, 该系统

降低了语义模式探索的用户门槛 , 使得即使是未

了解数据集的用户, 在经过简单的培训后, 也能快

速、全面地理解文档语义; 用户并未明显地感知到 

 
 

图 21  调查问卷统计结果 

 
同时重构多个属性子空间可能带来的困惑 , 进一

步证明了本文工具的易用性和稳定性. 

综上所述, 调查问卷的结果表明, 本文提出的

语义探索工具在帮助用户理解和探索语义模式方

面表现良好, 具有较高的执行效率和有效性. 未来

将基于这些反馈进行进一步的优化和拓展.  

5.3  量化实验 
通过 2 组实验, 验证本文方法的性能: 第 1 组

实验评估本文方法在获取主题-词分布时的主题质

量; 第 2 组实验用于评估模型的性能.  

5.3.1  主题模型评价指标 

本文将主题质量的总体度量定义为其主题多

样性(topic diversity, TD)和主题一致性. Mimno 等[66]

提出使用主题一致性评价主题可解释性 . 本文实

验采用一致性值(coherence value, CV)指标计算一

致性评分, 计算公式为  

 2CV Cnv    (5) 

其中, v 用于衡量主题中的 2 个不同单词的共现频

率, 通常使用点互信息(pointwise mutual information, 

PMI)或其他度量表示 2 个单词之间的相关性.  

TD 可以理解为在 T 组主题中, 排名前 N 个单

词中不同单词的比例 , 该指标的目的是衡量主题

之间的差异性, 帮助评估主题模型的质量. TD 的

计算公式为  

 TD
K

T N



  (6) 

其中, K 表示在排名前 N 个关键词中出现的独立

关键词的数量.  

在游戏评论数据集、美国新闻数据集和特朗普

大选数据集上, 对比 LDA[6], NMF[8], BERTopic[16]

和本文方法的评价指标, 结果如表 1 所示. 其中, 

本文方法的主题是分析人员随机选择重构属性后

在 SP 中套索选择得到的. 可以看出, 本文方法在
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TD 方面表现十分出色, 明显优于 3 种对比方法的

得分 , 说明其生成的主题中更好地包含了数据集

中的多样化信息; 但是, 本文方法在主题一致性上

的表现略低于 BERTopic 和 NMF 方法, 这是因为表

征重构过程在尝试覆盖数据集中更多信息、生成更

多样化主题的同时 , 也在一定程度上牺牲了主题

内部的凝聚力 , 由于该方法引入子空间属性的影

响 , 使得原本在语义上相近但属于不同子空间的

文档可能在重构后的潜空间中被分散 , 影响了主

题内部的一致性; 游戏评论数据集中包含大量玩

家之间的术语和特定领域的语言, 美国新闻数据集

涉及广泛的主题, 包括政治、经济等, 本文方法采

用特定的 SP 方法和套索选择策略, 能更适应不同

领域和语义复杂性的数据, 有效地捕捉了数据集中

的多样化信息 , 进而生成更加精细和多样化的主

题, 在主题建模上具有较好的泛用性和灵活性. 
 

表 1  在 3 个数据集上 4 种方法主题模型评价指标对比 

主题一致性 TD 
数据集 

LDA[6] BERTopic[16] NMF[8] 本文 LDA[6] BERTopic[16] NMF[8] 本文 

游戏评论 0.420 0.690 0.462 0.436 0.580 0.740 0.540 0.890 

美国新闻 0.392 0.598 0.527 0.566 0.560 0.930 0.740 0.950 

特朗普大选 0.355 0.366 0.483 0.414 0.440 0.940 0.710 0.930 

注. 粗体表示最优值. 
 

5.3.2  模型性能 

为了评估本文系统中子空间主题模型的性能, 

分别在 BBC 新闻数据集[67]、航空公司评论数据集[68]、

希拉里-特朗普推特发文数据集[69]、新闻出版社数

据集 [63] 和 仇 恨言 论 推文 数据 集 [70] 上 , 分 别使 用

GPU 和 CPU 对一轮子空间主题建模的执行时间和

内存开销进行实验, 结果如表 2 所示. 其中, 每个

数据集具有不同的文档数量和属性 , 每个文档样

本具有语义表征和属性标签; 实验中使用的服务

器设置为 12th Gen Intel(R) Core(TM) i5-12500, 

16 GB, RTX2060. 可以看出, 本文方法的执行时间

和内存开销( x 轴方向)随着数据集文档数量( y 轴

方向)的增加而逐渐增加, 但是, 即使是在 10 000

个文档数量下, 其执行时间也仅需 4.0 s, 能够满

足可视化系统的实时交互要求.  
 

表 2  在 5 个数据集上芝加哥犯罪数据模型效率 
评估结果对比 

执行时间/s 内存开销/MB
数据集 

文档 

数量 GPU CPU GPU CPU

BBC 新闻[67] 1 490 1.400 3.000 1 020.300 42.900

航空公司评论[68] 3 701 1.600 18.300 1 029.300 46.100

希拉里-特朗普

推特发文[69] 
6 444 2.700 53.700 1 039.700 49.400

新闻出版社[63] 10 000 4.000 130.500 1 060.500 184.800

仇恨言论推文[70] 20 000 12.100 562.100 1 162.800 328.300

6  结  语 

本文针对语义模式的探索设计了一个表征重

构网络 , 将潜空间中的语义坐标映射为包含语义

和属性信息的潜向量 , 通过主题模型识别子空间

主题; 采用 HITL 的语义模式可视分析方法, 辅以

本文构建的可视化系统 , 支持用户调整可视化和

交互组件, 以及量化指标、观测数据分布、选择表

征重构的目标属性和感兴趣的子空间 , 以获得特

定语义模式.  

在 3 个真实数据集上对本文方法进行评估, 验

证了该方法和本文系统的有效性; 在 20 位被试进

行的用户研究中, 参与者的使用情况和反馈显示, 

本文方法提高了分析人员挖掘语义模式的效率 , 

有助于更深入地理解数据集的语义; 最后通过 2 组

量化实验, 验证了该方法的主题质量和模型性能.  

未来将从 2 个维度扩展本文工作. (1) 本文方

法虽然使得用户能够通过观察数据分布结合主题

提取获得语义模式 , 但会产生降维导致的数据信

息的丢失和维度诅咒等问题 . 今后可以利用可视

化隐喻 [71-72]设置不同图形代替聚簇数量和大小 , 

进一步探索高维投影结构和结构化的可视化形式, 

提高用户语义模式挖掘的分析速度. (2) 本文采用

TE-IDF 的方法计算主题词, 今后考虑将不同的主

题提取方法与本文系统结合 , 让用户能够根据具

体需求选用合适的方法. 
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