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基于自适应特征加权的遥感图像目标检测

李毅，刘帆，梁雅婷
（太原理工大学  人工智能学院， 晋中  030600）

摘 要：针对光学遥感图像中背景干扰严重及目标尺度差异导致的检测精度低、漏检误检率高的问题，

提出了一种基于自适应特征加权的遥感图像目标检测算法。在特征提取阶段中设计自适应通道加权

模块，通过自适应通道加权增强目标相关特征、抑制背景噪声，并平衡多通道特征表达，有效缓解背景

干扰的影响。同时，针对小目标和大目标的尺度差异，设计自适应多尺度融合金字塔，结合多尺度感知

与上下文集成模块及自适应层间加权模块，动态优化多尺度特征融合，提升模型对小目标高分辨率细

节捕捉和大目标低分辨率语义整合能力。在 DOTA1.0 和 DIOR-R 数据集上的实验表明，所提方法相

较基线模型的平均精度分别提升 2.36% 和 3.28%。可视化对比进一步验证了所提方法显著降低小目标

的漏检和误检率。

关键词：深度学习；目标检测；自适应特征加权；光学遥感图像；多尺度融合

中图分类号：TP751    文献标识码：A doi：10.3788/gzxb20265502.0210003

0 引言

近年来，随着光学遥感技术的快速发展，遥感图像目标检测研究已取得显著进展，并在交通、救援、安

全、军事等领域得到广泛应用［1-3］。凭借广阔的视场，遥感图像在大范围监测任务中展现出显著优势［4-6］。然

而，遥感图像中的复杂背景信息（如云层、阴影）常会干扰目标特征，削弱检测的鲁棒性。同时，遥感图像中

目标尺寸差异较大（如小型车辆与大型港口），使得检测模型难以同时捕捉高分辨率细节和低分辨率语义信

息，导致检测精度低、漏检误检率高。

针对背景干扰问题，CHO S J 等［7］构建深度去噪自编码器模型，用于消除对抗性背景扰动并恢复干净图

像；TIAN Chunwei 等［8］通过稀疏模块、特征增强模块、注意力模块和重构模块，提取融合全局与局部特征的

显著信息，进而去除复杂背景中的噪声并重建无噪图像；LI Xiaotong 等［9］引入特征选择和注意机制，使模型

有选择地聚焦于与目标相关的区域，减少无关信息干扰并提升对象的局部感知特征。然而，这些方法大多

依赖去噪编码器、注意力机制等外部技术去除特征图背景噪声，却忽略其自身潜力。因特征图部分通道存

在冗余或无关信息，目标相关特征的突出度与整体特征表达能力均受限制。

针对多尺度目标检测问题，LIN T Y 等［10］设计特征金字塔网络（Feature Pyramid Network， FPN）结构，

改变传统目标检测方法依赖顶层特征预测的模式，提出自顶向下的特征图处理方式，并通过横向连接整合

浅层和深层网络特征。DONG Xiaohu 等［11］将注意力的多级特征融合模块融入 FPN，以提升小目标的检测

精度。ZHEN Peining 等［12］提出在两个 FPN 中构建多尺度特征融合模块，并结合加权感兴趣区域（Region of 
Interest， RoI）特征聚合模块，有效融合特征并减少语义信息丢失。GAO Yunxiao 等［13］开发基于跨尺度提取

的特征超分辨率融合金字塔，显著提高小目标的检测性能。然而，这些方法依赖固定多尺度融合策略，未考

虑不同层级特征的重要性差异，无法实现自适应特征加权与融合，导致其在复杂遥感场景中灵活性不足，尤
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其面对目标尺度剧烈变化时，难以动态优化特征表达。

因 此 ，本 文 在 Oriented R-CNN［14］基 础 上 ，提 出 一 种 基 于 自 适 应 特 征 加 权 的 遥 感 图 像 目 标 检 测 算 法 。

Oriented R-CNN 针对旋转目标检测优化，以 ResNet50-FPN 为骨干网络，结合定向区域提议网络生成高质

量定向候选框，适配遥感图像目标方向多样性；其检测头通过 rotated RoIAlign 精准提取特征向量，提升定向

边界框定位精度，且网络结构可扩展性好，便于嵌入新模块优化性能，无需大规模重构基准框架。本文所提

方法通过自适应通道加权模块（Adaptive Channel Weighting Module， ACWM）的自适应通道加权机制，增强

目标相关通道，抑制无关信息，并平衡不同通道特征的表达，有效减轻背景噪声对检测的影响；同时，采用自

适应多尺度融合金字塔（Adaptive Multi-scale Fusion Pyramid， AMFP），借助多尺度感知与上下文集成模块

（Multi-scale Perception and Context Integration Module， MPCIM）以 及 自 适 应 层 间 加 权 模 块（Adaptive 
Layer Weighting Module， ALWM），通过自适应层间加权优化多尺度特征融合质量，动态平衡不同特征图权

重，显著提升检测性能。为验证算法的有效性，在 DOTA1.0［15］和 DIOR-R［16］数据集上开展消融实验和对比

实验，全面评估各模块及整体算法的性能提升。

1 本文算法

在基线模型 Oriented R-CNN 的基础上 ，构建一种基于自适应特征加权的遥感图像目标检测网络 ，如

图 1 所示，网络由用于提取不同尺度特征的特征提取网络、用于特征融合的自适应多尺度融合金字塔、用于

生成高质量候选框的 Oriented RPN 以及用于候选框分类和精确回归的 Oriented RCNN 检测头四部分构成。

首先，将待检测的遥感图像输入特征提取网络，提取多尺度特征（C2、C3、C4、C5），以满足不同目标尺度的检测

需求。在 STAGE 2 和 STAGE 3 阶段，网络主要提取目标的边缘、纹理和局部语义特征，但易受复杂背景

（如云层、阴影）干扰，为此，应用 ACWM 模块生成动态通道权重，通过增强目标相关特征，抑制背景噪声，平

衡 多 通 道 表 达 ，提 升 网 络 对 旋 转 目 标 特 征 的 提 取 能 力 。 随 后 ，将 提 取 的 多 尺 度 特 征 输 入 AMFP，结 合

MPCIM 模 块 和 ALWM 模 块 ，实 现 高 效 特 征 融 合 。 最 后 ，将 优 化 后 的 多 尺 度 特 征（P2、P3、P4、P5）输 入

Oriented RPN 以生成高质量旋转候选框，再由 Oriented RCNN 检测头完成分类和精确定位任务。

1.1　自适应通道加权模块 ACWM
遥 感 图 像 中 目 标 尺 度 变 化 大 ，背 景 噪 声 干 扰 严 重 ，传 统 通 道 注 意 力 难 以 有 效 抑 制 冗 余 特 征 。 为 此 ，

ACWM 模块通过动态调整通道权重，增强目标相关特征表达，同时抑制背景噪声和冗余信息，如图 2 所示。

该模块应用于特征提取网络的 STAGE 2 和 STAGE 3 阶段，这两个阶段主要负责提取目标的边缘、纹理和

局 部 语 义 特 征 ，但 易 受 复 杂 背 景 的 干 扰 。 ACWM 利 用 相 关 性 感 知 协 方 差 加 权（Correlation-Aware 
Covariance Weighting， CACW）方法分析通道间相关性，生成动态通道权重，在增强目标相关特征的同时平

衡不同通道的表达能力，从而显著提升特征提取网络对旋转目标特征的提取能力。

为分析通道间的相关性，首先进行特征重塑，将原始特征 F i ∈ RH × W × C 重塑为 F R
i ∈ RHW × C，具体是将空

间维度展平为样本数，通道维度作为特征数，以便于计算通道间的相关性。接着，使用 CACW 方法为重塑后

图 1　整体网络结构

Fig. 1　The overall network structure
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的特征 F R
i 生成通道权重 αi ∈ RC × 1；最后，将生成的通道权重 αi 通过逐元素乘法应用于原始特征 F i，优化特

征表达。计算过程可以表示为

F R
i = Reshape( F i ) （1）

αi = CACW ( F R
i ) （2）

F̄ i = F i ⊙αi （3）

式中，F̄ i 为加权后的特征矩阵，反映了通道相关性调整后的结果，⊙ 表示逐元素乘法。

1.2　相关性感知协方差加权 CACW
传统通道注意力机制通过全局池化生成通道权重，仅关注特征的独立统计特性，却忽略了特征间的动

态相关性，尤其在遥感图像中，目标与背景存在复杂交互，亟需更强的依赖性建模。为增强 ACWM 模块对

遥感图像中目标相关特征的提取能力，提出 CACW 方法，如图 3 所示。该方法通过协方差矩阵显式建模特

征间的全局依赖关系，量化通道间的异质性与冗余性，再通过非线性变换生成自适应权重，用于优化特征选

择和调整特征的重要性。

对于输入特征矩阵 X ∈ Rm × n，其中 m 表示样本数，n 表示特征数，CACW 的目标是通过自适应调整来生

成用于特征选择的权重。首先对 X进行去中心化处理，计算中心化特征 X̄，随后，计算协方差矩阵 C ij，计算

过程可以表示为

X͂= X- X̄ （4）

C ij = 1
m - 1 X͂

T X͂ （5）

式中，X̄是 X中每一列特征的均值，X͂是去中心化后的矩阵，C ij 表示特征 i 和特征 j 之间的相关性，为后续权重

调整提供了基础。

为 了 消 除 特 征 绝 对 值 大 小 的 影 响 ，对 C ij 进 行 归 一 化 ，得 到 相 关 系 数 矩 阵 C͂ ij。 随 后 ，通 过 多 层 感 知 机

（Multilayer Perceptron， MLP）对归一化协方差矩阵 C͂ ij 进行非线性变换，生成权重向量 γ ∈ Rn × 1，γ 用于调整

特征的重要性。归一化和非线性变化过程可以表示为

C͂ ij = C ij

‖X͂ i‖‖X͂ j‖
（6）

图 2　自适应通道加权模块

Fig. 2　Adaptive channel weighting module

图 3　相关性感知协方差加权

Fig. 3　Correlation-aware covariance weighting
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γ = f ( C͂ ) （7）

式中，||X͂ i || 和 ||X͂ j || 是特征向量 i 和 j 的范数，归一化后的 C͂ ij 表示特征 i 和特征 j 之间的标准化相关性，f 是一个

多层感知机（MLP），来增强特征选择的自适应性。

1.3　自适应多尺度融合金字塔 AMFP
将 特 征 提 取 网 络 提 取 的 多 尺 度 特 征 输 入 AMFP，以 实 现 高 效 的 特 征 融 合 ，如 图 1 所 示 。 首 先 ，借 助

MPCIM 模块，融合深层网络的全局语义特征与浅层网络的边缘、位置特征，既增强模型在复杂背景下检测

目标的能力，又抑制浅层网络中的冗余噪声；接着，利用 ALWM 模块通过自适应层间加权机制，动态调整各

层权重以优化多尺度特征的融合质量，进而进一步提升整体检测性能。

MPCIM 模块通过融合深层网络的全局语义特征与浅层网络的细节、位置信息，增强对小目标的特征表

达，缓解小目标被淹没的问题；同时，该模块抑制复杂背景和噪声干扰，减少边界模糊，进而提升检测精度，

如图 4 所示。

首先对浅层特征图 Ci - 1 和深层特征图 Ci + 1 分别进行降维和上采样操作，以对齐道中间特征图 Ci 的大

小，接着将两个特征图相加进行空间融合得到 Pci，计算过程可表示为

Pci = U ( Ci + 1 ) ⊕D ( Ci - 1 ) （8）

式中，U 为上采样操作，D 为下采样操作，确保空间尺寸一致以实现有效融合。

接着使用大核选择机制，通过双分支大核卷积和空间注意力机制提高模型的动态范围上下文提取能

力，使得融合后的特征既能够具有更强的语义特征，又能包含更多的边缘位置信息。最后将其加到中间特

征图 Ci 上，以增强该层的特征表达能力。计算过程可以表示为

b1 = C 1 × 1[ ]G 5，1 ( Pci )

b2 = C 1 × 1[ ]G 7，3 ( )G 5，1 ( Pci )
（9）

Mask i = σi [ Cat ( b1，b2 ) ] （10）

Pei = Ci ⊕C 1 × 1
é

ë
ê
êê
ê∑

i = 1

2

( bi ⊙Mask i )ù
û
úúúú （11）

式中，b1、b2 分别表示双分支大核卷积获得的特征，C 1 × 1 表示 1 × 1 卷积，Gi，j 表示卷积核尺寸为 i × i 步幅为 j

的卷积，Mask i 表示空间注意力图，σ 表示 sigmoid 函数，Cat 表示特征图拼接，Pei 表示最终的融合结果，⊕ 表

示特征拼接，⊙ 表示逐元素乘法。

ALWM 模块通过自适应层间加权机制动态调整各层权重，以此优化多尺度特征的融合质量，如图 5 所

示。首先将浅层特征图 F i 下采样到深层特征图的大小，确保二者空间尺寸一致；接着通过空间池化将空间

维度 H × W 压缩为标量 F P
k ，保留通道与层信息以便于分析层间相关性，随后将其拼接得到 F P ∈ RC × N。然

后使用 CACW 方法叠加 Softmax 操作生成层权重 β ∈ RN × 1；最后通过加权求和的方式得到最终的融合特征

F ′i + 1。计算过程可以表示为

F ′i = D ( F i ) （12）

图 4　多尺度感知与上下文集成模块

Fig. 4　Multi-scale perception and context integration module
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F P = Cat ( Pool ( F i + 1 )，Pool ( F i ' ) ) （13）

β = Softmax ( CACW ( F P ) ) （14）

F ′i + 1 = ∑
k = 1

N

(F k ⊙β ) （15）

式中，D 为下采样操作，Pool 为空间池化，CACW 生成动态权重，Softmax 归一化权重，F k 表示 F i + 1 和 F i '两个

不同层的特征。

1.4　损失函数

损失函数采用同基线模型 Oriented R-CNN 相同的多任务联合损失，总损失函数可以表示为

L = L cls + L reg + L rot （16）

式 中 ，L cls 为 交 叉 熵 损 失 ，用 于 优 化 目 标 类 别 的 预 测 准 确 性 ；L reg 为 平 滑 L 1 损 失 ，用 于 优 化 边 界 框 坐 标

( x，y，w，h ) 的回归精度；L rot 为旋转角度回归的损失，采用平滑 L 1 损失修正旋转参数，用于优化旋转角度 θ 的

回归精度。

2 实验结果与分析

2.1　实验数据集

采用公开的 DOTA1.0［15］数据集和 DIOR-R［16］数据集进行实验，验证所提方法的有效性。

DOTA1.0 数据集是遥感图像目标检测领域广泛应用的大型公开数据集，适合测试多尺度特征融合和旋转

目标检测的鲁棒性。该数据集包含 2806 张高分辨率航空图像，分辨率范围从 800×800 到 4 000×4 000 像素，

涵盖 15 个常见目标类别，具体包括飞机（PL）、棒球场（BD）、桥梁（BR）、田径场（GTF）、小型车辆（SV）、大型

车 辆（LV）、船 舶（SH）、网 球 场（TC）、篮 球 场（BC）、储 油 罐（ST）、足 球 场（SBF）、圆 形 路 口（RA）、港 口

（HA）、游泳池（SP）和直升机（HC）。数据集由多源遥感影像组成，采集自不同传感器和平台，具有多样化的

场景、视角和光照条件，共标注了约 188 282 个目标实例，提供精确的边界框和类别标签。其中，船舶（SH）、

小型车辆（SV）和直升机（HC）因目标面积小于 32×32 像素，被归为小目标。

DIOR-R 数据集是专为光学遥感图像目标检测设计的大型公开数据集，适合评估模型的一致性和泛化

能力，尤其可验证在光学遥感图像中的小目标适应性。该数据集包含 23 463 张分辨率为 800×800 像素的

RGB 格 式 遥 感 图 像 ，涵 盖 20 个 常 见 目 标 类 别 ，总 计 192 512 个 目 标 实 例 。 具 体 类 别 包 括 飞 机（AL）、机 场

（AT）、棒球场（BF）、篮球场（BC）、桥梁（BG）、烟囱（CM）、大坝（DM）、高速公路服务区（EA）、高速公路收费

站（ES）、港口（HB）、高尔夫球场（GC）、田径场（GF）、立交桥（OP）、船舶（SP）、体育场（SD）、储油罐（ST）、

网球场（TC）、火车站（TS）、车辆（VM）和风车（WM）。数据集分为训练集（5862 张图像）、验证集（5 863 张

图像）和测试集（11 738 张图像）。其中，烟囱（CM）和车辆（VM）等被归为小目标。

2.2　评价指标及实验设置

采用平均精度（AP）和平均精度均值（mAP）作为模型性能的评价指标。AP 是目标检测任务中用于评

估模型在单一类别上的性能指标，通过计算 Precision-Recall 曲线下的面积，综合衡量模型在该类别上的准

图 5　自适应层间加权模块

Fig. 5　Adaptive layer weighting module
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确率与召回率的平衡关系。具体计算过程为：针对每个类别，在不同置信度阈值下计算准确率和召回率，绘

制 Precision-Recall 曲线，再求取该曲线下的面积，即为该类别的 AP 值。AP 值越高，表明模型在该类别上的

检测性能越优。mAP 则是评估模型整体性能的核心指标，通过对所有类别 AP 值取平均计算得出，可综合

反映模型在多类别检测任务中的整体表现。

Precision = TP
TP + FP （17）

Recall = TP
TP + FN （18）

AP =∫
0

1

P ( R ) dR （19）

mAP = 1
n ∑

i = 1

n

AP i （20）

式中，TP 表示真正例，FP 表示假正例，FN 表示假负例，P 表示精确率，R 表示召回率。

为确保实验公平性和可复现性，采用与主流方法一致的数据集处理流程［14，17-19］，对比模型均严格遵循其

原始论文的配置。所有模型在训练集和验证集上进行训练，并在测试集上开展性能评估。训练流程包括

ImageNet［20］预训练和遥感目标检测训练。

在 ImageNet 预 训 练 阶 段 ，使 用 MMPretrain［21］工 具 箱 在 ImageNet-1K 数 据 集 上 训 练 模 型 ，采 用

AdamW［22］优 化 器（动 量 0.9，权 重 衰 减 0.05，初 始 学 习 率 0.001），结 合 余 弦 退 火 和 预 热 策 略 ，共 训 练 300 个

epoch。在遥感目标检测训练阶段，实验基于 MMRotate［23］框架开展，DOTA1.0 数据集图像裁剪为 1 024×
1 024 像 素 补 丁（重 叠 200 像 素），DIOR-R 数 据 集 的 输 入 尺 寸 为 800×800 像 素 ；模 型 针 对 DOTA1.0 训 练

14 个 epoch，针对 DIOR-R 数据集训练 16 个 epoch，训练过程均使用 AdamW［22］优化器（权重衰减 0.05，初始

学 习 率 0.000 2）。 测 试 阶 段 保 持 与 训 练 相 同 的 图 像 分 辨 率（DOTA1.0 为 1 024×1 024 像 素 ，DIOR-R 为

800×800 像素），且不使用数据增强。所有实验基于 PyTorch 2.1 框架，在 NVIDIA RTX 3090 显卡上完成

计算。

2.3　消融实验

为验证 ACWM 模块和 AMFP 的有效性，在 DOTA1.0 和 DIOR-R 数据集上开展消融实验，以评估各模

块在特征提取与融合策略中的性能贡献。具体实验设计如下。

1） 基线模型：以 Oriented R-CNN 作为基准模型，不引入任何额外模块，直接进行遥感图像目标检测。

2） 添加 ACWM 模块：在 Oriented R-CNN 的基础上，于特征提取阶段的 STAGE 2 和 STAGE 3 阶段后

引入 ACWM 模块，其余部分保持不变。

3） 替换为 AMFP：在 Oriented R-CNN 的基础上，将特征融合网络的 FPN 替换为 AMFP，其他模块保持

不变。

4） 联合 ACWM 和 AMFP：在 Oriented R-CNN 的基础上，同时应用 ACWM 模块和 AMFP，进行遥感图

像目标检测。

表 1 为 DOTA1.0 数据集上的消融实验结果。其中，基线模型 Oriented R-CNN 的 mAP 为 75.87%，展示

了其在遥感图像目标检测任务中的初始性能水平。在引入 ACWM 模块后，mAP 提升至 76.84%，相较基线

模型提高了 0.97 个百分点，表明 ACWM 模块通过自适应调整特征权重，有效增强了特征提取能力。单独替

换特征融合网络 FPN 为 AMFP 时，mAP 达到 77.17%，提升约 1.30 个百分点，验证了 AMFP 在多尺度特征

融合中的优化作用，能够更好地适应遥感图像中目标尺度的多样性。当同时应用 ACWM 和 AMFP 模块时，

mAP 进一步增至 78.23%，相较基线模型总计提升 2.36 个百分点，可见两模块在特征提取与融合中的协同效

应，显著优于单独使用任一模块的效果。

此外，还对所提方法与基线方法进行了可视化对比分析。如图 6（a）~（e）所示为基线方法的可视化结

果，而图 6（f）~（j）则展示了所提模型的可视化效果。通过对比红色虚线圆圈区域的检测效果可明显发现，

所提方法显著降低了小目标的漏检和误检现象；同时，该方法在物体角度、位置等信息的定位精度上表现更

优，对物体的包裹处理效果更佳，且在部分类别中大幅提升了基线方法的检测性能。
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为进一步评估所提出方法对小目标的检测性能，在 DIOR-R 数据集上开展消融实验。表 2 为该数据集

上 的 消 融 实 验 结 果 ，基 线 模 型 Oriented R-CNN 的 mAP 为 64.30%，引 入 ACWM 模 块 后 ，mAP 提 升 至

66.03%，相较基线模型提高了 1.73 个百分点，表明 ACWM 在增强目标特征提取方面效果显著；单独将颈部

网络 FPN 替换为 AMFP 时，mAP 达到 66.31%，提升约 2.01 个百分点，验证了 AMFP 在多尺度特征融合中

对小目标检测的优化作用；当同时应用 ACWM 模块和 AMFP 时，mAP 进一步增至 67.58%，相较基线模型

总计提升 3.28 个百分点，且对小目标类别烟囱（CM）和车辆（VM）的 mAP 提升尤为显著，凸显了两模块在小

目标检测中的协同优化作用优于单独使用。这一结果进一步证实了所提策略在复杂遥感场景下的鲁棒性

和有效性。

为更直观地对比所提方法与基线模型的性能差异，图 7 展示了 DIOR-R 数据集上 Airplane 类别与 Ship
类别的 PR 曲线对比，分别呈现了基线模型及添加模块后模型的曲线结果。通过对比紫色 PR 曲线（所提方

法）与黄色 PR 曲线（基线方法）可清晰发现，所提方法在精度与召回率两个维度均有显著提升，这一结果进

一步验证了其在遥感图像目标检测中的有效性。

表 1　在 DOTA1.0数据集上的消融实验

Table 1　Ablation experiment on the DOTA1.0 dataset

Methods

Oriented R-CNN

Oriented R-CNN+ACWM

Oriented R-CNN+AMFP

Oriented R-CNN+ACWM+AMFP

ACWM

×

√

×

√

AMFP

×

×

√

√

mAP↑

75.87

76.84

77.17

78.23

图 6　所提方法与基线方法检测结果对比。（a）（f） 密集车辆；（b）（g） 机场区域目标；（c）（h） 水域小型目标；（d）（i） 运动场地及

周边；（e）（j） 码头船只

Fig. 6　Comparison of detection results between proposed method and baseline method. （a）（f） Dense vehicle； （b）（g） Airport 
area target； （c）（h） Small target in water area； （d）（i） Sports field and surrounding area； （e）（j） Dock ship

表 2　在 DIOR-R数据集上的消融实验

Table 2　Ablation experiment on the DIOR-R dataset

Methods

Oriented R-CNN

Oriented R-CNN+ACWM

Oriented R-CNN+AMFP

Oriented R-CNN+ACWM+AMFP

ACWM

×

√

×

√

AMFP

×

×

√

√

mAP↑

64.30

66.03

66.31

67.58

mAP（CM）

72.60

74.76

75.21

76.19

mAP（VM）

46.80

49.78

50.05

51.86



光 子 学 报

0210003⁃8

2.4　对比实验

在 DOTA1.0 数据集上，对所提方法与当前先进的检测算法进行了全面比较，结果汇总于表 3（其中加粗

表 示 最 佳 性 能 ，下 划 线 表 示 次 优 值 ）。 对 比 方 法 包 括 RetinaNet-O［24］ 、Faster R-CNN-O［25］ 、RoI 
Transformer［26］、DRN［27］、S²ANet［28］、ARS-DETR［29］、DFDet［30］、Oriented R-CNN［14］和 ARC［31］，既涵盖 RetinaNet-O
和 Faster R-CNN-O 等 经 典 方 法 ，也 包 含 ARS-DETR、DFDet 等 最 新 SOTA 模 型 。 这 些 模 型 采 用 基 于 锚

点、无锚点、旋转检测、多尺度融合等多种技术路线，确保对比的全面性和代表性；且所选模型已在不同数据

集上广泛验证，具备较高的引用率与影响力，为评估所提方法的性能优越性提供了可靠基准。此外，模型的

提出时间跨度从 2017 年至 2024 年，能够反映遥感目标检测领域的最新进展。对比实验涵盖 PL（飞机）、BD
（棒球场）、BR（桥梁）等类别检测精度及 mAP（平均精度）关键指标。实验结果显示，所提方法（Ours）整体

mAP 达 78.23%，相 较 于 RetinaNet-O（68.43%）、Faster R-CNN-O（69.05%）、S²ANet（74.12%）、ARS-
DETR（74.16%）、DFDet（74.71%）、Oriented R-CNN（75.87%）RoI Transformer（69.56%）、DRN（70.70%）

和 ARC（77.35%），表 现 出 显 著 优 势 。 在 具 体 类 别 上 ，所 提 方 法 在 PL、BD、GTF、SV、LV、SH、TC、SBF、

RA、HA 和 HC 类 别 上 ，分 别 取 得 89.53%、82.92%、77.58%、79.37%、84.87%、88.23%、90.95%、68.20%、

70.39%、76.35% 和 66.68% 的最高精度，这一结果得益于 ACWM 通过相关性感知协方差加权增强目标相关

通道，尤其提高了飞机（PL）、船舶（SH）和网球场（TC）等具有显著纹理目标的特征提取能力；同时，AMFP
优化了目标的上下文信息，进一步显著提升检测精度。此外，在 SH 和 HC 等小目标检测中，所提方法分别达

到 88.23% 和 66.68% 的精度，展现出卓越的目标适应性。综上，所提方法在检测精度和鲁棒性上均优于现

有算法，充分验证了其在复杂遥感场景中的先进性能。

图 7　所提方法与基线方法在不同类别上的 PR 曲线。（a） Airplane 的 PR 曲线；（b） Ship 的 PR 曲线

Fig. 7　PR curves of the proposed method and baseline method in different categories. （a） The PR curve of Airplane； （b） The 
PR curve of Ship

表 3　不同算法在 DOTA1.0数据集上检测精度对比

Table 3　Comparison of detection accuracy of different algorithms on DOTA1.0

Methods

RetinaNet-O［24］

Faster R-CNN-O［25］

S2ANet［28］

ARS-DETR［29］

DFDet［30］

Oriented R-CNN［14］

RoI Transformer［26］

DRN［27］

ARC［31］

Ours

Backbone

ResNet-50

ResNet-50

ResNet-50

ResNet-50

ResNet-50

ResNet-50

ResNet-101

Hourglass-52

ARC-R101

ResNet-50

Large Object

BD

77.62

73.06

82.84

75.56

79.25

82.12

78.52

80.22

82.48

82.92

SBF

54.75

48.59

60.36

60.28

60.07

63.97

58.39

50.12

63.63

68.20

BR

41.81

44.86

48.37

48.32

48.40

54.78

43.44

43.52

55.33

54.63

GTF

58.17

59.09

71.11

69.20

70.00

70.86

75.92

63.35

73.88

77.58

BC

82.18

78.94

84.90

77.31

83.13

87.50

77.27

83.85

86.44

86.95

HA

62.57

62.18

65.26

74.88

68.27

74.94

62.83

67.62

74.29

76.35

Medium Object

PL

88.67

88.44

89.11

86.97

88.92

89.46

88.64

88.91

89.40

89.53

TC

90.29

90.84

90.83

90.50

90.90

90.90

90.74

90.14

90.90

90.95

LV

71.64

71.49

78.39

77.94

78.85

83.00

73.68

70.69

84.05

84.87

ST

74.32

83.90

85.64

82.86

83.98

84.68

81.46

84.11

84.83

84.93

SP

69.57

64.91

69.13

71.76

76.78

68.84

58.93

68.60

71.91

72.01

Small Object

RA

60.60

62.95

62.60

64.58

66.49

67.69

53.54

58.41

70.32

70.39

SH

79.11

77.11

87.25

87.69

87.21

88.20

83.59

84.94

88.06

88.23

SV

74.58

73.25

78.11

77.92

80.22

78.93

68.81

73.48

79.37

79.37

HC

60.64

56.18

57.94

66.62

58.11

52.28

47.67

52.50

65.43

66.68

mAP
↑

68.43

69.05

74.12

74.16

74.71

75.87

69.56

70.70

77.35

78.23
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为评估模型的实用性，进一步分析了参数量（Params）与计算复杂度（FLOPs）。结果如表 4 所示，所提

方法相较于对比模型，参数量处于适中水平，计算复杂度较低。这一优势源于 ACWM 和 AMFP 模块通过优

化特征提取过程，有效减少冗余计算，从而在提升 mAP 的同时保持了较高的计算效率。

在 DIOR-R 数据集上，新增 ASDNet［32］和 DoDet［33］作为对比方法，以进一步验证所提方法的性能优越性

和适用性，其中仅 RoI Transformer 采用 ResNet-101 作为 BackBone，其余方法均采用 ResNet-50，表 5 汇总了

所提方法与当前先进检测算法的性能对比结果。结果显示，所提方法（Ours）的整体 mAP 达 67.58%，优于

RetinaNet-O（57.55%）、Faster R-CNN-O（59.54%）、ASDNet（61.57%）、DFDet（62.11%）、RoI Transformer
（63.87%）、Oriented R-CNN（64.30%）、DODet（65.10%）和 ARS-DETR（66.12%）。在具体类别中，所提方

法 在 AL、BC、BG、CM、GC、GF、SD、和 VM 等 类 别 上 ，分 别 取 得 71.75%、88.04%、45.01%、76.19%、

76.58%、83.29%、79.81% 和 51.86% 的最高精度，得益于 AMFP 的多尺度融合策略，特别对篮球场（BC）和

高尔夫球场（GC）等规则目标以及烟囱（CM）等小目标提供了更好的尺度适应性；ACWM 的动态通道加权

机制有效优化了背景噪声复杂类别的特征表达，进一步提升了模型整体鲁棒性。

在 DOTA1.0 数据集上，将所提方法与不同检测方法进行可视化检测结果对比，结果如图 8 所示，其中，

基线模型 Oriented R-CNN 在复杂背景下的检测表现较为局限，尤其在小目标与多角度目标识别中，频繁出

现漏检和定位不准的现象。相比之下，所提方法通过自适应通道加权模块（ACWM）和自适应多尺度融合金

表 4　不同算法在 DOTA 1.0数据集上的性能对比

Table 4　Performance comparison of different algorithms on DOTA 1.0

Methods

RetinaNet-O［24］

Faster R-CNN-O［25］

S2ANet［28］

ARS-DETR［29］

DFDet［30］

Oriented R-CNN［14］

RoI Transformer［26］

DRN［27］

ARC［31］

Ours

Params↓

38.8 M

41.1 M

38.6 M

41.8 M

34.4 M

41.4 M

55.1 M

-

74.4 M

41.6 M

FLOPs↓

203 G

211 G

198 G

208 G

186 G

206 G

225 G

-

232 G

210 G

mAP↑

68.43

69.05

74.12

74.16

74.71

75.87

69.56

70.70

77.35

78.23

表 5　不同算法在 DIOR-R数据集上检测精度对比

Table 5　Comparison of detection accuracy of different algorithms on DIOR-R

Methods

RetinaNet-O［24］

Faster 
R-CNN-O［25］

ARS-DETR［29］

DFDet［30］

Oriented 
R-CNN［14］

RoI 
Transformer［26］

ASDNet［32］

DODet［33］

Ours

Large Object

GF

79.54

79.24

78.62

79.62

82.40

82.74

80.62

75.47

83.29

AT

28.52

26.80

54.17

38.83

39.30

37.88

30.33

43.35

46.19

SD

67.57

64.34

70.09

73.11

74.20

78.23

74.62

74.04

79.81

HB

32.14

34.95

36.33

38.26

43.60

47.71

41.92

48.00

45.59

BG

23.98

34.20

41.13

34.11

43.10

40.68

36.84

43.12

45.01

GC

69.25

66.63

76.10

75.56

68.60

68.96

66.87

74.15

76.58

DM

19.94

18.95

34.89

26.26

29.50

26.86

25.08

33.32

34.53

OP

44.87

48.79

55.41

52.76

57.60

55.61

52.88

59.31

58.91

Medium Object

BF

73.57

71.72

76.44

77.41

79.50

71.78

71.41

72.11

78.81

ST

61.09

71.21

72.23

68.27

62.60

70.26

71.00

71.56

69.88

BC

81.17

80.91

81.65

81.36

86.20

87.53

81.43

81.32

88.04

WM

60.24

65.21

70.28

63.35

66.00

65.52

62.91

66.40

65.91

TS

47.33

47.31

61.52

52.23

54.80

54.86

54.28

56.76

59.42

TC

81.46

81.44

81，14

81.38

81.40

81.61

81.48

81.52

82.69

AL

61.49

62.79

68.00

61.92

71.10

63.34

62.88

63.40

71.75

Small Object

EA

72.39

66.45

73.07

76.06

66.70

78.71

74.97

78.77

73.27

CM

72.54

72.57

75.66

74.97

72.60

72.60

72.51

72.59

76.19

ES

58.20

65.75

81.82

62.31

79.30

68.09

60.65

70.84

78.83

VM

38.01

50.46

48.58

44.11

46.80

43.27

47.49

50.57

51.86

SP

77.71

81.14

84.55

80.40

81.30

81.21

81.21

85.41

84.09

mAP↑

57.55

59.54

66.12

62.11

64.30

63.87

61.57

65.10

67.58
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字塔（AMFP）的协调优化，显著提高了目标的检测率和定位精度，尤其在复杂背景和多角度目标的识别上

表现更优。与 Faster R-CNN-O、RoI Transformer 等其他对比算法相比，所提方法在密集目标分布和角度变

化较大的场景中展现出更强的鲁棒性，进一步验证了其在复杂遥感场景中的优越性能。

此外，在 DIOR-R 数据集上对所提方法进行了可视化分析，结果如图 9 所示，直观展示了模型在不同场

景下的检测效果。可清晰观察到所提方法在小目标检测中显著降低了漏检和误检率，目标定位准确且轮廓

包裹效果良好，验证了其在 DIOR-R 数据集上的适应性。

图 8　不同算法在 DOTA1.0 数据集上的检测结果对比。（a） RetinaNet-O； （b） Faster R-CNN-O； （c） Roi Transformer； 
（d） ARS-DETR；（e） Oriented R-CNN；（f）本文方法

Fig. 8　Comparison of detection results of different algorithms on the DOTA1.0 dataset. （a） RetinaNet-O； （b） Faster R-CNN-O； 
（c） Roi Transformer； （d） ARS-DETR； （e） Oriented R-CNN； （f） The proposed method
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3 结论

本文提出了一种基于自适应特征加权的遥感图像目标检测算法。在 Oriented R-CNN 基础上，设计了

自适应通道加权模块，增强目标特征，同时有效抑制背景噪声；引入自适应多尺度融合金字塔，结合多尺度

感知与上下文集成模块及自适应层间加权模块，优化多尺度特征融合效果。在 DOTA1.0 和 DIOR-R 数据

集上的实验结果表明，本文方法的检测精度优于基线模型，消融实验进一步验证了自适应通道加权模块和

自适应多尺度融合金字塔在增强鲁棒性与多尺度适应性方面的有效性。尽管研究取得了一定进展，该方法

仍存在一定局限性。对于大长宽比的目标易出现漏检问题；在超大分辨率遥感图像处理中，算法的计算复

杂度会显著增加，导致其在内存受限设备上的性能下降。在未来的研究工作中，将基于现有研究进一步设

计更高质量的定向边界框示方法，尤其针对大长宽比目标，探索更精准的锚框表示方式，以提升其检测精

度；同时深入研究如何降低分辨率与数据分布差异对模型推理速度的影响，进一步优化模型的实用性能。
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Remote Sensing Image Object Detection Based on 
Adaptive Feature Weighting

LI Yi， LIU Fan， LIANG Yating
（College of Artificial Intelligence， Taiyuan University of Technology， Jinzhong 030600， China）

Abstract： The broad field of view inherent to remote sensing images offers significant advantages for large-
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scale monitoring tasks， enabling comprehensive surveillance over vast geographical areas with a single 
acquisition. However， this advantage is often offset by the presence of complex backgrounds， such as cloud 
cover， shadows， and varying terrain textures， which frequently introduce channel-level noise that 
interferes with target features. This interference significantly compromises the robustness and reliability of 
detection models， particularly in adverse weather conditions or densely cluttered environments. 
Additionally， the substantial variation in target sizes， ranging from small objects like vehicles and 
helicopters to large structures such as ports and bridges， poses a significant challenge. Detection models 
struggle to simultaneously capture high-resolution details necessary for identifying small targets and low-

resolution semantic information essential for recognizing larger objects， leading to unbalanced detection 
performance across different scales.

To address the aforementioned challenges， this paper proposes a remote sensing image object 
detection algorithm based on adaptive feature weighting， built upon the Oriented R-CNN framework. The 
method introduces two core modules： the Adaptive Channel Weighting Module （ACWM） and the 
Adaptive Multi-Scale Fusion Pyramid （AMFP）， aimed at tackling background interference and multi-
scale target detection issues. The ACWM module is applied after the STAGE 2 and STAGE 3 phases of 
the feature extraction network to adaptively adjust channel weights， a critical step for enhancing feature 
representation. By analyzing statistical correlations between channels using the Correlation-Aware 
Covariance Weighting （CACW） method， it generates dynamic channel weights to enhance target-related 
features while suppressing background noise and redundant information， balancing the expression of 
different channels and thereby improving the feature extraction network's ability to extract features from 
rotated targets. Subsequently， the AMFP module processes the multi-scale features （C2， C3， C4， and 
C5） extracted by the feature extraction network， employing a hierarchical approach for feature integration. 
The Multi-scale Perception and Context Integration Module （MPCIM） fuses global semantic features 
from deep layers with edge and positional details from shallow layers， effectively addressing the issue of 
small targets being obscured. The Adaptive Layer Weighting Module （ALWM） optimizes the fusion 
quality of multi-scale features through adaptive layer-wise weighting， enhancing the model's capability to 
handle diverse target scales ranging from small vehicles to large ports by dynamically adjusting the 
contribution of each feature level， thus improving adaptability to various target scales. The optimized 
features （P2， P3， P4， and P5） are then fed into the Oriented RPN and Oriented RCNN head， which， 
based on the Oriented R-CNN framework， generates high-precision rotated bounding boxes to complete 
classification and localization tasks.

To validate the effectiveness of the proposed algorithm， extensive experiments were conducted on the 
DOTA1.0 and DIOR-R datasets. Ablation studies were performed to assess the contributions of the 
ACWM and AMFP modules. Results indicate that the ACWM module alone improves the mean Average 
Precision （mAP） by 0.97% on DOTA1.0 and 1.73% on DIOR-R， while the AMFP module contributes 
an additional 1.30% and 2.01% improvement， respectively. When both modules are combined， the mAP 
reaches 78.23% on DOTA1.0 and 68.17% on DIOR-R， representing overall enhancements of 2.36% and 
3.87% compared to the baseline Oriented R-CNN model. Visualization comparisons further demonstrate 
the superiority of the proposed method， showing a significant reduction in missed detections and false 
positives for small targets， particularly in categories such as Small Vehicle， Swimming Pool， Helicopter， 
and Storage Tank. The method also exhibits improved localization accuracy and better contour fitting for 
rotated objects， especially in complex backgrounds with varying angles and dense distributions. The 
experimental results highlight the robustness and adaptability of the proposed algorithm across diverse 
remote sensing scenarios.

Compared to state-of-the-art methods such as Faster R-CNN， RoI Transformer， and ARC， the 
proposed approach achieves superior performance in handling small targets and complex orientations， as 
evidenced by its higher mAP and enhanced visual detection outcomes. However， limitations remain， 
including potential performance degradation in extremely cluttered scenes or with ultra-small targets， 
suggesting avenues for future optimization.
Key words： Deep learning； Object detection； Adaptive feature weighting； Optical remote sensing images； 
Multi-scale fusion
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