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摘  要：富锂锰基层状氧化物因其低成本和高可逆容量，被认为是最具潜力的下一代锂离子电池正极材料。然而其电化学性

能对初始活化条件高度敏感，受电压、温度、电流密度及活化圈数等多因素耦合影响。为实现活化制度的高效优化，本工作

构建了基于机器学习的活化参数优化框架。通过整合实验与文献数据建立多特征数据集，并以 CatBoost 模型为核心构建容量

保持率预测体系，实现了对不同活化条件下电池循环性能的高精度预测。进一步结合贝叶斯优化，在高维参数空间中实现多

参数协同寻优，所得最优活化条件下模型预测结果与实验结果的容量保持率误差低于1%。本工作实现了富锂正极电化学活化

工艺的智能优化，为复杂电化学体系的多参数定量调控与高性能正极材料设计提供了新的思路与可行路径。 
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随着电动汽车和储能系统的迅速发展，人们对

高能量密度、高安全性和长寿命电池体系的需求日

益迫切。锂离子电池(LIBs)因其高能量密度和优异

的循环稳定性，成为最主流的电化学储能技术[1]。

然而，传统层状氧化物正极材料的能量密度已接近

理论上限，难以满足下一代高能电池的需求。富锂

层状氧化物(LLOs)因具有更高的可脱嵌锂含量和超

过 1000 W·h·kg1 的能量密度，被认为是最具潜力的

新一代高能量密度正极材料[2–4]。其化学组成可表示

为 xLi2MnO3·(1−x)LiTMO2 (TM = Mn、Ni、Co 等)。
在首圈充电至 4.5 V 以上时，LLOs 中的 Li2MnO3

晶畴会被电化学激活。该“活化过程”伴随 Li+脱出

和晶格氧氧化，使电化学惰性的 Li2MnO3 转变为具

有可逆氧化还原活性的结构，从而获得额外容量。

因此，该活化过程是 LLOs 实现高能量密度的关键

步骤。然而，初始活化过程对电压、温度、电流密

度及活化圈数等条件极为敏感，不同的充放电制度

会导致材料经历不同程度的结构转变与不可逆氧气

释放，进而导致容量衰减与电压下降等问题[5–9]。 
已有研究表明，这些电化学活化参数对 LLOs

的结构稳定性和氧阴离子氧化还原的可逆性具有显

著影响。Yu 等[10]和 Yang 等[11]研究了不同温度下

LLOs 初始活化过程的结构演化规律，结果显示，

当活化温度升高至 45 ℃以上时，材料内部的结构演

化显著加快，导致电压平台的快速下降和容量衰减。

在高温条件下(>45 ℃)，晶格氧释放速率加快，伴随

TM 层中过渡金属迁移和局部致密化，导致 Li2MnO3

晶畴逐渐转变为 LiMnO2 结构，并在颗粒表面生成

尖晶石结构。该不可逆的结构重构是高温下电压衰

减与性能退化的主要原因。进一步研究表明，通过

调控 Li2MnO3 晶畴比例可有效调节材料的 Mn 平均

价态与局域结构稳定性。当 Li2MnO3 含量较低

(0.3Li2MnO3·0.7LiTMO2)时，较高的 Mn 平均价态

(≥3.5)可有效抑制姜泰勒效应，缓解高温下的结 
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构塌陷，从而显著提升循环稳定性。除了晶畴比例

外，LLOs 的化学组成调控也对其活化行为及结构稳

定性产生重要影响[12]。Wu 等[13]探究了 Co 含量对

LLOs 的电化学性能的作用规律，发现适量 Co 掺杂

可提高电子导电性与倍率性能，但过量 Co 掺杂会加

速活化过程中过渡金属(尤其是 Ni)的迁移，导致层状

结构坍塌与电压衰减。理论与实验研究进一步揭示，

Co 掺杂会破坏 LLOs 功能基元 LiMn6六元环的局域

对称性，削弱其 π 键环结构的电子协同作用，从而

降低氧阴离子氧化还原的可逆性并促进尖晶石相转

变。而通过无钴化的元素浓度梯度设计，可有效保

持 LiMn6 功能基元的完整性，稳定氧阴离子氧化还

原反应，显著提升循环稳定性并抑制电压衰减[12]。 
活化电压是调控 LLOs 结构演化与电化学稳定

性的关键参数。高截止电压(>4.6 V)虽能充分激活

Li2MnO3 组分并获得额外容量，但同时会诱发晶格

氧析出与过渡金属迁移，加速层状结构向尖晶石结

构转变；而控制在适中的活化电压范围(4.4～4.6 V)
可有效抑制氧的非可逆释放，延缓结构演化，提升

循环稳定性[14]。Yang 等[15]发现，在较低活化充电截

止电压(约 4.4 V)与较高放电截止电压(2.8～3.0V)
条件下，LLOs 的容量衰减与电压降最小，体现出

容量与结构稳定性的最佳平衡。Qiao 等[16]通过系

统研究指出，在高电压(4.65～4.8 V)下，活化虽可

显著提高初始容量，但过渡金属向 Li 层迁移的加

剧导致结构快速退化，揭示了高压活化中容量与结

构稳定性间的内在权衡关系。此外，活化电流密度

同样会影响氧的活化程度。Su 等[17]发现，随着活

化电流的增大，4.5～4.8 V 区间的充电平台明显缩

短，表明氧氧化过程受到抑制，进而降低了由氧

活化产生的额外容量。因此，活化电压与电流密

度协同优化，可在容量输出与结构稳定性之间实现

平衡。 
这些前期研究大多基于单因素实验设计，为理

解各参数对 LLOs 电化学性能的影响提供了重要参

考。然而，活化过程受到温度、电压、电流密度和

活化圈数等多种因素的共同影响，不同因素之间存

在复杂的耦合关系，并且实验组合数量庞大[18]。传

统实验方法需要大量样品制备与长周期测试，性能

评价过程也相对耗时，显著限制了活化制度优化的

效率与准确性。机器学习方法为多参数协同优化提

供了新的解决思路。通过整合实验与文献数据，机

器学习能够在高维参数空间中高效挖掘活化条件与

电化学性能之间的非线性关系，建立多变量协同作

用下的预测模型[19]。结合贝叶斯优化等算法，还能

在多因素耦合空间中自动搜索最优的活化参数组

合，从而显著减少实验量并提升优化结果的可靠性。

因此，本工作构建了一种机器学习驱动的富锂正极

电化学活化制度优化策略(图 1)，从实验室数据和文

献中搜集并建立有效可靠的数据集，筛选并提取关

键特征以降低特征维度并避免过拟合风险，从而提

升模型的泛化能力与解释性。选取并训练多种线性

及非线性模型，比较并选定性能最佳的机器学习模

型，建立活化参数与容量保持率之间的映射关系。

进一步结合基于高斯过程回归的贝叶斯优化算法，

在该模型函数上反向搜索最优参数组合并结合实验

验证，实现 LLOs 活化制度的定量优化与可解释分

析，为实现富锂正极的高效活化与稳定循环提供

了有效途径。 

1  研究方法 
1.1  数据集创建 

为实现 LLOs 电化学活化制度的优化，本工作

首先构建了涵盖不同材料组成与电化学活化参数的

数据集，用于研究活化条件与循环容量保持率之间

的关系。数据集包含近百组样本，其中约 80%来源

于实验室自测数据，20%来源于文献数据。所有数

据经过统一的单位换算与标准化处理，以确保不

同来源间的可比性。对少量缺失数据采用均值插

补进行补全，确保数据集完整性。处理后的数据

集按 8∶2 的比例划分为训练集和验证集，用于后

续模型训练与性能验证。 
1.2  模型选择和训练 

根据数据集规模与特征类型，本工作采用监督

学习回归模型对 LLOs 正极材料扣式电池的长循环

容量保持率进行预测建模，以第 50 圈容量保持率为

机器学习预测值。为了系统对比不同算法的预测性

能，选取 6 种代表性的监督学习模型进行训练与验

证，包括最小绝对收缩与选择算法回归 (Lasso 
Regression)[20]和岭回归(Ridge Regression) 2 种线性

模型，以及支持向量机回归(SVR)[21]、决策树回归

(DTR)[22]、极限梯度提升回归(XGBoost)[23]和类别提

升回归(CatBoost)[24] 4 种非线性模型。所选 6 种模型

能够从不同层面捕捉材料特征与电化学性能之间的

线性及非线性关系。在模型训练过程中，采用网格

搜索结合 5 折交叉验证(5-fold Cross Validation)的方

法对超参数组合进行优化，参数设置见表 1。交叉

验证阶段以决定系数(R2)作为主要评价指标，筛选
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出性能最优的超参数组合作为最终模型。模型在测

试集上的预测性能通过 R2、平均绝对误差(MAE)、
均方误差(MSE)以及平均绝对百分比误差(MAPE) 
4 个指标进行综合评估。 

 

 
 

图 1  富锂正极电化学活化制度的机器学习优化流程 
Fig. 1  Machine learning optimization of electrochemical activation parameters for LLOs 

表 1  不同机器学习模型的主要超参数设置 
Table 1  Main hyperparameter settings of different machine learning models 

Model Hyperparameter Value range 
LASSO Regression Alpha [0.000 1, 1000.000 0] 
Ridge Regression Alpha [0.000 1, 1000.000 0] 
SVR C 

Gamma 
[0.001, 0.010, 0.100, 1.000, 10.000, 100.000, 1000.000] 

[0.001, 0.010, 0.100, 1.000, 10.000] 
DTR Max depth 

Min samples split 
Min samples leaf 

[5, 10, 15, 20, 30] 
[2.000, 5.000, 10.000, 0.001, 0.010, 0.100] 

[1.000, 2.000, 5.000, 0.001, 0.010] 
XGBoost Learning rate 

n estimators 
Gamma 

Random state 

[0.05, 0.10, 0.15, 0.20, 0.25, 0.30] 
[50, 100, 150, 200, 250, 300, 350, 400, 450, 500] 

[0, 0.1, 0.2] 
[42] 

CatBoost Learning rate 
Iterations 

Depth 

[0.005, 0.010, 0.050, 0.100] 
[100, 200, 300, 400, 500, 1000] 

[4, 6, 8] 
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1.3  特征重要性分析 
为解释模型预测结果并量化各特征对容量保持

率的贡献，采用可解释性分析方法 SHapley Additive 
exPlanations (SHAP)[25]对模型进行解析。该方法通

过计算每个输入特征对模型输出的平均边际贡献，

量化其对模型输出结果的重要性，从而揭示各活化

参数与材料成分在预测过程中的实际作用。所得

SHAP 值可以直观反映不同特征对模型预测的正负

影响方向与相对贡献强度。 
1.4  贝叶斯反向优化 

为进一步实现电化学活化制度的全局优化，采

用贝叶斯优化方法，对训练好的机器学习模型进行

反向寻优。贝叶斯优化是一种基于概率模型的全局

优化算法，常用于黑箱函数的最优解搜索[26]。该方

法基于高斯过程回归(GPR)预测的不确定性与期望

改进值，在全局搜索与局部利用之间实现权衡，从

而高效逼近全局最优解。本工作将训练完成的容量

保持率预测模型视为黑箱函数，以容量保持率为优

化目标，以活化电压、电流密度、温度及活化圈数

等为优化变量。优化过程采用 scikit-optimize 库中的

gp.minimize 函数来实现。通过在参数空间内的多轮

迭代采样与函数预测，逐步确定容量保持率最优的

参数组合。贝叶斯优化算法的主要参数设置如下：

总评估次数为 200，随机初始点数量为 50，随机种

子为 42。优化过程中以实现容量保持率最大化为目

标获得最优活化参数组合。 
1.5  材料合成、表征与电化学测试 

材料合成与表征：为了验证模型预测结果的可

靠性，合成了 2 种不同 Li2MnO3 晶畴比例的 LLOs
正 极 材 料 [0.3Li2MnO3·0.7LiMn0.42Ni0.42Co0.16O2 
(3/7LLO) 和 0.5Li2MnO3·0.5LiMn0.42Ni0.42Co0.16O2 
(5/5LLO)]。样品合成具体方法参考文献[11]。样品

的晶体结构通过 X 射线衍射仪(德国 Bruker D8 
Advance)在 2θ = 10°～80°的范围内进行测试，

Rietveld 精修使用 TOPAS 软件完成，以确定材料中

LiTMO2 和 Li2MnO3 两相的晶畴比例。 
电化学测试：电化学测试在 CR2032 型扣式电

池中进行。将制备好的正极材料、乙炔黑和聚偏二

氟乙烯(PVDF)按质量比 80∶15∶5 混合，制成正极

浆料，并均匀涂覆在铝箔集流体上。电极在 120 ℃
干燥 10 h 后进行压片处理。工作电极中活性物质的

典型载量约为 3 mg。在充满高纯氩气的手套箱中组

装电池，以所制备的正极片为正极，金属锂为负极，

Celgard 2400 膜 为 隔膜 。 电 解液 为 1 mol/L 

LiPF₆/EC–DEC(体积比 1∶1)溶液。 

2  结果与讨论 
2.1  Pearson 相关性分析 

基于所构建的数据集，初始共选取 17 个与材料

组成和电化学活化制度相关的特征参数，包括材料

成分特征与电化学活化参数特征 2 类。材料成分特

征用于描述材料的化学组成及结构差异，包括 Li、
Mn、Ni、Co 等过渡金属元素比例，以及 LLOs 材

料体系中 Li2MnO3 晶畴比例，其中：Li2MnO3 晶畴

比例主要分布在 x = 0.1～0.5 区间，对应实际应用中

常见的 1/9 LLO、3/7 LLO 与 5/5 LLO 材料体系，这

些组成能够代表不同结构稳定性水平及不同程度的

氧阴离子活化行为。电化学活化参数特征用于反映

测试条件对电化学性能的调控作用，包括活化阶段

与循环阶段的充放电截止电压、电流密度、活化温

度及活化圈数等。由于循环温度 25 ℃、循环电流密

度 1 C (1 C=200 mA·h/g)和循环充放电截止电压 2 V
在样本中保持一致，不具有区分度，因此在特征工

程阶段被剔除。 
为了定量评估各特征之间的相关性与独立性，

对训练集数据计算了 Pearson 相关系数(r)。当|r| > 
0.85 时，认为特征间存在较强线性相关性并予以剔

除，从而降低特征维度并防止过拟合。经筛选后，

最终保留 6 个关键特征参数，各特征的取值范围

见表 2。图 2 显示了各特征间的 Pearson 相关系数

矩阵。如图 2 所示，不同特征之间的线性相关性

较弱，说明数据集具有较好的参数分散性与统计

独立性。Li2MnO3 晶畴比例与活化温度呈弱正相

关(r = 0.24)，活化温度与电流密度之间的相关性

较低(r = 0.04)，说明二者在测试条件设置中相对

独立。因此，经过特征筛选后所保留的输入特征

具有较高的统计独立性，可以作为后续模型训练

与预测分析的输入特征。 
2.2  模型训练与性能评估 

基于上述筛选后的特征参数，分别对 6 种监督

学习回归模型进行了训练和性能对比。所有模型均

采用网格搜索与 5 折交叉验证相结合的方式进行超

参数优化，确保在不同复杂度下获得最优的泛化性

能。优化完成后，在独立测试集上评估各模型的预

测精度。如图 3 和图 4 所示，各模型的预测能力存

在显著差异，非线性模型整体优于线性模型，表明

电池容量保持率与活化参数之间并非简单的线性映

射关系，而是受多因素耦合影响的复杂非线性关联。
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其中，线性模型(Lasso 和岭回归)预测精度相对较

低，决定系数R2明显小于其他模型，且MSE与MAE
偏高，表明单纯依赖线性回归难以准确描述多参量

耦合下的复杂依赖关系。在非线性模型中，SVR 在

所有模型中表现最差，其 R2 值为负值，预测误差明

显偏大，说明模型未能有效捕捉样本特征的非线性

分布。这可能与数据样本量较小、核函数参数敏感

性高以及不同特征量纲间的差异等因素有关。 

表 2  数据集主要特征参数及其取值范围 
Table 2  Main features and corresponding value ranges of the dataset 

Feature Range 
Ratio-Li2MnO3 (x) [0.1, 0.3, 0.5] 
Activation Temperature/℃ [25, 30, 45, 55] 
Activation cycles [1, 2, 3, 4] 
Initial charge cutoff voltage/V [4.40, 4.45, 4.50, 4.55, 4.60, 4.65, 4.70, 4.75, 4.80] 
Initial discharge cutoff voltage/V [2.0, 2.3] 
Initial current density/(mA·h·g–1) [20, 22, 200, 220] 

 

 
 

图 2  Pearson 特征相关性(|r|)分析图(晶畴比例为 xLi2MnO3·(1−x)LiTMO3中的 x 值，即 Li2MnO3晶畴在整体结构中的比例；

充放电电压分别为活化第一圈的充电与放电截止电压；电流密度表示活化阶段的电流密度) 
Fig. 2  Pearson correlation (|r|) analysis of key features (Ratio-Li2MnO3 represents the value x of ratio of Li2MnO3 crystal domains in 

LLOs; Charge (discharge) cutoff voltage represents the initial charge (discharge) cutoff voltage with activation process; 
Current density represents the initial current density with activation process) 

 
相比之下，基于树结构的模型整体表现更佳。

单一决策树模型通过分层划分方式拟合活化参数与

容量保持率之间的非线性依赖关系，能够在一定程

度上揭示多因素对电化学性能的协同影响。然而，

由于决策树模型结构相对简单，容易对局部特征过

度拟合，导致其预测稳定性和精度均低于集成学习

模型。梯度提升类模型(XGBoost 与 CatBoost)通过

多棵决策树的迭代加权训练，有效降低了单模型的

方差和偏差，能够更准确地反映多种活化参数之间

的耦合关系与非线性影响。在所有模型中，CatBoost
在 4 项评估指标中均取得最优性能(R2 = 0.777，

MSE= 3.00×10–4，MAE = 0.014，MAPE = 0.014 7)，
预测值与真实值高度吻合。XGBoost 模型次之，也

表现出良好的预测精度与泛化能力。特别是

CatBoost 模型在样本数量有限的情况下仍然能够保

持较高的预测精度，并且对超参数变化不敏感，显

示出良好的泛化性能与鲁棒性。这表明基于梯度提

升的集成学习方法在处理多因素耦合的活化制度优

化问题时，能够更有效地刻画输入特征与目标值之

间的复杂非线性关系，具有较强的适用性与可靠性。

因此，后续的特征重要性分析与贝叶斯优化均基于

CatBoost 模型展开。 
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图 3  不同机器学习模型预测容量保持率的拟合结果对比 
Fig. 3  Comparison of the fitting results for capacity retention predicted by different machine learning models 

 
2.3  特征重要性分析 

基于上述 CatBoost 模型的预测结果，进一步利

用 SHAP 方法对特征贡献进行可解释性分析，从而

揭示不同活化参数及材料组成对容量保持率的影响

机制。该方法通过计算每个特征对预测容量保持率

的边际贡献，定量评估其对模型输出的影响方向及

相对重要性。SHAP 值为正表示该特征的取值会提

升预测的容量保持率，SHAP 值为负则表示其取值

会使容量保持率下降，红色和蓝色分别对应特征取

值的高和低水平。如图 5a 所示，当活化充电截止电

压取值较高时，对应的 SHAP 值主要为负值，表明

高电压会导致预测的容量保持率降低。这与实验结

果相吻合[14]，即过高的活化充电电压会造成氧气释

放与不可逆结构转变，导致层状结构向尖晶石或岩

盐结构转化，从而引起容量和电压的持续衰减。而

适中的活化电压区间(4.4～4.6 V)有利于实现可逆

氧化还原反应并保持结构稳定性，从而获得更高的

循环保持率[16]。此外，随着 Li2MnO3晶畴比例增大，

SHAP 值整体呈负向变化，表明 Li2MnO3 含量较高

会加剧不可逆氧化还原反应，从而降低循环稳定

性。活化温度与圈数的 SHAP 值分布比较集中，

说明其对模型输出的影响幅度较小，但在适度范

围内，升高温度或优化循环次数有助于促进结构稳

定化与表面致密化结构形成，从而改善电化学循环

性能。 
如图 5b 所示，特征重要性排序结果进一步表

明，上述 6 个独立特征在模型预测中的重要性存在

显著差异，其中：Li2MnO3 晶畴比例的贡献最大，

是影响第 50 圈容量保持率的主导参数，其次为活化

充电截止电压和活化温度，而活化圈数及活化电流 
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密度的贡献相对较低。这表明在 LLOs 正极材料的

活化过程中，电压与温度是决定结构演化与循环稳

定性的关键参数。因此，SHAP 分析结果不仅验证

了 CatBoost 模型预测结果的可靠性，也从数据层面

揭示了影响富锂正极活化过程的关键物理化学因

素，为活化制度的进一步优化提供了可量化的依据。 

 

 
 

图 4  不同机器学习模型在容量保持率预测中的性能比较 
Fig. 4  Performance comparison of different machine learning models in predicting capacity retention 

 

 
 

图 5  特征贡献性分析 
Fig. 5  Feature contribution analysis 
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2.4  多参数协同的活化条件优化 
传统的活化条件优化往往依赖单因素变量法或

经验筛选，难以在多参数耦合空间中系统地寻找最

优组合。为实现 LLOs 正极材料活化制度的高效优

化，基于已训练的 CatBoost 模型，采用贝叶斯优化

方法在多维参数空间中实现活化条件的协同寻优。

该方法在每次迭代中根据现有样本点更新概率模

型，并预测各候选参数的潜在最优值。在优化过程

中，既尝试尚未测试过的参数组合，获得潜在的更

优结果，同时在已知表现较好的参数范围内进行精

细搜索，从而逐步找到性能最优的活化条件。 
优化目标定义为模型预测的循环第 50 圈容量

保持率，优化输入特征包括活化充电截止电压、活

化温度、活化圈数和活化电流密度。优化过程中选取

Li2MnO3 晶畴比例分别为 0.3(3/7LLO)与 0.5(5/5LLO) 
的 2 种代表性样品作为研究对象，参数优化空间

见表 3。如图 6 所示，贝叶斯优化迭代过程中容量

保持率随迭代次数逐步上升，并在第 62 次迭代后达

到最大值，之后模型预测的容量保持率趋于稳定，

说明 200 次迭代足以实现收敛与全局最优。优化结

果如表 3 所示，不同晶畴比例下的最优参数组合存

在明显差异。对于 3/7LLO，最优活化条件为充电截

止电压 4.49 V、活化温度 25 ℃，在该活化条件下，

预测其第 50 圈容量几乎无衰减。该结果表明，在较

低温度与中等电压条件下进行首圈活化，有助于实

现 Li2MnO3组分的有效激活，并同时抑制过度氧释

放与结构转变，从而保持良好的结构完整性与循环

稳定性。相较之下，5/5LLO 的最优参数为活化温度

43.95 ℃、充电截止电压 4.49 V。5/5LLO 较高的最

佳温度表明，对于 Li2MnO3 含量较高、结构中惰性

组分比例更大的材料，适度升高活化温度有助于促

进 Li2MnO3晶畴的充分活化。 

表 3  不同 Li2MnO3晶畴比例下贝叶斯优化得到的最优活化条件及参数取值范围 
Table 3  Optimal activation conditions and parameter ranges obtained by Bayesian optimization for different Li2MnO3 

domain ratios 

 
Charge cutoff  

voltage/V 
Discharge cutoff  

voltage/V 
Current density/ 

(mA·h·g–1) 
Activation  

cycles 
Activation  

temperature/℃ 
Parameter Range [4.4, 5.0] [2.0, 2.3] [20, 200] [1, 2] [25, 50] 
Predicted Optimal Conditions (3/7LLO) 4.49 2.0 20 1 25.00 
Predicted Optimal Conditions (5/5LLO) 4.49 2.0 20 1 43.95 

 

 
 

图 6  贝叶斯优化迭代过程中容量保持率收敛曲线 
Fig. 6  Convergence curve of capacity retention during Bayesian 

optimization iterations 

 

2.5  实验验证 
为验证模型预测的可靠性，依据贝叶斯优化所

得的最优活化条件，对不同 Li2MnO3 晶畴比例的

LLOs 正极材料进行了电化学测试。如图 7a 和图 7b
所示，首先对制备的 3/7 LLO 与 5/5 LLO 样品进行

了 XRD 表征，2 种材料均呈现典型的双晶畴结构。

在 20°～24°范围内的弱衍射峰归属于具有单斜

(C2/m)对称性的 Li2MnO3 结构，其余大部分衍射峰

归属于菱形 (R 3̄m)LiMnO2 结构。基于两相模型

(LiMnO2和 Li2MnO3)的 Rietveld 精修结果显示，3/7 
LLO 与 5/5 LLO 中 Li2MnO3 晶畴含量分别为 35%± 
5%和 45%±5%，与实验设计比例一致。 

首圈活化过程按照表 3 中预测的最优参数组合

进行设置，随后在 2.0～4.6 V 的电压窗口下以 1 C
电流密度进行循环测试。首圈充放电曲线(见图 7c)
显示， 3 / 7 L L O 的首圈充放电比容量分别为

207.09mA·h/g 和 184.83 mA·h/g。与 3/7LLO 相比，

5/5LLO 具有更高的首圈充放电比容量(见图 7d)。而
在常规高压活化制度(25 ℃、0.1 C、2.0～4.8 V)下，

高压活化虽能激活更多晶格氧并提升初始容量，但

也加速了不可逆结构转变，导致后续循环容量快速

下降。如图 7e 所示，在最优活化条件下，3/7LLO
循环 50 圈后放电比容量为 201.32 mA·h/g，容量保

持率维持在 100.9% (模型预测值 101.6%)，误差仅

为 0.70%，明显优于常规活化制度下的 90.6%。对

于 5/5LLO (见图 7F)，优化条件下的 50 圈容量保持 
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图 7  实验验证 
Fig. 7  Experiment validation 

 
率为 96.6% (模型预测值 95.8%)，误差为 0.83%，也

显著高于常规活化制度下的 83.6%。在中等活化电

压(4.5V)条件下，5/5LLO 初始循环过程表现出缓慢

活化特征，容量先逐步上升后趋于稳定。表明

Li2MnO3 晶畴比例较高时，结构中惰性组分比例增

大，使得活化过程中氧阴离子反应和晶格重构受到

一定的动力学限制。适度升高活化温度(约 45 ℃)能
够为初始结构转变和氧阴离子氧化还原反应提供有

利的能量条件，促进 Li2MnO3 晶畴逐步转化为电化

学活性相，从而在获得较高初始容量的同时保持循

环稳定性。总体来看，实验结果与机器学习预测结

果高度吻合，并且优化后 3/7 LLO 和 5/5 LLO 的循

环性能均显著优于常规活化制度，表明所构建的机

器学习模型不仅能准确预测容量保持率，并且可以

有效指导活化参数优化，具有较高的精度与可靠性。 

3  结论 
本工作将机器学习与实验研究相结合，建立了
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一种数据驱动的富锂锰基层状正极材料电化学活化

的优化方法，突破了传统单因素调控的局限，实现

了多参数协同作用下的系统优化。通过构建高质量

数据集并训练 CatBoost 模型，实现了对不同活化条

件下电池长循环容量保持率的高精度预测。同时结

合 SHAP 特征重要性分析，揭示了活化电压、温度

及 Li2MnO3晶畴比例在电化学活化过程中的关键作

用，深化了对结构演化与氧阴离子反应可逆性的理

解。进一步利用贝叶斯优化在高维参数空间中实现

了全局搜索，高效确定了最优活化条件，显著提升

了实验效率与预测可靠性。本工作为复杂电化学体

系中多参数的定量优化提供了新思路，并为高性能

富锂正极材料的智能设计与工艺调控提供了可借鉴

的理论与方法基础。 
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Extended Abstract 
Introduction  Lithium-rich manganese-based layered oxides (LLOs) are considered as next-generation promising cathode materials 
for lithium-ion batteries due to the high theoretical energy density (exceeding 1000 W·h·kg–¹) and low cost. However, their 
electrochemical performance is highly sensitive to the initial activation conditions, including initial charge cut off voltage, activation 
temperature, initial current density, and activation cycle number. The activation process involves the electrochemical transformation 
of Li2MnO3 domains into active phases, which is crucial for achieving high capacity but leads to irreversible oxygen release and 
structural degradation. Traditional optimization methods rely on single-factor experiments, which are inefficient and fail to address 
the complex coupling effects of multiple parameters. This study proposes a machine learning driven framework to optimize the 
activation conditions of LLOs, addressing the limitations of conventional approaches by enabling high-dimensional parameter search 
and predictive modeling. This work highlights the necessity of artificial intelligent optimization for enhancing the stability and 
performance of high-energy-density batteries. 

Methods  The research constructed a dataset comprising nearly 100 samples from laboratory experiments and research articles, 
featuring key parameters such as Li2MnO3 domain ratio (x = 0.1–0.5), activation charge cutoff voltage (4.4–4.8 V), activation 
temperature (25–55 ℃), activation current density (20–220 mA·g1), and activation cycles (1–4). Data preprocessing included unit 
standardization and mean imputation for missing values. Six supervised learning regression models—Lasso Regression, Ridge 
Regression, Support Vector Regression (SVR), Decision Tree Regression (DTR), XGBoost, and CatBoost—were trained to predict 
the 50th-cycle capacity retention. Hyperparameter optimization was performed using grid search with 5-fold cross-validation, 
evaluated by metrics like R2, MAE, MSE, and MAPE. The CatBoost model demonstrated superior prediction performance and was 
selected for further analysis. Feature importance was interpreted using SHapley Additive exPlanations (SHAP), and Bayesian 
optimization with Gaussian process regression was applied to identify optimal activation conditions by maximizing capacity retention. 
Experimental validation involved synthesizing LLOs with different Li2MnO3 ratios (e.g., 0.3Li2MnO3·0.7LiMn0.42Ni0.42Co0.16O2 and 
0.5Li2MnO3·0.5LiMn2.42Ni0.42Co2.16O2), characterized by XRD and electrochemical performance testing. 

Results and Discussion  The CatBoost model achieved the highest prediction accuracy (R2 = 0.777, MSE = 3.00 × 10), 
significantly outperforming linear models and other nonlinear algorithms. SHAP analysis revealed that Li2MnO3 domain ratio and 
activation charging cutoff voltage were the most influential features, with high voltages (>4.6 V) and high Li2MnO3 content 
negatively impacting capacity retention due to accelerated oxygen loss and structural degradation. Bayesian optimization identified 
distinct optimal conditions for different LLOs compositions: for a Li2MnO3 ratio of 0.3, the optimal parameters were 4.49 V charging 
cutoff voltage, 25 ℃ activation temperature, and 20 mA·g activation current density, yielding lowest capacity decay; for a ratio of 
0.5, a higher temperature of 43.95 ℃ was required to fully activate the material while maintaining stability. Experimental validation 
confirmed the model's predictions, with capacity retention errors below 1% compared to experimental result. For instance, under 
optimized conditions, the 3/7 LLOs sample maintained 100.9% capacity retention after 50 cycles, versus 90.6% with conventional 
high-voltage activation. The results demonstrate that ML enables precise control of multi-parameter interactions, balancing capacity 
and stability by suppressing irreversible reactions. 

Conclusions  This study successfully integrates machine learning with experimental research to optimize the electrochemical 
activation of lithium-rich cathodes. The CatBoost-based predictive model accurately captures nonlinear relationships between 
activation parameters and capacity retention, while Bayesian optimization efficiently identifies global optimal conditions in 
high-dimensional space. The work provides a data-driven strategy for designing high-performance LLOs, emphasizing the critical 
roles of voltage and temperature in structural evolution. This approach significantly reduces experimental costs and time, offering a 
generalizable framework for multi-parameter optimization in complex electrochemical systems. Future applications could extend to 
other battery materials and processes, advancing the development of intelligent materials design. 
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