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摘  要：晶体材料的物理化学性质根本上取决于其三维空间中原子周期性排列所形成的晶体结构。晶体结构的高效预测与合

理设计是新材料研发的关键环节，传统基于密度泛函理论(DFT)的高通量筛选和全局优化方法虽在简单体系中表现突出，但

计算开销随原子数增加呈指数增长、对复杂多组分体系适应性差。近年来，人工智能的发展为晶体结构研究提供了新思路，

其中，生成式模型(generative models)通过学习晶体数据库中结构与成分的分布规律，可在条件约束下高效探索庞大的化学空

间，生成具备目标性能的候选结构。该类模型兼具低推理成本与强泛化能力，为突破传统方法瓶颈提供了关键路径。本文综

述生成式模型在晶体结构研究中的最新进展，涵盖生成任务定义、结构表示方法、主要数据集、模型演进及典型应用，并展

望其在材料智能设计和理论计算–实验验证闭环系统方面的未来发展方向。 
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晶体作为原子或原子团簇在三维空间中呈周期

性有序排列的固体材料，是支撑能源、电子、催化

等领域技术进步的核心载体。其独特的物理化学性

质并非完全由成分决定，而是源于原子层面的有序

排列模式，即晶体结构。例如，同样由碳元素构成

的金刚石与石墨，因碳原子分别采取 sp³与 sp²杂化

的排列方式，前者表现出极高的硬度与绝缘性，后

者则具备良好的导电性与润滑性[1]。晶体结构预测

(CSP)旨在通过理论计算，从给定的化学组成出发，

筛选出能量最低、稳定性最高或符合特定功能需求

的晶体结构，为实验合成提供指导，但传统 CSP 方

法如“穷举搜索法”“分子动力学模拟法”“进化算法”
等，受限于技术原理，长期面临“被动搜索”与“高计

算成本”的矛盾。 
生成式模型(generative models)作为机器学习领

域的重要分支，与传统的判别式模型聚焦分类或回

归问题不同，其优势在于从数据中学习潜在规律并

主动生成符合真实分布的新样本。在深度学习技术

的推动下，生成式模型已形成以变分自编码器

(VAE)、生成对抗网络(GAN)、图神经网络(GNN)、
自注意力机制模型(Transformer)、基于马尔可夫链

的扩散模型(Diffusion)及大语言模型(LLM)为代表

的技术体系，在图像生成与自然语言处理等领域实

现突破。这些技术特性使得生成式模型在晶体结构

生成中展现出“主动生成”和“数据驱动”的优势，推

动晶体结构研究从“被动搜索”向“主动设计”转型，

为复杂体系晶体结构探索提供了全新思路。 

1  晶体结构生成基础 
1.1  核心挑战与生成式模型优势 

晶体结构生成的目标是根据化学组成或性能需

求，构建符合周期性规律、稳定且具备应用潜力的

原子排列方案。传统探索方法存在 3 大挑战：一是

组合空间爆炸，含 10 个原子的体系潜在结构数量可

超 1011种，穷举搜索难以覆盖亚稳态结构[2–3]；二是

局部最优陷阱，分子动力学模拟等方法高度依赖初 
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始结构先验知识，易陷入局部能量极小值[4–6]；三是

计算成本高昂，进化算法等需反复通过 DFT 计算结

构能量，单次预测往往耗时数周甚至数月[7–8]。 
生成式模型通过数据驱动的主动生成模式，有

效突破传统方法局限，展现出 3 大优势：一是效率

显著提升，预训练后生成单个晶体结构仅需秒级时

间，较传统 DFT 驱动方法提速数千倍[9]；二是条件

生成能力突出，可通过融入成分、对称性、性能等

约束，直接生成符合特定需求的结构[10–11]；三是亚

稳态结构挖掘能力强，通过学习结构分布概率特征，

能高效筛选出能量略高于最低值但具备特殊功能的

亚稳态结构，拓展新材料边界[12]。 
此外，生成式模型还可与实验合成深度融合形

成“计算生成–筛选–实验”的闭环[13]，显著缩短新材

料研发周期。这种模式已在金属有机框架材料

(MOFs)设计中得到应用。例如，SMVAE 模型通过

在隐空间中进行约束采样，能够以 61.5%的有效率生

成符合几何与化学规则的 MOF 结构，显著提升了

设计效率[14–15]。 
1.2  主流生成式模型技术原理与晶体适配性 

生成式模型通过学习晶体结构数据的潜在分

布，实现从噪声或条件约束出发的结构生成。根据

建模原理，可分为 6 类，这些方法在结构空间探索、

生成质量与可控性方面各具优势，其数理基础与晶

体适配性如下。 
1.2.1  VAE    VAE 以变分推断与概率图模型为数

理基础，其目标是通过近似后验分布学习数据的低

维隐表示[16]。模型始于对联合概率分布[P(X, Z)]的
建模，其中：X 表示晶体结构数据(如原子坐标矩

阵)；Z 为隐变量(图 1a)。由于真实后验分布[P(Z|X)] 
难以直接计算，VAE 引入可学习的变分分布Qϕ (Z|X) 

进行近似，并通过最大化证据下界(ELBO)间接最

小化二者之间的 KL 散度，从而实现可行的变分推

断优化。模型由编码器(encoder)与解码器(decoder)
组成。编码器通过神经网络将输入 X 映射为变分

分布的参数，通常为高斯分布的均值µ(X)与方差

σ2(X)，即： 

( ) ( ) ( )( )2| = ; ,Q Z X N Z X X Iϕ µ σ  (1) 

解码器则学习生成分布： 
2( | )= ( ; ( ), )P X Z N X f Z Iθ θ σ  (2) 

其中： ( )f Zθ 为解码网络输出函数：ϕ与 θ分别表示

编码器与解码器的参数。VAE 的训练目标是最大化 
ELBO： 

{ ( | )}

KL

( ; , ) [ln ( | )]

( ( | )|| ( ))
Q Z XL X θ E P X Z

D Q Z X P Z
ϕ θ

ϕ

ϕ = -
 (3) 

其中：第 1 项为重构损失(reconstruction loss)，用于

衡量生成结构与原始样本的相似度；第 2 项为正则

化项(regularization term)，用于约束隐空间分布逼近

先验分布 P(Z)，该先验通常设为标准高斯分布。 
在晶体结构生成任务中，可进一步引入条件信

息 C 构建条件变分自编码器(CVAE)，可使隐变量与

物理化学约束建立强关联，从而定向生成符合目标

特性的晶体结构[17]，适用于需严格遵循晶体周期

性、稳定性、成分结构等约束的材料设计场景，如

CDVAE 模型[18]。 
1.2.2  GAN    GAN 以博弈论与生成模型理论为

基础，通过生成器(generator)与判别器(discriminator)
的 minimax 博弈实现数据分布拟合[19]。其数理基础

是最小化生成分布 PG(X)与真实数据分布 Pdata(X)之 
间的 JS散度 JS data[ ( )|| ( )]GD P X P X (图 1b)。生成器G(Z)
接收随机噪声 ( )Z P Z∼ ，通过非线性变换生成伪样

本 ˆ ( )X G Z= ；判别器 D(X)则输出样本来自真实数

据集的概率 ( ) [0,1]D X ∈ 。二者的博弈目标通过价值 
函数 V(G, D)定义： 

( ) ( )

( ) ( )( )( )
data

min , max , ln +

ln 1

X PG D

Z P Z

V G D E D X

E D G Z

∼

∼

=   

 
 -

 (4) 

当达到纳什均衡时， data( ) ( )GP X P X= ，生成器 
可输出符合真实分布的样本，判别器无法区分真伪

[ ( ) 0.5]D X = 。条件生成对抗网络(CGAN)通过在生

成器与判别器中同时引入条件变量 C(如晶格参数、

空间群)，将目标函数扩展为 ( , , )V G D C ，使生成过

程受约束引导，适配晶体周期性与组成要求，能生

成细节丰富的新颖结构，尤其适用于探索非传统或

亚稳态结构，如 CrystalGAN[8]。 
1.2.3  GNN    GNN 的数理基础源于图论与消息

传递机制，专为处理非欧几里得数据设计，例如晶

体的原子邻接图(图 1c)。晶体结构可抽象为无向图

G=(V, E)，其中节点 V 代表原子，如特征含元素类

型、电荷等；边 E 代表原子间相互作用，如特征含

键长、键角等[20]。核心数学过程为邻域特征聚合，

第 k 层的节点特征Hk 
v通过聚合其邻域节点N(v)的第

k–1 层特征更新： 

( )( )1 1{ | ( ) { }k k k k
v u vH W AGG H u N v Hσ= ⋅ ∈ 

- -  (5) 

其中：σ为激活函数；Wk 为可学习参数；AGG 为聚

合函数(如均值、求和或注意力加权)。 
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图 1  主要生成模型架构的示意图概述 
Fig. 1  Schematic overviews of the main generative model architecture 

 
在晶体生成任务中，GNN 通过递归邻域聚合有

效编码原子的局部配位环境，因而被广泛用作结构

的表征器；基于 GNN 构建的生成模型借助对抗训

练机制鼓励跳出常见分布，适用于材料发现中的候

选结构筛选阶段。例如，CGCNN 在晶体性质预测

上的成功[21]。同时，图生成方法如 GraphVAE 在小

分子/分子图生成中能够输出符合化学成键规则的

拓扑结构，为将图生成技术推广至晶体网格提供了

方法论基础[22]。 
1.2.4  Transformer    Transformer的核心数理创新

是自注意力机制，依托线性代数运算实现序列数据

的全局依赖建模，突破了传统局部卷积或循环结构

的局限(图 1d)。其数学逻辑围绕 Query 查询、Key
键、Value 值的交互展开。对于晶体结构的序列化表

示，如按晶格顺序排列的原子特征序列 ×n dX R∈ ，n
为原子数，d 为特征维度，首先通过线性变换生成 3
组向量： 

= , = , =Q X K X V XQ K VW W W  (6) 

其中： ×, , ∈ kd d
Q K VW W W R 为可学习矩阵。自注意力 

权重通过 Query 与 Key 的点积相似度计算，并经

Softmax 标准化：    

Attention( , , )=Softmax( )
T

k

QKQ K V V
d

 (7) 

kd 用于缓解点积过大导致的 Softmax 饱和问 

题[23]。多头注意力(MH)通过并行计算多个自注意力

头并拼接结果，实现多视角特征融合： 

1MH( , , )=Concat(Head , ,Head )hQ K V ⋅ ⋅⋅  (8) 

在晶体生成中，Transformer 可通过编码器学习

已知结构的全局特征分布，解码器在接收成分/性能

等条件约束后负责逐步生成原子/晶胞序列；其数理

优势在于自注意力机制能够捕捉原子间的长程周期

性关联与元素配比约束，从而天然适配需要建模长

程晶格耦合与整体对称性依赖的生成任务[9, 24–25]。 
1.2.5  Diffusion    Diffusion 的数理框架建立在随

机过程与概率密度反演理论之上，模拟“加噪–去噪”
的渐进过程实现生成[26]。其包括前向加噪与反向去

噪 2 个阶段，均可视为马尔可夫过程的离散近似

(图 1e)。前向过程(有序加噪)从原始晶体结构 X0 开

始，在 T 个时间逐步添加高斯噪声，每个步骤的分

布满足： 

1 1( | )= ( ; 1 , )t t t t t tQ X X N X X Iβ β- --  (9) 

其中： (0,1)tβ ∈ 为预设方差序列。利用马尔可夫性， 
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可直接由 X0 计算任意 t 时刻的带噪样本： 

0 0( | )= ( ; , (1 ) )t t t tq X X N X X Iα α-  (10) 

式中：
=1

(1 )
t

t s
s

α β=∏ - 。当 T→∞时，XT 逼近标准

高斯噪声 (0, )TX N I∼ 。 
而反向过程(学习去噪)则主要在训练神经网络 

( , )tX tθ 预测 t 时刻添加的噪声，通过最小化预测噪 
声与真实噪声的均方误差优化 L(θ)： 

0

2
, , 0( )= [|| ( 1 , )|| ]X Z t t tL E X Z tθθ α α+ - -  (11) 

其中： (0, )Z N I∼ 为随机噪声。生成时从 TX ∼  
(0, )N I 出发，通过迭代去噪重构 X0： 

1
11 ( ( , ))
1

t
t t t t t

t t

X X X t Zθ
α

σ
α α

−
= +

−
- -  (12) 

在晶体生成中，可通过引入条件变量 C(如元素 
组成)构建条件去噪网络 θ (X, t, C)，从而实现具备 
特定性能的目标结构定向生成。该方法的数理优势

在于能兼顾生成样本的多样性与能量稳定性。 
1.2.6  LLM    LLM 在晶体生成中的数理框架是

以 Transformer 编码器–解码器架构为基础，融合自

回归生成理论与跨模态对齐机制，其关键能力体现

在将晶体结构的文本化表示，如晶体学信息文件

(CIF)格式、简化分子线性输入系统(SMILES)字符串

转化为结构化输出，同时实现化学语义与空间结构

的关联建模(图 1f)。 
LLM 通过建模序列词元(token)的条件概率分 

布实现生成，对于晶体结构的文本序列 1=( , , )nU u u⋅ ⋅⋅ ， 
如 CIF 文件的符号序列，生成过程遵循链式法则： 

( ; ) ln ( | , , ; )i i c i l
l

L θ U P u u u θ= ⋅ ⋅⋅∑ - -  (13) 

其中：θ为模型参数；下标 c 表示预测 iu 时，模型 
只回看 c 个历史变量。每个 token 的条件概率通过

Transformer 解码器的 Softmax 层计算： 

1

0 1

( | , , )=
Softmax( Decoder( ,..., ))

i i c i

i c i

P u u u
W u u
⋅ ⋅⋅

⋅
- -

- -

 (13) 

其中：W0 为输出层可学习权重，Decoder 通过多头

注意力捕捉 CIF 序列中元素间的依赖关系，通过这

种对晶体结构文本序列的逐 token 建模，LLM 能够

自动学习到晶体学特征间的内在关联，例如特定空

间群(如 P6/mmm)与典型晶格参数范围之间的对应

关系，从而实现对晶体结构层级化描述的精准生成，

例如先确定晶胞组成/空间群，再生成晶格参数，最

后输出原子分数坐标[9, 27]。 
不同晶体结构生成模型的数理基础与核心特性

决定了其差异化适配场景：VAE 依托强条件约束能

力与隐空间可解释性，适配稳定性优先、结构规则

性强的定向生成任务，如 MOFs 材料设计、钙钛矿

组分优化等对周期性与能量稳定性有明确要求的

场景；GAN 通过生成器与判别器的博弈，擅长非传

统/亚稳态结构探索与高多样性结构生成，适合纳米

复合晶异质界面设计、高熵合金原子排布优化等材

料发现的前沿探索阶段；GNN 凭借消息传递机制对

原子局部关联的精准刻画，适配局部配位环境敏感、

化学键约束严格的任务，如催化材料活性位点设计、

分子筛拓扑结构生成，常作为结构表征器来保障化

学成键合理性；Transformer 的自注意力机制能高效

捕捉原子长程耦合与元素配比约束，适配长程周期

性强、整体对称性依赖高的场景，如高温超导材料

预测、半导体单晶缺陷设计等大尺寸晶胞或长程有

序性突出的体系；Diffusion 通过“加噪–去噪”渐进式

生成模式，平衡结构新颖性与能量稳定性，适配多

样性与稳定性兼顾、多条件约束的复杂任务，如固

态电池电解质设计等多组分体系的功能设计；LLM
支持晶体结构文本化表示与结构化输出的转化，适

配需要跨模态驱动、具备快速响应需求的生成任务，

如通过自然语言指令快速探索新型功能材料，方便

实验人员将性能需求转化为结构设计方案。 
1.3  条件约束机制与定向生成 

条件生成式模型能够将化学组成、目标性能(如
禁带宽度、催化活性)、晶体学约束(如空间群、晶

格常数范围)等先验信息转化为模型可识别的条件

信号，进而定向生成符合特定需求的晶体结构，成

为连接“性能需求”与“结构生成”的关键技术载体

(图 2)。这些条件信息涵盖晶体研发全流程的核心约

束，其与晶体结构的关联建模是条件生成式模型的

核心逻辑，具体理论基础是通过学习训练数据集中

“ 晶体结构样本 – 条件信息 ”的联合概率分布

(P(X|C))，实现对条件变量 C 的响应式结构生成。

具体而言，模型首先通过编码器将高维的晶体结构

数据 X 与条件信息 C 共同映射至低维隐空间，构建

满足特定分布的隐变量 Z，此时隐空间中的每个样

本 Z 均与对应的条件 C 形成强关联；在生成阶段，

解码器则以隐变量 Z 和条件 C 为输入，通过多层非 
线性变换重构出符合条件约束的晶体结构数据 X̂ ，

并通过损失函数，最小化 X 与 X̂ 的差异，优化模型 
对条件信息的拟合能力。 

在实际的晶体结构生成实践中，这类模型的数

理设计需特别适配晶体的周期性与稳定性约束，例

如：在条件变量 C 的设计中，需将晶格常数、空间
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群等晶体学特征转化为数值向量，确保模型能理解

周期性排列规律；在隐空间映射过程中，需通过正

则化约束原子坐标以保障其合理性，避免生成超出

键长范围或违反空间对称性的结构；而在解码器输

出阶段，部分模型还会融入能量预测模块，通过附

加 DFT 能量或机器学习势能面的预测损失，确保

生成结构满足能量稳定性条件。这种“条件约束–
数理建模–晶体特性适配”的一体化设计，使条件生

成式模型成为定向开发功能晶体中的主流技术路

径之一。 

 
图 2  条件生成式模型流程    

Fig. 2  Flow of conditional generative model 
 

1.4  晶体结构描述符分类与适配场景 
在生成式模型中，描述符是晶体结构与模型间

的“信息桥梁”(表 1)，一方面将晶体的周期性、原子

配位、元素组成等抽象结构特征转化为模型可解析

的数值化、结构化数据，如晶格矩阵、图结构、晶

体指纹等，避免关键特征丢失以确保模型学习到结

构内在规律[21, 28]；另一方面通过定制化结构形式，

如晶体指纹(GAN、GNN)，匹配不同模型为(如 VAE、
GNN、Diffusion)的输入格式需求，降低特征提取难

度，让模型聚焦“结构生成”任务[21, 29]。而生成式模

型对描述符有 4 大主要要求：保真度上需完整保留

晶体关键结构特征(如几何类描述符精准刻画原子

排布、拓扑类描述符反映配位关系)，避免生成“非
晶体”或不稳定结构[30–31]；适配性上需契合目标模型

输入逻辑，如 3D-CNN 需要体素网格的规则三维数

组、Transformer 需固定长度向量[29, 32]；有效性上需

支持条件约束嵌入，如魏科夫位置关联空间群、超

晶胞标记缺陷浓度，实现定向生成[10, 33]；高效性上

需在保证精度的同时控制计算存储成本(如晶体指

纹压缩维度，避免高分辨率体素网格的维度爆炸问

题)，确保模型高效处理大规模数据[21]，以下将详细

介绍各种晶体结构描述符。 
 

表 1  晶体结构描述符分类比较表 
Table 1  Comparison of crystal structure representations 

Representation Key features Symmetry Periodicity Fine atomic 
Long-range 
interaction 

Addition boundary 
conditions 

Reciprocal Space Maps real-space periodicity into reciprocal space; represents 
diffraction features (e.g., Miller indices, peak intensities) as 
fixed-length or frequency-domain vectors 

☑ ☑ ☒ ☑ ☒ 

Wyckoff Positions Encodes structure as “space group Wyckoff site atom mapping”; 
symmetry-informed and compact representation 

☑ ☑ ☒ ☑ ☒ 

Voxel Grid Discretizes the unit cell into 3D voxels; voxel values encode 
atomic occupancy/type; outputs 3D arrays or flattened tensors 

☒ ☒ ☒ ☒ ☑ 

Point Cloud Directly records atomic coordinates (x, y, z) and atomic 
numbers; supports dynamic number of atoms (N×4matrix) 

☒ ☒ ☑ ☒ ☑ 

Graph Represents the crystal as a multi-graph G=(V, E); nodes carry 
atomic features, edges encode distances/bond types; captures 
local chemistry/topology 

☒ ☒ ☑ ☑ ☑ 

☑: Satisfied (This feature is clearly and excellently demonstrated, and the core functionality can be achieved without additional processing); ☒: Not Satisfied 
(This feature is weakly demonstrated, or requires additional operations to barely achieve the desired result, and cannot be naturally adapted).       
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1.4.1  倒易空间表示法(reciprocal space)    倒易

空间表示法是将实空间晶体周期性结构映射至倒易

空间，通过倒易点阵矩阵与衍射峰特征间接表征晶

体结构，倒易点阵矩阵由实空间晶格矩阵转置逆运

算得到，衍射峰特征则包含密勒指数、强度与半高

宽等关键信息，可拼接为固定维度向量或转化为频

域向量。从适配模型来看，其固定长度的特征向量

能完美匹配 Transformer 与 Diffusion 对输入格式的

要求，例如，在引入化学信息约束时，可将约束形

式设定为“依据目标 X 射线衍射(XRD)谱生成对应

原子结构”的条件生成任务，从而实现晶体衍射模式

与结构构型的跨域对齐[34]。与其他方法相比，该方

法独特优势在于能直接关联晶体光学、电学性能，

如禁带宽度与倒易点阵参数的关联，这是晶格矩阵

与原子坐标表示法等实空间方法难以实现的，但在

刻画原子局部配位环境上，精度不及球谐函数表示

法，更适合侧重宏观性能关联的晶体生成任务[35]。 
1.4.2  魏科夫(Wyckoff)位置表示法    Wyckoff 位

置表示法依托晶体空间群对称性，用 Wyckoff 符号

与等效坐标集合描述原子对称排布，结构化形式为

“空间群编号+Wyckoff 位置–原子映射表”，可转化

为固定维度向量，如空间群独热(one-hot)向量与

Wyckoff 位置原子序数向量的拼接。在适配模型方

面，其简洁的对称信息表示与明确的原子位置约束，

使其适配 VAE 与晶体图神经网络(CGNN)，比如生

成钙钛矿 ABX₃结构时，可约束 “空间群 221+ 
Wyckoff a 位置为 A 原子”[10, 36]。相较于图结构表示

法，该方法通过对称性减少冗余信息，计算效率更

高，无须构建复杂的邻接矩阵；但灵活性不足，无

法像超晶胞平铺表示法那样处理低对称性或含缺陷

的晶体，仅适用于高对称性晶体生成，如立方相、

四方相晶体。 
1.4.3  体素网格表示法(voxel grid)    体素网格表

示法将晶胞三维空间离散为均匀体素网格，以体素

数值标识原子存在与否及类型，结构化输出为三维

数组或扁平化一维向量，体素分辨率可根据需求调

整，如 32×32×32 或 64×64×64[37]。从模型适配性看，

其规则的三维网格结构天然适配 3D-CNN 与三维

Diffusion，在生成含异质界面的纳米复合晶时，可

通过约束特定区域体素值控制原子分布。与点云表

示法相比，体素网格表示法将连续空间离散化，虽

会损失部分位置精度，但能更好适配依赖卷积运算

的模型；而点云表示法保留原子精准坐标，却难以

直接用于 3D-CNN。不过，体素网格表示法维度随

分辨率提升急剧增加，计算成本高于晶体指纹表示

法，更适合对空间局部结构调控有要求的复杂晶体

生成[29]。 
1.4.4  点云表示法(point cloud)    点云表示法用

三维直角坐标记录单胞/超胞中每个原子的位矢并

附加原子序数等属性，通常以 N×4 表示为(x, y, z, Z)
矩阵存储；通过坐标中心化或尺度归一化可消除平

移/尺度扰动，从而提高模型对平移与尺度扰动的

鲁棒性。这种天然无序的集合结构与 PointNet[38]

系列以及点云 Transformer[39–40]的处理范式高度契

合，因此，被广泛用于点云分类、分割与近年的晶

体生成任务。 
与体素网格表示法相比，点云表示法无离散化

损失，能精准保留原子间距与配位角度，更适合非

周期性或准周期性晶体；但在处理高对称性晶体时，

缺乏如 Wyckoff 位置表示法那样对对称信息的高效

刻画，且无法像倒易空间表示法那样关联宏观衍射

性能。此外，点云动态长度输入对模型批处理能力

要求更高，这一点不如固定维度的晶体指纹表示法

便捷。 
1.4.5  图表示法(graph)    图表示法将晶体结构编

码为一个多重图 G=(V, E)。其中，节点集合 V 中的

每个节点 vi对应晶体中的一个原子；边集合 E 中的

边 eij 则表示原子 i 与原子 j 之间的相互作用或键连

接。节点通常附带元素级特征，如原子序数、电负

性等；边特征可包含原子间距离(键长)、键类型或

键角信息。此外，还可引入二阶甚至更高阶的图结

构，用以描述更复杂的多体相互作用。 
与点云和体素等几何表示不同，图结构本身并

不保证几何信息的可逆性，通常无法从图直接恢复

晶体的精确几何结构，因此，难以作为独立的生成

式表示使用。在生成任务中，图表示更常作为辅助

手段，与点云表示协同使用：点云负责更新原子空间

位置，而图结构用于刻画局部拓扑关系，从而在迭代

生成过程中同时保持几何合理性与化学可行性。 

2  晶体结构数据集 
晶体结构数据库是生成式模型发展与应用的

“基石”(表 2)，其价值一是提供高质量训练数据基

础，数据库通过标准化整理，如统一晶格参数单位、

验证原子坐标合理性，为模型提供无噪声、高保真

的学习样本，避免因数据质量问题导致模型学习偏

差；二是支撑多维度约束生成，数据库中不仅包含

晶体结构信息，还关联能量、热力学、光学等性能
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数据，可帮助模型建立“结构–性能”映射关系，实现

从“单纯生成结构”到“定向生成目标性能晶体”的跨

越；三是拓展模型泛化边界，不同数据库覆盖的晶

体类型、元素组合存在差异，多库融合使用可让模

型接触更广泛的化学空间，避免对单一数据分布的

过拟合，提升在未知晶体体系中的生成能力。 
 

表 2  用于训练生成式模型的常见晶体数据集 
Table 2  Common crystal datasets used for training generative models 

Dataset Size Core feature Key data contents Typical applications 
OMat24[50] 100 million Largest open DFT dataset by Meta; 

integrates equilibrium and 
non-equilibrium structures 

Atomic configurations, energies, 
stresses, electronic structures 

High-throughput material screening 

Materials 
Project[45] 

Over 1 million High degree of data standardization and 
complete attribute system 

Crystal structures (lattice, coordinates, 
symmetry), formation energy, band 
gap, DOS, thermodynamic data 

Semiconductor design, battery 
material discovery 

Alexandria[48–49] 4.5 million Links DFT structures with experimental 
synthesis and characterization data 

Atomic configurations, synthesis 
parameters, XRD/SEM data, 
performance metrics 

Experiment-driven structure 
generation and validation 

ICSD[43–44] 327 000 Authoritative experimentally validated 
inorganic crystal structures 

Atomic positions, space groups, 
lattice parameters 

Structure prototype discovery, 
crystal structure prediction 

OQMD[46–47] 1 317 811 Combines calculated formation energies 
and thermodynamic stabilities 

DFT-calculated formation energy, 
stability, phase diagrams 

Phase stability prediction, 
thermodynamic property 
modeling 

CSD[41–42] 1 362 809 Experimental organic crystal repository 3D molecular structures, hydrogen 
bonding, symmetry data 

Organic crystal design, 
pharmaceutical and coordination 
compound discovery 

LLM4Mat- 
Bench[51] 

1.97 million Benchmark for evaluating LLMs in 
materials science reasoning 

Multi-domain data (crystal info, text, 
property relations) 

Evaluation of reasoning, prediction, 
and generation performance of 
LLMs in materials science 

MGED 710 055 A national materials data infrastructure 
emphasizing standardized integration 
of heterogeneous experimental and 
computational data across the full 
R&D workflow 

Crystal structures and compositions, 
synthesis and processing 
parameters, measured properties, 
characterization data, and 
first-principles and multiscale 
simulation results 

Data-driven materials discovery, 
generative model training with 
experimental constraints, and 
experiment–computation 
closed-loop design 

LAMBench 12 OOD force field 
datasets, 5 property 
calculation 
datasets; 
benchmarks 10 
state-of-the-art 
LAMs 

Comprehensive benchmark for LAMs 
evaluating generalizability, 
adaptability, and applicability; 
cross-domain coverage; automated 
high-throughput workflow; 
dimensionless metrics; open-source & 
interactive leaderboard 

Standardized benchmark tasks built 
on multi-source DFT datasets; 
energy, force, and virial 
predictions; metrics for 
generalizability, adaptability, and 
applicability 

Model comparison and validation, 
assessment of generalization and 
stability of atomistic foundation 
models, development of 
universal machine-learning 
interatomic potentials 

 

2.1  CSD(剑桥结构数据库) 
CSD 是由英国剑桥晶体数据中心(CCDC)维护

的晶体结构数据库，起始于 1965 年，系统化汇编文

献中已发表的小分子与金属有机晶体结构。CSD 收

录了大量基于 X 射线、电子和中子衍射解析得到的

精确三维坐标数据；截至 2025 年 1 月，数据库中记

录的总结构数达到 1 362 809 个[41–42]。其主要聚焦有

机体系，除原子三维坐标外，还记录了化学键信息、

分子构型信息、附带化合物的合成方法、物理化学

性质(如熔点、溶解度等)，是有机小分子和金属有

机晶体领域数据最全面的数据库。在金属有机功能

晶体与药物分子晶体生成等领域有重要应用价值。 
2.2  ICSD(无机晶体结构数据库) 

ICSD 最初由 Günter Bergerhoff 等在 1978 年建

立，旨在系统性地汇总文献中已解析的无机晶体结

构数据，目前由德国 FIZ Karlsruhe 与美国 NIST 协

作维护，是国际上权威的无机晶体结构数据库之一。

ICSD 收录了自 1913 年以来发表的完全解析的无机

晶体结构条目，截至 2025 年 11 月，数据库条目数

约为 327 000 条[43–44]，目前仍以每年一万条量级持

续更新与扩充。数据库数据记录项经严格筛选与人

工/自动化校验，典型条目包含晶体学基础信息，如

晶格参数、原子分数坐标、空间群、完整的原子位

置与占位因子、标准化后的晶胞与原子坐标、文献

出处与实验条件注释等；部分条目还包含衍射相关

信息或与理论计算的比对注记。由于 ICSD 对结构

条目的高质量控制与统一的后处理标准，包括结构

类型注释、标准化单元格及结构比对，其数据高度

可比且被广泛用于相鉴定、晶体结构分析以及基于

数据的材料筛选(如半导体、催化与电池材料的候选

筛选与模型训练)中，被视为材料科学与晶体学研究

的基础资源与行业准则。 
2.3  Materials Project 

Materials Project(MP)最初作为美国材料基因组

计划(Materials Genome Initiative)框架下的重要实践

项目，始于 2011 年 10 月，是由麻省理工学院和劳

伦斯伯克利国家实验室联合开展的项目。该数据库

包含百万级条目，包含结构数据与计算数据，整个

数据体系完善[45]。数据库包含 80 多万条材料条目，

以及超过 45 万条催化剂信息。其内容涵盖晶体基础
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结构信息(晶格参数、原子分数坐标、空间群)、能

量特性(形成能、结合能)、电子结构(禁带宽度、态

密度)、热力学性质(比热容、热膨胀系数)，且所有

数据均经过严格的质量验证与标准化处理，确保不

同材料数据的可比性；因数据标准化程度高且属性

丰富，其广泛应用于半导体材料与电池材料生成。 
2.4  OQMD(开放量子材料数据库) 

OQMD 是由 Northwestern University 的 Chris 
Wolverton 团队提出的。作为基于高通量第一性原理

研发的计算平台，自 2010 年起逐步构建并对外开

放，旨在通过系统性的 DFT 计算支持材料发现与相

图构建[46–47]。截止至 2025 年 11 月，OQMD 包含

1 317 811种材料的DFT计算数据，数据源头以 ICSD
的化合物修饰结构为主[46–47]。其数据字段包括晶体

学信息、能量属性、电子结构信息，以及用于相图

与稳定性分析的计算后处理结果。OQMD 提供完善

的 API 与 qmpy 接口，数据以可复现的计算工作流

与统一的计算参数记录，便于跨体系比较与大规模

自动化分析。 
2.5  Alexandria 

Alexandria 是由 Ruhr University Bochum 的材

料计算小组发布，以高通量第一性原理计算为主要

内容的大规模材料数据库，现已发展为包含 450 万

条 DFT 计算记录的开放数据集，不同子集的规模不

同。例如，拥有 41.5 万条数据的 PBEsol/SCAN 子

集和约 22.8 万条数据的立方钙钛矿子集。数据覆盖

晶体结构、形成能、电子结构(带隙、态密度)及其

他热力学性质。Alexandria 的重要特点是提供多泛

函计算结果和丰富的假设/亚稳态构型，便于训练

与评估机器学习势能、晶体生成模型及构建高通量

筛选流程[48–49]。 
2.6  OMat24 

OMat24 是当前规模最大的开源 DFT 计算数

据库，由 Meta 公司开源，包含超过 1.1 亿条计算

记录[50]。数据覆盖范围极广，不仅收录晶体的平衡

态原子构型如常规稳定相结构，还包含大量非平衡

态构型如缺陷结构、过渡态结构，同时涵盖从二元

化合物到多元复杂合金、氧化物的丰富的成分多样

性数据，每条记录均附带 DFT 计算得到的能量、应

力、电子结构等属性；凭借庞大数据规模与结构多

样性，其主要用于高通量材料筛选与新型结构生成。 
2.7  LLM4Mat-Bench 

LLM4Mat-Bench 是由 Rubungo 等组成的研究

团队发起，为评估与比较 LLM 在晶体材料性质预

测上的能力而专门构建的大规模基准数据集与评测

框架。该基准从 10 个公开的材料数据库收集并整合

了约 197 万条晶体样本[51]，涵盖 45 种物理化学属

性(如催化活性、磁学性质)，并同时提供化学组成、

CIF 与文本描述，3 种模态输入。LLM4Mat-Bench
的目标是系统评测不同类型大语言模型在材料性质

预测任务中的泛化能力与模态适应性，凭借其跨模

态结构与标准化评测流程，LLM4Mat-Bench 已成为

晶体属性预测与生成研究的重要基准之一。 
2.8  MGED(材料基因工程数据库) 

MGED 是由北京科技大学牵头建设的材料基

因工程专用数据库[52]，是集数据采集、管理和应用

软件于一体的综合平台，由中国的“十三五”重点研

发计划“材料基因工程关键与支撑平台”支持。包含

超过 71 万条材料相关数据，数据内容涵盖能源、

催化、稀土功能材料等领域。主要为国家材料领域

的未来研究和发展提供数据支撑，推动传统“试错

法”研发模式转型，助力高端先进材料研发与产业

升级。 
2.9  LAMBench 

LAMBench 是由北京科学智能研究院等机构提

出的面向大原子模型的综合评测基准，旨在系统性

评估不同原子级机器学习模型对第一性原理势能面

的近似能力，自 2024 年起逐步构建并对外开放[53]。

该基准并非传统意义上的材料数据库，而是基于多

来源 DFT 计算数据与经典数据集构建的任务驱动

型评测体系，用于统一比较模型在能量、原子力与

应力张量预测中的精度、跨体系泛化能力及实际可

用性。截至 2025 年，LAMBench 已集成来自无机材

料、催化体系与分子体系等多个领域的标准化测试

任务，并覆盖从小体系到大规模复杂结构的不同原

子尺度。其评测指标在常规误差度量基础上，进一

步引入模型守恒性、可微性、稳定性及推理效率等

因素，以反映模型在分子动力学与材料模拟中的真

实表现。通过模块化工具链与自动化工作流设计，

LAMBench 为当前大原子模型在达成“近似通用势

能面”这一核心目标上的能力差异提供了可复现、可

比较的评估框架，已成为原子级基础模型方法学研

究的重要参考基准。 

3  目前的模型进展 
自 2018 年以来，晶体结构生成式模型经历了

从单一表征到多模态融合、从规则晶体生成到复杂

异质体系设计的系统性演进(表 3)。当前模型发展 
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表 3  生成式模型及其描述符与数据库概况 
Table 3  Overview of generative models, representations, and datasets 

Acronym Representations Datasets Architectures Ref. Year 

CrystalGAN Point Cloud Pearson’s Crystal Data[54] GAN [8] 2018 

ED3DCS Voxel MP[45] GAN [55] 2019 

iMatGen Voxel Grid MP[45] VAE [56] 2019 

ICSG3D Voxel MP[45] GAN [29] 2020 

CCCG Point Cloud MP[45] GAN [12] 2020 

CubicGAN Point Cloud OQMD[46–47] GAN [57] 2021 

FTCP Reciprocal Space, Point Cloud MP[45] VAE [86] 2022 

CCDCGAN Voxel Grid MP[45] VAE, GAN [87] 2022 

CDVAE Point Cloud, Graph Perov-5[58–59], Carbon-24[60], MP-20[45] VAE, Diffusion [18] 2022 

PGCGM Wyckoff MP[45] GAN [61] 2023 

XYZTransformer Point Cloud Perov-5[58–59], MP-20[45] Transformer [63] 2023 

LCOMs Point Cloud, Graph OQMD[46–47], MatBench[90] VAE, Diffusion [64] 2023 

SyMat Point Cloud, Graph Perov-5[58–59], Carbon-24[60], MP-20[45] Diffusion [65] 2023 

GemsDiff Point Cloud, Graph MP[45] Diffusion [66] 2023 

LCMGM Reciprocal Space OQMD[46–47], MP[45] VAE, GAN [91] 2024 

DiffCSP++ Wyckoff Perov-5[58–59], Carbon-24[60], MP-20[45], MPTS-52[45] Diffusion [33] 2024 

CrystalFormer Wyckoff MP-20[45] Transformer [24] 2024 

WyCryst Wyckoff MP[45] VAE [36] 2024 

CGWGAN Wyckoff MP[45] GAN [68] 2024 

CGMD Point Cloud AFLOW[70] VAE, Diffusion [69] 2024 

DP-CDVAE Point Cloud Carbon-24[60] Diffusion [71] 2024 

CrysTens Point Cloud Pearson's Crystal Database[54] GAN, Diffusion [72] 2024 

CrystalTextLLM Point Cloud MP-20[45] LLM [92] 2024 

DiffCSP Point Cloud Perov-5[58–59], Carbon-24[60], MP-20[45], MPTS-52[45] Diffusion [67] 2024 

Con-CDVAE Point Cloud, Graph MP[45], OQMD[46, 47] VAE, Diffusion [17] 2024 

UniMat Point Cloud Perov-5[58–59], Carbon-24[60], MP-20[45] Diffusion [93] 2024 

FlowMM Point Cloud MP-20[45], MPTS-52[45] Flow Matching [76] 2024 

GenMS Point Cloud MP[45], ICSD[43–44], OQMD[46–47], NOMAD[75] LLM, Diffusion [73] 2024 

MatExpert Point Cloud NOMAD[75] LLM [74] 2024 

FlowLLM Point Cloud MP-20[45] LLM, Flow Matching [94] 2024 

TamGen SMILES PubChem[95] GNN, LLM [96] 2024 

Cond-CDVAE Point Cloud, Graph MP[45] VAE, Diffusion [30] 2024 

Matra-Genoa Wyckoff MP[45], Alexandria[48–49], WBM[78], ORB[97] Transformer [98] 2025 

SymmCD Wyckoff MP-20[45], MPTS-52[45] Diffusion [99] 2025 

WyckoffDiff Wyckoff, GNN WBM[78] Diffusion [77] 2025 

Uni-3DAR Voxel Carbon-24[60], MP-20[45], MPTS-52[45] Transformer [32] 2025 

EH-Diff Point Cloud Perov-5[58–59], Carbon-24[60], MP-20[45], MPTS-52[45] Diffusion [100] 2025 

CrysBFN Point Cloud Perov-5[58–59], Carbon-24[60], MP-20[45], MPTS-52[45] Bayesian [81] 2025 

TransVAE-CSP Point Cloud, Graph Perov-5[58–59], Carbon-24[60], MP-20[45] VAE, Diffusion [25] 2025 

CrystalFlow Point Cloud, Graph MP-20[45], MPTS-52[45] Flow Matching [82] 2025 

MatterGen Point Cloud, Graph MP[45], Alexandria[48–49] Diffusion, Graph [101] 2025 

TGDMat Point Cloud Perov-5[58–59], Carbon-24[60], MP-20[45] Diffusion [102] 2025 

NatureLM-Mat3D Point Cloud MP[45], NOMAD[75], OQMD[46–47] LLM [85] 2025 
UniGenX Point Cloud MP-20[45], NOMAD[75], OQMD[46, 47], Carbon-24[60], 

MPTS-52[45], GEOM[103] 
Transformer, Diffusion [83] 2025 

DAO Point Cloud, Graph CrysDB[79] Diffusion [79] 2025 

Chemeleon Point Cloud MP-20[45] Diffusion [84] 2025 
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大体可分为 3 类：结构生成式模型、逆向设计与优

化模型、结构解析与跨模态模型。以下将以技术演

进脉络为主线，系统梳理代表性模型与其应用。 
3.1  结构生成式模型 

早期的晶体生成模型以单一表征与基础生成框

架为核心。2018 年，CrystalGAN[8]开创性地使用非

显式点云(point cloud)表征，以 Pearson’s Crystal 
Database[54]为训练数据，生成对 GAN 框架，实现了

三维晶体结构的自动生成，为后续点云表征的广泛

应用奠定基础。在 2019年，ED3DCS[55]与 iMatGen[56]

引入体素/体素网络(voxel/voxel grid)表征，基于 MP
数据集构建 GAN 或 VAE 混合生成模型，能够在三

维离散空间内生成完整的晶胞结构。2020 年，模型

延续这一技术路径，ICSG3D[29]以来自 MP 数据库内

的 CIFs 为数据来源，通过体素表征与 GAN 实现结

构生成。CCCG[12]则基于 MP 数据集将点云表征与

GAN 结合，实现晶体结构生成。 2021 年，

CubicGAN[57]以 OQMD 为数据集，采用点云表征与

GAN 架构，聚焦立方晶系结构生成，同时推动了表

征与数据的针对性适配。2022 年成为技术多元化转

型的关键节点：CDVAE[18]创新性地融合点云与图

(graph)双重表征，采用 VAE 与 Diffusion 混合架构，

以 Perov-5[58–59]、Carbon-24[60]等数据集为支撑，通

过自适应周期性 SE(3)等变图神经网络编码周期边

界相互作用，实现稳定结构生成。 
近三年模型发展呈现表征精细化与架构革新的

双重特征，如 2023年 PGCGM[61]将Wyckoff位置表

征与 GAN 结合，基于 MP 数据集引入空间群对称

变换的数据增强策略，使高对称性晶体结构生成的

有效性较基线模型得到了提升；MOFDiff[62]将粗粒

度(CG)Diffusion 与对比学习机制结合，先通过

GemNet-OC 编码器与对比损失实现 MOF 构建块

(金属节点、有机连接体)的低维嵌入，再在“构建

块身份–坐标–晶格”粗粒度空间内进行降噪扩散

采样，同时采用等变图神经网络尊重旋转平移与

置换对称性；创新设计退火组装算法(通过高斯密

度重叠优化连接点匹配)与 UFF 力场弛豫，实现从

粗 粒 度结构 到全原子 MOF 的 精准恢 复；

XYZTransformer[63]开创性地将 Transformer 与点云

表征融合，以 Perov-5、MP-20[45]为训练数据，开

启了自然语言与晶体结构的跨模态建模；同时，

Diffusion 开始成为主流架构，LCOMs[64](点云–图表

征、VAE/扩散)、SyMat(点云–图表征、扩散)[65]、

GemsDiff(点云–图表征、扩散)[66]均基于 MP 或

OQMD 数据集，通过组合表征与 Diffusion 的结

合，实现生成结构稳定性与多样性的提升。 
2024 年模型数量与技术复杂度显著提升，形成

多表征、多数据、多架构的融合格局：DiffCSP 
(Diffusion Model for Crystal Structure Prediction)[67]

由清华大学与中国人民大学提出，在“晶格–分数坐

标”空间内引入周期 E(3)等变去噪模型，兼顾晶格一

致性与周期性约束，在 MP-20 数据集上 20 样本匹

配率达 77.93%，生成速率较 DFT 方法提升 4500 倍。

采用 Wyckoff 的表征 应用也在持续深化，

DiffCSP++[33]基于 Perov-5、MPTS-52[45]等多源数据

集，以 Wyckoff 表征与 Diffusion 实现高精度结构生

成 ； CrystalFormer[24] 与 WyCryst[36] 分 别 采 用

Transformer 与 VAE 架构，基于 MP-20 或 MP 数据集，

进一步深化了结构生成的对称性建模。CGWGAN[68]

则将 Wyckoff 表征与 GAN 结合，进一步优化结构

生成效率。同时，点云表征在晶体生成领域仍占重

要地位。例如，CGMD[69]基于 AFLOW 数据集[70]，

融合了 VAE 与扩散机制；DP-CDVAE[71] 基于

Carbon-24 数据集，采用了扩散生成模型。这些工作

持续推动着扩散模型在晶体生成中的工程化实现。

CrysTens[72]则集成 GAN 与扩散双架构，提升生成结

构的多样性。跨模态与多架构融合成为新方向，

GenMS[73]结合 LLM 与 Diffusion，通过自然语言指

令驱动结构生成；MatExpert[74]基于 NOMAD[75]数据

集构建了一种由大语言模型驱动的多阶段晶体生成

框架；FlowMM[76]引入 Flow Matching 技术，将晶

体生成建模为连续归一化流过程，从而在保持生成

质量与结构稳定性的同时，显著减少了推理阶段所

需的积分步数。该方法以 Flow Matching 替代传统

扩散模型，实现了更高效的稳定晶体结构生成。 
2025 年模型进入深度集成与前沿探索阶段，

呈现多维度技术突破：表征融合更为深入，

WyckoffDiff[77]将 Wyckoff 位置表征与 GNN 结合，

基于 WBM[78]数据集构建 Diffusion，通过对称编码

实现快速稳定的结构生成；TransVAE-CSP[25]与

DAO[79]则采用点云–图组合表征，分别基于 VAE/
扩散与扩散架构生成高精度结构；在架构创新方面，

MOFFlow 模型[80]基于黎曼流匹配框架，利用 MOF
固有的模块化特性，将金属节点与有机连接体视为

刚体，在 SE(3)空间(特殊欧几里得空间)中高效捕捉

刚体的旋转 q、平移 τ 的动态，将预测维度从原子

级的 3N 降至块级的 6M(6M≪3N)，大幅降低计算复

杂度；同时设计分层架构，即原子级更新层通过图
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神经网络编码构建块原子特征，块级更新层结合自

定义的 MOFAttention 模块(融入晶格参数信息)迭代

优化旋转、平移与晶格(ℓ)，实现对 MOF 结构的精

准组装。CrysBFN[81]基于贝叶斯(Bayesian)架构，

CrystalFlow[82]采用 Flow Matching，UniGenX[83]集成

Transformer 与 Diffusion，在 MP-20、NOMAD 等多

源数据集上实现序列与结构的统一生成，性能较传

统方法显著提升；跨模态能力进一步强化，

Chemeleon[84]通过 Crystal CLIP 实现文本与结构嵌

入的对齐，基于 MP-20 数据集构建文本引导的

Diffusion，突破了传统生成模型的输入限制；

NatureLM-Mat3D[85]则基于 MP、NOMAD 等大规模

数据集构建通用 LLM，推动晶体生成向通用人工智

能方向发展。 
3.2  逆向设计与优化模型 

逆向设计与优化模型旨在以物性约束为引导，

生成具有目标性能，如低形成能、高带隙或特定电

导率等特性的新型晶体。在 2022 年，FTCP[86]引

入 reciprocal space 与点云的组合表征，基于 MP
数据集构建 VAE 模型，突破了单一表征的局限，

该模型以可逆晶体表征(invertible crystallographic 
representation)为核心逆向设计模型；CCDCGAN[87]

则是一种基于体素表征的条件生成对抗网络，用于

多组分体系的逆向晶体设计；由 DeepMind 开发的

GNoME[88]，采用强化学习与 GNN 相结合的主动学

习策略，形成“模型筛选–DFT 验证–数据回流”的闭

环优化体系。该模型在能量预测上达到11 meV/atom
误差，稳定结构命中率超 80%，成功发现 220 万种

稳定晶体，其中 736 种经实验验证，为电池电极与

固态电解质的高通量筛选提供了数据支持。 
3.3  结构解析与跨模态模型 

结构解析与跨模态模型的目标是打通实验测量

数据、晶体结构重建、性质预测的闭环，代表工作

包括 XtalNet 模型[89]和 Chemeleon[84]。 
XtalNet 由厦门大学、北京大学与深势科技联合

开发，首次实现了粉末 X 射线衍射(PXRD)图谱到晶

体结构的端到端预测。模型通过 BERT-based PXRD
特征提取器与等变图神经网络(EGNN)实现 PXRD–
晶体嵌入空间的对齐，并以 Diffusion 条件生成晶格

与分数坐标，在 hMOF-100 与 hMOF-400 数据集上

top-10 匹配率分别达 90.2%与 79%。其在真实 PXRD
实验数据上成功重建金属有机框架的金属节点结

构，为 MOF 自动解析提供了新方案。 
Chemeleon 模型是跨模态生成的代表，将

Crystal CLIP 与多通道扩散结合，能在文本输入(如
“Zn–Ti–O体系中可见光催化活性层状结构”)下生成

对应晶体结构。模型在 MP-40 数据集上结构有效性

98%~99%，唯一性超 90%，成功预测多种固态电解

质候选结构。其提出的“文本–结构语义对齐”范式，

为人机协作式的功能材料生成奠定了基础。 

4  模型的应用 
近年来，生成式模型在材料科学中的应用逐渐

从理论方法验证走向面向真实体系的结构设计与性

能优化，其价值正在多个研究方向中得到系统体现。

得益于模型在结构空间搜索、能量面近似及条件生

成等方面的表达能力提升，这类方法已能够在化学

约束、几何规则以及目标性能导向的多重条件下，

高效提出具备可合成性与潜在应用价值的候选晶体

结构。特别是在材料定向设计、药物固体形态预测、

量子材料结构探索以及能源材料设计等典型领域，

生成式模型通过与高通量计算、物性预测器及实验

验证流程耦合，逐步形成“生成–筛选–验证”的闭环

式研究范式。该范式不仅显著降低了结构搜索的计

算与实验成本，也推动了材料研发从经验驱动向模

型驱动的转变。本节将围绕材料筛选、药物研发、

量子材料探索、能源材料设计这 4 大核心方向，总

结不同生成式模型在实际材料体系中的应用路径。 
4.1  材料筛选：定向设计稳定材料 

MatterGen[101]由微软研究院与中国科学院深圳

先进技术研究院提出，是以周期对称扩散机制为核

心的生成类模型，它能够生成周期表范围内稳定且

多样的无机晶体结构。模型通过包裹正态分布建模

周期坐标，对晶格引入平均密度约束，并通过等变

分数网络避免对称性重复学习。基于 60.8 万结构的

Alex-MP-20 数据集预训练，再以轻量适配器模块进

行目标性质引导，实现低形成能或高模量晶体的定

向生成。MatterGen 提出了 SUN(稳定–独特–新颖)
评价体系。在该体系下，其生成结构与 DFT 弛豫结

果的平均均方根偏差(RMSD)低至 0.076 Å。例如，

其设计的 TaCr₂O₆，模量与目标值的偏差小于 20%。

在“生成→筛选→验证”的闭环中，MatterGen 凭借其

高效的候选结构生成能力和强大的属性条件化功

能，显著提升了筛选阶段的效率与命中率，从而加

速了整体材料设计进程。 
4.2  药物研发：靶向药物设计开发 

微软研究院与 GHDDI 合作开发的 TamGen 模

型[96]，专为靶向药物设计打造，在结核病治疗药物
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开发中取得显著成果。在结核病治疗药物领域，针

对结核分枝杆菌(Mtb)关键靶点酪蛋白水解蛋白酶

P(ClpP)，TamGen 通过“设计–优化–测试”3 步流程实

现靶向分子生成：首先以ClpP的结合口袋结构(PDB 
ID 5DZK)为约束，生成 2612 个独特分子；经分子

对接与 AI 活性预测筛选后，选取 4 个种子化合物与

3 个弱活性实验分子，进一步优化生成 8635个分子；

最终通过商业库相似性搜索与从头合成验证，发现

14 个具有显著抑制活性的 ClpP 抑制剂。其中，

Analog-005 的半数抑制浓度(IC₅₀)低至 1.88 μmol/L，
自主合成的衍生物 Syn-A005-01、Syn-A005-02 的

IC₅₀分别为 5.34 μmol/L、3.40 μmol/L，均展现出优

于传统筛选的靶向活性。这些分子采用苯磺酰胺、

二苯基脲等全新骨架，与现有肽模拟抑制剂(如硼替

佐米)结构差异显著，有效解决了传统药物生物利用

度低、稳定性不足的痛点，为耐药结核病治疗提供

了新的药物候选方向。 
在 模 型 性 能 验 证 方 面 ， TamGen 在 

CrossDocked2020 基准数据集上，相较于 3D-AR、
Pocket2Mol、TargetDiff 等主流生成式方法，在结合

亲和力(对接分数)、类药性(QED)、合成可及性(SAS)
等 6 项核心指标中 5 项位列前二，整体性能排名第

一。其生成的分子融合环数量(平均 1.78 个)与 FDA
批准药物高度一致，合成可及性更优，且生成 100
个目标分子仅需 9 s，较最快的对比模型 ResGen 快

85 倍，兼顾了生成质量与效率。 
4.3  量子材料探索：定向合成奇异磁性化合物 

美国麻省理工学院团队提出了 SCIGEN 计算

框架，通过将阿基米德晶格(Archimedean lattices)和
Lieb 晶格等几何对称性以结构约束形式嵌入生成模

型，使生成的候选结构天然满足目标晶格的几何规

则，从而显著提升了量子材料设计中的可控性与稳

定性[104]。SCIGEN 能够面向量子自旋液体、高温超

导、拓扑半金属、磁性材料与催化材料等场景生成

多类结构，其中嵌入的晶格规则可确保模型在生成

阶段即遵守周期性和平带特征等结构物理规律，有

助于发现具有潜在量子特性的候选材料。 
在生成效率方面，SCIGEN 在嵌入结构约束后

能够一次性生成约 10⁷个候选材料，并通过多阶段筛

选将候选缩减至约 10⁶个可行结构；进一步对约

2.6×10⁴个候选进行高通量第一性原理计算，其中约

41%的结构表现出磁序相关特征，显著扩大可探索

的量子材料空间[104]。SCIGEN 的约束模块无须重新

训练即可切换晶格类型，从而支持按需生成多种结

构族群，并已构建包含原始生成、预筛选与 DFT 验

证结构在内的大规模材料数据库，可为量子计算、

半导体与功能材料等产业提供基础研发资源。 
在实验验证方面，研究团队从预测结果中选取

了 2 种具有代表性的候选化合物，并成功合成了

TiPd0.22Bi0.88与 Ti0.5Pd1.5Sb 2 种新材料。实验表征表

明，这两种化合物分别呈现顺磁与抗磁行为，其磁

性表现与 AI 模型的预测趋势保持一致[104]。这些结

果证明，将几何约束融入生成模型能够有效提升预

测材料的可实验性，从而加速量子材料的发现与验

证过程。 
4.4  能源材料设计：固态电池与催化材料精准设计 

中国人民大学联合华为公司开发的 DAO“生成–
预测”孪生框架[79]，在能源相关晶体材料开发中成果

显著。在超导体领域，针对 CsV₃Sb₅家族材料，

DAO-P 预测模型通过指数能量损失函数优化生成

结构，对临界温度(Tc)的预测值(2.26 K)与实验值

(2.30 K)偏差仅 1.7%，基于此设计的 CsV₃Sb₄.₈Te₀.₂
掺杂结构，经实验合成后 Tc 提升至 3.1 K，突破该

体系本征上限。 
该框架通过晶体结构生成与能量预测的协同作

用，显著提高了生成效率与候选筛选精度。通过在

标准晶体结构基准集(如 MP-20、MPTS-52)上的测

试，DAO-G 能够生成高质量晶体结构，DAO-P 提

供的能量引导有效避免陷入局部能量极小值，从而

加快从大规模候选集合中发现实验可行结构的过

程。该方法为复杂材料体系的计算发现和设计提供

了可推广的基础模型架构，具备较高的跨体系泛化

能力和加速材料研发的潜力。 

5  结论与展望 
本文系统梳理了生成式模型在晶体结构预测与

设计中的研究进展。不难发现，随着生成式模型技

术体系的日趋成熟，晶体结构预测已从传统的搜索

式算法，逐步演进为基于概率分布学习的智能生成

范式。这一范式转型不仅显著提升了结构探索的效

率，拓展了可模拟体系的复杂度边界，更为功能材

料的逆向设计提供了数据驱动的全新思路。 
尽管该领域已取得一系列突破性进展，但晶体

结构生成式模型仍面临 3 大核心挑战：其一，数据

层面存在稀疏性问题，复杂多组分体系、亚稳态结

构的高质量数据储备不足，且物理约束(如晶格周期

性、群对称性、热力学稳定性)在模型中的融入不够

充分，导致模型在小众体系中的泛化能力受限；其
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二，模型生成结果的物理合理性与可解释性有待提

升，现有方法多依赖数据驱动的黑箱建模，难以量

化结构–性能关联的内在机制；其三，“模型生成–
实验验证”的闭环体系尚未完全构建，多数生成结构

仍停留在计算模拟层面，缺乏高效的实验转化路径

与验证流程。基于上述挑战，未来的发展方向可聚

焦以下 4 个维度： 
1) 构建多模态融合的高质量综合数据库。未来

需系统整合多尺度多模态实验表征数据、第一性原

理计算数据及模型自生成的候选结构数据，形成覆

盖“晶体结构–物理化学属性–实验合成可行性”的全

链条数据库。同时，需在数据构建过程中嵌入群对

称性、周期性边界条件、键合规则等物理先验知识，

通过数据层面的约束强化，从源头提升模型对复杂

体系的适配性与泛化能力。 
2) 建立“模型–实验”闭环反馈机制。通过引入

自动化实验平台与模型的动态反馈链路，构建“物理

约束嵌入–模型智能推断–实验验证评估–数据回流

优化”的持续迭代体系。模型可从实验结果(包括成

功案例与失败数据)中提取有效信息，修正生成过

程中的偏差，进而提升输出结构的物理合理性、

可合成性与可解释性，实现理论建模与实验验证

的深度耦合。 
3) 加速无人化实验平台的集成与落地。推动无

人实验室的技术攻关与工程化应用，实现样品制备、

计算预测、表征测试、数据回流与模型优化的一体

化整合。通过生成式模型与机器人实验平台、自动

化表征设备的深度融合，构建从结构生成到实验验

证的全流程自动化链路，有效填补当前“生成停留在

计算层面”的核心短板，大幅缩短材料研发周期。 
4) 促进生成式模型的产业化转化与工程化应

用。依托标准化、可复用的晶体生成与筛选工程

化流程，推动生成式模型在新能源电极材料、催

化材料、光电功能材料等关键领域的规模化部署。

通过构建“需求拆解–结构生成–性能筛选–工程适

配”的产业化应用体系，为行业提供兼具创新性与

落地性的材料解决方案，实现从理论创新到产业价

值的转化。 
总体而言，未来晶体材料研究将沿着 “智能化、

自动化、产业化”3 条主线深度交织、协同发展。随

着无人实验室的普及、多模态大模型的成熟以及物

理约束增强型生成框架的完善，晶体结构生成有望

构建“需求导向–智能生成–自动化验证–工程应用”
的全流程闭环体系。这一发展趋势不仅标志着材料

科学正从经验驱动迈向数据驱动与智能设计，更将

推动该领域实现从“偶然发现”到“精准设计”的变革

式创新。 
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Extended Abstract 

Generative models for crystalline materials have emerged as a transformative paradigm in computational materials science, 
offering new possibilities for crystal structure prediction (CSP), inverse structural design, and functional materials discovery. 
Compared with traditional search-based CSP frameworks that depend on iterative global optimization and handcrafted physical 
constraints, generative approaches learn the statistical distribution of atomic arrangements directly from data, thereby enabling 
efficient sampling of chemically valid and symmetry-consistent structures. Recent advances in geometric deep learning, equivariant 
neural networks, variational autoencoders, and diffusion-based modeling have substantially enhanced both the fidelity and scalability 
of generative crystal models. However, despite the rapid development, a comprehensive and systematic review that integrates 
representations, generative mechanisms, and practical applications of these models is still sparse. 

This review first analyzes the major classes of crystal representations. According to the level of geometric completeness and 
symmetry preservation, representations can be categorized into reciprocal-space encodings (e.g., diffraction-based descriptors), 
symmetry-aware Wyckoff-position formalisms, voxelized three-dimensional grids, point-cloud coordinate systems, and graph-based 
multirelational structures. The specific characteristics of each representation are summarized, including their capabilities for handling 
periodicity, long-range interactions, spatial boundary conditions, and compatibility with equivariant neural networks. Hybrid 
schemes—such as the point-cloud/graph combined formulations used in DiffCSP, MatterGen, and GNOME—provide balanced 
expressiveness and geometric accuracy, enabling efficient modeling of complex crystalline systems. 

The generative mechanisms of crystal models are more intricate than those of molecular generative models. According to their 
learning paradigm, recent models may be divided into four categories. Multimodal-aligned models (e.g., Chemeleon) employ 
contrastive learning to align textual descriptions with crystal structures, enabling text-conditioned generation across complex chemical 
spaces. Experiment-driven models (e.g., XtalNet) directly map PXRD spectra to crystal structures via integrated pretraining and 
conditional generation, circumventing traditional database matching. Twin-model collaborative frameworks (e.g., DAO) combine 
generative modules with high-precision property predictors, achieving concurrent optimization of structural stability and targeted 
properties. Dynamics-informed models incorporate nonlinear kinetic effects such as impurity-induced frustration and non-equilibrium 
crystallization into sampling strategies. These mechanisms collectively provide diverse pathways for addressing the unique challenges 
posed by crystalline systems. 

The applications of generative crystal models are further examined across pharmaceuticals, quantum materials, and 
energy-related functional materials. In pharmaceutical solid-state chemistry, pocket-conditioned molecular generative models provide 
insights into integrating solid-form considerations with molecular design. In quantum materials research, constraint-embedded 
generators such as SCIGEN enable large-scale exploration of lattice-specific structures—including Archimedean and Lieb 
lattices—yielding candidates for quantum spin liquids, flat-band materials, and exotic magnetic phases. In energy materials, the DAO 
framework demonstrates the potential of “generation–prediction” coupling by successfully designing superconductors and 
high-capacity layered cathodes, showing strong coherence between computational predictions and experimental verification. 

Summary and prospects  Although notable progress has been made in generative crystal models, significant challenges remain in 
both scientific understanding and practical deployment. Existing datasets are limited in structural diversity, physical fidelity, and 
multimodal coverage, making it necessary to construct large-scale, high-quality datasets integrating experimental observations, 
first-principles calculations, and model-generated structures. The physical interpretability and reliability of generated structures, 
particularly in multicomponent and nonequilibrium systems, require systematic investigation. Establishing closed-loop platforms that 
integrate model generation, autonomous synthesis, high-throughput characterization, and iterative retraining remains a key step 
toward practical materials discovery. Physics-aware constraints, uncertainty quantification, and robust generation under sparse data 
conditions are essential for improving model reliability. Furthermore, industrial applications demand models capable of handling large 
unit cells, defect chemistry, compositional tunability, and synthesis feasibility. With the development of large materials models, 
automated laboratories, and data-centric infrastructures, generative crystalline modeling is expected to become a core driver in 
building an intelligent, automated, and industrialized materials innovation ecosystem.  
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