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摘  要：人工智能(AI)技术为可持续混凝土研发开辟了新途径，能够在保障材料性能的同时，有效平衡成本、碳足迹和能耗

等可持续性指标。本文系统回顾了面向可持续混凝土的 AI 技术，重点讨论了其可解释性和可信赖性提升方法。首先，总结

了传统 AI 与先进 AI 方法在提升混凝土可持续性方面的应用现状；随后，分析了数据“质”与“量”、预测可靠性、多目标

优化设计以及更广泛的社会性考量等当前面临的关键挑战；同时探讨了将 AI 与机理模型、全生命周期评估模型及信息物理

系统相结合，以实现自动化与自适应混凝土生产的潜在路径；最后，提出了未来的研究方向，并规划了基于 AI 的可持续混

凝土基础设施发展路径。旨在启发研究人员与工程师利用 AI 技术，共同推动绿色建筑环境的构建。 
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混凝土是全球应用最广泛的建筑材料，年消耗

量约 3×1010 t[1]，其基本组成包括胶凝材料与骨料，

现代混凝土中还常掺入短切纤维和化学外加剂以提

升其性能。水泥是混凝土的关键胶凝材料，生产过

程中需要煅烧石灰石以及使用高能耗回转窑[2]，导

致其二氧化碳排放量占全球人为排放总量的 8%[3]。

随着城市化与基础设施建设的快速推进，预计到

2050 年，水泥与混凝土的需求将增长 12%至 23%[4]。

若不研发可持续替代方案，将进一步加剧气候变化。

此外，混凝土行业还消耗了骨料等大量天然资源[5]，

引起了对生态系统破坏和长期资源可持续性的深刻

担忧。 
如何应对以上环境挑战已成为全球可持续发展

的核心问题。主要目标包括减少碳排放、提高基础

设施的耐久性和服务寿命，以减少其维修和更换周

期，并通过回收、再利用和废物增值推进循环经济。

为了实现以上目标，需要对混凝土设计、生产和维

护方式进行范式变革。工业界日益重视利用粉煤灰、

矿渣、硅灰和煅烧粘土等辅助胶凝材料[6–9]，以及矿

山尾矿、拆除废料和市政废弃物副产品等大宗固体

废弃物[10–12]。这些方法在减少熟料使用的同时，也

将建筑废弃物从填埋场中转移出来，从而促进了环

境和经济双重效益的实现。 
传统可持续混凝土配合比设计方法依赖于经验

知识[13]及建筑规范[14]指导的试错实验。尽管这些方

法在实践中做出了重要贡献，但其过程往往耗时费

力、资源消耗密集，且难以充分反映组成材料之间

复杂的相互作用。例如，同时加入多种矿物掺合料

会创造出一个高维的设计空间，在这种情况下，传

统方法需要进行大量实验来评估不同混凝土材料的

性能，导致设计效率低[15]。此外，评估混凝土硬化

性能是一个耗时的过程。例如，根据混凝土测试标

准，评估抗压强度需要 28 d[16]，上述限制突显了引

入先进计算技术的必要性[17]。 
人工智能(AI)技术为应对上述挑战提供了一条

有前景的途径。通过利用历史实验数据[18]，机器学

习模型能够精准预测新拌性能、力学强度、变形

性能及耐久性能等混凝土关键性能指标[19–21]。基 
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于预测模型，AI 方法可用于多目标优化材料配合

比设计[22]，以平衡材料性能与碳排放等环境影响。

从抗压强度预测的人工神经网络(ANN)[23]到耐久性

评估的支持向量机(SVM)[24]，AI 技术已展现出明显

优势。随着可解释人工智能(XAI)[25]和物理信息机器

学习(PIML)[26]的出现，有望实现兼具可持续性、可

理解性与高置信度的混凝土配合比设计。最近，混

凝土知识图谱的构建为 AI 模型注入了丰富的领域

知识[27–28]，进一步增强了 AI 方法的可信度。 
本文旨在系统综述 AI 技术在推动可持续混凝

土设计方面的最新进展，尤其关注可解释与可信赖

AI 方法的发展(如图 1 所示)。本文首先回顾了人工

智能在混凝土可持续性方面的总体研究现状；接着，

从算法原理角度，详细梳理并对比了经典机器学习

模型与新一代先进 AI 技术的方法论基础；进而讨论

了当前面临的关键挑战，包括数据“质”与“量”、模

型泛化性、多目标材料设计与社会性考量；同时，

本文着重探讨了将 AI 与机理模型、全生命周期评估

及信息物理系统相融合的潜力，以期实现可持续混

凝土的自主自适应设计与制备；最后，论文明确了

未来的研究方向，并绘制了通往 AI 驱动可持续混凝

土基础设施的技术路线图。通过将 AI 发展与应对气

候变化及循环经济的宏观目标相对接，本文力图激

励学界与工业界共同将 AI 打造为构造绿色建筑环

境的基石。 

 
图 1  可持续混凝土智能设计综述概要 

Fig. 1  Scope of the review on AI techniques for sustainable 
concrete design 

1  研究现状 
机器学习和深度学习等人工智能方法驱动的可

持续混凝土研究是近几年土木工程的研究热点与前

沿。通过使用关键词“(人工智能 OR 机器学习 OR 
深度学习) AND (可持续) AND (混凝土)”在 Scopus
上的文献搜索分析显示，近年来，特别是自 2019
年以来，相关文献数量急剧增加(如图 2a 所示)。在

2015 年之前，涉及该主题的研究数量非常有限，但

在过去 5 年中，该领域呈现出迅猛发展的态势，这

既反映了混凝土行业对降低碳足迹的紧迫需求，也

标志着人工智能在工程应用中的日益成熟。此种增

长趋势表明，AI 方法已从早期的边缘探索，演进为

驱动下一代可持续建筑材料发展的核心研究范式。 
出版物的地理分布(见图 2b)表明，这一研究领

域具有全球性特征，这些研究主要分布于中国、印

度、美国、欧洲国家以及中东与东南亚等快速发展

地区，它们都具有重要的混凝土工业，且面临可持

续性挑战。全球的广泛参与彰显了科学界对 AI 技术

驱动混凝土行业向低碳与资源高效转型潜力的高度

共识。此外，跨国合作呈现显著增长态势，联合出

版物的增长表明相关解决方案正日益依赖全球化的

知识网络，而非孤立区域性探索。 

 
Notes: USA = United States; UK = United Kingdom; SA = Saudi Arabia; SK 

= South Korea.     
 

图 2  研究现状概览 
Fig. 2  Research status according to Scopus      
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2  实现混凝土可持续的人工智能方法 
人工智能方法能够实现材料性能预测[29]、配比

优化[30]和智能决策[31]，所以其已成为混凝土研究方

法范式变革的重要方法。在可持续性背景下，AI 技
术尤为重要，这源于混凝土性能是水泥、矿物掺合

料、骨料、外加剂等多元组分与养护条件等多因素

间高维非线性相互作用的结果[32]。传统的经验模型

通常难以充分捕捉此种复杂关系，而 AI 则展现出独

特优势，能够在高维空间中进行精准建模，从而依

据数据揭示潜在规律[33]。鉴于此，本节将系统回顾

人工智能的基本理论原理、依次梳理传统机器学习

方法与先进 AI 技术，并重点探讨它们在推动可持续

混凝土发展中的应用、优势与局限性。 
2.1  理论原理 

使用机器学习设计可持续混凝土材料分为 2 个

互补的任务[34]：混凝土性能预测和配合比优化(如
图 3 所示)，第 1 个任务是从配合比设计变量预测混

凝土性能，是一个正向回归问题，在这种设定下，

输入是水泥、矿物掺合料、骨料、外加剂等原材料

物化性能，配合比以及施工工艺参数，输出是混凝

土流变性能、力学性能、变形性能和耐久性能等关

键性能指标。 
人工神经网络(ANN)和支持向量机(SVM)等回

归模型可通过最小化损失函数，例如预测值与实测

值间的均方误差，来学习输入特征到目标输出间的

高维非线性映射关系。其理论原理在于使用基于实

验数据训练的机器学习模型来逼近 1 个未知非线性

函数𝑓𝑓: 𝑋𝑋→𝑌𝑌。其中：X 为材料设计空间；Y 为混凝

土性能空间。通过采用足够的代表性数据，机器学

习模型能够通过少量实验实现对新型混凝土材料性

能的精准预测。 

 
图 3  基于正向预测和反向优化的可持续混凝土设计集成框架 

Fig. 3  Integrated framework for sustainable concrete design based on forward prediction and inverse optimization 
 

第 2 个任务是优化混凝土配合比，这是一个逆

向问题，目标是能够设计出在保证目标性能不变的

同时提升可持续性的材料[35]。与正向回归不同，逆

向设计任务需要在输入空间X中搜索与期望输出Y*
匹配的配合比。由于从性能到配合比的映射关系具

有非唯一特征，即不同配合比可能展现出相似性能，

导致该任务具有挑战性。因此，优化框架将预测模

型与搜索方法或多目标优化算法相结合，通过权衡

力学性能、收缩性能、耐久性能等性能指标与材料

成本、碳排放、能耗等可持续性指标，生成一个帕

累托最优解前沿，决策者可以根据项目优先级从中

进行选择。可持续性指标通常依赖于混凝土材料专

业数据库进行计算[36]，例如，文献[36]中提供的材

料数据库。数据库中的数据通常具有时变性，因此，

在特定项目中更新或定制这些数据非常重要。 
在实践中，正向预测和逆向优化通常集成于迭

代框架中[35]。例如，使用训练好的回归模型作为实

验代理模型，快速预测潜在配合比。优化算法随后

通过查询该代理模型来探索设计空间，调整输入变

量，以实现向目标性能收敛。在可持续混凝土研究

中，该循环已使得设计的混凝土配合比减少 20%~ 
40%的水泥用量[35]，同时保持力学强度和耐久性。

此外，通过结合环境影响指标的全生命周期评估，

逆向设计还可以降低成本、碳排放和能耗。 
2.2  经典模型：数据映射 

经典 AI 方法主要基于统计学习理论，旨在通过

数据挖掘建立材料组分与性能之间的映射关系。这

种映射往往超越了简单的线性相关，能够捕捉混凝

土材料中各组分(如胶凝材料、骨料、外加剂)之间

复杂的交互作用。此类方法的核心特征是全数据驱

动，即利用历史实验数据在多维空间中拟合非线性

函数，而不依赖显式的物理方程。这表明，模型不

再受限于对微观物理化学过程的完全知悉，而是通

过学习大量样本中的潜在分布规律，直接构建起从

配合比参数到宏观性能的高效预测通道，从而有效

规避了传统经验公式或理论推导在面对复杂多相非
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均质材料时的局限性与偏差。 
早期研究主要采用结构相对单一的算法。其中，

回归分析[37]常作为基准模型建立对照；而以人工神

经网络(ANN)[38–41]和支持向量机(SVM)[42–43]为代表

的模型则擅长捕捉复杂的非线性关系。随着研究深

入，集成学习策略逐渐被广泛采用，其通过组合多

个基学习器提升预测的鲁棒性与精度。代表算法包

括 随 机 森 林 [42] 和 梯 度 提 升 机 ( 如 XGBoost, 

LightGBM)[44–50]，这类方法不仅预测精度通常优于

单一模型，还能通过特征重要性排序提供一定的可

解释性。 
表 1 为传统 AI 方法驱动的可持续混凝土的性

能预测和材料设计。由表 1 可知，这些方法已广

泛应用于预测抗压强度、抗拉强度、弹性模量、

收缩性、徐变及抗氯离子渗透和硫酸盐侵蚀等耐久

性能指标[41–54]。 
 

表 1  传统 AI 方法驱动的可持续混凝土的性能预测和材料设计 
Table 1  Traditional AI methods for prediction and design of sustainable concrete 

Reference Time/a ML algorithm Data number Feature number Concrete property Accuracy 

[37] 2022 Regression 61 7 Compressive strength R2 :0.88 

[38] 2023 ANN 40 8 Resistance to chloride penetration R2 :0.99 

[39] 2023 ANN 300 7 Compressive strength R2 :0.92 

[40] 2022 ANN 500 5 Compressive strength R2 :0.99 

[41] 2021 ANN 470 7 Compressive strength R :0.94 

[42] 2022 RF-LSSVM 100 13 Resistance to chloride penetration R2 :0.94 

[43] 2022 SVM 843 8 Chloride diffusivity R2 :0.89 

[44] 2024 ESOA–XGBoost 313 11 Split tensile strength R2 :0.96 

[45] 2023 XGBoost 230 5 Compressive strength R2 :0.98 

[46] 2024 TPE-XGBoost 1 030 13 Compressive strength R2 :0.97 

[47] 2024 XGBoost 168 10 Split tensile strength R2 :0.98 

[48] 2023 XGBoost 852 7 Slump flow, V-funnel flow time R2 :0.65/0.77 

[49] 2024 XGBoost 348 12 Plastic viscosity R2 :0.99 

[50] 2025 XGBoost 2 169 8 Sulfate resistance coefficient R2 :0.95 

[51] 2022 Light GBM 931 17 Rapid chloride penetration test R2 :0.97 

[52] 2024 CNN 1 453 256×256×3 Compressive strength R2 :0.99 

[53] 2024 Extra trees 285 21 Shrinkage strain R2 :0.96 

[54] 2023 ANN, Decision tree 1 611 8 Creep R2 :0.99 

 
这种跨越力学性能与耐久性指标的广泛适用

性，充分佐证了经典机器学习算法在处理结构化材

料数据方面的成熟度。特别是在面对混凝土领域常

见的小样本、高维度数据集时，这些经典算法往往

能在计算效率与预测精度之间取得极佳的平衡。它

们不仅为理解材料复杂的构效关系提供了可靠的量

化手段，也确立了其在当前数据驱动材料研发体系

中不可或缺的基石地位。 
由表 1 还可知，这些经典机器学习模型已成

功应用于多元化的可持续混凝土性能预测。在预

测性能上，研究目标已从早期集中的抗压强度显

著拓展至关键的耐久性指标(如抗氯离子侵蚀)和
流变性能。在算法选择上，人工神经网络和以

XGBoost 为代表的集成模型因其高效性与鲁棒性

而成为主流，此外，亦有学者探索集成不同算法

优势的融合模型以提升预测效果。在数据特征上，

研究多依赖于中小型数据集，样本量集中于几百

的规模。尽管数据规模有限，但这些模型仍获得

了普遍较高的预测精度，R²值大多超过 0.90，这

证明了经典模型在捕捉特定数据集高维关系上的

有效性。 
这种有效性在不同算法上均有体现。以人工神

经网络(ANN)为例，通过在包含 500 余组混凝土配

合比的数据集上进行训练，实现了 R2高于 90%的抗

压强度精准预测[40]，其性能显著优于传统回归模

型。支持向量机(SVM)在有限训练数据下可准确预

测耐久性，体现了其强大的泛化能力[42]。随机森林

和梯度提升机这类基于决策树的方法则可在优化混

凝土配比的同时[44,55–56]，对参数进行重要性排序，

从而增加模型可解释性。而集成模型通过融合多种

预测模型，将准确度进一步提升[57–62]，这些案例突

出了不同算法的特定优势，表 2 从核心优势、局限
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性及适用场景的角度，对这些主流经典算法进行了

横向对比。该表格的核心在于揭示实践中的关键权

衡，即研究者应根据其数据规模、首要目标以及计

算资源，来选择最合适的模型。

 
表 2  主流经典 AI 算法的对比及选择考虑 

Table 2  Comparison and selection considerations for mainstream classical AI algorithms 
Algorithm model Advantages Limitations Application Scenarios 

Regression analysis[37] Simple model, easy to understand 
and interpret 

Difficult to capture non-linear 
relationships; limited accuracy 

When establishing simple, interpretable formulas, or 
when used as a baseline model 

ANN[38–41] Strong non-linear fitting capability; 
high accuracy 

Black-box model; requires large 
amounts of data; prone to overfitting 

When possessing large-scale, high-quality datasets (> 
Hundreds of entries), and the primary goal is 
prediction accuracy 

SVM[42–43] Strong generalization ability for 
small samples; effective with 
high-dimensional data 

Sensitive to parameters and kernel 
functions; low training efficiency 
with large samples 

When dataset size is limited; used for complex 
classification or regression problems (e.g., 
durability) 

Random forest[42] High accuracy; good robustness; 
resistant to overfitting 

High computational cost; 
interpretability is weaker than single 
decision trees 

When data quality is average or contains noise, and a 
robust model resistant to overfitting is required 

XGBoost[44–50] Extremely high prediction accuracy; 
high training efficiency 

Sensitive to hyperparameter tuning When pursuing maximum accuracy on tabular data, 
and willing to invest time in hyperparameter tuning 

 
尽管传统的机器学习模型已取得了成功，但其

局限性不容忽视。以人工神经网络和集成模型为代

表的“黑箱”方法缺乏可解释性[63]，导致工程师难以

信任其预测结果，更阻碍了人工智能被纳入正式设

计规范[64]。例如，针对预测钢筋混凝土剪力墙的破

坏模式这一复杂问题，黑箱模型虽能给出评估结果，

但无法量化墙体长宽比或钢筋特性的影响，从而致

使工程师难以依据物理原理对预测结果进行验证与

优化[65]。 
此外，大部分模型建立在规模有限且来源各异

的数据集上，这不仅易引发过拟合，更严重削弱了

模型在不同材料体系或地域条件下的泛化能力[66]。

例如，基于粉煤灰体系训练的混凝土材料 ANN 模

型，往往难以直接应用于煅烧黏土体系[67]。正因如

此，研究重点正从纯数据驱动向更具透明性且由知

识与数据共同驱动的新一代 AI 方法转变。 
2.3  先进模型：智能增强 

尽管经典预测模型在特定数据集上展现了高预

测精度，但其“黑箱”特性、对数据质量的依赖以及

泛化能力不足等局限性，严重阻碍了其在工程实践

中的采纳。因此，研究重点已转向新一代的先进 AI
算法，旨在分别应对这些挑战。如图 4 所示，该框

架打破了传统经典模型的边界，从可解释性、透明

度、领域知识及物理机制 4 个维度，构建了围绕核

心机器学习模型的协同增强体系，这些先进技术并

非旨在完全替代经典模型，而是针对上述缺陷进行

了功能补强：利用数据增强技术扩展样本规模以解

决数据依赖问题[68–69]；引入可解释性算法揭示材料

组分与性能之间的因果关系，以提升决策的透明

度[70]；通过物理集成与知识引导学习，将领域专家

知识嵌入模型，确保预测结果在逻辑上符合物理和

化学的基本规律[27–28, 71]。 

 
图 4  融合可解释性、透明性、知识物理一致性的先进机器

学习算法 
Fig. 4  Advanced techniques for incorporating explainability, 

transparency, knowledge, and physics compliance of 
ML methods 

 
2.3.1  数据增强技术    针对混凝土研发中普遍面

临的高维小样本困境，数据增强技术成为缓解模型

数据依赖的关键策略。具体而言，生成对抗网络

(GAN)提供了有效的解决方案[68]。在混凝土科学中，

高价值实验数据集的稀缺性是限制 AI 模型泛化能

力的关键瓶颈，而 GAN 通过生成器与判别器的对

抗性训练，能够学习原始数据的底层分布，并生成

高度逼真的新数据样本。例如，Mahjoubi 等[69]开发

了一个自动数据生成框架，该框架基于 GAN 和有
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限种子数据，可以实现数据合成。通过采用各类 GAN
对现有有限数据进行学习，最终实现了人工数据合

成。Guo 等学者[72–73]采用该方法生成了混凝土裂缝

的合成图像，并用于增强机器学习模型，从而更准

确地表征混凝土状态。此外，相关研究[74]还利用

GAN 来改善混凝土的数据质量，进一步凸显了数据

质量和数量在 AI 模型中的关键作用。 
2.3.2  可解释性方法    针对“黑箱”特性所带来的

不透明挑战，可解释人工智能(XAI)[25] 致力于阐明

“黑箱”模型的内部决策逻辑，而物理信息机器学习

(PIML)[26]则常以 ANN 为基础架构，将物理定律作

为约束融入学习过程，这些进展是推动 AI 在工程实

践中成功应用的关键。 
通过采用SHapley Additive exPlanations(SHAP)[75]

和 Local Interpretable Model-agnostic Explanations 
(LIME)[76]等可解释人工智能技术，研究者可对模型

预测中各输入参数的贡献进行量化分析。以 SHAP
分析为例，研究结果不仅反映了水胶比和矿物掺合

料掺量是力学强度和耐久性能的主导因素[77]，还揭

示了诸如养护条件与矿物掺合料细度之间的非直观

耦合效应。 
此外，符号回归技术因其能够直接从数据中

生成兼具可解释性与物理意义的方程而受到广泛

关注[78–82]。该方法能够弥合纯经验回归与“黑箱”AI
模型之间的鸿沟，已在力学强度[77]与收缩性[78]等关

键性能的解析中展现出优势，其得出的公式不仅准

确，更易于揭示物理机制。例如，Golafshani 等学

者[79]应用该技术推导出了预测自密实混凝土弹性

模量的明确且具有物理意义的公式。Megahed[80]则

通过基于代码的符号回归，成功预测了圆形与矩形

钢管混凝土柱的偏心强度，证明了其具有对现有设

计规范的补充潜力。此外，Onyelowe 等[81]将符号回

归与集成学习相结合，优化了预养护地聚物混凝土

中高岭土的用量，彰显了该方法在可持续材料设计

中的实用价值。 
2.3.3  知识引导框架    将物理机制深度融合进

AI 框架是确立模型科学一致性的重要途径。通过构

建融合了物理信息化机器学习(PIML)、数值模拟与

数据驱动构建的复合模型，研究者在预测不同环境

下混凝土长期耐久性方面展现出巨大潜力[71, 83]。这

类方法的核心在于将物理定律作为先验约束引入损

失函数，从而确保模型的输出结果严格遵循物理规

律，满足结构安全性与规范符合性的关键要求。例

如，Shaban 等学者[84]开发了一种物理信息化的深度

神经网络，通过将菲克第二定律内嵌至学习过程，

对氯离子扩散模拟施加了物理约束，从而保证了预

测轨迹与扩散动力学原理的高度一致。 
另一方面，基于知识图谱的知识引导数据驱动

技术正在成为可持续混凝土设计的强大工具[27–28]。

该技术能够将材料、配比、工艺与性能间的复杂关

系转变为结构化与计算机可识别的表达形式，使 AI
模型能够同时学习实验数据与内嵌于文献与标准中

的领域知识。近期研究将该方法成功应用于超高性

能混凝土(UHPC)[27]和超高性能地聚物(UHPG)[28]的

设计中，建立了前驱体化学、养护制度与强度、耐

久性及碳足迹等多目标性能指标间的关联关系，这

种以结构化知识指导机器学习的方式，不仅提升了

模型的可解释性与跨材料泛化能力，也显著加速了

新型可持续性高性能混凝土材料设计进程。 
进而，这些知识增强型框架为多目标智能设计

提供了坚实基础[85–88]。通过将 AI 预测模型与生命

周期评估及多目标优化算法相耦合，研究人员构建

了系统性的设计框架，能够在最大化力学强度和耐

久性的同时，通过帕累托前沿寻找最小化成本、碳

足迹及能耗的最优配合比解集[89–91]，以上研究进展

表明，未来的 AI 不仅是性能预测的工具，更是引导

混凝土向更绿色、更耐久方向发展的智能引擎。 

3  挑战与机遇 
尽管人工智能在可持续混凝土研究领域进展迅

速，但在数据质量、模型稳健性、材料设计整合以

及信任度等方面仍面临重大挑战。克服这些挑战需

要学术界、工业界和标准机构的共同努力。同时，

这些挑战也为创新提供了契机，即采用 AI 构建更具

信赖性、可解释性且易于实际应用的方案。 
3.1  数据挑战 

AI 在可持续混凝土研究中面临的首要障碍是

数据的质量与数量(见图 5)。当前，高价值实验数据

集规模有限，大部分数据具有专有属性或分散在不

同出版物中[92]，限制了可重复性和基准测试。即使

数据集可以获取，其在原材料、养护条件、测试方

法等方面也常呈现高度异质性。例如，抗压强度数

据可能对应不同的测试龄期或养护条件[7,93]，导致

现有数据难以支撑具有强泛化能力的 AI 模型的训

练。来自实际工程的详细配合比与性能数据常因商业

保密或知识产权限制而无法公开，混凝土领域目前

缺乏计算机视觉领域 ImageNet[94]这类开放基准数

据集，阻碍了不同模型间的公平比较与迭代发展。 



· 1022 · 《硅酸盐学报》    J Chin Ceram Soc, 2026, 54(3): 1016–1031 2026 年 

 
图 5  数据挑战与机遇：数量与质量 

Fig. 5  Data challenges and opportunities for enhancing both data quantity and data quality 
 

为了应对数据挑战，基于文献的数据自动采集[95]

和生成技术[68]为高效构建数据集提供了有前景的

方法。Guo 等[36]提出了一个数据自动采集框架，该

框架利用自然语言处理技术从文献中查找与获取数

据集，并成功用于设计多元固废基可持续混凝土。

此外，该框架也可用来研究数据集的经时演变，随

着高质量实验数据数量提升，基于更新数据集的人

工智能能够设计出更具可持续性的混凝土，降低材

料成本和碳排放。 
而在数据生成方面，生成对抗网络(GAN)等生

成式 AI 技术也为增强稀缺数据集、生成创新配合比

或合成图像提供了关键解决方案[69, 72–74]。然而，

GAN 的应用亦伴随显著风险。一个关键挑战是模式

崩溃[96]，这会导致生成数据缺乏多样性，无法覆盖

真实工况的完整分布；其次，GAN 在学习过程中可

能会继承并放大原始数据集中的既有偏见[97]；此

外，其训练过程通常不稳定且难以收敛[98]。过度依

赖合成数据也存在过拟合风险，即模型可能仅学到

了生成器的特定模式而非真实物理规律[99]。因此，

在使用生成数据时，必须辅以严格的统计验证，并

将其视为真实实验数据的补充，而非完全替代。 
除生成数据外，数据融合策略是提升数据集丰

富性的另一有效策略。通过将实验测试数据与现

场检测数据[100]、光纤传感等监测数据[101]和理论

数据[102]相结合，可构建更具代表性的数据集。更进

一步，构建包含数值、文本[103]、微观结构图像[104]、

光谱[105]及声学与热信号[106]的多模态数据集，能为

模型提供更全面的信息，这不仅能提高性能预测精

度，更有助于建立微观结构与宏观性能的多尺度关

系，加速可持续混凝土配合比设计。 
为确保 AI 模型获得高质量与多样化的数据基

础，建立支持数据共享、标准化和隐私保护的框架

至关重要。同时，需明确数据所有权和使用许可规

则，以平衡数据生产者、研究者和最终用户利益。

克服数据挑战需要工程师、科学家和政策制定者间

的共同协作。 
3.2  模型挑战 

基于建模角度，由于可持续混凝土的设计任务

通常需要预测数据集以外的性能，模型的泛化和迁

移能力是一个关键问题(如图 6 所示)，也是机器学

习的一个常见挑战。然而，基于特定数据集训练的

机器学习模型，在跨场景应用时通常表现不佳。例

如，由于粉煤灰物理特性和化学组成存在地域差异，

基于美国粉煤灰混凝土性能训练的机器学习模型通常

难以预测亚洲等其他地区的粉煤灰混凝土性能[107]。

考虑到不同批次与不同地域的废弃材料物理化学性

能波动大，这一问题在废弃混凝土中尤为突出[108]。 

 
图 6  模型挑战与机遇：泛化能力、不确定性量化及可解释性 
Fig. 6  Data challenges and opportunities for enhancing 

generalizability, uncertainty quantification, and 
interpretability  

 
工程建设需要进行风险评估，机器学习模型普

遍缺乏不确定性量化能力，严重制约了其在工程领

域中的推广应用。针对结构设计等关键安全场景，

工程师不仅需要性能预测值，还需要了解其置信

水平。例如，一个仅有抗压强度预测值 50 MPa，
却缺乏置信区间的模型对设计师来说几乎不具指

导意义。设计师必须根据材料质量、养护条件和
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环境等因素确保设计安全界限。缺乏不确定性量化

会导致错误的安全感，高精度但鲁棒性差的预测结

果可能会误导决策。此外，监管规范和工程标准通

常基于概率方法设定安全系数，而非单点估计，进

一步强调了将预测不确定性纳入人工智能框架的必

要性。 
AI 应用于混凝土研究中的另一核心挑战，源于

“黑箱”模型因透明度低而带来的信任问题。深度学

习模型，特别是基于卷积或递归神经网络的模型，

在大数据集中预测混凝土性能指标方面具有卓越的

性能，其预测精度可超过 95%。但其“黑箱”特性使

得决策逻辑难以追溯，工程师无法理解水胶比与养

护温度等输入参数与输出性能的特定关系，由于工

程实践对安全规范和可持续性要求严格，难以采纳

这类透明度缺失严重的方法。相比之下，符号回归

或决策树等可解释的方法能明确配合比参数之间的

明确数学关系或层次重要性，增强了模型的可信度

和实用性。例如，符号回归可以直接推导出矿物掺

合料掺量与混凝土性能之间的明确关系[109–110]，在

获得预测结果的同时提供物理意义。然而，这类可

解释的模型在处理复杂非线性问题时精度有限，限

制了其在高维配合比设计中的实际应用。 
针对上述瓶颈，迁移学习与物理信息化机器学

习(PIML)展现出重要价值。迁移学习能够将基于大

规模异质数据集训练所得的模型知识，迁移至新材

料或新场景中，该过程仅需小规模额外数据即可实

现有效适应。PIML 可以将水化动力学、扩散定律

等已知物理机制作为约束嵌入模型，从而同时提升

预测准确性与理论一致性。例如，Cheng 等学者[111]

提出了适用于可持续自密实混凝土设计的 PIML 框

架，该框架成功耦合了 SCC 理论与机器学习，在保

持数据驱动高精度的同时，确保了配比设计的理论

有效性。 
尽管贝叶斯神经网络[112]和高斯方法[113]等概率

方法能够量化预测结果的不确定性并提供置信区

间，但这类方法在可持续混凝土研究中尚未普及。

推广此类方法至关重要，因为这不仅能增强对 AI
预测结果的信任，更是推动其被正式设计指南与规

范采纳的关键。与此同时，通过发布模型卡[114]或透

明度报告[115]，系统地说明模型假设、训练数据和局

限性，从而支持风险知情决策。例如，当 AI 模型推

荐含有 40%矿物掺合料的配合比时[116]，工程师可以

追溯其决策逻辑并了解其不确定性因素，从而实现

可靠的风险评估。 

3.3  可持续混凝土材料设计 
设计可持续混凝土涉及多目标权衡。如图 7 所

示，这一设计过程本质上是在“混凝土性能”(如力学

强度、耐久性、体积稳定性)与“可持续性指标”(如材

料成本、碳排放、隐含能耗)这 2 类相互竞争的目标

之间寻找动态平衡。工程师需要在材料性能与可持

续性指标之间取得平衡。传统优化方法往往不足以

应对这些相互竞争的目标，尤其是在考虑到地缘性

材料可得性、供应链限制和规范要求时。AI 方法为

解决这类复杂问题提供了新途径。例如，机器学习

模型能够高效探索包含多种矿物掺合料、新型胶凝

材料和化学外加剂的大规模配合比设计空间[29]。然

而，当前 AI 方法也面临关键挑战，其预测性能往往

受限于训练数据的规模与代表性，难以在不同材料

体系和区域环境中实现模型的泛化。将 AI 驱动优化

从实验室层面的概念验证推广至实际工程仍存在显

著障碍。现场施工中原材料性能波动、施工工艺差

异以及环境条件变化，都可能在配合比相同的情况

下，显著改变混凝土性能，而现有基于机器学习的

预测模型很少具备足够的稳健性来应对这种复杂的

多样性。 

 
图 7  可持续混凝土设计的挑战与机遇：混凝土性能与可持

续性平衡 
Fig. 7  Sustainable concrete design challenges and opportunities 

for balancing concrete properties and sustainability 
metrics   

 

与此同时，这些挑战也凸显了可持续混凝土设

计中的独特机遇。一个有前景的方向是开发自动化

多目标优化框架，该框架的核心是将 AI 预测模型

(如 ANN 或 XGBoost)作为计算高效的代理模型，

并将其与元启发式搜索算法相结合[34]。在实践中，

以遗传算法[50]、粒子群优化[34]为代表的演化算法

和群体智能算法[35]，被广泛用于高效搜索高维的配

合比设计空间。特别是，非支配排序遗传算法

(NSGA-II)[117–118]等先进的多目标优化算法常被用

于平衡相互竞争的目标。这些方法能够同时平衡力
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学性能、耐久性和环境影响等多种指标，生成 1 组

代表不同最优目标权衡的帕累托前沿。例如，前沿

上的某个方案可能强度最高但碳减排中等，而另一

方案则能实现显著的碳减排，强度虽略低但仍满足

要求，这种方法使决策者能根据项目对结构韧性和

成本等优先级进行灵活选择。 
另一个关键进步是将生命周期评估指标纳入优

化框架。传统配合比优化主要聚焦于短期力学性能，

忽视了材料对环境的长期影响。通过嵌入隐含碳排

和能耗等生命周期性指标，AI 模型可在评估潜在配

合比性能的同时考量其可持续性表现。例如，通过

AI 系统探索发现，采用特定比例的煅烧黏土替代水

泥能在维持力学性能的同时，将碳排放减少 25%~ 
30%，从而实现工程与环境价值的统一。 
3.4  可解释性与可信任性 

即使 AI 模型在技术上能够平衡精度与可解释

性，但在工程实践中仍面临一个更严峻的外部采纳

挑战：即如何让工程师、监管机构及从业者真正信

任这些 AI 的输出结果。目前，行业普遍怀疑 AI 能
否真正取代已建立的设计规范与方法，这种信任的

缺失，构成了阻碍 AI 从学术研究走向实际应用的核

心障碍。图 8 为横亘在 AI 模型与工业采纳之间的鸿

沟，这主要源于模型预测缺乏机理支撑的推测性质、

黑箱算法的不透明度以及难以满足现行设计规范的

合规性问题。因此，必须建立起连接预测与实践的

桥梁。当前亟待解决的具体挑战包括：1) 可解释性

AI 在剖析混凝土性能关键控制因素方面的应用尚

不充分；2) 缺乏能与现行建筑规范深度融合的知识

驱动 AI 框架；3) 缺少标准化的验证协议以支撑 AI
模型在工程中的合规性认证。 

 

图 8  人工智能在工程实践中面临的重大障碍：可解释性和

可信任性 
Fig. 8  Explainability and trust are significant barriers to AI 

adoption      

这些挑战也为推动可持续混凝土设计开辟了有

前景的机会，可解释性人工智能(XAI)方法是其中一

个重要技术路径，该方法有效破解了机器学习模型的

“黑箱”困境，增强了其决策过程透明度。借助 SHAP
或 LIME 等技术，可以识别出对混凝土可持续性能

影响最显著的关键输入变量。例如，XAI 分析揭示

出与掺量相比，矿物掺合料的颗粒细度对耐久性的

影响更强，从而得出兼具理论可解释性与工程价值

的观点。XAI 不仅能够验证既有专业知识，还可揭

示传统回归模型或经验方法难以捕捉的复杂变量间

交互作用关系。 
另一个重要方向是构建知识图谱引导的 AI 框

架。知识图谱以结构化形式建立原材料特性、配合

比参数、养护制度和长期性能之间的关系[27–28]。通

过将数 10 年来在实验研究、标准建立和工程实践中

积累的知识进行整合，知识图谱可以引导 AI 模型做

出更符合物理化学机制的预测。例如，知识图谱可

以编码熟料矿物学、水化动力学和硫酸盐抗性之间

的已知规律，并融入新型低碳胶凝材料的最新研究

成果，在此基础上形成知识与数据双驱动框架，使

其既保持数据敏感性，又具备机理可解释性。知

识图谱已在超高性能混凝土(UHPC)[27]和超高性

能地聚合物(UHPG)[28]等配合比设计中展现出潜

力，为高效设计和筛选高性能与低碳排的混凝土材

料奠定理论基础。 
除了方法创新，建立对 AI 系统的信任还需依

靠实践验证与制度接纳。示范工程是验证 AI 设计混

凝土在实际工况下可靠性的关键环节，可有效评估

实验室测试结果在真实施工环境中的稳健性。同时，

透明报告提供的性能指标与碳排放量等预测结果的

不确定性信息，有助于从业者进行风险感知决策。

更重要的是，需与标准机构和监管部门协同推进规

范更新，将 AI 输出结果纳入认证体系。缺乏制度层

面的接纳，即便 AI 模型技术领先，也难以实现规模

化落地，最终只能停留于学术探索阶段。 
3.5  社会考量 

人工智能在可持续混凝土领域的应用，在提升

效率的同时也对劳动力结构带来深远影响。其核心

社会考量并非简单的岗位替代，而是人机协作模式

下的效率提升与角色重塑[119]。AI 技术擅长处理繁

复的计算与高维数据分析[113]，能够将工程师从传统

的、依赖经验的试错实验[13–14]中解放出来。例如，

AI 驱动的多目标优化框架[90–91]可以高效生成帕累

托前沿[90]，辅助工程师专注于更高层次的决策[119]，
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即在性能、成本和碳足迹等相互竞争的目标间[89–91]

进行专业权衡。 
这种“人机协作”的新范式[119]必然会推动从业

人员的技能重塑。未来，行业的核心需求将转向那

些能够驾驭 AI 工具的复合型人才，其不仅需要具

备深厚的材料科学与土木工程领域知识，还应掌握

必要的数据分析能力和系统思维。因此，为确保

AI 技术在建筑行业成功落地并惠及行业发展，专

业协会、高校与企业应共同推动系统的培训与教育

更新，支撑从业人员平稳过渡至更高效、更智能的

工作模式。 

4  自主可持续混凝土系统的未来展望 

尽管 AI 技术已展现出巨大潜力，但可持续混凝

土研究的未来目标，是从静态性能预测迈向集成感

知、学习和控制的自主化系统，这一跨越的标志性

特征是研发出信息物理系统。 
图 9 为人工智能驱动的可持续混凝土设计与生

产自主系统。由图 9 可见，该系统构建了 1 个连接

物理实体与数字空间的闭环控制流：首先，先进传

感网络实时捕获原材料特性与生产状态的多模态数

据(数据采集)，并通过云基础设施进行高效汇聚(数
据融合)；随后，集成 AI 模型与数字孪生的智能中

枢对数据进行深度解析与仿真预测，生成最优控制

策略(决策制定)；最后，指令被实时传输至自动化

制造设备进行精准作业(执行)，并通过持续的状态

监测将反馈信息回传至数据端，形成不断迭代优化 

 

图 9  人工智能驱动的可持续混凝土设计与生产自主系统 
Fig. 9  Autonomous system for AI-driven sustainable concrete 

production    

的自适应循环。其关键在于将 AI 模型、先进传感技

术与自动化制造深度融合，从而实现从原材料制备

到构件生产全过程的动态精细化管理。 
通过将流变仪[120]、声发射技术[121]及热成像[122]

等先进传感技术与 AI 模型相结合，可在混凝土搅

拌、浇筑与养护过程中实现实时监测与反馈，这一

信息物理系统框架能够动态调整配比，在确保质量

一致性的同时，有效减少材料浪费与碳排放。 
在 3D 打印混凝土等智能建造试点项目中，基

于实时监测的自适应控制已展现出其在提升可建造

性与减少缺陷方面的潜力[123]，为智能建造提供了可

行路径。AI 与机器人及 3D 打印等自主建造系统的

集成，进一步实现了根据现场条件变化实时调整配

合比，同步保障可持续性目标与结构性能。在此基

础上，数字孪生技术将 AI的应用从生产建造拓展到

了设施运维。图 10 为可持续混凝土基础设施的数字

孪生。由图 10可见，数字孪生就像是实体混凝土结

构的虚拟镜像，其不仅是一个动态数据驱动的数字

化复制体，更能随着多源传感器数据的持续输入而

实时更新演化，从而在数字空间中精准映射物理结

构的服役状态。对于混凝土结构，数字孪生可以整

合嵌入式传感器监测数据、检测数据和环境数据，

实现全生命周期评估。此类工具可以预测结构劣化、

优化维护方案，并评估不同维养策略的可持续性影

响。研究表明，桥梁数字孪生有望降低 15%~20%
的维护成本[124]，延长使用寿命，避免过早拆除。

将碳排放等可持续性指标嵌入数字孪生，还可辅助

资产管理者在结构性能与气候环境目标之间做出更

优决策。  
在实现上述愿景的进程中，完成设计、施工和

运营过程的人机协作至关重要。AI 系统并非取代工

程师，而是作为智能助手[119]，在设计阶段推荐配比、

提出可持续性与性能的权衡方案，并在施工中预警异

常，这种人机协作框架还有助于工作人员培训[125]，

提升团队理解与运用 AI 的能力。尤其在安全关键决

策中，必须保持人类决策的核心地位，确保 AI 始终

作为辅助工具而非未经证实的权威。 
长远来看，技术发展正引领研究人员迈向一个

自主、低碳的建筑生态系统。届时，AI 驱动的信息

物理系统、数字孪生与人机协作框架将深度融合，

共同实现可持续混凝土从设计、建造到全生命周期

维护的智能化管理，这一方向与全球 2050 年碳中和

目标高度契合，标志着 AI 将重塑建筑行业，成为提

升效率、可持续性的核心引擎。  
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图 10  可持续混凝土基础设施的数字孪生 

Fig. 10  Digital twin concept for sustainable concrete infrastructure  
 

5  结论与展望 
本文系统回顾了人工智能技术在可持续混凝土

性能预测、配合比优化及新材料研发方面的最新进

展、挑战与机遇。尽管机器学习在性能预测、多目

标优化及可持续性指标整合等方面取得了显著成果，

但仍面临数据规模小与异质性高、模型泛化能力不足

与可解释性低、缺乏与领域知识深度融合等挑战，

阻碍了人工智能技术在实际工程中的应用。 
制定清晰的研究路线图是未来迈向高置信度自

主可持续混凝土智能设计与生产的关键。依据综述

结果，本文提出 5 大优先事项：1) 构建开放基准数

据集，促进可重复性和公平比较；2) 发展物理信息

化和知识引导的人工智能模型，实现知识与数据双

驱动；3) 推进多目标优化框架，协同平衡性能、成

本、碳排放与能耗；4) 创建信息物理系统与数字孪

生，实现自适应生产、全生命周期监测与实时反馈；

5) 建立标准、验证协议和培训体系，促进工业界的

认可与采纳。 
人工智能技术可被视为创新的催化剂，而非取

代人类专家。通过将数据驱动的见解与专家的领域

知识及工程经验相结合，人工智能技术将推动混凝

土行业向低碳、资源循环利用等领域高效转型。为

实现这一目标，亟需材料科学、人工智能、土木工

程、可持续科学与政策制定等领域的深度融合与共

同努力，确保技术进步能真正惠及当代与未来社会。 
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Extended Abstract 
Concrete is the most widely used construction material with an annual consumption of about 30 billion tons. However, the 

production of concrete creates significant environmental problems. Cement is a key binder in concrete, and its production requires 
burning limestone in high-temperature kilns, which causes approximately 8% of global carbon dioxide emissions. As urbanization and 
infrastructure construction continue to grow rapidly, the demand for cement and concrete is expected to be increased by 12%–23% by 
2050. If we do not develop sustainable alternatives, this will affect a climate change. To address this issue, the industry is increasingly 
using supplementary cementitious materials, such as fly ash, slag, and calcined clay. In addition, using solid waste like mine tailings 
and demolition waste also becomes an important strategy. These methods can reduce the use of cement clinkers and keep waste out of 
landfills, providing both environmental and economic benefits. However, incorporating these diverse materials makes the design 
process much harder. Conventional design methods rely on experience and trial-and-error experiments. This process is 
time-consuming, consumes many resources, and cannot fully reflect the complex interactions between different materials. For 
instance, mixing multiple types of waste materials creates a high-dimensional design space that is hard to manage with simple, linear 
experiments. 

Artificial Intelligence (AI) technology offers an effective way to solve these challenges. Machine learning models can accurately 
predict key properties of concrete, such as fresh properties, mechanical strength, and durability, based on the historical experimental 
data. This review systematically summarizes AI techniques for sustainable concrete. The research moves from simple data mapping to 
more intelligent systems. Initially, some classic models like artificial neural networks and support vector machines are used. These 
models act as a map between the ingredients (inputs) and the performance (outputs). They can be used for capturing non-linear 
relationships that conventional equations cannot obtain. For instance, models like XGBoost and Random Forest can predict 
compressive strength and chloride resistance with a high accuracy, even when using relatively small datasets. These models are often 
used in a design loop, i.e., predicting performance and using optimization algorithms to adjust the mixture, balancing high strength 
with lower cost and reduced carbon emissions. 
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However, conventional AI models have a major problem, i.e., they are often "black boxes". This means engineers cannot see 
how the model makes decisions, leading to a lack of trust in safety-critical projects. Also, these models depend heavily on data quality, 
and the existing datasets in concrete science are often small, inconsistent, or lack standard formatting. To fix this issue, the focus is 
shifting to advanced AI models. This review highlights three key improvements. First, data augmentation techniques, such as 
generative adversarial networks, are used to create synthetic data. This can solve the problem of small datasets via learning the 
patterns of real data and generating new, realistic samples. Second, explainable AI is used to open the "black box". Methods like 
SHAP analysis can show exactly how much each ingredient contributes to the final strength, making the results easier to understand 
and verify. Third, knowledge-guided learning combines data with physical laws. AI models can follow scientific principles via adding 
physical constraints (like diffusion laws) or using Knowledge Graphs, making them more reliable and scientifically correct compared 
to pure data-driven models. 

Summary and Prospects  This review concludes that AI makes a great progress in predicting performance and optimizing mixtures, 
while there are still some challenges before it is widely used in real engineering. The main challenges include the lack of high-quality 
open datasets, the poor ability of models to work on new materials (generalization), and the need for better trust and interpretability. 
Future research needs to move from static predictions to autonomous systems. 

In the future, an AI-driven autonomous system can be used for sustainable concrete. This involves building a cyber-physical 
system. In this system, sensors collect real-time data during concrete production. AI models can analyze the data and automatically 
adjust the mixture proportions to ensure consistent quality. This allows for adaptive manufacturing, reducing waste and ensuring that 
the concrete meets the design requirements. Furthermore, Digital Twin technology can extend this to the entire life of the structure. A 
digital twin is a virtual copy of the physical infrastructure. It can update itself using sensor data to monitor the health of the structure 
and calculate its carbon footprint in real time. This can favor to make better decisions about maintenance and repair, extending the 
service life of the infrastructure.  

Finally, we need to focus on five priorities, i.e., creating open benchmark datasets for fair comparison; developing 
physics-informed AI that combines data with expert knowledge; advancing multi-objective optimization to balance performance, cost, 
and carbon; building cyber-physical systems and digital twins; and establishing standards and training programs. AI should not 
replace human experts. Instead, it should act as an intelligent assistant, helping engineers to design greener and more durable concrete. 
This human-AI collaboration is a key to achieving a carbon-neutral built environment in the future.  
 
Keywords  concrete; cyber-physical system; digital twin; explainable artificial intelligence; multi-objective optimization; 

trustworthy machine learning; waste valorization   
 

 


