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摘  要：为研究多因素耦合作用下钢纤维混凝土(SFRC)抗压性能的影响机制，本工作采用机器学习方法对其抗压强度进行预

测。研究基于 141 组样本和 11 个关键参数，构建并评估了多种 ML 模型，结果表明，这些模型在强度预测中具有较高精度。

为解决试验数据有限的问题，引入生成对抗网络(GAN)进行数据增强，并显著提升了模型的泛化性能。进一步的 SHAP 分析

表明，水泥与硅灰含量对强度影响最大，其配比直接作用于最终强度的发展。通过将 ML 建模、GAN 增强与 SHAP 机理分

析相结合，为 SFRC 的设计与工程应用提供了有效的预测工具和理论依据。  
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钢纤维混凝土(SFRC)[1–2]是在混凝土基体中掺

入连续的长纤维或不连续的短纤维以增强抗裂性、

韧性和耐久性等性能而制成的复合材料。 
传统的实验方法通常通过控制变量法逐一研究

各因素对 SFRC 性能的影响。例如，Wang 等研究了

氯离子环境下纤维体积含量对聚丙烯纤维增强混凝

土性能的影响，结果表明，纤维在提升耐久性方面

作用显著，但最佳掺量仍需大量试验确定[3]。Lan
等考察了钢纤维、聚乙烯醇纤维与聚丙烯纤维在工

程胶凝复合材料中的桥接效应，发现不同纤维在改

善延展性与强度方面的作用差异明显，而同时兼顾

两者仍具有挑战性[4]。 
近年来，研究人员在混凝土抗压性能预测中逐

渐采用数据驱动的机器学习(ML) [5]。例如，Dai 等
采用 Bagging 技术预测 SFRC 抗压强度，结果显示

其模型的决定系数(R2)达到 0.94，并且 SHAP 分析

揭示了固化时间与减水剂含量的重要作用[6]；李永

健等利用 AdaBoost 预测 SFRC 28 d 抗压强度，取得

了决定系数(R2)=0.96，均方根误差(RMSE)=8 MPa
的结果，并确定硅灰、减水剂和水泥对强度影响最

为显著[7]。上述研究表明，ML 在混凝土抗压性能预

测中具有较高的应用潜力。 

由于有限的数据集往往不足以支撑高性能 ML
模型的充分训练。Zhou 等[8]通过数据增强为深度学

习分类器生成合成样本，从而在有限数据条件下实

现对新兴技术的应用。Jiang 等[9]利用生成对抗网络

(GAN)合成刀具磨损状态数据，显著提升了回归预

测精度，结果表明，GAN 在材料与工程预测领域具

有良好的应用潜力。 
尽管 ML 在预测方面表现突出，但其“黑箱”特

征导致的可解释性不足，限制了其在实际工程中的

应用。研究人员提出 SHAP 方法，该方法是一种基

于博弈论的特征贡献分析方法，能够量化各输入特

征对模型预测结果的影响，揭示再生骨料混凝土强

度的主控因素。因此，将 SHAP 引入 SFRC 性能预

测可为机制理解提供理论依据。综上所述，传统实

验方法在揭示多因素耦合作用下的 SFRC 抗压性

能影响机制方面存在不足，而 ML 方法在预测中

展现出较高精度，但受到数据规模和模型可解释

性的限制。本工作通过将 GAN 数据增强方法与

SHAP 可解释性分析相结合，旨在提升模型的泛化

能力，并揭示 SFRC 抗压强度的关键影响因素，从

而为 SFRC 配合比设计与工程应用提供可靠工具与

新思路。 
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1  数据库建立和数据收集  
1.1  数据收集与预处理 

数据集来源为近 10 年发表的经同行评审的学

术论文[10–21]。研究团队在数据筛选过程中重点关注

混凝土制备工艺与配合比参数，包括水泥、粉煤灰

等。所有不完整或不符合要求的样本均被剔除，最

终获得 141 个有效数据条目。需要说明的是，尽管

数据来源于不同文献，其原材料(如水泥强度等级、

骨料来源等)存在一定差异，但本研究通过特征标准

化处理和数据分布验证，确保了数据集的整体一致

性。同时，后续采用的 GAN 增强方法进一步丰富

了数据分布，提高了模型对原材料变化的适应能力。 
图 1 为关键组分分布的小提琴图，小提琴的宽

度越宽表示分布越集中，越窄则表示分布越稀疏。

由图 1 可见，水泥(C)和天然骨料(NA)为主要成分，

其占比范围为 30%～60%；水(W)和粗砂(CS)的占比

分别为 7%～10%和 20%～30%：再生骨料(RA)的占

比为 20%～40%，与 NA 用量接近，显示其在部分

配方中具有替代潜力。粉煤灰(FA)、硅灰(SF)和减

水剂(WR)的占比较低，一般在 1%～5%之间。纤维

掺量比(FCR)均低于 6%，纤维长度(FL)与纤维直径

(FD)的变化幅度较小，表明研究对象在这 2 方面的

应用较为一致。该数据集较为全面地覆盖了 SFRC

的主要配合比范围，具有较强的代表性与可靠性。 

 
C—Cement; W—Water; CS—Coarse Sand; RA—Recycled Aggregate; 

NA—Natural Aggregate; FCR—Fiber Content Ratio; FA—Fly Ash; 
SF—Silica Fume; WR—Water Reducer; FL—Fiber Length; and 
FD—Fiber Diameter. All abbreviations are used consistently throughout 
this paper.    

 
图 1  小提琴图显示了 SFRC 混合料中各组分的分布 

Fig. 1  Violin plots showing the distribution of the components 
in SFRC mixtures 

 
为了全面分析各参数的分布特征，对数据集进

行了统计分析和正态性检验，其结果如表 1 所示。

由表 1 可见，水泥 W 值为 0.769，其余参数亦均低

于阈值，说明所有特征均不服从正态分布，这与图 1
的分布情况一致。鉴于此，基于正态分布假设的算法

(如线性回归、高斯过程回归)并不适用。相反，决

策树类方法(如随机森林、梯度增强树)对数据分布

不敏感，更适合处理本研究所涉及的非正态分布特

征，并能够保持较高的预测精度和模型鲁棒性。 
 

表 1  SFRC 成分统计表和 Shapiro-Wilk 结果 
Table 1  Summary statistics and shapiro-wilk normality test results for SFRC components 

Parameter Mean value mid-value Value range Standard deviation W value α 

Cement 467.070 440 280–810 132.382 0.769 0.05 

Fly ash 39.377 0 0–140 48.173 0.762 0.05 

Silica fume 16.702 0 0–90 29.866 0.598 0.05 

Water 183.55 166 105.6–285.0 44.771 0.872 0.05 

Coarse sand 644.7 705 317.8–948.0 145.917 0.879 0.05 

Water reducer 3.543 2.96 0–17 4.110 0.759 0.05 

Recycled aggregate 271.556 0 0–1073 338.117 0.758 0.05 

Natural aggregate 593.206 536 0–1770 448.552 0.897 0.05 

Fibre length 57.599 32 0–350 89.729 0.367 0.05 

Fiber diameter 1.198 0.8 0–5.8 1.434 0.489 0.05 

Fiber content ratio 65.629 70.2 0–156 47.937 0.923 0.05 

Notes: α is significance level (typically set at 0.05 for a 95% confidence level).   

 
1.2  基于关联的特征选择 

为避免模型过拟合，使用 Pearson 相关系数矩

阵分析输入特征的两两相关性。相关系数𝑟𝑟计算公式

如下： 
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式中：Xi 和 Yi表示数据库中的 2 个特征；n 为数据
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总量；𝑟𝑟取值范围为[–1,1]，当𝑟𝑟接近 1 或–1 时，说

明变量之间存在较强的线性关系，此时，模型可能

会过度依赖相关特征，从而影响泛化能力。 
图 2 为数据集中各材料成分的关系热图，矩阵

中的颜色和饼状图共同表示了各变量对之间的相关

程度。由图 2 可见，所有变量的相关系数∣r∣<0.7，
不存在强相关性，多重共线性风险较低，无需对特

征进行删除或合并处理。进一步显示，部分变量(如
水泥与硅灰)呈中等程度的正相关(0.3≤|𝑟𝑟|<0.7)，说明

它们之间存在一定关联，但不足以影响模型稳定性，

从而能确保各特征在预测中保持独立的贡献。 

 
图 2  特征关系热图 

Fig. 2  Characteristic relational heat map  

2  模型性能评价 
2.1  ML 模型的建立 

图 3 为用于预测 SFRC 抗压强度的机器学习

(ML)模型开发流程，包括数据收集、清洗与预处理

等。结合 1.1 节的分析，选取了水泥、粉煤灰、硅

灰、减水剂、再生骨料、天然骨料、纤维长度、纤

维直径及纤维掺量比作为关键输入特征，以保证模

型预测准确性。 
在建模阶段，采用 XGBoost、Stacking、Random 

forest 和 AdaBoost 4 种 ML 算法构建预测模型，因

其在处理高维、非线性数据方面具有优势，且能通

过不同机制提升模型泛化能力，XGBoost 与 Random 
Forest 均为树模型，前者基于梯度提升，后者通过

随机子空间法提升泛化性能；AdaBoost 用于弱学习

器叠加增强预测；Stacking 综合多模型以进一步提

升稳健性。本工作将数据集随机划分为 80%的训练

集和 20%的测试集。训练集用于所有模型的拟合与

参数学习；而测试集在整个训练过程中完全保持独

立、不被使用，仅用于在模型训练完成后，最终一

次性地评估其泛化能力和预测精度。最后，通过对

预测结果进行分析，利用解释性方法揭示了关键因

素对 SFRC 抗压强度的贡献，从而为混凝土抗压性

能优化提供了一个数据驱动的研究框架。 

 

图 3  数据预处理和 ML 模型开发的工作流程 
Fig. 3  Workflow of data preprocessing and ML model development 

 

2.2  预测性能 
图 4 为 4 种 ML 模型对 SFRC 抗压强度的预测

性能，散点图显示预测值与实测值的关系，其中，

45°参考线代表理想预测结果，数据点越接近该参考

线，说明模型预测精度越高，为进一步量化模型性

能，采用决定系数(R2)和均方误差(MSE)作为评价指

标。较高的 R2和较低的 MSE 值表明模型预测性能

更优，如式(2)和式(3)所示：    
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由图 4 可见，4 种模型均能合理预测 SFRC 抗

压强度，大多数预测点分布在参考线附近，误差在

±15%以内。Random forest 和 XGBoost 的点最集中，

表现出较强一致性。Random forest 通过套袋方法减

轻过拟合，在高维复杂特征及噪声数据下表现出较

好的鲁棒性；XGBoost 利用梯度增强机制捕捉非线

性交互特征。Stacking 整合多个模型，提高了泛化

能力，但受限于训练复杂性和有限数据量，性能略

低于前两者；AdaBoost 对噪声敏感，导致 R²最低、

MSE 最高，预测精度较差。 
柱状图显示，Random forest R2 最高，为 0.93，

MSE 最低，为 15.6，XGBoost 紧随其后(R2=0.92，
MSE=16.6)。Stacking 和 AdaBoost 的 R2分别为 0.91
和 0.89，MSE 分别为 17.8 和 20.8。这些结果表明，

Random forest 和 XGBoost 的预测精度更高，平均

误差更小。Stacking 模型整合了多个基模型的预测

结果，因此，R2 达到 0.91，显示出较强的泛化能

力。相比之下，AdaBoost 的 MSE 最高，R2最低，

其预测精度较低。   

 
 

图 4  在预测抗压强度和试验强度之间进行测试 
Fig. 4  Test between predicted compressive strength and test strength 

 

2.3  数据增强预测 
2.3.1  GAN 增强数据    考虑到数据集包含 11 个

特征和 141 个样本，这些样本无法充分捕捉特征间

的复杂交互，容易导致模型过拟合或泛化能力受限。

为了提升模型性能，本工作引入生成对抗网络(GAN)

进行数据增强[22]。通过生成与原始数据统计分布相

似的合成样本，从而可以评估模型的稳健性和预测

精度，并揭示混凝土配合比与抗压强度之间的关系。 
图 5 为使用的 GAN，由生成器 G 和鉴别器 D

组成。由图 5 可见，生成器接收随机噪声，并学习
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将其映射到高维空间，以复制目标分布的统计特性，

通过对抗性训练，生成器不断提高生成样本的逼真

度，而鉴别器则提升分类准确率，实现数据增强和

特征分布保真。 

 

图 5  数据增强流程图 
Fig. 5  Data enhancement flow chart 

 

基于 141 个原始样本，通过 GAN 生成了 282
个新样本，生成器采用 3 层全连接网络，输入为随

机噪声向量，输出为与原始数据同维度的合成样本；

判别器采用类似结构，通过交替训练使生成样本分

布逼近真实数据分布，其特征与原始数据一致。生

成器和鉴别器的结构设计参考了 Random forest，通

过对抗性训练生成逼真数据。随后，本工作使用这

些增强样本训练随机森林模型，用于预测 SFRC 抗

压强度。 
为评估生成数据的质量与多样性，使用 t-分布

随机邻居嵌入(t-SNE)对原始数据和生成数据在特

征空间的分布进行可视化。最终，t-SNE 通过最小

化 KL 散度优化低维点的位置，尽可能保留高维数

据的局部结构，从而直观呈现生成样本与原始数据

之间的分布关系。式(4)~式(6)给出了其数学表述。 
2
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图 6 为原始和 GAN 数据的 t-SNE 可视化图。

由图 6 可见，GAN 生成的样本有效捕获了原始数据

的分布特征，红蓝点高度重叠，表明 GAN 成功保

留了数据的局部结构和簇特征。密度轮廓进一步显

示，生成数据不仅与原始数据的整体模式一致，而

且保持了簇结构特征，这一结果验证了 GAN 能够

再现原始数据的固有特征，支持其在数据增强和合

成样本生成中的潜在应用价值。 

 

图 6  原始和 GAN 数据的 t-SNE 可视化图 
Fig. 6  t-SNE Visualization of Original and GAN Data 

 
经过GAN 增强后，统计量分析(图 7)表明，GAN

生成数据在整体分布和特征尺度上与原始数据具有

高度一致性。为进一步严格验证生成样本的物理合

理性，分析发现，在低掺量区间，强度提升有限；

随着掺量增至中等水平(约 2%~4%)，纤维的桥接效

应充分发挥，强度显著增长；而当掺量过高时，因

纤维团聚和工作性下降，强度增长趋于平缓，这一

趋势与文献[3–4]及经典理论完全吻合。GAN 不仅学

习了数据的统计特征，更捕捉并内化了支配 SFRC
强度的物理机制，从而保证了生成数据用于模型增

强的可靠性。 
2.3.2  GAN增强数据建模性能    图8为预测抗压

强度与试验强度的对比。由图 8a~图 8d 可见，使用

GAN 生成数据进行抗压强度预测时，预测值与实际

值的关系中，大多数数据点位于绿色阴影区域内，

说明模型预测误差处于可接受范围内。随机森林和

Stacking 模型的预测精度相近，误差极少超过 15%，

而 AdaBoost 的预测效果仍然较差。这主要是因为

AdaBoost 对错误样本过于敏感，并且依赖单个弱分

类器的加权组合，难以像随机森林或 Stacking 那样

有效处理噪声和异常值。由图 8e~图 8f 可见，使用

GAN 增强的数据显著提升了各模型的拟合性能。所

有模型的 R²值均明显提高，其中 Stacking 模型 R²
达到 0.99；同时，所有模型的均方误差(MSE)均下

降超过 50%，Stacking 模型的 MSE 由 17.5 降至 4.2，
表现出卓越性能。Random Forest和XGBoost的MSE
也下降约 50%。GAN 生成的数据优化了样本分布，

为模型提供了更全面、均衡的数据集，从而增强了

模型对特征与目标值映射关系的捕捉能力，有效提



第 54 卷第 3 期 杨  哲 等：基于生成对抗的钢纤维混凝土强度预测及沙普利加性解释分析 · 987 · 

升了预测精度和泛化能力。考虑到机器学习模型对

训练数据分布高度敏感，稀疏或不均匀的数据常导

致过拟合或欠拟合，因此 GAN 数据的引入对提升

模型稳健性和性能具有重要作用。 

 
图 7  原始数据和 GAN 数据的均值和标准差 

Fig. 7  Mean and standard deviation of the original data and GAN data 
 

GAN 生成的数据优化了样本分布，为模型提供

了更全面、均衡的数据集，从而增强了模型对特征

与目标值映射关系的捕捉能力，有效提升了预测精

度和泛化能力。尽管如此，基础数据集规模仍属有

限，且 GAN 增强并不能完全替代真实试验数据。

因此，构建的模型其最终实用性与可靠性，仍有待

于在未来通过补充系统的试验数据进行进一步的验

证与完善。 

3  基于 SHAP 的随机森林模型可解释性

分析 
3.1  基于 SHAP 蜂窝图的特征分析 

为深入探讨各配合比特征对混凝土抗压强度的

影响及其在模型预测中的作用，本工作基于随机森

林模型进行了 SHAP 解释性分析。式(7)和式(8)为
SHAP 值的数学定义与计算原理。 

{ }
{ }| | !(| | | | 1)! ( ( )

| | !i
S N i

S N S f S i f S
N⊆

− −
φ = ∪ −  ∑  (7) 

with color encoding fori i ix x→ φ    (8) 
SHAP 分析能够全面揭示预测模型中各特征的

相对重要性及其对输出结果的影响，如图 9 所示。

由图 9 可见，水泥和水是影响最大的变量，这与水

泥和水分在材料性能中的基础性作用高度一致，相

比之下，硅灰和粗砂的贡献虽不如水泥和水显著，

但仍表现出可观的 SHAP 值，进一步验证了补充胶

凝材料(如硅灰)在混凝土抗压性能优化中的重要

性，尤其是在与水泥共同作用时发挥次要但不可忽

视的作用。与纤维几何特性相关的变量呈现出较为

集中的 SHAP 值分布。这表明它们对预测结果的贡

献相对细微，纤维的微观结构特性虽不是主要驱动

因素，却能够在特定条件下对整体性能产生影响, 
这与纤维在混凝土中的主要作用机制相符，纤维主

要通过桥接裂缝改善材料的韧性和抗裂性能，而对

基体抗压强度的提升作用较为有限。 
在 SHAP 汇总图中，颜色梯度直观反映了特征

值大小与预测结果之间的复杂关系。图 10 为双组分

对混凝土抗压强度的影响。由图 10a~图 10c 可见，

天然粗骨料的 SHAP 值大多分布在 0 附近，整体较

为分散，说明其对抗压强度的贡献较小。同时，粗

砂、纤维直径和纤维含量比也表现出类似特征，表

明它们的影响相对较弱，且缺乏明显规律。相比之

下，减水剂含量展现出更为清晰的模式(图 10d)。 
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图 8  预测抗压强度与试验强度的对比 

Fig. 8  Comparison between predicted and experimental compressive strength using GAN-augmented data  
 

 
图 9  SHAP 值依赖关系图 

Fig. 9  SHAP value dependency diagram  
 

当减水剂含量处于较低水平(0~5)时，其 SHAP 值主

要分布在负区域，表明减水剂不足会导致抗压强度下

降；当减水剂含量超过 5 时，其 SHAP 值迅速转向

正区域并显著上升，显示减水剂对抗压强度提升具
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有积极贡献。此外，水与减水剂之间的交互效应在

图中也有所体现：当含水量较高(橙色)时，部分

SHAP 值落在较低区域，说明过量用水会削弱减水

剂的作用，使抗压强度略有下降；当含水量较低(紫
色)时，减水剂的正向贡献更加稳定且显著，强化了

水灰比与外加剂用量之间的耦合效应。 

 

图 10  双组分对混凝土抗压强度的影响 
Fig. 10  Influence of two-component combinations on compressive strength 

 

为了进一步解释特定预测结果中单个特征的贡

献，本工作使用 SHAP 力图对原始数据集和 GAN 增

强数据集的最小与最大抗压强度进行分析，如图 11
所示。 

在原始数据集中，最小抗压强度(27.36 MPa)主
要受到水泥 (C=340.0)、水 (W=200.0)和粗砂 (CS= 
780.0)低值的共同影响，这反映了配合比不合理导

致的抗压强度不足。相反，最大抗压强度(133.5 MPa)
则由水泥(C=810.0)和硅粉(SF=90.0)高值主导，突出

显示了它们在提升抗压强度方面的关键作用。 
在 GAN 增强数据集中，整体特征贡献趋势与

原始数据保持一致，水泥和硅粉依然是最大强度预

测的核心驱动因素。然而，GAN 增强数据使模型能

够识别更多微妙的交互效应。例如，对于最小抗压

强度(27.84 MPa)，纤维含量比(FCR=7.0)被引入为新

的贡献变量，这说明 GAN 增强扩展了模型对特征

空间的理解，捕捉到了原始数据中未显现的潜在规

律。此外，在最大抗压强度(130.3 MPa)的预测中，

SHAP 值的分布更为平滑且均衡，表明数据空间的

扩展提升了模型的鲁棒性和稳定性。 
图 12 为基于 SHAP 的 Sankey图。由图 12可见，

水泥和硅灰是驱动高抗压强度(𝜎𝜎_𝑐𝑐)的主要因素，它

们通过促进致密、连续的水化产物形成，显著增强

了基体的整体结构完整性。水的影响呈现明显的非

线性效应：适量水有助于充分水化反应，从而提高

混凝土强度；而过量水会增加孔隙率，导致基体密

实性下降，从而削弱𝜎𝜎_𝑐𝑐。粗砂的高掺量与较低的

𝜎𝜎_𝑐𝑐相关，这是因为粗砂削弱了胶凝材料的连续性， 
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图 11  SHAP 力图比较原始数据和 gan 增强数据中最小和最大抗压强度的特征贡献 
Fig. 11  SHAP force plots comparing feature contributions between original and GAN-augmented data 

 

并引入了额外孔隙，从而降低了力学性能。相比之

下，其他特征对混凝土强度分级的贡献相对有限，

仅在局部范围内表现出次要作用。 

 
图 12  基于 SHAP 的 Sankey 图 

Fig. 12  Sankey diagram of SHAP-based feature contribution 
paths for SFRC compressive strength   

 

Sankey图揭示了各混合成分在不同强度区间中

的作用机制，为研究者理解混凝土抗压性能形成机

理并优化配合比设计提供了直观证据。 

4  结论 
1) 本工作基于 141 个样本和 11 个特征参数，

构建了 XGBoost、Stacking、AdaBoost 和 Random 
Forest 4种机器学习模型，用于预测SFRC抗压强度。

结果显示，随机森林模型的预测精度最高，R²达到

0.93，能够较好地捕捉特征间的非线性关系。 
2) 研究采用 GAN 方法将原始数据集扩展至

242 个样本，有效提升了模型性能。扩展后，随机

森林模型的 R2由 0.93 提高至 0.98，MSE 由 15.6 下

降至 6.9，降幅约 56%，表明 GAN 数据增强能够显

著改善模型的泛化能力。 
3) SHAP 分析结果表明，水泥、硅灰和水是影

响 SFRC 抗压强度的主要因素。其中，水泥和硅灰

通过形成致密基体提高混凝土强度，而水表现出

非线性效应；适量减水剂能够增强抗压强度，但

高含水量会削弱减水剂的作用。粗砂对抗压强度具

有负面影响，而纤维相关参数(长度、直径和含量)
的贡献相对较小。 

4) SHAP 分析表明，水泥、硅灰与水是影响

SFRC 抗压强度的 3 个关键因素。该结论与材料学

原理一致：水泥与硅灰形成强度骨架，而水则通过

控制水灰比直接决定基体密实度。此发现与文献[7]
中“水泥、硅灰、减水剂为主因”的结论相互支持，

并从机理上明确了“水”的核心作用，因为减水剂的

功能本质上是为优化水灰比。纤维参数对抗压强度

贡献相对有限，与其主要增强韧性的机制相符。 
5) 本工作的预测模型基于现有的文献配合比

数据构建，尚未考虑纤维取向与分布等细观结构因

素的影响。后续研究可通过引入图像识别与数值仿

真数据来丰富特征维度，以期在更广泛的力学性能

预测中取得突破。 
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Extended Abstract 
Introduction  Predicting the compressive strength of Steel Fiber Reinforced Concrete (SFRC) is challenging due to the complex, 
coupled influences of numerous mix design parameters. Traditional experimental methods are often costly and time-consuming for 
exploring this high-dimensional factor space. While machine learning (ML) models offer a powerful alternative, their practical 
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application is hindered by two major limitations: the scarcity of comprehensive, high-quality experimental data which restricts model 
performance and generalizability, and the inherent "black-box" nature of advanced ML algorithms which obscures the underlying 
mechanisms linking mix proportions to mechanical properties. This study aims to address these critical gaps by developing a hybrid 
framework that integrates ML-based prediction, data augmentation via Generative Adversarial Networks (GAN), and post-hoc model 
interpretability using SHapley Additive exPlanations (SHAP). The objective is not only to achieve high-precision strength prediction 
but also to enhance model robustness with limited data and, crucially, to uncover the influential mechanisms of key components on 
SFRC compressive strength.  

Methods  A database of 141 mix designs with 11 input features—Cement (C), Fly Ash (FA), Silica Fume (SF), Water (W), Coarse 
Sand (CS), Water Reducer (WR), Recycled Aggregate (RA), Natural Aggregate (NA), Fiber Length (FL), Fiber Diameter (FD), and 
Fiber Content Ratio (FCR)—and the corresponding compressive strength was compiled from peer-reviewed literature. Four 
tree-based ML algorithms (Random Forest, XGBoost, Stacking, and AdaBoost) were employed for regression modeling. To mitigate 
the data scarcity issue, a GAN architecture was implemented to generate 282 synthetic but physically plausible samples, expanding 
the training set. The quality of the GAN-generated data was validated using t-Distributed Stochastic Neighbor Embedding (t-SNE) 
visualization and statistical moment analysis. The model trained on the augmented dataset was evaluated using the coefficient of 
determination (R2) and Mean Squared Error (MSE). Finally, the optimal model (Random Forest) was interpreted using the SHAP 
framework to quantify and visualize the contribution and interaction effects of each input feature on the model's predictions. 

Results and discussion  Using the original dataset, all ML models demonstrated competent predictive capability. The Random 
Forest model achieved the best performance with an R2 of 0.93 and an MSE of 15.6 MPa2, followed closely by XGBoost (R2=0.92, 
MSE=16.6 MPa2). The introduction of GAN-generated data led to a remarkable and consistent improvement in all models' 
performance. For Random Forest, the R2 increased to 0.98 and the MSE decreased by approximately 56% to 6.9 MPa2. The Stacking 
model achieved an R2 of 0.99. This significant enhancement confirms that GAN-based data augmentation effectively enriches the 
feature space and improves the models' ability to generalize from limited experimental data. 

The SHAP analysis provided profound insights into the governing factors of compressive strength. The summary plot identified 
cement, water, and silica fume as the three most influential features. Cement and silica fume exhibited strong positive SHAP values, 
highlighting their fundamental role in forming a dense cementitious matrix. The impact of water displayed a distinct non-linear 
relationship: optimal content promoted hydration and strength, while excess water reduced strength, likely by increasing porosity. The 
interaction SHAP dependence plots revealed nuanced coupling effects. For instance, the positive contribution of a high WR dosage 
was more pronounced and stable under conditions of lower water content, emphasizing the critical coupling between water and 
chemical admixtures in determining the water-to-cementitious materials ratio. In contrast, parameters related to fiber geometry (FL, 
FD) and content (FCR) showed relatively low and concentrated SHAP values near zero, indicating their secondary role in influencing 
compressive strength, which aligns with their primary function of improving toughness rather than pure compressive capacity. The 
SHAP force plots and Sankey diagram further illustrated how specific combinations of high cement/silica fume and optimal water 
content drive predictions toward high strength, whereas high coarse sand content or inappropriate water levels contribute to lower 
strength outcomes. 

Conclusions  This work successfully developed an integrated framework combining ML, GAN, and SHAP for predicting and 
interpreting the compressive strength of SFRC. The main conclusions are as follows:1) Among the evaluated ML models trained on 
the original dataset, Random Forest provided the most accurate predictions for SFRC compressive strength.2) GAN-based data 
augmentation proved highly effective, substantially improving the predictive accuracy and generalization ability of all models, with 
performance metrics (R2 and MSE) showing dramatic improvement.3) SHAP interpretability analysis quantitatively identified cement, 
silica fume, and water as the most critical factors affecting compressive strength, with water exhibiting a non-linear effect. The 
analysis also elucidated important feature interactions, such as that between water and water reducer. Fiber parameters were found to 
have a minor influence on compressive strength prediction.4) The proposed framework offers a powerful, data-driven tool that moves 
beyond mere "black-box" prediction. It enhances prediction robustness from small datasets and provides actionable, mechanism-based 
insights for optimizing SFRC mix design, thereby bridging the gap between empirical data mining and fundamental materials science 
understanding. 
 
Keywords  steel fiber reinforced concrete; machine learning; random forest; generative adversarial network; shapley additive 

explanations    
 

 




