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基于多目标靶向性能的超高韧性地聚物复合材料智能化设计 
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摘  要：为提升超高韧性地聚物复合材料(EGC)配合比设计效率，降低试错成本，本工作构建了基于机器学习的 EGC 性能“预
测—优化—反馈”闭环智能设计框架。首先，选取矿粉掺量、粉煤灰掺量、碱激发剂模数等 11 个变量作为输入参数，选定抗

压强度、抗拉强度、拉伸应变率为目标性能参数，采用可逆神经网络等 5 类模型进行正向预测，预测精度高达 0.99。其次，

引入 SHAP 可解释性机制，量化解析关键配比参数对 EGC 性能的影响机制及贡献度。最后，融合 CatBoost 与 NSGA-Ⅲ算法

实现多目标性能优化与最优平衡解自动搜索，并通过开展试验研究，验证了所建智能设计框架的准确性与可行性。本工作提

出的 EGC 智能设计框架解决了材料设计中难以避免的高强与高韧权衡问题，突破了传统 EGC 设计中的“黑匣子操作”与“经验

驱动”局限，推动材料设计向智能化、精准化方向发展。 
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在“双碳”目标驱动与全球可持续发展战略的引

领下，建筑材料领域正加速从传统水泥基材料向低

碳、环保、高性能材料转型。超高韧性地聚物复合

材料(EGC)作为一种新型绿色建筑材料，凭借其优

异的力学性能、出色的热稳定性及显著的环境友好

性[1, 2]，展现出巨大潜力。EGC 不仅继承了地聚物

材料固有的低碳排放、高耐火性及强抗化学腐蚀性

等核心优势[3]，更通过引入纤维增强，如 PE 纤维、

玄武岩纤维，显著提升了材料的韧性与延展性。其

综合性能已接近甚至超越超高性能混凝土(UHPC)，
使其在结构加固修复、防火保护以及极端环境基础

设施建设等领域具有广阔应用前景[4–6]。然而，EGC
的性能受碱激发剂浓度、液固比、骨料特性、纤维

几何参数(长度、掺量)等多重因素协同调控。这些

参数间存在复杂的非线性耦合关系，显著增加了材

料组成设计与性能优化的难度[7]。传统经验试错法

不仅成本高昂、周期冗长，且难以覆盖所有设计参

数的可能组合。此外，EGC 的配合比设计往往需要

同时满足多项目标性能指标，如高抗压强度与高拉

伸应变等，而这些目标性能间常存在固有冲突(如强

度与韧性的权衡)，进一步增加了设计难度。 
近年来，机器学习(ML)在材料科学中的应用日

益深入，尤其在高性能复合材料性能预测与配比优

化方面表现出强大的数据建模能力[8–11]。ML 能高效

处理 EGC 复杂配比参数与多项性能指标之间的非

线性关系，为材料性能的快速预测与精准调控提供

有力工具[12, 13]。已有研究证实，支持向量回归(SVR)、
随机森林(RF)、梯度提升树(GBRT)及人工神经网络

(ANN)等机器学习算法，在预测复杂体系材料的关

键性能方面展现出良好的预测精度与泛化能力，为

材料智能设计提供了有力支持[14–21]。Li 等[21]采用

ANN 解析纤维类别对超高韧性水泥基复合材料

(ECC)导电特性的影响规律；钟卿瑜等[19]利用机器

学习模型探讨了碱激发剂浓度、模数、液固比这    
3 个变量对地聚物材料抗压强度、流动度和凝结时

间的影响机制；Yu 等[18]构建了结合 ML 模型与遗传

算法的 ECC 智能配合比设计框架，实现了性能预测

与优化；Zhang 等[20]利用 SVR、RF 等模型预测地

聚物材料抗压强度；Gad 等[12]基于自动机器学习

(PyCaret)构建了 EGC 抗压强度预测模型体系，通过 
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132 组实验数据验证，GBRT 和 CatBoost 模型预测

精度最优，显著提升了材料设计效率；Yaswanth 等[22]

开发了基于 17 个输入参数的 ANN 模型预测 EGC
抗压强度，模型 R2 高达 0.96。尽管如此，目前基

于 ML 的 EGC 研究仍存在 3 大突出问题：一是多

目标性能建模能力不足，现有模型多聚焦单一性能

指标预测，缺乏对 EGC 复杂性能体系的整体建模；

二是缺乏系统性优化策略，当前方法多为静态预

测，缺乏“预测—优化—反馈”的动态闭环设计流

程；三是模型可解释性匮乏，模型预测结果难以转

化为可理解的工程设计规则，制约了模型在指导实

际配比设计中的价值。 
本工作旨在构建一个基于 EGC 材料性能预测

与多目标优化的一体化框架，实现从数据驱动的模

型构建到工程导向的全流程闭环优化设计。研究目

标包括：1) 构建综合性的 EGC 数据库；2) 通过多

种机器学习算法与特征选择算法，开发稳健、准确

的多目标性能预测模型；3) 采用先进的多目标进化

算法(NSGA-Ⅲ)，在相互冲突的性能目标，如强度、

韧性之间“靶向”寻求最优设计解，该理念的核心在

于，将材料设计视为一个具有明确目标的“定向”过
程：“多目标协同靶向”指同时瞄准抗压强度、抗拉

强度与拉伸应变率这 3 个关键性能指标，利用优化

算法在它们相互竞争的复杂关系中寻找最优平衡

点，以满足综合性能要求，“单目标精准靶向”指根

据具体工程场景(如追求极致变形能力或达到特定

强度值)，赋予特定性能指标更高权重，实现对该指

标的定向强化设计；4) 引入 SHAP 可解释性机制，

量化解析关键配比参数对性能的影响机制与贡献

度，辅助材料设计机制解释与过程优化。该智能设

计方法有望突破传统 EGC 设计中的“黑匣子操作”
与“经验驱动”局限，推动材料设计向智能化、精准

化方向发展。 

1  数据收集及处理 
本工作系统整合了 309组国内外文献中的 EGC

抗压强度和拉伸性能试验数据[4, 6, 23–62]，为保障数据

代表性，设定了配比参数的筛选标准。首先，通过

查阅国内外关于机器学习、地聚物材料及水泥基复

合材料的相关文献，整合文献中对性能影响较为显

著的参数，从而确定配合比设计中的关键参数，主

要包括前驱体种类及比例、水胶比、砂胶比、纤维

属性、碱激发剂属性等；其次，结合超高韧性地聚

物复合材料的相关文献，确定较常用的矿粉、粉煤

灰及硅灰的前驱体为本工作研究的前驱体种类，并

将其与总胶凝材料的比值为配比参数；纤维属性中

选择较常用的 PE、PVA 纤维的掺量、长径比、长度

及抗拉强度为配比参数；碱激发剂选用 NaOH 和

Na2SiO3 调配而成的碱性 Na 基材料，以其碱当量和

碱激发剂模数为配比参数。养护方式均为标准大气

压养护，外加剂除减水剂外不含其他试剂。最后，

经筛选整合后获得 181 组有效数据。将矿粉掺量

(GGBS)、粉煤灰掺量(FA)、硅灰掺量(SF)、砂胶比

(S/B)、水胶比(W/B)、碱激发剂模数(AAM)、碱当

量(AAD)、纤维掺量(FC)、纤维长度(FL)、纤维长径

比(FLD)、纤维抗拉强度(FTS)等 11 个变量作为模型

输入参数，28 d 抗压强度(σc)、28 d 拉伸性能[抗拉

强度(σtu)、拉伸应变率(εtu)]作为目标性能。鉴于本

工作所收集的 EGC 数据来自大量不同文献，各变量

的分布范围较广且并不完全符合正态分布，其与性

能之间存在复杂的单调非线性关系，因此，选择斯

皮尔曼系数方法对数据集进行相关性分析，并绘制

成 MIC (Maximal Information Coefficient)热图，结果

如图 1 所示。MIC 值越高，说明参数之间的相关性

越高。依据相关文献的方法，28 d 抗压强度值与矿

粉掺量的相关性强，相关系数为 0.67；纤维抗拉强

度、纤维长度、纤维长径比与拉伸性能(σtu、εtu)均
呈现显著相关性，MIC 值均大于 0.50；砂胶比与目

标性能的相关性最弱，MIC 值均低于 0.10[18, 63]。在

训练之前，首先对数据进行归一化，以加快模型的

收敛速度，采用最大–最小归一化方法对数据进行预

处理[见式(1)]，并将结果映射到区间[0,1]，结果如

表 1 所示。随后，依据机器学习文献中常用的数据划

分方式，将数据库按 7∶3 比例随机划分为训练集与

测试集，并采用 5 种机器学习算法进行训练与比较。 
min( )

max( ) min( )
x xx

x x
−′ =

−
                   (1) 

2  EGC 的性能预测 
2.1  预测模型 

模型的选择参照相关机器学习文献，其中SVR、
GBRT 是较为常用且简易的模型，适用于数据库较

小的研究，SVR、GBRT、XGBoost、ANN、INN 分

别代表核方法、集成学习、深度学习、可逆网络等

几种不同类型的机器学习方法，覆盖了主流预测模

型类型，具有代表性和可对比性。 
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图 1  MIC 热图 
Fig. 1  MIC heatmap 

表 1  数据分布 
Table 1  Data distribution 

Parameter 

category 

Parameter 

type 
Unit Min Mean Max 

Standard 

deviation 

Variable 

GGBS 1 0.00 0.43 1.00 0.29 

FA 1 0.00 0.54 1.00 0.34 

SF 1 0.00 0.01 0.12 0.03 

S/B 1 0.00 0.38 1.60 0.31 

W/B 1 0.22 0.31 0.42 0.05 

AAM mol 0.86 1.26 2.25 0.33 

AAD % 4.08 7.00 11.38 1.87 

FC % 0.00 1.51 3.00 0.83 

FL mm 0.00 0.00 24.00 6.12 

FLD mm/μm 0.00 0.41 1.50 0.30 

FTS MPa 0.00 1894.43 3000.00 1075.20 

Properties σtu MPa 0.00 3.51 15.90 3.25 

 εtu % 0.00 3.46 12.00 3.82 

 σc MPa 0.00 61.93 180.70 32.44 

Note: GGBS—Ground granulated blast-furnace slag; FA—fly ash; 
SF—Silica fume; S/B—Sand-to-binder ratio; W/B—Water-to-binder 
ratio; AAM—Alkali activator modulus; AAD—Alkali activator dosage; 
FC—Fiber content; FL—Fiber length; FLD—Fiber aspect ratio; 
FTS—Fiber tensile strength; σtu—tensile strength; εtu—tensile strain; 
σc—Compressive strength. 

2.1.1  SVR    支持向量回归(SVR)通过构建最优

回归函数解决多目标预测问题，其核心是在所有符

合回归精度要求的直线或曲面中寻找最优超平面，

通过核函数处理非线性关系，并平衡模型预测误差

及复杂度，尤其适用于复杂且多变的预测问题。 
2.1.2  GBRT    梯度提升回归树(GBRT)是一种集

成学习算法，通过迭代训练决策树并优化残差，逐

步提升模型性能。其特点是采用梯度下降算法最小

化损失函数，具有较强的特征组合能力。 
2.1.3  XGBoost    XGBoost 是基于梯度提升树的

改进版本，在 GBRT 的基础上进行了多项优化，其

优势在于处理大规模数据时能保持预测稳定性，并

能有效防止过拟合。 
2.1.4  ANN    人工神经网络(ANN)模拟了人类大

脑的神经元结构，通过输入层、隐藏层和输出层进

行信息传递。其中，隐藏层通过非线性变换实现数

据的特征提取，自动发现数据内在规律，并将其转化

为更易理解的数学表达形式。通过多层次的加权求

和，神经网络能有效捕捉数据中的复杂非线性关系。 
2.1.5  INN    可逆神经网络(INN)是一类具有特

殊结构的神经网络模型，其设计理念基于流模型，
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流模型是一种通过可逆变换管道，将复杂数据逐步

重塑为简单噪声，并能逆向还原的生成式人工智能

方法，核心特征在于实现数据空间与潜在空间的双

向可逆映射。相较于传统 ANN，INN 通过可逆函数

构建网络层，不仅保留了数据的非线性表征能力，

更确保了信息在正向传播与逆向重构过程中的完整

性。这种特性使其有效规避了高维数据处理中的维

度灾难问题。 
INN 的核心优势在于其可逆的结构，它由多个

可逆层构成，每一层的变换均由可逆函数实现，这

些变换确保了每一步计算均可精准逆推，通过这一

结构，INN 不仅能够有效地进行样本生成和重建，

还能在预测任务中展现出优异的稳定性和高效性，

特别是在生成建模、数据变换的应用中，INN 的优

势更加明显。 
2.2  预测性能评估 

模型的预测性能除与数据集相关外，超参数的选

择对于模型的性能具有至关重要的影响。超参数作为

模型训练前需要预设的关键参数，其优化过程对提升

模型预测精度、增强泛化能力以及防止过拟合具有决

定性作用。本工作结合网格搜索和经验准则法，针对

提到的 5 种模型的超参数进行了系统优化。 
2.2.1  模型精度优化    SVR的性能主要受惩罚参

数 C、核函数类型(Kernel type)和 Epsilon 参数的影

响。其中，惩罚参数 C 调控模型对训练误差的容忍

度：增大 C 值会迫使模型更严格地拟合训练数据，

增强模型复杂度，但更易导致过拟合；减小 C 值则

会放宽误差约束，降低模型复杂度，但会忽略关键

特征，导致欠拟合，其最优选择需在模型复杂性与

泛化能力之间寻求平衡，以实现对新样本的稳定预

测。核函数决定了数据在高维空间中的映射方式，

进而影响拟合效果。而 Epsilon 参数则调节模型敏

感度区间。 
GBRT 的 关 键 超 参 数 包 括 决 策 树 数 量

(N-estimators)、最大深度 (Max depth)和学习率

(Learning rate)。增加树的数量和深度可增强模型拟

合能力，但会提升计算复杂度并可能引发过拟合。

为控制过拟合风险，需配合调节叶节点最小样本数

和节点划分最小样本数来约束单棵树的生长规模。

学习率作为梯度下降的步长参数，其取值直接影响

训练效率和模型收敛性：较低的学习率虽能提高训

练稳定性，但会显著增加迭代次数需求。 
XGBoost 在 GBRT 基础上，引入了 3 项核心参

数：Gamma 参数通过控制节点分裂的最小损失衰减

来实现正则化剪枝，抑制过拟合；样本采集比例

(Subsample)通过随机子采样策略降低单棵树对特定

训练样本的依赖，提升模型泛化能力；特征采样比

例(Colsample bytree)则采用特征随机选择机制，在

提升计算效率的同时增强模型鲁棒性。这 3 项参数

的协同优化使XGBoost适用于高维大规模数据的多

目标预测任务。 
ANN 的性能依赖于 3 个关键超参数的设置:学

习率(Learning rate)、网络深度(Hidden layers)和训练

轮次(Epochs)。学习率需权衡收敛速度与稳定性，

过高易震荡，过低则训练缓慢。网络层数与神经元

数量决定模型表征能力，更深网络可学习更复杂特

征，但也增加了计算开销和过拟合风险。训练轮次

需平衡计算成本与模型收敛程度。 
INN 在继承 ANN 基础超参数体系的基础上，

因其特殊的可逆架构而具有独特的参数要求。网络

深度和变换函数的选择须满足每一层变换都具备精

确可逆的特征。这种可逆性约束使得 INN 在层数设

计时需要考虑信息传递的保真度与计算效率的平

衡。通过精心调节这些超参数，INN 能够在保持可

逆特性的前提下，实现对复杂数据的高效建模和稳

定预测。 
模型超参数优化前后的结果对比如表 2 所示，

为了评估 5 种模型对抗压强度、抗拉强度、拉伸应

变率 3 个目标性能的预测精度，引入 R2 对模型数据

测试集预测精度进行评估，计算公式如式(2)所示。

R2 越接近 1 表示模型的预测精度越高。由表 2 可知，

进行超参数优化后的模型均取得不同程度的预测精 
度提升。 

2
2 1

2
1

ˆ( )
1

( )

n
i ii

n
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y y
R

y y
=

=

−
= −

−

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                  (2) 

其中：yi 为真实值； ˆiy 为预测值； y 指真实值的均 
值；n 为样本数。 
2.2.2  模型性能评估    结合表 2 所示的预测性能

评估指标 R2 结果，发现 INN 模型在 5 个比对模型

中展现出最优的正向预测精度。为更直观评估模型

预测性能，依据机器学习文献中类似研究常用的数

据划分方式，选择数据集中 30% (约 48 组数据)作为

预测集，绘制模型生成的预测值与数据组中真实值

的对比图(见图 2)，可视化展示真实值与预测值之间

的关系[64, 65]。图中蓝色散点表示模型生成的预测

值，蓝点与黑色参考线(y=x)的接近程度直接反映预

测精度。结果显示，INN 模型对 3 个目标性能参数

的预测值均紧密分布在参考线附近，进一步验证了

其较高的预测准确性。 
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表 2  模型的超参数优化结果 
Table 2  Model hyperparameter optimization results 

Model type Hyperparameter Before optimization After optimization Before/After optimization’s R2 Optimization method 

ANN Learning rate 0.001 0.010 σc:0.82/0.82 
σtu:0.74/0.83 
εtu:0.72/0.88 

Experience-based/ 
Grid search 

Hidden layers 4 2 

Epochs 250 2500 

INN Optimizer Adam Adam 
σc:0.96/0.99 
σtu:0.96/0.98 
εtu:0.98/0.99 

Epochs 250 2500 

Batch size 64 32 

Learning rate 0.010 0.001 

SVR C 1000 100 σc:0.70/0.82 
σtu:0.60/0.75 
εtu:0.60/0.71 

Grid search 

Kernel type Rbf rbf 

Epsilon 0.01 0.10 

GBRT N-estimators 500 190 

σc:0.80/0.91 
σtu:0.86/0.90 
εtu:0.81/0.93 

Learning rate 0.018 0.019 

Max depth 8 6 

Min samples leaf 10 3 

Min samples split 2 4 

XGBoost Max depth 10 3 

σc:0.90/0.92 
σtu:0.87/0.90 
εtu:0.88/0.96 

Learning rate 0.2 0.1 

Colsample bytree 0.5 0.7 

Gamma 0 0 

Subsample 1.0 0.5 

 

如表 3 所示，5 种模型的性能评估结果表明，

INN 模型在抗压强度、抗拉强度和拉伸应变率 3 个目

标性能上均表现出显著优势，均达到 0.98 及以上[66]。 
2.3  特征重要性分析 

由于 EGC 的性能受多种配比参数协同影响，传

统方法往往难以直接量化各参数的贡献度。为此，

本工作选用基于博弈论的 SHAP (SHapley Additive 
exPlanations)方法进行特征重要性分析。SHAP 方法

通过计算 Shapley 值，公平量化各特征对模型预测

结果的边际贡献，从而提供一致且直观的模型解释。

该方法具有模型无关性，可统一应用于不同模型以

确保结果具有可比性，并能同时提供全局特征重要

性排序及个体样本预测解释，满足多层次分析需求。

基于前期模型评估(表 3)确定的 INN 最优模型，本

工作应用 SHAP 方法，深入分析 11 个配比参数对

EGC 的 3 个关键目标性能(抗压强度、抗拉强度、

拉伸应变率)的影响机制，分析结果详见图 3。特征

重要性分析结果通过 2 种可视化形式呈现，特征贡

献柱状图直观展示各参数对目标性能的相对影响程

度，其中参数按平均 SHAP 值降序排列，SHAP 值

越大表明该参数对性能预测的贡献越显著；SHAP
散点图则深入揭示参数值与性能之间的定量关系，

图中每个数据点代表一个样本的 SHAP 值，其颜色

梯度(蓝色至红色)对应参数值的连续变化。分析显

示，当高参数值(红色区域)与高 SHAP 值区域重合

时，表明该参数与目标性能呈正相关；反之，若低

参数值(蓝色区域)集中于高 SHAP 值区域，则反映

两者存在负相关关系。 
GGBS、AAD、AAM、FTS、FLD、FC 及 FL

等参数的 SHAP 值为正(见图 3a)，表明它们对抗压

性能具有正向贡献；其中，矿粉掺量、碱激发剂模

数和碱当量对模型预测影响尤为显著，其数值增加

可显著提升 EGC 抗压强度。相比之下，粉煤灰掺量、

砂胶比与水胶比呈现负向 SHAP 值，说明这些变量

的增加将抑制 EGC 抗压性能的提升。矿粉中的高活

性 CaO 经过解聚、缩聚反应生成更多 C-S-H、

C-A-S-H 凝胶并填充在孔隙中，从而显著提升EGC 的

强度[67, 68]。而碱当量直接影响溶液中 OH–浓度，较

高的碱当量可促进地聚物反应中的解聚过程，有利于

强度发展。此外，碱激发剂的模数决定了溶液中活性

硅的含量，活性硅组分能与钙铝组分反应形成凝胶体

系，提高凝胶结构的致密性[69]。纤维对抗压强度的

影响机制主要体现在高抗拉强度纤维(如 PE 纤维)能
有效改善 EGC 的受力破坏模式，通过增强纤维与 
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图 2  5 类模型的正向预测精确性评估图 
Fig. 2  Predictive accuracy evaluation plots for the five model types 
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表 3  目标性能预测模型评估指标 
Table 3  Evaluation metrics (R²) for target performance 

prediction models 
Target performance SVR GBRT XGBoost ANN INN 

Compressive strength/MPa 0.82 0.81 0.86 0.84 0.99 

Tensile strength/MPa 0.64 0.85 0.72 0.78 0.98 

Tensile strain/% 0.55 0.86 0.72 0.85 0.99 

基体界面黏结性能来延缓裂缝扩展，防止材料发生脆

性断裂，从而提升整体抗压强度[70–73]。试验结果表明，

使用 PE 纤维的试件，其抗压强度显著高于使用 PVA
纤维增强的试件，证实了纤维抗拉强度与材料抗压性

能的正相关性。该发现与刘扬等[69]关于地聚物混凝土

的研究结论一致，即各参数对抗压强度的影响程度排

序为：矿渣掺量>碱当量>水胶比>水玻璃模数。 

 
图 3  基于 SHAP 的特征重要性分析 

Fig. 3  Feature importance analysis based on SHAP values for target properties 
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由图 3b 可见，在预测 EGC 抗拉强度时，FTS、
AAM、AAD、FLD 和 FL 呈现正向贡献，GGBS、
W/B 和 S/B 则呈负向贡献。影响 EGC 抗拉强度的

显著变量包括纤维抗拉强度、碱当量、碱激发剂模

数及粉煤灰掺量，其中纤维抗拉强度是对 EGC 抗拉

强度影响最显著的变量，这是由于在进行单轴拉伸

试验时，高抗拉强度的纤维能更有效地实现应力传

递，促进多裂缝开展，从而表现出更高的延性和抗

拉强度。纤维掺量对拉伸性能影响呈现非线性特征。

纤维掺量过低时，纤维难以充分发挥桥接作用；掺

量过高则易引起纤维团聚，破坏基体均匀性，进而

影响材料性能。碱激发剂的碱当量与模数决定了反

应环境的碱度与活性硅组分的含量，影响反应产物

的生成量和基体致密化程度，进而对基体强度产生

直接影响[71, 74]。此外，粉煤灰活性相对较低，且颗

粒多为球形结构，过量掺入粉煤灰会引入类球形的

缺陷结构，导致材料在受力状态下产生应力集中现

象，削弱材料强度。 
由图 3c 可见，EGC 的拉伸应变率主要受纤维

和碱激发剂的协同作用影响。其中，纤维长度(FL)、
纤维抗拉强度(FTS)、碱激发剂模数(AAM)、纤维

长径比(FLD)和纤维掺量(FC)呈现显著正向贡献，

而水胶比(W/B)、矿粉掺量(GGBS)和硅灰掺量(SF)
则表现出负向影响，这是由于较高的纤维抗拉强度

能够促进基体内多重裂缝扩展，避免纤维过早断

裂；而较长的纤维增大了桥接区域，从而提升拉伸

性能[56]。碱当量通过调控激发剂中的氧化钠含量，

提高碱激发剂的 pH 值，从而促进地聚合反应进程，

并生成更多 N-A-S-H 凝胶，以增强基体强度；与

此同时，碱激发剂模数影响水化硅铝酸钠的结构

演化。二者的协同作用促使材料在拉伸过程中形

成稳定的微裂纹扩展机制，进而改善 EGC 的拉伸

性能[66, 75]。水胶比和矿渣掺量的增加会降低材料

的拉伸应变率，这与基体孔隙率增加、纤维与基体

间界面过渡区弱化有关。 
2.4  变量交互影响 

为进一步探究重要配比参数对 EGC 性能的交

互影响，对各性能指标重要性排前 4 的特征进行交

互效应研究。首先，对配比参数对 EGC 抗压强度影

响进行探讨，结果见图 4。由图 4 可见，在 GGBS
与 AAD 的交互作用方面，当碱当量超过 6%时，二

者表现出显著的协同增强效应，这源于高碱环境下

矿粉活性组分能够发生更充分的解聚–缩聚反应，促

进高聚合度地聚物的形成[76]。然而，当碱当量降至

3%时，其抗压强度显著低于 6%和 9%碱当量组，表

明碱当量需维持在 6%以上，方能显著提升 EGC 的

抗压强度，低于此阈值则强化效果减弱。 
由图 4 可见，GGBS 和 AAM 之间呈现相互促

进的趋势，但当 AAM 仅为 1.2，GGBS 量小于 60%
时，强度提升有限。这表明，该协同效应存在明显

的阈值特性。从图 4 中可以看出 GGBS 与 FTS 间的

关系，使用低强度纤维时，矿粉掺量增加能够有效

提升强度，这是因为低强度基体与低强度纤维之间

的界面黏结性能更优，使得应力能够有效传递，从

而实现复合材料强度的显著提升[77]。相比之下，高

强度纤维需要匹配相应的高强度基体才能充分发挥

增强作用，否则在高矿粉掺量区域会出现强度增长

迟滞现象。 

 
图 4  双变量对抗压强度的影响规律 

Fig. 4  Influence patterns of dual variables on compressive 
strength 

图 5 为关键参数对 EGC 抗拉强度的影响机

制。由图 5 可见，EGC 的抗拉强度与纤维抗拉强

度之间并非简单的线性关系。当纤维抗拉强度低

于 2000 MPa 时，抗拉强度随碱当量和模数的增加

而显著提升，表明此时基体与纤维之间存在良好

的协同作用。然而，当碱当量和碱激发剂模数超

过临界值后，基体强度提升效果趋于饱和甚至下

降；且当纤维强度与基体强度不匹配时，继续增加

纤维强度并不能显著提升复合材料的抗拉强度[78]。

进一步分析表明，粉煤灰掺量对强度发展具有重

要影响。当粉煤灰掺量达到 0.8 时，虽然抗拉强度

仍与纤维强度呈正相关，但其绝对值显著低于低
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粉煤灰掺量组别，这主要归因于粉煤灰基地聚物

基体强度较低，应力无法连续传递[79]。随着粉煤

灰掺量降低，矿粉基体的增强作用得以充分发挥，

使得复合材料在相对较低的纤维强度下即可获得

较高的抗拉强度。 

 
图 5  双变量对抗拉强度的影响规律 

Fig. 5  Influence patterns of dual variables on tensile strength 

图 6 为双变量对拉伸应变率的影响规律。由图

6 可以看出，纤维长度和纤维抗拉强度对拉伸应变

率存在明显的相互促进关系，较长的纤维和较高的

纤维抗拉强度可有效提升材料的延性，这主要归因

于纤维桥接作用的增强。纤维过长往往会影响 EGC
的制备过程，导致纤维分散不均匀，使各项性能降

低。当纤维长度大于 18 mm 时，EGC 的延性缓慢增

长[80]。而图 6 则反映了基体与纤维的相互作用对纤

维拉伸应变率的影响。当纤维长度小于 18 mm 时，

碱激发剂模数与拉伸应变率呈现明显的强正相关，

表明此时基体与纤维之间的黏结作用良好。SHAP
分析表明 GGBS 对抗压强度贡献最为显著(见图

3a)，图 4 进一步揭示了当矿粉掺量处于 50%~80%
区间时，其与碱当量(AAD≥6%)及碱激发剂模数

(AAM≈1.5~1.8)的协同作用可显著提升抗压强度

与基体密实度，GGBS 过高(>80%)或过低(<50%)
均可能导致反应不充分或基体脆性增加。碱当量

直接影响 OH⁻浓度，碱激发剂模数决定活性硅含

量，二者协同调控地聚物反应进程。 
图 4 与图 5 表明，当碱当量低于6%时，体系反

应活性不足，高于9%则易引起碱骨料反应；碱激发

剂模数在 1.5~1.8 范围内可优化硅铝酸盐凝胶结

构，提升基体强度与纤维–基体界面黏结性能。图

6 表明纤维长度与抗拉强度之间存在明显协同效

应，纤维过短(<12 mm)，桥接作用有限，过长  
(>20 mm)则易导致纤维分散不均匀；抗拉强度接近

2500 MPa 时，纤维能有效传递应力、促进多裂缝开

展，实现高韧性与高抗拉强度的平衡(见图 3b 和图

3c)。综合考虑各项性能指标，EGC 的配合比设计建

议采用以下优化区间：矿粉掺量 50%~80%，碱当量

6%~9%，碱激发剂模数 1.5~1.8，纤维长度 12~20 mm，

纤维抗拉强度约 2500 MPa。 

 
图 6  双变量对拉伸应变率的影响规律 

Fig. 6  Influence patterns of dual variables on tensile strain 

2.5  最优预测模型的试验验证 
利用 INN对试验中的 10 组配合比进行性能预

测，再与试验真实值进行对比，验证最优模型性

能预测的可靠性，结果如表 4 所示。基于 INN 模

型对已知配合比 EGC 的关键力学性能(抗压强度、

抗拉强度、拉伸应变率)进行预测时，其预测精度

(R2)均达到 0.98 及以上(见表 3)。将模型生成的预

测值与真实值进行对比发现，平均误差为 7.78%，

最低误差仅为 0.22%。抗压强度与抗拉强度的平均

误差分别在 4.25%和 8.22%，而拉伸应变率的误差

在 10.48%，说明这 3 个性能指标的预测误差均在

±10%的合理范围内。将经过 INN 正向预测验证的

数据放入数据集中以扩充数据集，进行下一步多目

标优化。 
利用 SVR、XGBoost、GBRT、ANN、INN 等

多种机器学习模型，基于 EGC 数据库，利用 EGC
配比参数对 EGC 3 个目标性能(抗压强度、抗拉强

度和拉伸应变率)进行正向预测；同时结合模型预测

性能评估指标，选出预测精度较优的模型 INN，INN
模型具有独特的双向映射机制，能更好地处理多维
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度复杂数据关系，其平均预测精度为 0.98，远超其

他模型。利用 INN 模型输入具体的配比进行目标性

能值预测，并与实际试验数据进行对比，其误差在

±10%的合理范围内。 

表 4  预测值与真实值对比 
Table 4  Comparison of Predicted vs. Actual values for target properties 

Variable Predictied value Actual value 

GGBS FA SF AAM AAD S/B W/B FC σc σtu εtu/% σc σtu εtu/% 

0.50 0.5 0.00 1.5 0.06 0.25 0.38 2 78.5 7.5 7.12 82.9 6.8 7.50 

0.70 0.3 0.00 1.5 0.06 0.25 0.38 2 95.6 8.6 7.08 95.4 7.9 7.70 

0.60 0.4 0.00 1.5 0.06 0.25 0.38 2 87.9 8.2 7.13 86.3 7.7 8.20 

0.50 0.5 0.00 1.1 0.06 0.25 0.38 2 75.5 5.8 5.79 72.6 5.3 6.60 

0.50 0.5 0.00 1.3 0.06 0.25 0.38 2 77.5 6.7 6.42 74.5 5.9 7.40 

0.44 0.5 0.06 1.5 0.06 0.25 0.38 2 68.4 5.7 7.38 72.9 5.7 8.00 

0.50 0.5 0.00 1.3 0.06 0.25 0.36 1 74.5 5.9 6.32 70.8 5.3 7.10 

0.50 0.5 0.00 1.3 0.06 0.25 0.38 1 72.4 5.7 5.79 76.4 6.0 6.60 

0.50 0.5 0.00 1.3 0.06 0.25 0.40 1 74.5 5.6 5.42 79.9 6.6 6.00 

0.50 0.5 0.00 1.3 0.06 0.30 0.38 1 70.5 5.5 5.78 76.4 5.8 6.60 

Note: In the above mix proportions, the values of the three parameters FL, FLD, and FTS are identical, being 18, 0.75, and 3000, respectively. 

3  EGC 的多目标靶向性能优化设计 
3.1  模型介绍 

在超高韧性地聚物复合材料多目标优化设计

中，需同时优化抗压强度、抗拉强度与拉伸应变率

3 个目标性能指标。由于这些目标之间存在复杂权

衡关系，传统单目标优化方法难以有效捕捉其非线

性交互机制。本工作提出一种结合 CatBoost 回归模

型与 NSGA-Ⅲ多目标进化算法的靶向性能优化框

架，通过设置不同的优化任务与权重配置，真正实

现 EGC 配合比的可定制化、精准化的“靶向”设计，

从而显著提升材料设计效率(见图 7)。 
3.1.1  Catboost 模型    CatBoost 模型在小样本预

测中，首先，可有效缓解模型在高维有限数据下的

过拟合问题；其次，内置的特征组合策略能自动捕

捉配比参数与多目标性能间的复杂非线性关系；最

后，相较于传统响应面法，该模型无需预设多项式

阶数，更适应高维非平衡数据特性。 
3.1.2  NSGA-Ⅲ    NSGA-Ⅲ是基于达尔文进化论

原理的多目标优化算法，通过模拟自然选择与遗传

变异机制，对候选解集进行迭代进化，最终逼近

Pareto 最优前沿。相较于 NSGA-II 算法，NSGA-III
的核心创新在于引入参考点机制，有效解决了高维

目标空间下解集多样性维护的难题，这一特性使其

特别适用于土木工程中需同时权衡多个竞争性指标

的优化问题，如结构设计中的强度、成本与耐久性

协同优化。遗传算法已被人们广泛地应用于组合优

化、机器学习、信号处理、自适应控制和人工生命

等领域[81]。 

NSGA-III 通过均匀分布的参考点将归一化后的

目标空间划分为若干子区域，个体选择时优先保留

关联到稀疏参考点的解(见图 8)。这种机制可类比于

“荷载工况覆盖”思想，确保解集全面表征不同设计目

标的权衡关系。例如，在超高韧性地聚物复合材料

配合比优化中，参考点可系统覆盖“高强度–高拉伸应

变”、“中等强度–低拉伸应变”等典型设计方向。 
CatBoost 模型和遗传算法是相辅相成的。没有

准确的模型，遗传算法即使再强大，也可能因为错

误的预测而找不到真正好的解。反之，没有高效的

优化算法，即使有准确的模型，也难以在巨大的参

数空间中找到最优解。如果模型的预测不准确，那

么优化结果也会偏离实际。因此，在优化之前，需

要确保模型在测试集上有良好的表现，即 R2 值

高、RMSE 低等。 
3.2  约束条件设置 

约束条件设置是遗传算法多目标优化的重要部

分，关系到输出结果的精度。本工作结合第 2 章中

2.3 特征重要性分析及 2.4 变量交互影响的结果，将矿

粉掺量设置为 0.5~0.8，碱当量设置为≤9% (见表 5)。
当纤维掺量超过 2%或纤维长度大于 20 mm 时会影响

基体内流动度，不能发挥纤维在基体内的桥接作用[7]。

为了保证复合材料具有一定拉伸应变能力，纤维掺

量设置不宜低于 0.75%，将纤维掺量设置在 0.75%~ 
2.00%，纤维长度设置于 12~20 mm 范围[82]。设置水

胶比的变化范围在 0.22~0.42，以保证超高韧性地聚物

复合材料具有一定和易性，同时避免材料泌水[7]。同

时设置矿粉掺量、粉煤灰掺量、硅灰掺量之和等于 1。 
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图 7  CatBoost-NSGA-Ⅲ多目标优化框架 

Fig. 7  CatBoost-NSGA-III multi-objective optimization framework 

 

图 8  遗传算法 NSGA-III 优化思路 
Fig. 8  Conceptual flowchart of the genetic algorithm (NSGA-III) optimization process 
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表 5  参数约束条件限制 
Table 5  Parameter constraints for multi-objective optimization 
Variable GGBS FA SF S/B W/B AAM AAD FC FL FLD FTS 

Min 0.5 0 0.00 0.0 0.22 0.86 4.08 0.75 12 0.0 1000 

Max 0.8 1 0.12 1.6 0.42 2.25 9.00 2.00 20 1.5 5000 

 
3.3  多目标靶向性能优化 

为验证模型逆向预测配比的可行性，本工作结

合常见工程应用场景，提出 3 种多目标优化设计任

务，分别是设计最大化目标性能(抗压强度、抗拉强

度、拉伸应变率)、设计最大化拉伸应变率和设计给

定的目标性能。为进一步优化配比方案选择，本工

作引入 TOPSIS (优劣解距离法)对 Pareto 前沿解集

进行综合评价。TOPSIS 是一种经典的多准则决策方

法，其核心思想是通过计算各方案与理想解和负理

想解的相对接近度对其进行排序[83, 84]。通过TOPSIS
评分对 3 种工程应用场景的候选配比进行排序，筛

选出综合性能最优的推荐方案。 
3.3.1  目标性能最大化     在 CatBoost 结合

NSGA-Ⅲ的模型中，将优化问题设置为最大化抗压

强度、抗拉强度、拉伸应变率的目标值，设置抗压强

度、抗拉强度、拉伸应变率 3 个目标权重均为 1，并

通过控制参数精度对生成的 Pareto 重复解进行过滤。

共生成 13 个Pareto 最优解，结合TOPSIS 算法给 13 个

解评分，评分越高代表解越优。结合 TOPSIS 分数，

0.60 分为最高分，其对应解为最优解，将此组别编号

为“MAX3”，以进行下一步试验验证，见表 6。将所

得的所有最优解可视化，见图 9 和图 10。由图 10 可

见，在本模型输出的结果中，EGC 的抗压强度与抗

拉强度呈正相关关系，而拉伸应变率则与抗压强度和

抗拉强度呈负相关关系，综述[7]也有类似的结论。 

 
图 9  3 个目标变量之间的关系 

Fig. 9  Relationships between the three target performance 
variables 

 

图 10  双目标性能间关系 
Fig. 10  Relationships between pairs of target performance variables 

3.3.2  拉伸应变率最大化    设置拉伸应变率的权

重为 1，设置抗压强度和抗拉强度两个目标权重均

为 0.01，将优化问题控制为最大化拉伸应变率，进

一步生成配比。由表 7 可知，基于 TOPSIS 评分，

0.42 分对应组别为最优解，将此组编号为“MAXS”，
以便开展后续试验验证。 
3.3.3  设计给定目标值    通过设置抗压强度、抗

拉强度、拉伸应变率的权重为 1，将优化问题设置

为目标具体值设计，进一步生成配比。利用 CatBoost

模型结合 NSGA-Ⅲ进行多目标优化，生成最接近目

标性能的 1 组配比，并开展试验，该组为 Pareto 前

沿上最接近预设目标的唯一最优解，其抗压强度、

抗拉强度、拉伸应变率分别为 80 MPa、5 MPa、8%，

如表 8 所示。将最优组编号为“TARV”，进行后续试

验验证。 
3.4  试验验证 
3.4.1  原材料及试验方法    基于以上 3 个任务所

生成的配合比(见表 9)，MAX3、MAXS 和 TARV 组
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分别对应设计最大化目标性能(抗压强度、抗拉强

度、拉伸应变率)、设计最大化拉伸应变率和设计给

定的目标性能等任务中的最优组。为使试验结果更

具普适性，本工作中矿粉选用 S95 矿粉，粉煤灰选

择 F 类一级粉煤灰，硅灰选择实验级硅灰，并选取

高纯度石英砂作为细集料，结合模型所生成纤维抗

拉强度范围在 2718~3000 MPa，确定试验用纤维种

类为 PE 纤维，而在实际纤维生产工艺中，由于制

造技术的限制，很难获得具有特殊性能的纤维，例

如 14.69 mm 的纤维长度或 13.84 μm 的纤维直径。

因此，在验证试验中选择了与生成配比中平均值最

接近的纤维长度与直径。同时为避免浆体过早凝结，

添加一定量缓凝剂，试验验证配合比和原材料性能

分别见表 9~表 11 和图 11。 

表 6  生成配合比 
Table 6  Generated mix proportions 

GGBS FA SF AAM AAD S/B W/B FC FL FLD FTS σc σtu εtu TOPSIS score 

0.74 0.26 0.00 1.39 8.15 0.19 0.26 1.54 17.98 1.37 2945 89.09 8.24 9.38 0.37 

0.75 0.25 0.00 1.39 8.15 0.19 0.26 1.54 17.97 1.37 2943 91.69 8.17 9.38 0.38 

0.74 0.26 0.00 1.39 7.79 0.08 0.25 1.54 17.92 1.36 3000 87.10 8.24 9.67 0.40 

0.77 0.23 0.00 1.39 8.12 0.08 0.24 1.53 17.96 1.37 3000 88.75 8.35 9.60 0.40 

0.60 0.37 0.03 1.39 8.13 0.08 0.24 1.62 18.41 1.67 2872 89.36 9.27 9.24 0.44 

0.68 0.29 0.03 1.39 8.13 0.01 0.24 1.63 17.84 1.67 2871 91.96 9.32 9.21 0.47 

0.71 0.29 0.00 1.39 8.15 0.30 0.22 1.74 17.95 1.56 2937 105.29 10.37 7.99 0.56 

0.71 0.29 0.00 1.39 8.15 0.30 0.22 1.89 17.96 1.55 2940 105.07 10.43 8.00 0.57 

0.71 0.27 0.02 1.39 8.14 0.27 0.24 1.48 17.91 1.11 2936 98.93 9.92 8.87 0.57 

0.71 0.27 0.02 1.39 8.14 0.26 0.22 1.49 17.90 1.33 3000 107.71 11.27 7.41 0.58 

0.68 0.29 0.03 1.36 8.13 0.30 0.24 1.63 17.82 1.66 2880 108.72 10.16 8.21 0.59 

0.74 0.25 0.01 1.39 7.95 0.27 0.24 1.53 17.95 1.36 2936 102.09 9.88 8.85 0.59 

0.68 0.28 0.03 1.39 8.13 0.30 0.24 1.64 17.79 1.55 2878 102.51 8.71 9.79 0.60 

表 7  生成配合比 
Table 7  Generated mix proportions 

GGBS FA SF AAM AAD S/B W/B FC FL FLD FTS σc σtu εtu TOPSIS score 

0.74 0.26 0.00 1.39 8.12 0.10 0.24 1.53 17.97 1.36 3000 87.48 6.35 9.66 0.41 

0.73 0.27 0.00 1.45 7.50 0.08 0.24 1.53 17.96 1.35 2856 88.32 6.52 9.58 0.41 

0.70 0.30 0.00 1.39 7.78 0.10 0.24 1.54 17.92 1.37 2997 87.20 6.71 10.89 0.42 

表 8  生成配合比 
Table 8  Generated mix proportion 

GGBS FA SF AAM AAD S/B W/B FC FL FLD FTS σc σtu εtu TOPSIS score 

0.50 0.50 0.00 1.1 8.4 1.5 0.3 1.6 13.3 1.3 2194 80 5 8 0.5 

表 9  验证配合比 
Table 9  Validation mix proportions 

Group w(GGBS) /% w(FA)/% w(SF)/% AAM w(AAD)/% S/B W/B v(FC)/% FL/mm FLD/(mm·μm–1) w(Retard)/% 

MAX3 69 28 3 1.39 8.13 0.30 0.24 1.64 17.79 1.55 0.03 

MAXS 70 30 0 1.39 7.78 0.10 0.24 1.54 17.92 1.37 0.03 

TARV 68 25 7 1.50 10.00 1.00 0.36 1.00 19.00 1.30 0.03 

Note: In the above mix proportions, GGBS, FA, and SF denote the mass percentages of ground granulated blast-furnace slag, fly ash, and silica fume, 
respectively, with their sum defined as 100% of the binder content. AAM and AAD are parameters of the activating solution, and AAM is the modulus of the 
alkali activator, AAD is defined as the mass ratio of Na2O to the total binder content, while S/B and W/B represent the mass ratios of sand and water to the 
binder, respectively. Fiber and retarder are incorporated as external additions. FC denotes fiber content, which is expressed as a volume fraction of the total 
composite. FL means fiber length, and FLD is fiber aspect ratio, defined as the length/diameter ratio. Retard is given as a mass fraction of the total composite. 
w—Mass fraction; v—Volume fraction. 

表 10  胶凝材料化学组成 
Table 10  Chemical composition of materials 

w/% SiO2 CaO Al2O3 Fe2O3 MgO Na2O K2O SO3 TiO2 

Ground granulated blast-furnace slag 39.66 34.2 12.94 1.58 6.94 0.2 1.44 0.72 2.32 

Fly ash 40.7 19.5 22.4 7.34 0.85 0.45 0.69 2.17 5.94 

Silica fume 92.26 0.49  0.89 1.97 0.96 0.42 1.31 0.33 1.37 
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图 11  胶凝材料与细骨料的级配曲线 

Fig. 11  Particle size distribution curves of cementitious 
materials and fine aggregate 

EGC 抗压强度试验参照《水泥胶砂强度检验方

法(ISO 法)》(GB/T 17671—2021)[85]。利用 YAW6206

的200 t电液压力试验机对EGC抗压强度进行测量，

加压速率控制在 0.5 MPa/s。抗压强度测试试件选用

尺寸为 50 mm×50 mm×50 mm 的立方体。 
单轴拉伸试验采用的狗骨模具及仪器见图 12，

试件模具尺寸参考 JSCE，采用 300 kN 的 MTS 拉

压试验机进行单轴拉伸试验加载，位移控制的  
加载速率为 1 mm/min，使用 2 个 LVDT 布置在试

件中部两侧 80 mm 区段中，记录狗骨在拉伸作用

下的应变值，并采用动态信号采集箱采集测量应

变值。 

表 11  PE 纤维的物理及力学参数 
Table 11  Physical and mechanical parameters of PE fiber 

Fiber 
type 

Length/ 
mm 

Diameter/ 
μm 

Length/ 
Diameter 

Tensile 
strength/ 
MPa 

Elastic 
modules/ 
GPa 

Density/ 
(g·cm–3) 

PE 18 20 600 2900 116 0.97 
 

 
图 12  狗骨拉伸试验 

Fig. 12  Dog-bone specimen and tensile test setup 

3.4.2  试验结果    图 13~图 14 为 3 种优化任务的

试验结果对比。由图 13~图 14 可见，在 MAX3 组

中，实测抗压强度、抗拉强度和拉伸应变率分别为

95.23 MPa、7.90 MPa 和 9.20%，与预测值的误差分

别为 7.1%、9.3%、7.9%。MAXS 组的实测结果为

抗压强度 82.56 MPa、抗拉强度 6.71 MPa 和拉伸应

变率 10.89%，与预测值的误差分别为 5.3%、10.0%、

10.6%，其中拉伸性能的预测误差较大，约 10.3%。

TARV 组的实测性能为抗压强度 72.70 MPa、抗拉强

度 4.40 MPa 和拉伸应变率 7.39%，与预测值的误差

分别为 9.1%、12.0%、8.7%。3 组试验中拉伸性能

参数(抗拉强度、拉伸应变率)的预测值与实测值均

存在一定偏差，这主要是由于单轴拉伸试验存在系 

 
图 13  多目标优化抗压强度预测值与真实值对比 

Fig. 13  Predicted vs. Actual compressive strength values for 
multi-objective optimization results 
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图 14  多目标优化拉伸性能预测值与真实值对比 

Fig. 14  Predicted vs. Actual tensile performance values for multi-objective optimization results 

统误差：试件几何缺陷及 LVDT 装配操作等均会对

试验结果产生影响。此外，实测值均略低于预测值，

这与缓凝剂对地聚物早期水化进程的抑制作用直接

相关[83, 86]。缓凝剂颗粒会吸附在凝胶表面，抑制前

驱体的溶解，阻碍早期反应中水化产物的形成，从

而影响强度[87]。 
利用 CatBoost 模型与 NSGA-Ⅲ算法结合，通过

限制配比参数约束范围及设置合理的约束条件，对

超高韧性地聚物复合材料进行多目标优化，成功构

建了基于多目标靶向性能(抗压强度、抗拉强度、拉

伸应变率)逆向反演的 EGC 配合比智能设计框架。

在已训练模型中设置 3 种任务，分别是最大化 3 个

目标性能值、最大化拉伸应变率、设置 3 个目标性

能具体值。同时结合 TOPSIS 评分方法，对所有生

成的 Pareto 解进行评分，并收集每个任务下生成解

中 TOPSIS 最高分解，进行实际目标性能测试，对

比真实值与预测值之间的差距，发现 3 组配比的真

实值与预测值的误差均在 10%以内，最低误差仅为

5.3%。 

4  结论 
本工作构建了一个基于 INN、CatBoost 与

NSGA-Ⅲ算法的 EGC 材料智能设计框架，实现了

从性能预测到多目标靶向优化的全流程闭环优化

设计。首先，通过高精度的 INN 预测模型与 SHAP
可解释性分析，明确了影响各目标性能的“关键靶

点”，如矿粉掺量之于抗压强度、纤维长度与纤维

强度之于拉伸性能；进而，通过结合 CatBoost 与
NSGA-Ⅲ算法，构建了能够主动“瞄准”预设性能目

标的优化器；最终，通过设置不同的优化任务，

验证了该框架具备“多目标协同靶向”与“单目标精

准靶向”的能力，这标志着 EGC 配合比设计实现了

从被动调试到主动靶向设计的跨越。主要研究成

果如下： 
1) 基于 GGBS、FA、SF、S/B、W/B、AAM、

AAD、FC、FL、FLD 和 FTS 等 11 项关键配比参

数，构建了以 28 d 抗压强度、28 d 抗拉强度及拉伸

应变率作为目标性能指标的 EGC 数据库。通过系

统评估 SVR、XGBoost、GBRT、ANN 和 INN 5 种

模型的精度，确立 INN 为最优预测模型，INN 模

型对 EGC 材料的抗压强度、抗拉强度、拉伸应变

率的预测精度分别为 0.99、0.98、0.99。利用 INN
模型对 EGC 材料的 10 组配比进行正向预测，预测

值与试验值的最低误差率仅为 0.22%，验证了模型

的有效性。 
2) 基于 SHAP 的全局敏感性分析表明：增加矿

粉掺量可通过促进 2 次水化反应显著提升胶凝基体

密实度，是改善抗压强度的关键参数；提高 FTS 能

有效增强纤维–基体界面过渡区性能，该参数对抗拉

强度贡献最为显著；延长 FL 可强化裂纹桥接效应，

进而对拉伸应变率产生决定性影响；AAD 与 AAM
作为碱激发反应的核心调控参数，在 3 项性能指标

中均表现出系统性影响。该解析定量揭示了材料配

比参数与宏观性能的构效关系，为 EGC 材料精准设

计提供了理论支撑。 
3) 结合 CatBoost 算法与 NSGA-Ⅲ算法，在严

格约束的参数设计空间内实现了 3 类优化任务：全

局多目标同步最大化、拉伸应变率专项优化及预设

目标值精准匹配。基于 TOPSIS 综合评价体系对

Pareto 最优解集进行量化筛选，优选 3 组配方进行

试验验证。试验结果显示，实测性能与模型预测值

的最大偏差基本控制在 10%以内 (最小误差仅

5.3%)，显著验证了逆向设计框架的工程精度与可靠

性，成功建立了从性能指标到配方参数的闭环设计

机制。 
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Extended Abstract 
Introduction  For the “dual carbon” (i.e., carbon peak and carbon neutrality) goals and global sustainable development strategies, 
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the construction materials sector rapidly transitions from conventional cement-based materials toward low-carbon, environmentally 
friendly, and high-performance alternatives. Engineered geopolymer composites (EGC) as a new generation of green building 
materials exhibit superior mechanical properties, thermal stability, and environmental compatibility. However, the performance of 
EGC is synergistically governed by multiple factors (i.e., alkali activator concentration, liquid-to-solid ratio, aggregate characteristics, 
and fiber geometry). The intricate, nonlinear interactions among these parameters present significant challenges for precise mix 
design and performance optimization. Conventional trial-and-error approaches are prohibitively expensive and time-consuming, 
rendering them fundamentally incapable of effectively exploring the expansive combinatorial space of EGC mix formulations. 
Furthermore, EGC mix design often requires the simultaneous satisfaction of multiple, potentially conflicting performance targets, 
such as high compressive strength and high tensile strain capacity. Therefore, this study was to develop an intelligent design 
framework for EGC integrating performance prediction and multi-objective optimization. This framework directly addressed the 
limitations of conventional “black-box” and “experience-driven” approaches, enabling the intelligent and precise design of sustainable 
cementitious materials. 

Methods  This study established a closed-loop intelligent design framework for EGC based on machine learning (ML), 
incorporating “prediction–optimization–feedback”. Firstly, a comprehensive EGC database was systematically integrated, comprising 
309 sets of experimental data from domestic and international literature. Eleven key mix proportion parameters (i.e., ground 
granulated blast furnace slag (GGBS), fly ash (FA), silica fume (SF), sand-to-binder ratio (S/B), water-to-binder ratio (W/B), alkali 
activator modulus (AAM), alkali equivalent (AAD), fiber content (FC), fiber length (FL), fiber length-to-diameter ratio (FLD), and 
fiber tensile strength (FTS)) were selected as input variables. The 28-d compressive strength, tensile strength, and tensile strain 
capacity were chosen as target output indicators. Five ML models (i.e., Support Vector Regression (SVR), Gradient Boosting 
Regression Tree (GBRT), XGBoost, Artificial Neural Network (ANN), and Invertible Neural Network (INN)) were developed to 
predict the key mechanical properties of EGC from its mix design parameters. Hyperparameter optimization was conducted using grid 
search and experience-based tuning. The SHapley Additive exPlanations (SHAP) method was employed to quantitatively analyze the 
influence of each mix parameter on the EGC performance. Finally, the CatBoost model was integrated with the NSGA-III 
(Non-dominated Sorting Genetic Algorithm III) multi-objective evolutionary algorithm to achieve targeted performance optimization, 
while automatically searching for optimal balanced solutions under various engineering scenarios. 

Results and discussion  Among the five ML models evaluated, the INN model exhibits the maximum predictive accuracy, 
achieving R2 values of 0.99, 0.98, and 0.99 for compressive strength, tensile strength, and tensile strain, respectively. The results of 
SHAP-based global sensitivity analysis reveal that increasing GGBS content significantly enhances compressive strength via 
promoting secondary hydration reactions. The fiber tensile strength (FTS) is the most influential parameter for tensile strength, and 
the fiber length (FL) critically determines the tensile strain capacity via improving crack-bridging effects. Alkali equivalent (AAD) 
and alkali activator modulus (AAM) both affect all three performance indices. Three optimization objectives are implemented by the 
integration of CatBoost and NSGA-III, i.e., 1) simultaneous maximization of all three target performances, 2) targeted optimization 
focusing on maximum tensile strain, and 3) precise matching of predefined target performance values. From the set of Pareto-optimal 
solutions, the optimal mix proportion is definitively selected using the TOPSIS ranking method for subsequent experimental 
validation. The validation results show that the errors between predicted and measured values for the three selected mix proportions 
are all within 10%, with the minimum error being only 5.3%, confirming the reliability and engineering accuracy of the proposed 
intelligent design framework. 

Conclusions  This work could establish an intelligent design framework for EGC that integrates INN prediction, SHAP 
interpretability analysis, and CatBoost-NSGA-III multi-objective optimization, achieving a full-process closed-loop design from 
performance prediction to targeted optimization. The major findings were 1) The INN model demonstrated a superior predictive 
accuracy for the three key performance indicators of EGC, providing a robust foundation for forward performance prediction;       
2) SHAP analysis quantitatively elucidated the mechanisms of key mix parameters on EGC performance, offering a theoretical 
support for precise material design; and 3) The CatBoost and NSGA-III integration effectively enablec\d both multi-objective 
collaborative optimization and single-objective precise targeting, validating the feasibility of the reverse design from desired 
performance targets to optimized mix proportions through experimental verification. This intelligent design strategy effectively 
resolved the conventional strength-toughness conflict, thereby transcending the limitations of “black-box” and experience-driven 
methods and propelling a field toward a paradigm of intelligent, data-driven design for next-generation geopolymer composites. 
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