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基于混合反向传播神经网络的双输出预测模型构建 
 

王琰帅，万承鹏，董必钦，王鹏辉 
(深圳大学土木与交通工程学院，广东省滨海土木工程耐久性重点实验室，深圳市低碳建筑材料与技术重点实验室， 

广东 深圳 518060) 
 

摘  要：实现碱激发混凝土多种性能的同步准确预测是其广泛应用的重要条件。对此，提出了一种基于混合反向传播神经网

络的双输出模型构建方法，以碱激发混凝土的 28 d 抗压强度和坍落度双参数预测为例进行阐述。通过元启发式优化算法(包
括蚁群优化算法、遗传算法、灰狼优化算法和鲸鱼优化算法)对神经网络模型的初始权重和阈值进行优化，构建了包含前驱体

成分、激发剂成分、骨料、养护条件和外加剂等 11 个输入变量的双输出模型。结果表明：4 种算法优化后的混合神经网络模

型在训练过程中均能实现对碱激发混凝土双性能的高精度预测。其中，蚁群优化–神经网络(ACO–BPNN)模型在性能评估时

表现出最高预测精度，抗压强度和坍落度的 R2分别达到 0.932 和 0.929。特征重要性分析显示，矿渣粉含量和粗骨料与细骨

料质量比分别是对抗压强度和坍落度影响最大的因素。基于主成分分析的综合得分计算进一步从数据库中筛选出兼顾高抗压

强度和高坍落度的配合比。本工作为双输出模型构建提供了新思路，尤其适用于碱激发混凝土的多性能同步预测场景。 
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混凝土是一种典型的多相复合材料，其性能与原

材料品质、配合比设计、养护条件及外加剂种类等因

素密切相关。当前混凝土性能数据主要通过实验测试

或数值模拟手段获得，然而该方法不仅需耗费大量人

力、物力和计算资源，且所得结果存在局限性。特

别是在碱激发混凝土(AAC)领域，由于原材料化学

成分的多样性和微观作用机制的复杂性，其应用尚

缺乏统一标准[1]。机器学习(ML)作为一种数据驱动

手段，可通过构建高精度、强鲁棒性的预测模型，从

数据维度以较低成本推动该标准的制定。鉴于工程实

践中混凝土材料常需耦合 2 种或多种性能指标协同服

役，本工作基于完整数据库构建涵盖 AAC 硬化前后

性能(坍落度、抗压强度)的集成预测模型开展研究。 
ML 是人工智能技术的一个重要分支，其主要

通过设置非线性激活函数(如人工神经网络)、构建

复杂拓扑结构(如决策树)及采用非线性映射方法(如
支持向量机)等[2]手段，有效识别材料性能与组分间

的非线性关系。在混凝土材料领域，ML已广泛应用

于自收缩[3]、流动度[4, 5]、抗压强度[6–9]及碳排放[10]

等性能指标的预测研究。然而，既有研究多聚焦于

单一输出变量的模型构建，其所设计的配合比可能

无法满足实际工程应用的多性能需求。因此，亟需

建立一个高精度、强鲁棒性的多输出预测模型。 
反向传播神经网络(BPNN)作为 ML 方法之一，

可通过在输出层设置多个神经元实现多目标性能的

协同预测。然而，针对 AAC 这种异质材料，BPNN
存在超参数敏感、收敛速度较低、易陷入局部极值

等问题，最终导致模型训练失效。为此，学者根据

生物群体捕食与遗传行为提出元启发式优化算法，

如蚁群优化算法(ACO)[11, 12]、遗传算法(GA)[13, 14]、鲸

鱼优化算法(WOA)[15, 16]、灰狼优化算法(GWO)[17, 18]

等，凭借其强大的全局优化能力和搜索策略多样性，

可发现更优的 BPNN 超参数组合，以优化模型性能。

但经上述算法优化的多输出模型预测精度仍需深入

研究，需进一步验证模型是否具备足够鲁棒性，以

应对数据噪声与异常值的影响。 
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基于上述背景，本工作以普通硅酸盐水泥

(OPC)、粉煤灰(FA)、矿渣粉(GGBFS)、硅粉(SF)、
硅酸钠(Na2SiO3)、氢氧化钠(NaOH)、减水剂(SP)、
粗骨料与细骨料质量比(CA/FA)、总骨料含量(TA)、
养护温度 (Ctemp)及热养护时间 (Ctime)为输入变

量，借助 ACO、GA、WOA、GWO 等算法的超参

数优化策略，构建了拓扑结构为 11-21-2 的双输出

神经网络模型，实现了碱激发混凝土新拌状态性能

(坍落度，Slump)与硬化后力学性能(28 d 抗压强度，

CS)的协同预测，为材料实验设计与工程应用提供

科学化、标准化的理论指导。 

1  数据库建立 
本工作遵循数据采集、变量遴选、数据预处理、

模型理论与架构建立、模型性能评估测试及模型可

解释性分析的系统流程(见图 1)。基于所要预测的

28 d 抗压强度和坍落度，从国内外公开发表的 18 篇

文献[19–36]中搜集同时包含上述2项性能测试的564组
配合比数据。为了检验模型的泛化能力，将数据划

分为模型训练数据库(376 组数据)与完全独立的测

试数据库(188 组数据)，分别用于模型训练及其泛化

能力检验。 

 
Note: OPC is ordinary Portland cement; FA is fly ash; GGBFS is ground granulated blast furnace slag; SF is superplasticizer; SF is silica fume; CA/FA is coarse 

aggregate/fine aggregate; TA is total aggregate; Ctemp is curing temperature; Ctime is curing time, which refers to the oven curing time.; CS is 28 d 

compressive strength; R2 is the coefficient of determination; MAE is the mean absolute error; MAPE is the mean absolute percentage error; RMSE is the root 

mean square error. 
图 1  研究流程图 

Fig. 1  Flow chart of the research 
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1.1  输入变量选取 
研究表明，碱激发混凝土的性能主要受前驱体、

激发剂、骨料及养护条件的影响[37–39]。因此，从这

4 个部分选取了共 11 个因素作为输入变量。前驱体

部分，为了扩大模型的适用范围，选取 4 种常见碱

激发材料作为前驱体输入变量，分别是普通硅酸盐

水泥、粉煤灰、磨细高炉矿渣及硅粉。激发剂部分，

由于当前大量研究主要采用氢氧化钠与硅酸钠复合

溶液作为激发剂。因此，选取其作为激发剂输入变

量。骨料部分，选择 CA/FA 及 TA 作为输入变量。

养护条件部分，已有大量研究探讨不同养护方式(热
养护、湿养护、常温养护等)对碱激发材料性能的影

响：粉煤灰基碱激发材料需通过热养护方可获得理

想性能[40]；Tamilarasan 等[41]发现相较于湿养护与常

温养护，热养护可使矿渣基碱激发材料展现出更优

异的抗压强度。因此，热养护对于碱激发混凝土的

最终性能有着显著影响，应该被纳入考量。然而室

温养护作为应用最广泛也最常见的养护方式，其重

要性也不可忽视。为了将 2 种养护方式的特点结合

起来，本工作选择 Ctemp、Ctime 作为养护条件部

分的输入变量。其中，养护温度包含室温养护及烘

箱养护的温度范围；养护时间指的是样品在烘箱中

养护的时长，对于未用烘箱养护而是直接室温养护

28 d 的数据样本，其烘箱养护时间为 0。此外，考

虑到外加剂对 AAC 流动性能的影响，将 SP 纳入输

入变量体系。 
1.2  数据预处理与分析 

本工作数据预处理方法主要包括数据归一化处

理(消除数据量纲差异影响)、数据描述性统计分析

与皮尔逊相关系数分析。 
首先，由于本工作构建的是双输出模型，不同

输出变量之间存在数量级差异，因此，无论是输出

变量还是输入变量都需要进行归一化处理，以减小

维数差异的影响。尤其在本工作中，部分变量的含

0 样本量较多，归一化后可以避免权重过度偏向非 0
样本，更好地保留含 0 样本本身的物理意义(即未添

加该组分或未使用烘箱养护)。由于 0 是最小值且样

本量较多，若将其映射到[0,1]的左边界，在 BPNN
训练时容易与“少量添加”模糊。因此，本工作归一

到[–1,1]区间，0 值映射为–1，更好地保留零值的边

界特性。同时，对称区间也使模型训练梯度方向对

称，加快收敛速度。归一化公式如下： 
max min min

min
max min

( )( )y y x xy y
x x
− −

= +
−

          (1) 

式中：y 为归一后取值；x 为归一前取值，归一后的

区间为[–1,1]。 
其次，本工作选取最小值(Min)、最大值(Max)、

均值(Mean)、标准差(SD)、中位数(Median) 5 个统

计量进行描述性统计分析，结果如表 1 所示，并结

合变量数据分布图(见图 2)揭示数据库内部结构特

征[42]。由表 1 可知，部分变量(OPC、GGBFS、SF、
SP、Ctime)对应的中位数为 0，说明这些变量对应

的数据超过 50%都为 0，这是因为 FA 作为最常见

的碱激发材料，也是本工作前驱体的主体组分，而

OPC、GGBFS、SF 则作为 FA 的部分替代组分被

引入，探究其对碱激发混凝土性能的影响并增强模

型泛化能力，如图 2a、图 2c 和图 2d 所示，分布在

0 点附近的数据频率均大于 0.5。此外，Ctime 在本

工作中特指烘箱养护的时间，对于未采用烘箱养护

而是室温养护 28 d 的数据，参数值取为 0，而由于

大部分实验都是采用室温养护，因此，Ctime 对应

的大部分数据为 0。由图 2g 和图 2k 可见，SP、Ctime
对应的数据超过 50%都分布在 0 点附近，故其中位

数为 0。 

表 1  描述性统计分析 
Table 1  Descriptive statistical coefficient 

Variable Unit Min Max Mean SD Median 
X1-OPC kg·m−3 0.000 93.000 3.240 13.910 0.000 
X2-FA kg·m−3 0.000 500.000 340.300 125.300 397.000 
X3-GGBFS kg·m−3 0.000 450.000 75.260 124.100 0.000 
X4-SF kg·m−3 0.000 80.000 0.916 7.791 0.000 
X5-Na2SiO3 kg·m−3 36.000 374.700 111.400 46.740 107.500 
X6-NaOH kg·m−3 11.000 99.550 32.320 18.000 25.590 
X7-SP kg·m−3 0.000 47.000 3.659 5.443 0.000 
X8-CA/FA  0.000 2.471 1.569 0.639 1.541 
X9-TA kg·m−3 1097.000 2055.000 1755.000 206.700 1824.000 
X10-Ctemp ℃ 20.000 100.000 41.600 22.720 25.000 
X11-Ctime d 0.000 28.000 1.888 5.800 0.000 
Y1-CS MPa 10.240 77.360 38.150 15.950 34.640 
Y2-Slump mm 0.000 270.000 117.500 74.790 109.800 
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图 2  数据分布图 

Fig. 2  Data distribution plot 

以往研究表明[43]，输入变量间的相互依赖性可

能引发多重共线性问题，导致参数失真，最终影响

开发模型的性能。因此，采用皮尔逊相关系数对数

据库中所有输入变量与输出变量间的相关性进行分

析，所得相关系数如图 3 所示。结果表明，所有变

量间相关系数绝对值的最大值为 0.67，低于多重共

线性的阈值 0.80[44]，满足研究要求。此外，通过相

关系数矩阵还可从线性角度分析原始数据库中变量

间的关系。如图 3 所示，GGBFS 与 CS 呈现最高的

正相关性，相关系数为 0.44；Na2SiO3 次之，相关

系数为 0.35，这表明作为前驱体关键组分的

GGBFS 和作为碱激发剂重要成分的 Na2SiO3，在线

性分析框架下均与 CS 呈高度正相关，不仅与以往

研究[21, 23, 45–46]结论一致，又与后续的输入–输出之

间的特征重要性分析结果相互印证。 

2  模型建立的方法论 
本工作研究重点在于实现抗压强度和坍落度

的同步预测，即 1 个模型同时预测 2 个独立变量。

然而传统的机器学习方法(如支持向量机和决策

树等)及其衍生集成模型(如随机森林)主要是为单

目标输出设计的，输出变量通常必须是 1 个单一

的向量或列，对于多目标同步预测问题相比于神

经网络模型有着原生结构决定的劣势。而神经网

络模型可以在输出层设置多个神经元，每个神经

元对应 1 个输出变量[47]，从而在结构上就可以实

现多变量的同步预测。并利用共享层学习的特征

捕捉输出变量之间的相关性，从而提高所有任务

的泛化能力。研究人员为了预测多个目标变量，

通常会选择训练多个独立模型，例如 Gomaa, E[1]

等人基于随机森林建立了 2 个独立模型从而实现

多性能的预测输出，但是建立多个独立模型不仅

耗费更多的时间与成本，还无法识别到输出变量

之间隐含的联系。 
反向传播神经网络(BPNN)是神经网络的一个

分支[48]。其初始权重与阈值的随机性会导致误差函
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数形成含多个局部极小值的高维曲面，致使模型陷

入局部极值[49]。为此，引入蚁群优化算法(ACO)、
遗传算法(GA)、鲸鱼优化算法(WOA)及灰狼优化算

法(GWO)对 BPNN 模型进行优化。 

图 4 为采用的双输出参数 BPNN 模型架构。由

图 4 可见，通过多层神经元的非线性变换与权重优

化，可实现对碱激发混凝土双性能指标的同步高精

度预测。 

 
图 3  相关系数矩阵图 

Fig. 3  Correlation heatmap 

 
图 4  神经网络结构图 

Fig. 4  Neural network architecture diagram 

2.1  贝叶斯超参数优化 
本工作主要采用贝叶斯优化，基于 ACO、GA、

WOA、GWO 算法的不同参数设置进行多次独立运

行，通过对比分析各算法不同参数设置的训练效果，

确定各算法最终的参数设置。 
2.2  蚁群优化算法 

蚁群优化算法(ACO)受启发于蚂蚁群体觅食行

为中寻找最短路径(即最优解)的生物学机制[50]。该
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算法通过信息素的累计为 BPNN 寻找最优权重与阈

值组合提供了正向反馈，加速了模型训练过程且提

高了收敛效率。此外，信息素会随迭代次数消散的

机制使得蚁群不会过早陷入某一路径，有限避免了

BPNN 容易陷入局部极值的问题，提高了泛化能力。

基于贝叶斯优化的参数设置：蚂蚁数量：5 为信息

素挥发系数为 0.7、蚂蚁移动次数为 100、转移概率

常数为 0.3。 
2.3  遗传算法 

遗传算法(GA)是一种受自然选择与遗传机制

启发的全局优化算法。其主要凭借目标适应度函数

筛选 BPNN 的高适应度(即低误差)的初始权重组

合，降低权重选择的随机性。通过交叉与突变强制

搜索新的区域，从而避免 BPNN 陷入局部收敛，提

高全局收敛概率。基于贝叶斯优化的参数设置：交

叉概率为 0.2、变异概率为 0.5、种群大小为 5。 
2.4  鲸鱼优化算法 

鲸鱼优化算法(WOA)的灵感源自鲸鱼独特的泡

网捕食方法。该算法将 BPNN 的权重和阈值组合转

化为动态的“鲸鱼位置”，通过螺旋移动逼近 BPNN
的最佳权重组合，从而增强局部开发能力；通过随

机搜索策略跳出当前搜索区域，避免过早收敛。基

于贝叶斯优化的参数设置：种群数量为 5、螺旋形

状常数为 1、概率阈值为 0.5。 
2.5  灰狼优化算法 

灰狼优化算法(GWO)主要通过模拟狼群协作搜

寻最优解的过程实现全局优化。通过 α、β、δ (适应

度前 3 个体)的位置引导种群(即 BPNN 的权重组合)
向全局优化区域移动，这种引导式寻优也增加了搜

索的多样性，提高了找到最优 BPNN 权重阈值组合

的概率。基于贝叶斯优化的参数设置：种群规模为

5、搜索空间边界为[–1,1]。 

2.6  评估指标的选取 
本工作构建了 2 个独立数据库：模型训练数据

库(376 组数据)与模型测试数据库(独立的 188 组数

据)。将训练数据库按 70% (训练集)、15% (验证集)、
15% (测试集)的比例划分训练模型，并采取 10 次不

同的数据划分方式(最终结果取平均值)以确保模型

能够充分学习全部数据特征。同时，采用均方根误

差(RMSE)、平均绝对误差(MAE)、平均绝对摩尔分

数比误差(MAPE)及决定系数(R2) 4 项常规评估指标

对模型的预测精度进行量化评价，其计算公式如下： 
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式中：yri 为实际值；
_

ry 和
_

py 分别为实际值和预测 

值的平均值；n 为样本数。 

3  结果与讨论 
3.1  模型训练 

BPNN 及 4 种混合 BPNN 模型的训练结果如  
图 5~图 9 所示。由图 5~图 9 [包括所有的(a)分图和

(b)分图]可见，在抗压强度预测中 ACO-BPNN 模型

具备最高的 R 值：0.965；在坍落度预测中 GA-BPNN
模型具备最高的 R 值：0.969。然而，最优模型需基 

 
图 5  基于 ACO-BPNN 的训练结果 

Fig. 5  Training results based on ACO-BPNN 
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图 6  基于 GA-BPNN 的训练结果 

Fig. 6  Training results based on GA-BPNN 

 
图 7  基于 WOA-BPNN 的训练结果 

Fig. 7  Training results based on WOA-BPNN 

 
图 8  基于 GWO-BPNN 的训练结果 

Fig. 8  Training results based on GWO-BPNN 

于双性能协同预测效果确定，因此，通过整合双

性能预测结果评估模型的整体预测能力，结果如

图 5c~图 9c 所示，R 值排序为：ACO-BPNN(0.965)> 
WOA-BPNN(0.948)>GWO-BPNN(0.943)=GA- 
BPNN (0.943)>BPNN(0.925)。显然，优化后模型

的 R 值均显著高于未优化的 BPNN 模型，验证了

元启发式优化算法提升双输出 BPNN 模型预测精

度的可行性。其中，ACO-BPNN 模型表现出最优

的预测性能，其余 3 种优化模型的 R 值差异较小

且性能接近。 
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图 9  基于传统 BPNN 的训练结果 

Fig. 9  Training results based on BPNN 

此外，还采用 4 种常见评价指标(如 2.6 节所述)
对模型训练过程进行综合评估，结果如图 10 所示。

图 10a~图 10d 为 R2、MAE、MAPE、RMSE 4 项指

标的评估结果，图 10a~图 10d 中多边形的 5 个顶点

对应 5 种模型——R2 值越大或 MAE、RMSE、MAPE
值越小，表明模型性能越好。结果显示，ACO-BPNN
在所有指标中均占据最优位置。 

在图 10a 中，除 ACO-BPNN 外，WOA-BPNN、

GWO-BPNN、GA-BPNN 和 BPNN 模型训练集的 R2

值均明显高于其验证集和测试集(测试集 R2 均小于

0.9)，这与模型过拟合导致的训练–测试性能差异扩大

相关。而 ACO-BPNN 模型在训练集、验证集与测试

集的 R2值均超过 0.9，展现出稳健的预测能力，这是

因为蚁群优化算法独特的双反馈机制(即正反馈+负反

馈)能更好地弥补BPNN容易陷入局部极值的劣势[51]。

正如 2.2 节所介绍的，蚁群能通过信息素的累积来强

化找到更优路径(正反馈)，但即使某个路径当前信息素

很高，随着迭代次数的增加，如果没有蚂蚁继续走或

者信息素挥发率较高，该路径的信息素会下降，从而

为探索其他路径(应是全局最优解)提供机会(负反馈)。 

 
图 10  训练过程的性能评估 

Fig. 10  Performance evaluation of the training process 
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3.2  模型泛化能力检验 
泛化能力是评估 ML 模型实用性的核心指标，

因为数据驱动模型在数据库范围内的预测能力已被

充分验证，但其在数据库外的表现仍存疑[44]。为进

一步探究训练后模型的稳定性与鲁棒性并测试其泛

化能力，本工作采用包含 188 组数据的独立数据库

进行双性能预测检验，结果如图 11 所示。与 3.1 节

相似，相较于其他 4 种模型，ACO-BPNN 模型在抗

压强度与坍落度预测中均表现出最高的 R2 值及最

低的 MAE、MAPE 与 RMSE 值。图 11 中误差棒结

果表明，ACO-BPNN 模型的误差范围最小，验证了

其优异的鲁棒性与稳定性。 
此外，WOA-BPNN、GWO-BPNN 与 GA-BPNN

模型的预测能力显著低于未优化的 BPNN 模型，这

与训练过程中(图 5~图 9)的表现相反。这是因为这 3
种优化模型因训练过程中采用 10 次不同数据划分策

略，导致数据特征被过度提取，从而造成模型在训练

时过拟合。从 4 个优化模型训练过程中的损失变化

(见图 12)可以发现，ACO-BPNN 模型的初始损失相

较于其余 3 个优化模型较高，并且随着训练次数的增

加，其训练、验证、测试集损失都保持高度一致。然

而，GA-BPNN、GWO-BPNN、WOA-BPNN 模型虽

然初始损失较低，但随着训练次数的增加，验证、测

试集损失明显高于训练集，证实了模型过拟合现象。

这 3 个模型初始损失较低的原因是在初始训练时，根

据目标适应度函数对解空间进行了初步筛选，这种初

步的筛选会影响算法的全局探索能力(例如在初期学

习不全面时将真正最优解筛选出去)，从而影响模型

的预测和泛化能力。而 ACO-BPNN 模型从最初较高

的损失随着训练次数增加逐渐减小，证实了该算法探

索的全面性，更好地弥补了 BPNN 模型容易陷入局部

极值的问题。此外，发现GA-BPNN 模型在训练 12 次

后出现验证集损失上升的现象，这是因为模型训练后

期基因的多次交叉与变异放大了数据噪音的影响。 

 
图 11  模型泛化能力评估 

Fig. 11  Assessment of model generalization 

为了进一步检验模型的泛化能力，对含零样本

较多变量 OPC 进行了敏感性分析，验证数据稀疏性

是否对模型的预测性能及泛化能力有较大影响。基

于训练数据库中的 376 组数据，以未优化的 BPNN

模型检验去除 OPC 前后的模型训练效果(R)；基于

测试数据库中的 188 组数据，以 4 种优化模型中精

度最高的 ACO-BPNN 检验去除 OPC 前后的模型泛

化能力(R2)。结果如表 2 所示。由表 2 可知，数据
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稀疏性对 ACO-BPNN 模型泛化能力影响并不大，

无论是抗压强度还是坍落度检验，变量 OPC 去除前

后 R2 误差不超过 0.1。从训练效果分析结果看，数

据稀疏性对模型训练过程中训练集、验证集结果有

一定影响，但将 3 个数据集汇总可以发现去除变量

OPC 前后的 R 误差也不超过 0.1。 

 
图 12  4 种优化后模型的损失函数变化 

Fig. 12  Loss function changes for the four optimized models 

表 2  去除变量 OPC 前后模型训练效果及泛化能力对比 
Table 2  Comparison of model performance and 

generalization assessment before and after 
removing the OPC variable 

Variables 
Training assessment (R) 

Generalization 
assessment (R2) 

Train Validate Test Total CS Slump 

OPC 0.952 0.829 0.896 0.925 0.932 0.929 

No OPC 0.917 0.875 0.897 0.917 0.941 0.931 

Note: Training assessment refers to unoptimized BPNN; Generalization 
assessment refers to ACO-BPNN. 

3.3  主成分分析 
ML 模型由于其数据与算法的“黑盒”特性[52]及

模型内部逻辑的不可解释性而不被人们所信服。对

于神经网络模型，其海量神经元、复杂层级结构及

独特的连接方式使得人类难以直观理解其内部运行

机制，尤其本工作采用双输出变量构建模型，进一

步增加了模型的复杂度。为此，通过主成分分析

(PCA)，基于自变量与响应变量间的相关性计算各

输入变量对 2 个输出变量的重要性权重，与现有研

究对比验证。最后，将 2 个输出变量(抗压强度和坍

落度)作为 PCA 自变量，依据数据库特征筛选出兼

顾抗压强度与坍落度综合影响的最优配合比方案。 
3.3.1  特征重要性分析    本工作通过 PCA 对 11 个

输入变量进行处理，得到 11 个独立的主成分，结果

如图 13 所示。特征值的大小反映了各主成分对数据

变异性的解释能力。方差贡献率主要用于确定最终

选取的主成分数量，本工作以累积方差贡献率达到

85%为阈值。分析表明，各主成分的方差贡献率均

低于 25%，证明所选的输入变量具有相对独立性。

每个主成分均包含 1 组特征权重，用于描述各输入

特征对该主成分的贡献度，最后综合各主成分在数

据库中的重要性与不同主成分的特征权重，可计算

出各输入变量对于输出变量的特征重要性排序，结
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果如图 14 所示。由图 14a 可见，特征得分最高的是

GGBFS，说明在本工作中其对碱激发混凝土抗压强

度的影响最为显著，与一些已有研究结果一致[8, 53–54]，

这是因为 GGBFS 相较于其他前驱体组分具有更高

的钙含量和非晶相含量，促进了 C-A-S-H 凝胶的生

成[55]。例如王新频等[56]通过扫描电子显微镜及核磁

共振技术发现碱激发矿渣材料的产物主要是

C-A-S-H 凝胶。Puertas[57]等通过实验发现碱激发矿

渣净浆中生成的C-A-S-H凝胶具有非常密集的结构，

从而具备优异的机械性能。其次是 Ctime，这是因

为短期的热养护虽然能显著提升早期强度[41, 58–59]，

但是当养护时间超过 3 d 时，基质微观结构因过度

反应而发生劣化，反而抑制强度发展[41]。因此，热

养护时间不同会导致材料性能显著变化。此外，发

现 Na2SiO3 对抗压强度的影响位于第 3，但同样作为

激发剂组成部分的 NaOH 影响相对较小，这是因为

激发剂溶液中的 Na2O 含量由 Na2SiO3 和 NaOH 共

同决定，但 Na2SiO3 还决定了反应所必须的 SiO2 含

量，而其是构建凝胶网络结构的关键骨架元素[60]，

从而影响碱激发混凝土的强度。特征得分的高低并

非决定混凝土性能的绝对依据，材料性能本质上是

多参数协同作用的结果。例如，并非所有情况下高

GGBFS 掺量均能获得更高抗压强度。Zhang 等[61]

通过实验发现，当矿渣掺量过高时，需相应增加激

发剂中 Na2O 含量以实现有效活化，才能保证强度

提升。坍落度分析结果如图 14b 所示。发现 CA/FA
对坍落度影响最显著，这是因为该参数的变化代表

了胶凝材料对骨料的包裹效应变化，从而影响混凝

土坍落度。此外，一些硅质骨料可能与激发剂发生

反应进而影响混凝土的坍落度。Ctime 对坍落度影

响得分位列第二，表明高温养护环境对混凝土坍落

度同样具有显著影响。正如 Aliabdo 等[19]所指出，

地聚合物中水分可改善其流动性，因此在高温养护

过程中水分蒸发会显著影响其坍落度。Gomaa等[62]

的实验表明，热养护虽能提升碱激发材料抗压强

度，但会导致坍落度降低，其原因在于粉煤灰的溶

解与反应产物的沉淀加速了聚合物网络的形成与

固相之间的连接，最终表现为坍落度下降。SP 对

坍落度的影响排到第三位。而已有研究也证明减水

剂在碱激发体系中的影响不如硅酸盐水泥体系那

么显著[45]。 

 
图 13  特征值碎石图 

Fig. 13  Scree plot 

 
图 14  特征重要性排序 

Fig. 14  Feature importance ranking 

3.3.2  综合得分计算    本工作主要以抗压强度和

坍落度作为变量进行 2 次主成分分析，基于主成分

综合得分计算验证隐含的“所有指标方向相同且样

本值越大得分越高”的假设，在数据中找到能在保持

高坍落度的情况下还能保持高抗压强度的相对高性

能配比。因为高抗压强度往往对应优异的力学性能，

高坍落度对应良好的工作性能。然而坍落度单独考

虑时并不一定越高越好，这是因为高坍落度表明强
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度下降。但在本工作中，坍落度与抗压强度一起作

为配比筛选标准，则刚好契合了“所有指标方向相同

且样本值越大得分越高”的假设。综合得分计算过程

如下：首先，将抗压强度和坍落度的原始数据进行

标准化并代入主成分方程，将计算所得的对应权重

作为各配合比在各主成分上的得分；随后，将不同

主成分对应的权重得分与其累积贡献率(如表 3 所

示)进行加权求和，最终获得综合得分[63–64]。计算得

到各配合比的综合性能得分如图 15 所示，其中蓝色

文字为综合得分最高(即抗压强度与坍落度相对较

高)的配合比，其对应的抗压强度为 47 MPa，坍落

度为 195 mm。需说明的是，图 15 中呈现的正负值

仅表征配合比在综合指标空间中的相对位置，而非

性能优劣的绝对评估。 

表 3  不同主成分的特征值和贡献率 
Table 3  Cumulative contribution rate of two output 

variables as the principal component 
Principal component 

number 
Eigenvalue 

Percentage of 
variance/% 

Cumulative/% 

1 1.131 92 56.595 84 56.595 84 

2 0.868 08 43.404 16 100.00 000 

 

图 15  基于主成分分析的多变量综合得分计算 
Fig. 15  Multivariate integration score based on PCA 

3.4  模型局限性 
尽管本工作采用一个全新数据库对模型进行了

泛化能力检验，但该泛化能力指的是对数据库范围

之外且输入特征范围之内的数据预测的准确性。而

在实际应用时，输入的特征可能会包含模型训练时

未出现的信息。例如，不同批次的粉煤灰其化学成

分存在差异，尽管本工作基于已发表文献收集的数

据已涵盖大多数类别的粉煤灰，但在实际应用中不

可避免输入的粉煤灰与训练数据库中的粉煤灰在种

类及化学成分上存在差异，会与模型学到的旧规则

产生一定的偏差甚至不适用于旧规则，导致模型泛

化能力不足。因此，完善数据库的训练样本量，提

高输入特征的丰富度对提升最终模型的泛化能力尤

为重要。 

4  结论 
1) 基于混合–神经网络理论建立了能同时预测

28 d 抗压强度与坍落度的模型，通过 10 种不同的数

据划分方式训练模型，最终以平均值代表模型预测

性能，确保了模型的稳定性与鲁棒性，最后基于一

个全新数据库对模型进行泛化能力测试。 
2) 对比了优化前后的 5 种预测模型，发现经蚁

群算法优化的 ACO-BPNN 模型在双性能预测中均

展现出最优综合性能：其预测精度最高(基于 4 项评

价指标)，且稳定性最强(基于误差棒分析)。具体指

标结果：R2=0.932、MAE=2.972、RMSE=4.043、
MAPE=0.083 (抗压强度预测)；R2=0.929、MAE= 
12.212、RMSE=19.580、MAPE=0.223(坍落度预测)。 

3) 由于 WOA-BPNN、GA-BPNN 和 GWO- 
BPNN 3 个模型在训练过程中为了提高预测精度过

度提取了数据特征，导致其均出现过拟合现象。 
4) 基于主成分分析的特征重要性排序结果：输

入变量对抗压强度的影响大小排序为：矿渣粉、热

养护时间、硅酸钠、总骨料含量、粗骨料与细骨料

质量比、减水剂、硅酸盐水泥、硅粉、养护温度、

粉煤灰、氢氧化钠；对坍落度的影响大小排序为：

粗骨料与细骨料质量比、热养护时间、减水剂、硅

粉、硅酸钠、矿渣粉、硅酸盐水泥、总骨料含量、

养护温度、氢氧化钠、粉煤灰。 
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Extended Abstract 
Introduction  Concrete as a typical multiphase composite material exhibits properties closely related to raw material quality, mix 
proportion design, curing conditions, and types of admixtures. Especially in the field of alkali-activated concrete (AAC), a 
predominant use of industrial solid wastes as raw materials introduces inherent complexities, including intricate microscopic reaction 
mechanisms, highly unpredictable performance characteristics, leading to the absence of a widely accepted reliable design standards. 
However, conventional approaches such as experimental characterization and numerical simulations demand substantial financial and 
labor resources and yield outcomes constrained due to material variability and methodological assumptions. Machine learning (ML) 
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as a data-driven approach has a potential to promote the implementation of the standard from another perspective (i.e. data aspect) 
with less cost waste via establishing a predictive model especially a multi-output predictive models with high accuracy and robustness. 
Therefore, this study was to use machine learning in property prediction of alkali-activated concrete (AAC) via establishing a robust 
dual-output hybrid BPNN framework, resolving challenges in multi-objective optimization and overfitting through metaheuristic 
algorithms, and providing mechanistic insights by a feature importance analysis. 

Methods  This study established two independent databases for model training and generalization capability evaluation. Initially, the 
datasets were preprocessed and analyzed through data normalization, Pearson correlation coefficient calculation, and descriptive 
statistical analysis. Subsequently, four metaheuristic algorithms, i.e., Ant Colony Optimization (ACO), Genetic Algorithm (GA), 
Whale Optimization Algorithm (WOA), and Grey Wolf Optimizer (GWO), were employed to optimize the hyperparameters of the 
Backpropagation Neural Network (BPNN), with a predictive accuracy enhanced via ten-fold cross-validation. The predictive 
performance of five models (original BPNN and optimized variants) was systematically compared based on four evaluation metrics, 
i.e., coefficient of determination (R2), mean absolute error (MAE), mean absolute percentage error (MAPE), and root mean square 
error (RMSE). The generalization capability was further validated using a novel independent database, ultimately identifying the 
optimal model capable of high-precision simultaneous prediction of compressive strength and slump. Finally, the principal component 
analysis (PCA) was utilized to rank the influence of input variables on the output properties, enabling the selection of optimal mix 
proportions from the database through comprehensive performance evaluation of dual-output variables. 

Results and discussion  The Pearson correlation coefficient analysis indicates the rationality of input variable selection via 
confirming the absence of significant multicollinearity, thereby mitigating its adverse effect on the model predictions. During model 
training, the metaheuristic optimization algorithms significantly enhances the predictive performance of the Backpropagation Neural 
Network (BPNN), demonstrating that a hyperparameter optimization effectively improves the model capability. However, the 
generalization capability evaluation using a novel independent database reveals that three optimized models exhibit an inferior 
performance, compared to the unoptimized BPNN, contradicting their training-phase results. This discrepancy indicates overfitting in 
these three models during training, potentially attributable to excessive feature extraction induced by ten-fold cross-validation. In 
contrast, the Ant Colony Optimization-enhanced BPNN (ACO-BPNN) consistently demonstrates superior predictive accuracy and 
stability across both training and generalization assessments. 

Furthermore, the principal component analysis (PCA)-based feature importance ranking identifies ground granulated blast 
furnace slag (GGBFS) as the most influential factor for 28-d compressive strength, while the coarse aggregate/fine aggregate ratio 
(CA/FA) exerts the dominant control over slump variability. 

Conclusions  A hybrid-BPNN model capable of predicting both compressive strength and slump was trained and modeled in an 
entirely new database with appreciable accuracy levels. Five predictive models before and after optimization were established and 
compared. The ACO-BPNN had the optimum predictive accuracy (based on four evaluation indicators), and the strongest stability and 
robustness (based on the error bars) in testing process for both two properties. For the assessment of compressive strength prediction 
in testing process, the evaluation indicators could involve R2=0.932, MAE=2.972, RMSE=4.043, and MAPE=0.083. For slump 
degree prediction, the evaluation indicators could involve R2=0.929, MAE=12.212, RMSE=19.570, and MAPE=0.223. The 
WOA-BPNN, GA-BPNN, and GWO-BPNN algorithms exhibited pronounced overfitting tendencies when applied to multi-output 
variable modeling. This phenomenon could stem from excessive feature space optimization caused by high-frequency data reuse 
inherent in the ten-fold cross-validation framework. The principal component analysis (PCA) indicated that the relative importance of 
eleven input variables for compressive strength could be arranged in a descending order as follows: GGBFS; curing time, Na2SiO3, 
total aggregates, CA/FA, superplasticizer, OPC, SF, curing temperature, FA, and NaOH; and those for slump could be arranged in a 
descending order as follows: CA/FA, curing time, superplasticizer, SF, Na2SiO3, GGBFS, OPC, total aggregates, curing temperature, 
NaOH, and FA. 
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