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与传统的铅酸电池和镍镉电池相比袁锂离子电
池由于能量密度高尧循环寿命长尧自放电率低和无
记忆效应等优点袁被广泛应用于电动汽车尧混合动
力汽车尧通信及航空航天等领域[1鄄3]遥然而袁锂离子电
池复杂的老化过程使其在工程应用中存在问题袁较
为明显的是容量衰减差异特性袁即使在相同的工作

条件下袁相同类型和规格的电池之间也存在容量衰
减差异[4]遥通常需要将电池串尧并联以满足电动汽车
电源系统的能量和功率要求袁 而随着时间的推移袁
每个电池的性能都会衰减袁并且由于制造工艺和材
料的差异袁电池在老化过程中容量衰减的差异会进
一步加剧袁这将直接影响电源的整体性能遥 电池健
康状态 SOH渊state鄄of鄄health冤作为电池管理系统 BMS
渊battery management system冤的基本功能之一袁能够
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很好地反映电池老化和损坏程度袁但该指标无法直
接测量袁 因此准确地估算锂离子电池 SOH尤其重
要[5]遥 SOH从容量或内阻 2个不同角度进行定义袁
从容量的角度定义 SOH能够更好地反映电池的储
能特性袁 并可以根据估算的 SOH进一步修正电池
荷电状态袁因此本文从容量的角度分析 SOH遥 在老
化故障导致整个系统崩溃之前袁 更换电池是必要
的袁 当电池的实际容量下降到其标称值的 70%或
80%时袁由于不能满足车辆的使用袁认为电池已到
使用终点袁应及时更换新电池[6]遥

根据文献[7鄄9]袁SOH估算方法可以分为直接测
量法尧模型法和数据驱动法 3类遥 直接测量法基于
直接测量的电池容量[10]或电池内阻[11]袁并使用不同
的方法来分析和估算 SOH值袁该方法原理清晰袁易
于理解袁 但需要借助精密的仪器且对电池有损伤袁
在应用上具有一定的局限遥模型法主要包括电化学
模型[12]和等效电路模型[13]袁电化学模型物理意义明
确袁但电池老化是多因素耦合的共同作用袁该模型
过于复杂更适应于电池材料和工艺设计的改进而

非 SOH估算中曰与电化学模型相比袁等效电路模型
采用非线性电路元件显著降低了模型复杂度袁然
而袁由于对电池内部提出假设袁该模型准确性和鲁
棒性受限遥数据驱动法无需考虑复杂的化学反应及
电池类型袁 具有估算精度高和泛化能力强等优点袁
受到了研究者的重点关注遥 数据驱动进行 SOH估
算时袁需要借助的数据占电池的整个生命周期较长
且对数据要求较高袁但随着大数据的到来袁该缺点
逐步被克服袁因此本文采用数据驱动法对锂离子电
池 SOH进行在线估算遥 数据驱动法进行 SOH估算
中袁具有代表性的是反向传播网络 BPNN渊back propa鄄
gation neural network冤简称 BP神经网络袁理论成熟尧
应用广泛袁但该算法存在对初始值敏感袁容易陷入
局部最优解袁收敛速度慢甚至不收敛的缺点[14]遥 网
络的训练可以看作是 1个非凸优化问题袁关于神经
网络权阈值优化的研究很多袁Kajornrit J[15]用模拟退
火尧直接搜索和遗传算法等元启发式算法检验了神
经网络的学习性能袁他们将这些启发式算法优化后
的 BP神经网络在公开测试数据库上执行袁与其他

元启发式算法相比袁 遗传算法得到的神经网络性能
最好遥 NawiN M[16]受布谷鸟行为的启发袁提出了 1种
布谷鸟搜索算法袁 用来训练快速收敛的 Elman递归
网络和反向传播 Elman递归网络遥
基于上述分析袁为能够简便地在线对锂离子电

池 SOH进行估算袁提出使用麻雀搜索鄄BP神经网络
SSA鄄BPNN渊sparrow search algorithm鄄back propaga鄄
tion neural network冤的估算方法以克服 BP神经网
络的缺点袁并应用引入误差的数据增强方法进一步
提高模型的鲁棒性遥

1 麻雀搜索算法

SSA源于对麻雀群体觅食行为的研究袁发现者
作为种群的开拓者负责带领种群寻找充足的食物

源袁 加入者跟随发现者觅食并伺机抢夺发现者食
物袁当周围出现天敌时袁种群中某些个体会发出警
报袁当安全系数低于一定值后袁种群将会整体转移
以寻找新的食物源袁 该算法是 1种新型启发式算
法袁具有寻优能力强和收敛速度快等优点[17]遥
建立麻雀搜索算法的数学模型为

X = 渊x1x2噎xn冤T xi沂Rd 渊1冤
式中院n为种群总数曰d为所需优化数据的维度遥
种群适应度可表示为

Fx = [f渊x1冤f渊x2冤f渊xn冤]T 渊2冤
式中袁f渊窑冤为麻雀单体适应度遥 单体适应度越高说
明该单体获得食物能力越强袁 就种群整体而言袁发
现者搜索范围更大袁适应度相对更高袁发现者位置
变化矩阵为

Xt+1
i袁j = Xi袁j exp - i

琢itmax蓸 蔀 R2 < ST

Xi袁j+QL R2逸ST

扇
墒
设缮设 渊3冤

式中院Xi袁j为麻雀单体位置曰j 为 1~d的正整数曰琢为
从 0到 1的随机数曰itmax为最大迭代次数曰Q为随机
数曰L为 1伊d维全 1矩阵曰R2为预警值曰ST为安全
值遥 当 R2<ST时表示被捕食的风险较小袁可扩大搜
索范围袁相反袁种群中某些个体发现了危险并发出
警告袁该位置的麻雀将快速转移遥
当发现者找到较好的食物时袁一些加入者会立
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图 1 BPNN结构
Fig. 1 Structure of BPNN
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即加入发现者位置进行抢夺袁若成功袁进行式渊3冤的
位置变化袁若失败袁进行的位置变化可表示为

Xt+1
i袁j = Qexp Xworst-Xt

i袁j
i2蓸 蔀 i > n/2

Xt+1p +|Xi袁j-Xt+1p |A+ i臆n/2
扇
墒
设设缮设设 渊4冤

式中院Xworst和 Xp分别为当前最有利和最不利的位

置曰A+为 A的广义逆矩阵曰A为 1或-1的 1伊d 维矩
阵遥当 i>n/2时袁表示加入者未能成功抢夺食物袁饥肠
辘辘袁需转移到全新位置觅食以提高自身适应度遥

警戒者位置随机数量占总数量的 20%以内袁位
置变化为

Xt+1
i袁j =

Xtbest+茁|Xt
i袁j-Xtbest| fi > fg

Xt
i袁j+k Xt

i袁j-Xtworst渊fi - fw冤+着 fi = fg

扇
墒
设设缮设设 渊5冤

式中院Xbest为当前最有利位置曰茁 为标准正态随机
数袁代表步长控制系数曰k 为-1到 1的随机数袁代表
麻雀的方向曰fg为当前适应度最大值曰fw与 fg相反曰着
为较小的常数以确保分母不为 0遥 当 fi>fj时袁表示
麻雀周围存在天敌袁有较大的被捕风险曰当 fi=fj时袁
表示种群中一些麻雀已意识到危险袁需靠近其他麻
雀以减少被捕风险遥

2 基于SSA鄄BPNN的SOH估算方案

2.1 反向传播神经网络
电池老化十分复杂袁 展现了强烈的非线性特性

和耦合特性袁应用 BPNN可以实现输入特征到 SOH
的映射遥 因为单隐藏层存在未能满足估算精度要求
且隐藏层过多会造成模型复杂和过拟合等问题袁所
以本文选取双隐藏层 BPNN进行分析研究袁 建立的
BPNN模型如图 1所示遥其中 hij为第 i层第 j个神经
元遥 BPNN理论研究成熟袁本文仅使用单隐藏层神经
网络进行简要推导说明袁详细推导可查询文献[18]遥

设输入层到隐藏层再到输出层的权值和阈值为

wij尧wjk尧兹j 和 兹k遥 学习样本集合 D:{渊x1袁y1冤袁渊x2袁y2冤噎
渊xn袁yn冤}袁输入变量为 xi沂Rd袁对应真实输出变量为
yi沂R1袁 其中袁d 为学习样本维度袁i为学习样本个
数袁则

yj = f1
n

i=1
移wij xi - 兹j蓸 蔀 渊6冤

yk = f2
m

j=1
移wjk bj - 兹k蓸 蔀 渊7冤

式中院yj为隐藏层神经元 j 的输出值曰yk为网络的实

际输出值曰i尧 j 和 k 分别为数值从 1到输入节点数
n尧 隐藏层神经元个数 s和输出层神经元数 m的正
整数曰f渊窑冤代表激活遥

计算输出层节点的误差 着k为

着k = 渊yi- yk冤yk渊1-yk冤 渊8冤
计算隐藏层节点误差 着j为

着j = yj 渊1-yj冤
m

k=1
移着k wjk 渊9冤

通过网络实际输出定义误差 E为

E= 1
N

m

k=1
移渊yi- yk冤2 渊10冤

根据梯度下降法袁网络中每个权值的变化都应
与 E的负梯度成正比遥 权值修正表达式为

驻w=-浊 鄣E鄣w 渊11冤
式中院浊为学习率曰w为权值遥 网络训练就是通过梯
度下降法不断调整权尧阈值以减小 E袁直到小于设
定值或迭代超过设定最大值遥
2.2 SSA鄄BPNN进行在线 SOH估算框架

SSA鄄BPNN是 SSA和 BPNN的结合袁核心思想
是将 SSA启发式全局寻优能力应用于 BPNN初始

280



第 5期 张凯飞袁等院基于 SSA鄄BPNN的锂离子电池 SOH估算

图 3 SSA鄄BPNN在线 SOH估算框架
Fig. 3 Framework of online SOH estimation based on

SSA鄄BPNN
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图 2 SSA鄄BPNN流程
Fig. 2 Flow chart of SSA鄄BPNN
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权尧阈值的优化上袁再使用 BPNN逆向传播进一步
反馈优化袁最终达到智能寻优的目的遥 算法流程如
图 2所示袁 将 SSA鄄BPNN应用于锂离子电池在线
SOH估算时主要分为 2个部分袁如图 3所示遥

渊1冤离线训练部分院首先从电池老化数据库中
挑选出标称充电曲线袁 然后使用安时积分法获得
当前电池可用容量袁 再进一步计算得到真实 SOH
值袁即

Cage = tga

0 Idt 渊12冤
SOH= Cage

C0
伊100% 渊13冤

式中院Cage为当前可用容量曰tga为进行充电的总时
间曰I为充电电流曰C0为初始容量遥

从对应的充电电压尧电流和温度曲线中提取出
所需的健康特征 HI渊health indicator冤袁最后以 HI为
输入袁对应 SOH为输出袁训练 SSA鄄BPNN且将训练

好的参数保存以便在线估算应用遥
渊2冤在线估算部分院通过 BMS提取标称充电曲

线中模型所需的 HI袁然后将提取的 HI输入到已训
练好的 SSA鄄BPNN中袁最终通过信息正向传递得到
SOH估算值遥

3 实验数据

3.1 数据来源及工况说明
本文使用美国航空航天局中随机电池使用数

据集渊NASA Randomized Battery Usage Dataset冤[19]验

证所提出的 SOH估算方法的有效性袁 该数据集由
NASA的 Ames卓越预测中心于 2014年测量提取袁
测量平台包括恒温器尧传感器尧可编程直流电源尧数
据记录仪和电化学阻抗谱测试仪等遥实验使用的电
池型号为 LGDAMF11865钴酸锂电池袁其额定容量
为 2.15 Ah袁 电压设置的工作范围为 3.2耀4.2 V遥
NASA随机使用数据集老化工况见表 1袁共包含 28
个电池实验数据袁分为 7组袁组内 4个电池老化工
况相同袁每组老化工况各不相同袁工况复杂袁更符合
电动汽车在实际生活中的使用情况遥 基本上每 50
个老化工况后进行一次标称充放电尧恒功率放电和
脉冲放电过程遥标称充放电步骤为院首先 2 A恒流放
电至电压等于 3.2 V袁然后前 3组不进行静置袁剩下 4
组进行静置 1.5 h袁 最终采用恒流恒压 CC鄄CV渊con
stant current鄄constant voltage冤充电至 4.2 V电流小于
0.01 A遥 老化工况随机放电概率见表 2遥
3.2 数据增强
上述数据集中大约只有 950条标称充电曲线

可以进行 SOH 估算研究袁 除去测量存在问题及
SOH掉到 70%以下的数据样本后袁只剩 280条可供
研究遥 一般情况下袁在数据驱动法中袁数据量越大袁
样本多样性越高袁模型鲁棒性越强遥文献[20]提供了
1种数据增强方法袁 但引入的误差不符合 BMS实
际的测量遥根据上述文献袁在原本数据的电压尧电流
和温度中加入均值为 0尧 幅值为样本变化幅值的
0%耀2%尧功率为 0的高斯白噪声遥 进一步根据我国
叶GB 38031鄄2020电动汽车用动力蓄电池安全要求曳
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图 4 充电过程中电压、电流和温度曲线

Fig. 4 Voltage, current and temperature curves
during charging

渊a冤充电电压

渊b冤充电电流

渊c冤充电温度

表 1 NASA随机使用数据集老化工况
Tab. 1 Aging conditions for NASA Randomized Battery

Usage Dataset

表 2 老化工况随机放电概率

Tab. 2 Random discharge probability under
aging conditions

电池编号 充电电流 放电电流 温度/益
RW1 RW2
RW7 RW8

充电 0.5尧1.0尧2.0尧
2.5或充满 0.5耀4 A

24

RW3 RW4
RW5 RW6

2 A恒流转恒压至
0.01 A

RW9 RW10
RW11 RW12

{依4.5 A袁依3.75 A袁依3 A袁依2.25 A袁
依1.5 A袁依0.75 A}充电为负袁

放电为正

RW13 RW14
RW15 RW16

2 A恒流转恒
压至 0.01 A

偏小电流放
电

RW17 RW18
RW19 RW20

偏大电流放
电

RW21 RW22
RW23 RW24

偏小电流放
电 0RW25 RW26

RW27 RW28
偏大电流放

电

中规定的单体电流测量误差要求小于依1%袁 单体
电压采样误差要求小于依1%袁单体温度采样误差要
求小于依2 益袁添加电流偏置量 琢=依0.008 A袁电压偏
置量 茁=依0.01 V袁温度偏置量 酌=依2 益遥 则有

i = Nw渊imax- imin冤依琢 渊14冤
v =Nw渊vmax- vmin冤依茁 渊15冤
T=Nw渊Tmax- Tmin冤依酌 渊16冤

式中袁Nw为上述高斯白噪声遥 将数据增强 15倍袁以
RW25第 1次标称充电曲线作为范例袁使用数据增
强和未采用数据增强的真实值对比如图 4所示遥

3.3 健康特征选择
HI提取通常是基于标称充电和放电曲线袁但

是基于这些曲线进行直接建模是不合适的遥 原
因院淤数据较多计算量大曰于数据冗余拟合效果
差曰 盂BMS采样时间可能不同且随着电池老化等
时间采样数据减少袁导致模型输入量不好确定遥 基
于以上原因袁本文从标称充电电压和温度曲线中选
取了具有代表性的 苑个 HI作为 SSA鄄BPNN的输入
并将其分为 3组袁即

Svcc = tcc

0 vccdt
Svga = tga

0 vgadt

扇

墒

设设缮设设
渊17冤

式中院vcc为恒流 CC充电电压曲线曰tcc为 CC充电时

0.5 7.2 2.0
1.0 4.8 2.4
1.5 19.3 3.6
2.0 21.6 6.0
2.5 14.6 9.2
3.0 10.0 11.8
3.5 6.5 17.2
4.0 4.0 23.4
4.5 1.5 19.4
5.0 0.5 5.0

偏小电流/% 偏大电流/%电流/A 放电概率

4.2

4.0

3.8

3.6 1801501209060300
t/min

数据增强
真实值

tcc tcv

1801501209060300
t/min

tcc tcv

数据增强
真实值

0

-0.5
-1.0
-1.5

-2.0

1801501209060300
t/min

tcc tcv

数据增强
真实值

44
42
40

38
36

Tpeak
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渊a冤RW5

渊b冤RW7

渊c冤RW10

渊d冤RW13

间曰Svcc为 vcc与 tcc围成的面积曰tga为总充电时间曰
Svga为总充电电压曲线与 tga围成的面积遥

tcc = tmin i > icc
tga = tmax嗓 渊18冤

STcc = tcc

0 Tccdt
STga = tga

0 Tgadt
Tpeak =Tmax

扇

墒

设设设缮设设设
渊19冤

式中院Tcc为 CC温度曲线曰STcc为 Tcc与 tcc围成的面
积曰Tga为温度曲线曰STga为 Tga与 tga 围成的面积曰
Tpeak为温度峰值点遥

4 实验仿真与验证

提取上述输入特征后袁本文随机选取未进行数
据增强的 RW5袁RW7袁RW10袁RW13袁RW17袁RW21袁
RW27作为测试集袁其他数据经过增强为原数据的
15倍均作为训练集袁使用 MATLAB进行仿真验证遥
为消除量纲影响需将输入特征进行归一化袁即

xn= x- xmin
xmax - xmin

渊20冤
式中院xn为归一化后的数据曰x 为原始数据曰xmax和
xmin分别为原始数据的最大值和最小值遥 归一化后
的结果位于[0袁1]之间遥设定 SSA鄄BPNN中种群规模
pop等于 150袁最大进化次数 epoch为 50袁发现者占
总种群数的比例是 20%遥隐藏层神经元个数为超参
数袁 根据深度学习研究者普遍设置为 2n且逐层递

减袁故本研究选取隐藏层神经元的个数为 16和 4遥
设置寻优目标是最小化训练集均方根误差袁学习率
为 1伊10-3袁选择方便且常用的贝叶斯正则化训练算
法袁该算法基于概率解释定义网络参数且拟合效果
较好遥

为了能够定量分析实现结果袁采用平均绝对误
差 着MAE尧 均方根误差 着RMSE及最大误差 着MAX作为评
估指标袁即

着MAE= 1
N

N

i=1
移|Y i-Y赞 i| 渊21冤

着RMSE= 1
N

N

i=1
移渊Y i-Y赞 i冤蓘 蓡 2姨 渊22冤

着MAX=max N

i=1
移渊Y i-Y赞 i冤蓘 蓡 渊23冤

式中院Y i为第 i 个样本经模型输出反归一化后的
SOH估算值曰 Y赞 i为第 i个样本所对应的 SOH实际
值曰N为样本数遥 图 5与表 3展示了 SSA鄄BPNN与
BPNN的 SOH估算对比遥
表 3与图 5是对应的袁表 3中的优化是指使用

SSA鄄BPNN进行 SOH估算袁未优化指仅使用 BPNN

90

80

70 55045035025015050
循环次数

真实值BPNN估算值
SSA鄄BPNN估算值

90

80

70 55045035025015050
循环次数

SSA鄄BPNN估算值BPNN估算值
真实值

100

90

80

70 45035025015050
循环次数

真实值BPNN估算值
SSA鄄BPNN估算值

100

90

80

70 45035025015050
循环次数

SSA鄄BPNN估算值BPNN估算值
真实值
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5 结语

从容量的角度进行分析袁 基于数据驱动提出
SSA鄄BPNN的锂离子 SOH估算方法并使用数据增强
进一步提高模型鲁棒性袁 最终在 NASA随机使用数
据集作出验证遥 结果表明袁该模型搜索能力强袁泛化
性能好袁 能够适应电池老化的差异特性且误差稳定
控制在 3%以内遥 下一步会将该方法投入到 BMS实
际应用中袁进一步验证其优越性遥数据驱动理论上不
受电池类型限制袁 但目前只将本估算方法应用在钴
酸锂电池数据中袁 之后会重点关注与磷酸铁锂电池
等数据建模效果袁进一步开展方法的泛化性能研究遥

表 4 不同估算策略的整体测试集 SOH估算结果对比
Tab. 4 Comparison of SOH estimation results of whole

test set among different estimation strategies

表 3 测试集 SOH估算结果误差
Tab. 3 Errors of SOH estimation results of test set

电池编号 是否优化 着MAE /% 着RMSE /% 着MAX /%
RW5 是 0.83 1.08 2.41

否 1.03 1.31 2.25
RW7 是 1.10 1.32 2.61

否 2.35 2.48 3.79
RW10 是 0.86 0.97 1.76

否 0.93 1.20 2.59
RW13 是 0.94 1.12 2.11

否 1.48 2.00 4.76
RW17 是 0.62 0.76 1.52

否 1.42 1.75 3.11
RW21 是 0.93 1.14 1.88

否 1.56 2.12 5.00
RW27 是 1.06 1.29 2.20

否 1.07 1.41 2.65

图 5 测试集 SOH估算结果
Fig. 5 SOH estimation results of test set

渊e冤RW17

渊f冤RW21

渊g冤RW27

进行 SOH估算遥 从表 3可以了解到 SSA鄄BPNN的
SOH估算精度较高袁着MAE最大为 1.10%袁着MAX最大为

2.61%袁着RMSE最大为 1.32%遥 从图 5中可以观察到袁
锂离子电池在 SOH较高的前提下袁BPNN估算精度
也比较高袁 甚至有出现精度高于 SSA鄄BPNN的情
况袁 但随着循环次数增加到 150次且 SOH约降为
93%以后袁SSA鄄BPNN的估算精度明显优于 BPNN袁
这符合 SSA鄄BPNN的全局寻优特点遥在实际的锂离
子电池使用中袁随着 SOH降低袁安全系数会逐步下
降袁 老化的不一致性对成组的电池包危害也越大袁
这也是 SOH值越低对精度要求越苛刻的原因袁因
此本文提出的 SSA鄄BPNN锂离子电池 SOH估算方
法更有利于 BMS实际使用遥

训练集数据都是经过数据增强后得到的估算验

证袁为研究数据增强和 SSA对精度的单独影响袁表 4
将测试集作为 1个整体进行对比分析遥 从表中可以
看出袁SSA鄄BPNN精度相对更高袁能够适应老化差异
特性且经数据增强后精度得到进一步提升遥

估算类型 着RMSE /% 着MAE /%
BPNN 未数据增强 2.81 1.65

数据增强 1.82 1.43
SSA鄄BPNN 未数据增强 2.00 1.42

数据增强 1.13 0.90

55045035025015050
循环次数

真实值BPNN估算值
SSA鄄BPNN估算值

100

90

80

70

渊150袁93.11冤

55045035025015050
循环次数

100

90

80

SSA鄄BPNN估算值BPNN估算值
真实值

渊150袁92.43冤

100

90

80

SSA鄄BPNN估算值BPNN估算值
真实值

渊100袁93.73冤

55045035025015050
循环次数
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