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基于多尺度 TCN 与多头自注意力机制的

石化行业电能质量扰动识别方法 
王鸿章 

(中石化安庆分公司电仪中心，安庆 246000) 

摘要：随着石化行业的数智化转型发展，电能质量问题也日趋严重。由于生产需要，大量非线性、非对称、

冲击性的用电负荷接入电网，从而产生一系列电能质量扰动问题，影响石化行业生产安全运行。基于此，提出

一种基于深度学习的石化行业电能质量扰动识别方法，使用多尺度时间卷积网络TCN(temporal convolutional 
network)提取电能质量时序信号的全局特征和局部特征，引入多头自注意力机制突出重要特征，提升模型的识别

性能。仿真数据和某地区石化行业电网数据验证结果表明，所提方法能够实现对单一和复合电能质量扰动信号

的高精度识别，且具有较强的抗噪和泛化能力。 
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A Method for Identifying Power Quality Disturbances in the 
Petrochemical Industry Based on Multi-scale TCN and 

Multi-head Self-attention Mechanism 
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Abstract: With the digital transformation and development of the petrochemical industry, power quality issues are 
becoming increasingly serious. Due to production needs, a large number of nonlinear, asymmetric, and impactful power 
loads are connected to the power grid, resulting in a series of power quality disturbances that affect the safe operation of 
the petrochemical industry. On this basis, a deep-learning-based method for identifying power quality disturbances in 
the petrochemical industry is proposed. A multi-scale temporal convolutional network (TCN) is used to extract global 
and local features of power quality time-series signals, and a multi-head self-attention mechanism is introduced to 
highlight important features and improve the recognition performance of the model. Based on simulation data and 
power grid data from a petrochemical industry in a certain region, the experimental results show that the proposed 
method can achieve high-precision identification of single and composite power quality disturbance signals, and has 
strong anti-noise and generalization capabilities. 
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1在石化行业加速转型升级和推进高质量发展

的大背景下，石化企业在资源保障、节能环保、安

全生产等方面面临着严峻的形势和艰巨的任务[1]。

石化行业生产线长、装置间联系紧密、生产工艺复

杂，生产运行条件苛刻、电能质量要求极高，稍有 
                                                                 
收稿日期：2024-12-27；修回日期：2025-02-24；录用日期：
2025-03-01；网络首发日期：2025-03-27  

不慎就可能引起严重的安全事故，造成重大经济损   
失[2-3]。准确识别石化企业电能质量扰动，从而及

时进行处理，对保障用电设备稳定运行、提高行业

能源利用效率、减少电网污染、实现安全生产等至

关重要[4-5]。 
石化行业的电能质量指标相较于其他行业并

无较大差异，但自身电网系统的复杂性决定了其对 
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电能质量的要求更为苛刻。在石化行业生产中，电

能质量扰动问题一般分为暂态扰动和稳态扰动。对

于暂态扰动，大型电动机启动等冲击性负荷产生的

有功或无功负荷变化容易引起电压闪变及波动等

问题，而大量的单相、双相等非对称负荷接入电网

会导致三相不平衡等问题。对于稳态扰动，各种整

流设备、变频器等非线性负载的接入不可避免地产

生谐波干扰等问题。对石化行业电能质量数据进行

准确分析，及时发现并处理扰动问题，在保障生产

设备正常运行、延长设备使用寿命等方面具有重要

意义。 
传统的石化行业电能质量扰动识别研究主要

采用信号特征提取和分类器相结合的方式。其中，

信号特征提取方法包括傅里叶变换[6]、小波变换[7]、

S 变换[8]、奇异值分解[9]等，分类器包括支持向量

机[10]、决策树[11]、极限学习机[12]、线性神经网络[13]

等。近年来，随着电力电子技术的深入应用，石化

行业的自动化程度不断提高，负载性质也发生了质

的变化，传统的石化行业电能质量识别方法面临较

多问题：①难以对复杂时间序列数据建立通用的数

理统计模型进行人工特征提取，容易丢失部分扰

动信号特征；②传统机器学习分类器的识别精度

和泛化能力有限，难以识别复合电能质量扰动信

号；③无法及时适应石化行业电能质量扰动的变

化，需要人工调整特征提取方法和分类器，具有一

定的局限性。 
随着人工智能在文本、图像和语音等领域的迅

速发展，深度学习在石化行业电能质量扰动识别中

的研究备受关注，目前主要包括以循环神经网络

RNN(recurrent neural network)为代表的时序分类研

究[14-15]和以卷积神经网络 CNN(convolutional neural 
networks)为代表的图像分类研究[16-18]2 个方向。深

度神经网络能够自动提取扰动信号特征，并实现复

合电能质量扰动识别，相比传统机器学习方法具有

明显优势，但仍存在一些不足：①RNN 及其衍生

的时序模型能够直接对一维扰动信号进行时序特

征提取，但针对长时序数据的长期依赖问题处理效

果仍较差[19]；②CNN 及其衍生的图像模型需要先

将原始的一维扰动信号转化为二维图像，再利用

CNN 网络提取特征并分类，升维过程中可能存在

时序特征丢失；③2 种深度神经网络对于电能质

量扰动信号的全局周期性等特征提取深度均有

待提升[19]。 
为了解决上述问题，本文提出一种基于多尺度

时 间 卷 积 神 经 网 络 TCN(temporal convolutional 
network)和多头自注意力机制的深度学习融合模

型，主要贡献为：①TCN 结合了 RNN 和 CNN 的

优点，适合处理较长时序数据中的跨时非线性依

赖关系，使用多尺度 TCN 能够自动提取电能质量

信号的全局特征和局部特征；②使用多头自注意

力机制突出多尺度 TCN 提取到的重要特征，进一

步解决了电能质量信号的特征丢失问题，能够有

效提升模型的识别性能；③实验采用仿真数据和

某地区石化行业电网实测数据对模型进行验证， 
预期本文所提方法能够实现对单一和复合电能质

量扰动信号的高精度识别，且具有较强的抗噪和

泛化能力，能够适应石化行业和不同石化企业的

电能质量扰动变化。 

1 电能质量扰动分类 

根据 IEEE Std 1159-2019 标准[20]可将电能质

量扰动分为单一扰动和复合扰动。常见的单一扰

动分为暂态脉冲、电压闪变、暂态振荡、电压中

断、谐波、电压暂升及电压暂降，单一扰动之间

独立存在、互不影响；复合扰动则是由双重或者

多重单一扰动叠加得到。常见的电能质量扰动波

形如图 1 所示。 

 

图 1 常见的电能质量扰动波形 
Fig. 1 Waveforms of common power quality disturbance  
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2 基于多尺度 TCN 与多头自注意力

机制的电能质量扰动识别模型 

本文所提模型的网络结构如图 2 所示，首先通

过多尺度 TCN 对时序的电能质量信号进行训练，

提取电能质量信号的特征向量并进行拼接；由于多

头自注意力机制不包含时间特征信息，需将时间信

息嵌入拼接后的电能质量信号特征向量，然后通过

多头自注意力机制对拼接后的时空特征分配注意

力权重；最后将提取到的信息输入到全连接层和

Softmax 层进行分类，从而得到电能质量扰动的原

因，实现对扰动信号的分类。 

 
图 2 模型的网络结构 

Fig. 2 Network structure of the model 

2.1 多尺度 TCN 
石化行业中的电能质量扰动信号由时间序列

构成，且扰动信号多样，分布和特征表现均具有差

异性。TCN 是一种利用卷积结构解决时序问题的

算法，由多层一维扩展因果卷积和残差单元相连接

构成，可准确识别扰动信号的差异特征并进行分

类。相较于传统的卷积结构[21-22]，TCN 具有占用

内存更小、可视范围更大、训练速度更快的优势。

TCN 网络结构如图 3 所示，由于网络深度的线性

大小限制了因果卷积的可视范围，本文引入扩展卷

积，在相同情况下可以处理更复杂的扰动信号间的

依赖关系，大大提高模型的分类准确率。残差单元

的结构如图 3(b)所示，不同层次网络的输出和输入

扰动信号相加构成残差块，经过激活函数后进行输

出[23-24]，残差块连接机制能够提高网络的反馈与收

敛速度，并且可以避免传统神经网络存在的梯度消

失和梯度爆炸问题。 

 

图 3 TCN 网络结构 
Fig. 3 Network architecture of TCN  

多尺度 TCN 网络结构如图 4 所示，由 3 组并

行的 TCN 模块组成。TCN 模块对输入的电能质量

扰动信号进行特征学习并提取，使用多尺度 TCN

能够自动提取电能质量信号的全局和局部特征，其

中 3 组并行的卷积核尺寸分别为(16, 1)、(32, 1)和

(64, 1)，最后对 3 组 TCN 模块提取到的电能质量扰

动信号的特征向量进行拼接。 
2.2 多头自注意力机制 

注意力机制的作用就是强调电能质量扰动信
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号中具有较高权重的时间节点，突出扰动信号局部

特征变化的重要性。为了提高模型识别扰动信号的

能力，对多尺度 TCN 网络结构所提取的电能质量

扰动信号特征添加注意力，使网络模型关注对识别

更有价值的信号特征。 

 

图 4 多尺度 TCN 网络结构 
Fig. 4 Network architecture of multi-scale TCN  

多头自注意力机制的网络结构如图 5 所示，通

过堆叠并行缩放每层注意力结构，使模型有效地学

习到不同位置的信号特征，最后将每层注意力机制

的特征向量加权求和后的结果作为网络输出。注意

力机制权重打分函数采用缩放点积的方式，其输出

向量为 
T

Attention( , , ) softmax
kd

 
   

 

QKQ K V V  (1) 

1 2 0

Attention( , , )
MAS( , , ) concat( , , , )

i i i
i Q K V

h

H

H H H

 


 
QW KW VW

Q K V W
 (2) 

式中：Attention(∙)、softmax(∙)、MAS(∙)、concat(∙)
为注意力机制及相关的函数；Q 为目标数据；K 和

V 为键值对(Key, Value)； kd 为 Q 的维度；h 为注意

力头的数量； 0
i i i

Q K V、 、 、W W W W 为注意力权值矩

阵， dim
0

vhd RW  ， dim, kdi i
Q K

RW W ， dim vdi
V

RW ，

vd 为 V 的维度。要得到多头自注意力机制的计算

值需要满足 Q=K=V。 
2.3 分类层 

输出层由全连接层与 Softmax 层组成，全连接

层神经单元数量分别为 16、9，激活函数采用 Tanh，

Softmax 层将隐含层输出映射到[0, 1]区间内，得到

各类别标签的分布概率，进而进行电压暂降识别。

Softmax 层的公式为 

1

i

i m
j

j

e
S

e





  (3) 

式中：Si 为识别类型为 i 的概率； ie 为第 i 个神经

单元的输出；m 为扰动类型数量。 

 

图 5 多头自注意力机制网络结构 
Fig. 5 Network structure of  multi-head  

self-attention mechanism  

本文电能质量扰动识别模型的损失函数 L 采

用交叉熵损失函数，其公式为 

1

ˆlog( )
N

i i
i

L y y


    (4) 

式中：yi 为真实的分类结果；ŷi 为预测的分类结果；

N 为训练样本数。当网络结构的损失误差 L 最小时，

就得到预训练好的模型。 

3 实验仿真与算例分析 

3.1 数据获取与仿真实验 

通过参考文献[25-27]，本文实验所有数据集根

据 IEEE std 1159-2019 标准，通过 MATLAB 生成，

其单一扰动数学模型公式见表 1。考虑到在石化

领域内电能质量扰动问题越来越复杂，双重扰动

甚至三重扰动的情况频繁发生，实验中所需的复

合扰动的信号数据可由单一扰动信号数据组合

叠加得到。 
MATLAB 共生成 18 种电能质量信号，见表 2。
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其中单一扰动类型 7 种，双重扰动 9 种，三重扰动

2 种，基波频率设置为 50 Hz，实验过程中每种信

号设置取 500 组，10 个采样周期设置为 1 个采样

本，每周期为 256 个采样点。 

表 1 单一扰动类型数学模型公式 
Tab. 1 Mathematical model formulas for single disturbance types  

类型 数学模型 参数范围 
正常 1 2( ) {1 [ ( ) ( )]}sin( )y t u t t u t t t       2 10.04 9T t t T  ， ≤ ≤  

电压暂升 1 2( ) {1 [ ( ) ( )]}sin( )y t u t t u t t t       2 10.1 0.8 9T t t T ，≤ ≤ ≤ ≤  
电压暂降 1 2( ) {1 [ ( ) ( )]}sin( )y t u t t u t t t       2 10.1 0.9 9T t t T ，≤ ≤ ≤ ≤  
电压中断 1 2( ) {1 [ ( ) ( )]}sin( )y t u t t u t t t       2 10.9 1 9T t t T ，≤ ≤ ≤ ≤  

电压闪变 ( ) [1 sin( )]sin( )fy t t t     0.1 0.2 5 20f ， ≤ ≤ ≤ ≤  

谐波 3 5 7( ) sin( ) sin(3 ) sin(5 ) sin(7 )y t t t t t           2
3 5 70.05 0.15 ( ) 1i    , , ，≤ ≤  

暂态振荡 1( ) /
1 2 1( ) sin( ) sin{2π ( )[ ( ) ( )]}t t

ny t t f t t u t t u t t          2 10.1 0.8 0.5 ( ) 3
8 40 300 900n

T t t T

f




， 

， 

≤ ≤ ≤ ≤

≤ ≤ ≤ ≤
 

暂态脉冲 1 2( ) sin( ) [ ( ) ( )]y t t u t t m u t t m           2 10.5 1 / 20 / 10
0

T t t T

m






 

，≤ ≤ ≤ ≤  

 
表 2 电压暂降类型参数 

Tab. 2 Parameters of voltage sag types  

类型编号 代表含义 
C1 谐波 
C2 电压闪变 
C3 电压暂升 
C4 电压暂降 
C5 电压中断 
C6 暂态振荡 
C7 暂态脉冲 
C8 谐波+电压暂降 
C9 谐波+电压暂升 
C10 谐波+电压中断 
C11 谐波+暂态脉冲 
C12 谐波+暂态振荡 
C13 谐波+电压闪变 
C14 暂态脉冲+暂态振荡 
C15 电压闪变+电压暂降 
C16 电压闪变+电压暂升 
C17 谐波+电压暂降+电压闪变 
C18 谐波+暂态振荡+暂态脉冲 

3.2 模型的训练过程 
实验电压暂降的数据集共有 8 500 条，其中

6 375 条数据用于训练模型，占总数据量的 75%，

剩余的数据则用于验证模型，以验证集的准确率均

值作为最终结果输出。由于在实际生活中电能质量

信号可能会遭受到不同程度的噪声干扰，本文在采

集的电能质量扰动信号上加入高斯白噪声，信噪比

分别为 50、40、30、20 dB，从而验证模型在不同

噪声干扰下的抗噪性能及泛化能力。模型的训练参

数见表 3。 

表 3 模型参数 
Tab. 3 Parameters of model 

参数 数值 

动量参数 0.99 

扩张系数 (1, 2, 4, 8) 

过滤器 128 

卷积核大小 2 

初始学习率 0.000 2 

训练轮次 600 

训练批次 64 

模型加入 50 dB 噪声的训练过程如图 6 所示。 

 
图 6 模型的训练过程 

Fig. 6 Training process of model 
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当模型开始训练时，模型识别的准确率只能达到

50%左右，随着迭代训练的进行，网络的损失不断

降低并保持稳定，而模型的扰动识别分类准确率不

断提高，在训练迭代次数达到 600 次时，模型识别

的平均准确率逐渐达到 97%左右，且保持稳定。 
3.3 模型验证及结果分析 

为了验证融合模型的分类准确率，本文采用传

统方法中的评价指标，其计算方法为 

Accuracy 100%C

D
   (5) 

式中：D 为电能质量扰动识别的测试样本集数量；

C 为该集合中电能扰动类型被正确识别的样本数。 
添加信噪比分别为 50、40、30、20 dB 的噪声

后的模型识别准确率见表 4。加入不同等级的噪声

后，模型识别的准确率虽然有小幅度下降，但是均

保持了高精度的电压暂降原因的准确识别，证明了

多尺度 TCN 与多头自注意力机制电能质量扰动识

别模型有较好的抗噪性。 
表 4 模型在不同环境下的识别准确率 

Tab. 4 Recognition accuracy of the model in  

different environments 
  % 

类型

编号 
0 dB 20 dB 30 dB 40 dB 50 dB 

C1 98.84 98.48 98.56 98.08 98.05 

C2 100.00 99.65 99.53 98.78 97.70 

C3 98.09 98.45 98.63 98.06 98.70 

C4 98.89 98.27 98.50 98.02 98.40 

C5 98.54 99.13 98.80 98.80 98.72 

C6 97.78 98.53 98.22 98.73 98.50 

C7 100.00 99.79 98.50 99.51 98.88 

C8 98.89 98.11 98.88 99.08 99.70 

C9 96.65 97.18 96.50 96.40 96.53 

C10 97.79 98.19 97.65 96.88 96.53 

C11 96.67 96.88 96.27 97.08 96.35 

C12 98.89 98.33 97.95 98.02 97.94 

C13 98.89 98.35 97.94 98.03 97.89 

C14 97.67 98.01 97.74 97.45 96.55 

C15 98.54 97.95 98.02 97.26 96.79 

C16 98.54 98.03 97.81 97.67 97.04 

C17 97.45 97.32 97.74 96.99 96.68 

C18 98.33 97.95 97.65 96.95 96.48 

3.4 与其他深度学习模型对比 
为验证不同模型的电能质量扰动识别分类的

准确性，选取支持向量机、长短期记忆 LSTM(long 
short-term memory)、CNN、多尺度 TCN、多尺度

TCN+多头自注意力机制、LSTM+多头自注意力机

制等模型开展对比实验，选取无噪声的信号数据进

行输入。不同模型识别准确率如图 7 所示，其中本

文所提模型识别准确率均值达 98.32%，可以做到

精准识别分类。从图 7 可以看出，与单一的多尺度

TCN、LSTM 方法相比，多头自注意力机制进一步

提升了模型识别准确性能，主要是由于多头自注意

力机制可以使模型更加专注于电能质量扰动信号

中某些关键特征，弱化其他不重要的部分，因此

在加入多头自注意力机制后，LSTM 模型和多尺

度 TCN 模型的识别准确率均有较大提升。CNN、

支持向量机由于对时间序列的处理能力较差，且

易发生过拟合，导致识别的准确率低。 

 

图 7 不同模型识别准确率对比 
Fig. 7 Comparison of recognition accuracy of  

different models 

为了进一步验证多尺度 TCN+多头自注意力机

制融合模型在电能质量扰动信号识别问题中的高

准确性和噪声鲁棒性，实验对比了加入 50、40、

30、20 dB 的噪声后不同模型识别准确率，结果见

表 5。在不同的噪声环境下，多尺度 TCN+多头自

注意力机制融合模型识别的准确率均为最高，均值

达 97.94%，即使在强噪声干扰下也能保证较好的

分类效果，证明了本文方法具有更好的特征提取能

力和噪声鲁棒性。同时，相比于其他对照模型，多
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尺度 TCN+多头自注意力机制融合模型学习到的电

能质量扰动特征更加丰富全面，从而使得准确率明

显较高。综合来看，在多尺度 TCN 中引入多头自

注意力机制既提取到了全面的扰动信号特征，又考

虑到了扰动信号中的关键特征对分类结果的影响，

因此识别准确率最高。 

表 5 不同模型在噪声环境下的识别准确率 
Tab. 5 Recognition accuracy of different models in noisy environment 

  % 
模型 20 dB 30 dB 40 dB 50 dB 均值 

多尺度 TCN+多头自注意力机制 98.23 98.10 97.89 97.55 97.94 
LSTM+多头自注意力机制 97.76 97.55 97.25 97.06 97.41 

多尺度 TCN 97.34 97.11 96.98 96.79 97.06 
LSTM 97.43 97.18 97.02 96.88 97.13 
CNN 96.87 96.58 96.33 96.06 97.46 

支持向量机 96.56 96.39 96.11 95.91 97.24 
 

3.5 实例验证 
本文实际案例来自某地区石化行业电网实测数

据。由于生产装置需要，石化行业广泛使用变频器、

整流器、晶闸管、不间断电源 UPS(uninterrupted 
power supply)等电力电子设备，从而造成电能质量

扰动问题。近年来，该地区石化行业运用技术手段

和各类仪器仪表对影响电能质量的电网路段设置

监测点，采集有效数据，定期进行电能质量测试分

析，并落实相关治理工作。 
本文模型的训练集为前 21 个工作日的监测数

据，测试集为当日 24 h 测量数据，利用本文算法

对 80 组实测数据进行识别，分类结果见表 6。可

以看出仅有 1 组电压暂降信号被识别为正常信号，

主要原因为暂降幅度较小，特征不够明显。虽然

本文模型无法对具体电能质量扰动事件的细节进

行准确分析，但可以对电能质量扰动信号分类进

行监控，尽可能地减少因电能质量扰动故障所带

来的损失。 

表 6 电能质量扰动分类结果 

Tab. 6 Classification results of power quality disturbances 

人工统计类型 本文算法识别类型 总计 
电压暂升 25 组 电压暂升 25 组 

80 

电压暂降 13 组 电压暂降 12 组 
电压中断 2 组 电压中断 2 组 
暂态振荡 6 组 暂态振荡 6 组 
暂态脉冲 1 组 暂态脉冲 1 组 

正常信号 33 组 正常信号 34 组 

4 结语 

本文提出一种基于深度学习的石化行业电能

质量扰动识别方法。该方法首先使用多尺度 TCN

自动提取长电能质量时序信号的全局特征和局部

特征，接着通过多头自注意力机制突出多尺度 TCN

提取到的重要特征，进一步提升模型的识别性能。

本文采用仿真数据和某地区石化行业电网实测数

据对所构建的模型进行验证，实验结果表明，与其

他现有方法相比，本文所提方法能够实现对单一和

复合电能质量扰动信号的高精度识别，且具有较强

的抗噪和泛化能力。未来可以在本文所提方法的基

础上，继续研究石化行业电能质量扰动中不同原因

产生的扰动信号特征，对扰动信号的原因进行识

别，可为电能质量治理工作提供一定的参考。 
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