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基于CNN-LSTM 的退役动力电池寿命评估 
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摘要：针对退役动力电池寿命评估模型特征参数较难提取及在模型改进方面存在精度和评估效率低的问题，

在不增加计算负担的前提下，通过增加易于提取的输入特征参数，对卷积神经网络 CNN(convolutional neural 
network)和长短期记忆 LSTM(long short-term memory)网络相结合的寿命评估模型进行改进。选取了退役电池在

放电过程中的等压降放电时间、等温升放电时间和在循环过程中的充电时间作为 CNN-LSTM 寿命评估模型的输

入特征参数。所得新模型与现有 CNN-LSTM 寿命评估模型相比，不仅评估准确性和稳定性均有所提高，且更高

效。此外，为提高模型在评估退役电池寿命时的效率，探索了缩减训练资源占比对评估结果的影响。研究发现，

仅选择电池循环总数的 50%作为模型训练集时，模型评估的准确率和稳定性依然可以保持在 99.00%以上。 
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Research on the Life Assessment Method of Retired Power 
Battery Based on CNN-LSTM 
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Abstract: Aiming at the problems of difficulty in extracting feature parameters of the life assessment model of 
retired power batteries and low accuracy and low assessment efficiency in model improvement, the life assessment 
model combining convolutional neural network (CNN) and long short-term memory (LSTM) network is improved by 
adding input feature parameters that are easy to extract, without increasing the computational burden. The equal voltage 
drop discharge time, equal temperature rise discharge time, and charging time during cycling of retired batteries are 
selected as the input feature parameters of the CNN-LSTM life assessment model, and the proposed model has 
improved accuracy and stability and is more efficient compared with the existing CNN-LSTM life assessment model. In 
addition, in order to improve the efficiency of the model in evaluating the life of retired batteries, the effect of reducing 
the proportion of training resources on the assessment results is explored, and it is found that when only 50% of the total 
number of battery cycles is selected as the training set of the model, the accuracy and stability of the model assessment 
can still be maintained at more than 99.00%. 

Keywords: Retired power battery; convolutional neural network (CNN); long short-term memory (LSTM) 
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1为了实现“双碳”目标，新能源电动汽车逐

步成为出行的主要交通工具，在交通领域占据重

要地位。锂离子电池因其较高的能量密度、较长

的循环寿命及良好的电化学稳定性，被广泛用于

电动车领域[1]。但随着电池使用时间的延长，其 
                                                                 
收稿日期：2024-09-25；修回日期：2024-11-13，2025-01-06，
2025-02-24，2025-03-17；录用日期：2025-03-25；网络首发
日期：2025-04-10  

容量会衰减，内阻会升高，导致电动车的续航能

力下降。通常情况下，当车用动力电池的可用容

量降至额定容量的 80%以下时，其性能将不再满

足汽车正常行驶的动力需求[2]。此时，需要将这

些电池退役并更换成新的电池。但是从车上退役

的动力电池往往还有一定的能量存储能力，直接

拆解回收材料会造成资源浪费[3]，若对其进行梯

次利用，可以有效提高其利用效率和经济性能。 
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而对退役电池进行准确的寿命评估，能够为其安全

可靠地进行梯次利用提供技术支撑。 
目前，国内外学者已对锂离子电池寿命评估进

行了深入研究，提出了多种方法，主要包括基于模

型的方法和基于数据驱动的方法[4]。在基于模型的

方法中，常用的模型分为电化学模型和等效电路模

型。电化学模型主要是使用复杂的偏微分方程描述

电池老化时其内部的物理和化学变化机制，从而建

立退化模型，实现电池的寿命预测[5]；但是建立这

种模型需要耗费大量的时间，实际应用的难度也较

大。等效电路模型是一种不考虑电池内部化学成分

和反应的模型，该模型利用电阻、电容等元件表征

充放电过程中的极化反应和电势变化，使极化效应

和反应过程接近电池实际情况[6]；但该模型通常基

于简化假设设计，精度低且难以适应复杂电路。近

年来，基于数据驱动的方法因灵活性和普遍性引起

了广泛关注。数据驱动方法不需要考虑复杂的电化

学特性，而是通过数据学习的方式建立老化预测模

型，揭示输入数据与电池退化过程间的关系，从而

评估电池的剩余寿命[7]。徐佳宁等[8]构建了一种基于

改进蚁狮优化 IALO(improved ant lion optimization)
算法的支持向量回归 SVR(support vector regression)
评估方法，实现了在线准确估计锂离子电池寿命；

王瑞洁等[9]提出了一种基于间接健康指标和高斯

过程回归 GPR(Gaussian process regression)的锂离

子电池寿命估计机器学习模型，实现了电池剩余使

用寿命评估，但该方法估计精度相对偏低。循环神

经网络 RNN(recurrent neural networks)凭借其独

特的记忆结构，在处理时序数据上具有显著优势，

因此常适用于各种寿命预测任务[10]。Rincón-Maya
等[11]提出了一种新的寿命评估方法，通过单个控制

图 识 别 和 删 除 降 级 数 据 ， 使 用 卷 积 神 经 网 络

CNN(convolutional neural network)平滑传感器数据

的噪声，利用长短期记忆 LSTM(long short-term 
memory)网络有效捕捉电池数据中的空间和时间依

赖关系，从而实现准确的寿命评估；吴疆颢等[12]

采用并联卷积神经网络-双阶段注意力机制-双向

长短期记忆网络 CNN-DAM-BiLSTM(convolutional  

neural network-dual-stage attention mechanism-bidi 
rectional long short-term memory)模型，直接利用电

化学阻抗谱 EIS(electrochemical impedance spectro- 
scopy)数据进行电池容量预测，平均绝对百分比误

差低至 0.23%；王庭华等 [13]采用猎食优化 HPO 
(hunter-prey optimizer)算法-LSTM 网络进行锂离

子电池健康状态 SOH(state of health)估计，验证了

优化算法与深度学习相结合在 SOH 估计中的有

效性；Zhang 等[14]基于 CNN-LSTM 模型提出了

一种结合增量容量分析 ICA(incremental capacity 
analysis)和 EIS 元素的框架来解决电池寿命评估问

题，还通过引入粒子群算法等对 CNN-LSTM 基础

模型进行改进；Yu 等[15]用混合策略麻雀搜索算法

MSSSA(mixed strategy sparrow search algorithm)对
CNN-LSTM 模型超参数进行优化，提高了评估能

力；陈赐阳等[16]提出了基于 CNN- LSTM 的锂离子

电池寿命评估模型，选定等压降放电时间构建健康

因子，结果表明该模型具有较高的准确性与精度。 
综上所述，大多数研究者选择提取电池充放电

数据中的多种参数作为 CNN-LSTM 的输入特征，

实现对电池的寿命评估，还通过在模型的基础上继

续采取改进措施来提高预测能力，但增加了计算

量。本文从模型计算量、估计精度和参数易于提取

性角度出发，在不增加计算资源，进一步提高电池

寿命评估准确性的情况下，提出基于 CNN-LSTM
的模型。通过在等压降放电时间的基础上继续增加

等温升放电时间和充电时间作为输入特征参数，比

较以不同参数组合作为输入模型的电池寿命估计结

果，验证增加参数可以提高模型估计精度；并通过

划分电池数据集，调整训练集和测试集的比例，缩减

训练资源，提高模型在评估退役电池寿命时的效率。 

1 评估方法介绍 

CNN-LSTM 融合模型结合了 CNN 捕获局部特

征方面的优势与 LSTM 学习序列长期依赖关系方

面的能力，特别适用于电池寿命评估任务[17]。本文

提出的模型基于 CNN 架构，包括输入层、卷积层、
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池化层、展平层、全连接层和输出层。首先，模型

将卷积输出结果传递给包含 200 个神经元的 LSTM
层，以捕捉时间序列的动态变化；接着，在 LSTM
层后，添加了 1 层 Dropout 层，以减少过拟合并提

高模型的泛化能力；最后，使用 1 个尺寸为 1 的全

连接层对 LSTM 的输出进行进一步处理，输出预测

结果。模型的结构和超参数设置如图 1 所示。图中：

Ct 为当前的单元状态；ht 为当前的输出；xt 为当前

的输入；Ct-1 为前一刻的单元状态；ht-1 为前一刻的

输出；ft、it、ot 分别为遗忘门、输入门、输出门的

输出值； tC 为候选单元状态；σ 为 Sigmoid 激活函

数。卷积层和 2 个全连接层均采用 ReLU 激活函数，

批量大小为 15，训练迭代次数为 200，优化算法采

用 Adam。 

 

图 1 CNN-LSTM 模型结构 
Fig. 1 Structure of the CNN-LSTM model 

CNN 是一种具有卷积结构的深度神经网络， 
本质是一种多层感知器，通过局部连接和权重共

享，使网络易于优化，降低模型的复杂性[18-19]。 由
于锂离子电池数据属于一维时间序列，本文选择

一维 CNN 进行寿命评估。将输入数据通过卷积层

与卷积核进行卷积计算，提取特征，具体表达   
式为 

1( )m m m m
j j jx f X b  W   (1) 

式中： m
jx 为第 m 层第 j 个特征的输出值；f(·)为激

活函数； m
jW 为第 m 层第 j 个卷积核的权重矩阵；

1mX  为第 m-1 层的输出； m
jb 为第 m 层第 j 个卷积

核所对应的加性偏置。 
选取 ReLU 作为激活函数，其公式为 

  0 0
0

z
f z

z z


 


　　

　　 ≥
 (2) 

式中，z 为输入到激活函数的值。 
池化层通过池化核遍历从卷积层输出的特征

矩阵，保留重要信息，降低了操作的复杂性，可表

示为 
1( ) max{ ( )}m m

j j wy w X v v D  　　   (3) 

式中： 1( )m
jy w 为池化后第 m+1 层第 j 个矩阵的元

素； ( )m
jX v 为第 m 层第 j 个矩阵在池化核区域内的

元素；v 为池化核内部的某一具体位置索引； wD 为

池化核 w 当前覆盖的局部邻域范围。 
LSTM[20]被广泛应用于时间序列预测领域，

由 RNN 改进而来。LSTM 由遗忘门、输入门和

输出门 3 个门组成，选择性地保留或丢弃前后

的信息，记忆长期信息，解决了 RNN 在处理长

序 列 数 据 时 存 在 的 梯 度 消 失 或 爆 炸 问 题 [21] 。

LSTM 包含 Ct 和隐藏状态 ht，它们共同起循环

和更新作用。遗忘门用来控制丢弃历史状态的

数量，输入门通过单元状态选择性地保留输入

信息，输出门用于输出当前的 LSTM 单元的值，

可表示为 

1

1

1

1

1

σ( [ , ] )
σ( [ , ] )

tanh( [ , ] )

( [ , ] )
tanh( )

t f t t f

t i t t i

t c t t c

tt t t t

t o t t o

t t t

f h x b
i h x b

C h x b

C f C i C
o h x b
h o C

















  


  


  

  


  
 

W
W

W

W

  (4) 

式中：Wf、Wi、Wc、Wo 分别为遗忘门、输入门、

单元状态和输出门的权重矩阵；bf、bi、bc、bo

分别为遗忘门、输入门、单元状态和输出门的  
偏置。 
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2 数据准备 

2.1 实验平台 
本研究采用上海一恒科学仪器有限公司生产

的恒温箱(LHS-100CL)为实验提供恒定的环境温

度，使用深圳市新威尔电子有限公司生产的充放电

测试仪(CT-4004-5V100A-NFA)对电池进行循环

老化测试，同时用深圳市拓普瑞电子有限公司生产

的多路数据记录仪(TP700)对电池温度进行实时监

测，通过 MATLAB 仿真软件构建评估模型。搭建

的实验平台如图 2 所示。 

 

图 2 实验平台示例 
Fig. 2 Example of experimental platform 

选取特斯拉汽车的拆机电池作为实验对象，验

证阶段使用美国国家航空航天局 NASA(National 

Aeronautics and Space Administration)发布的电池

数据，电池类型及参数见表 1。 

表 1 NCR18650B 和 B0005 电池类型及参数 

Tab. 1 Types and parameters of NCR18650B and  

B0005 batteries 

电池 
参数/类型 

电池类型 额定电压/V 额定容量/ 
(A·h) 

NCR18650B NCM(6, 2, 2) 3.6 3.4 

B0005 三元锂 3.6 2.0 

电池均在 24 ℃恒温条件下进行循环老化测

试，充放电循环工步见表 2。本研究对 NCR18650B

电池进行了 120 次循环实验，记录了容量、电压、

电流、温度等变化指标，为评估退役动力电池寿命

提供了数据支持。B0005 号电池共有 168 个充放电

循环周期，本文选取第 41~160 次循环数据作为参

考，用于电池寿命估计。 

表 2 NCR18650B 和 B0005 电池充放电循环工步 
Tab. 2 Charging and discharging cycle steps of 

NCR18650B and B0005 batteries 

工步 NCR18650B B0005 

恒流充电 
恒流 3.40 A(1.00C) 

充电到 4.2 V 
恒流 1.50 A(0.75C) 

充电到 4.2 V 

恒压充电 
恒压 4.2 V 充电到 
截止电流为 0.20 A 

恒压 4.2 V 充电到 
截止电流为 0.02 A 

充电后搁置/ 
min 

30 30 

恒流放电 
恒流 5.10 A(1.50C) 

放电到 2.5 V 
恒流 2.00 A(1.00C) 

放电到 2.7 V 

放电后搁置/ 
min 

30 60 

2.2 特征提取及预处理 

提取 NCR18650B 和 B0005 2 种电池每次循环

放电过程中电池端电压从 3.7 V 降至 3.2 V 所需的

等压降放电时间 TV、温度从 29 ℃升高到 37 ℃所

需的等温升放电时间 TT，以及在充电阶段充电电

流分别从 3.40 A、1.50 A 降至 1.00 A 所需的充电时

间 TC 作为输入特征参数，2 种电池数据集的输入特

征参数随充放电循环次数的变化如图 3 所示。由 

图 3 可见，3 种输入特征参数随着充放电循环次数

的增加均呈现递减趋势。由于 2 种电池循环老化实

验未连续进行，输入特征参数数据出现了明显波

动，但波动出现的循环点位置一致。 
选择 Pearson 相关性分析计算特征参数与电池

容量的相关程度[22]，具体表达式为 

1

2 2

1

( )( )
=

( ) ( )

n

i i
i=
n

i i
i

x x y y
r

x x y y


 

 




 (5) 

式中：r 为相关系数，r∈[-1, 1]；n 为总循环次数；

xi 和 yi 分别为特征参数和电池容量中的对应变量；

x 和 y 分别为 xi 和 yi 的平均值。 
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NCR18650B 和 B0005 电池数据集的特征参

数与电池容量相关度见表 3，从表中可以看出，

3 种特征参数与电池容量均具有较强的相关性，

因此以上 3 种特征参数可以用于对电池的寿命

评估。 

 

图 3 2 种电池数据集的输入特征参数随充放电 

循环次数的变化曲线 

Fig. 3 Variation curves of input characteristic parameters 

with charge-discharge cycles for two battery datasets 

在进行模型训练时，为了加快收敛、提高模型

的稳定性，对原始数据进行了归一化处理，即 

min

max min

* i
i

x xx
x x





   (6) 

式中：xi
*为归一化后的数据；xmin 和 xmax 分别为特

征参数中的最小值和最大值。 

表 3 特征参数与电池容量的相关度 

Tab. 3 Correlation between characteristic parameters and 

battery capacity 

特征参数 NCR18650B B0005 

TV 0.999 0 0.999 1 

TT 0.998 0 0.995 8 

TC 0.999 0 0.997 9 

选用平均绝对误差 MAE(mean absolute error)、
均方根误差 RMSE(root mean square error)2 种评价

指标来衡量模型评估的准确性和稳定性，其表达式

分别为 

MAE R P
1

2
RMSE R P

1

1 ( ) ( )

1 [ ( ) ( )]

n

i

n

i

E C i C i
n

E C i C i
n






 



  




 (7) 

式中：CR(i)为第 i 个循环容量实际值；CP(i)为第 i

个循环容量预测值。 

3 实验结果与分析 

本研究以 TV 为基础，分别增加 TT 和 TC  2 种

特征参数对融合模型进行改进，同时考虑了不同训

练集长度及不同特征参数组合对模型评估结果的

影响，结果如图 4 所示。 
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图 4 不同特征参数作为模型输入的电池容量估计曲线 

Fig. 4 Battery capacity estimation curves with different characteristic parameters as model inputs 

图 4 中不同曲线代表符号及其含义见表 4。可

以看出，在 TV 参数的基础上继续增加特征参数， 估

计结果不仅更为精确，而且表现出更高的稳定性。

同时模型容量估计曲线与电池实际容量衰减曲线

高度重叠，在电池容量回升处的估计值也较为一

致，容量差值较小。此外，通过对比不同特征组合

的估计结果，发现增加 TT 和 TC 后，模型在不同训

练集长度下的估计波动显著减小，尤其是在电池容

量快速衰减阶段，估计曲线的平滑性和一致性得到

明显提升，表明模型对电池性能变化的鲁棒性进一

步增强。这一结果验证了多特征融合策略在提高估

计精度和稳定性方面的有效性。张梦迪等[23]在进行

锂离子电池 SOH 估计时，也同样得出了合理选择

输入特征参数可提高模型估计精度的结论。 

表 4 代表符号及其含义 
Tab. 4 Symbols and their meanings 

符号 含义 

CR 电池容量实际值 

Ⅰ、Ⅱ、Ⅲ 
TV、TT、TC 分别单独作为输入参数时的 

容量估计值 
Ⅰ+Ⅱ TV 和 TT 共同作为输入参数时的容量估计值 

Ⅰ+Ⅲ TV 和 TC 共同作为输入参数时的容量估计值 

Ⅱ+Ⅲ TT 和 TC 共同作为输入参数时的容量估计值 

Ⅰ+Ⅱ+Ⅲ 
TV、TT 和 TC 共同作为输入参数时的 

容量估计值 

图 5 展示了 2 种电池在模型以不同训练集进行

训练及采用不同参数组合的电池寿命评估中的结
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果，图中分别使用电池前 75、85、95 次循环数据

作为训练集对模型进行训练，分别以(1-EMAE)%和

(1-ERMSE)%表征估计结果的准确率和稳定性。由 

图 5 可见，估计准确率随着特征参数数量的增加而

提 高 。 以 采 用 前 95 次 循 环 训 练 的 模 型 为 例 ，

NCR18650B 电池在 TV(Ⅰ)的基础上增加 TT(Ⅱ)后，

模型(Ⅰ+Ⅱ)的准确率和稳定性分别提高了 4.38%

和 4.60%，增加 TC(Ⅲ)后，模型(Ⅰ+Ⅱ+Ⅲ)的准确

率和稳定性分别再提高 0.29%和 0.28%；B0005 电

池增加 TT(Ⅱ)后，模型(Ⅰ+Ⅱ)的准确率和稳定性分

别提高了 2.74%和 2.83%，再增加 TC(Ⅲ)后，模型

(Ⅰ+Ⅱ+Ⅲ)的准确率和稳定性分别再提高 0.98%和

1.06%。结果表明，在 TV 的基础上，增加特征参

数能提升电池寿命评估效果，且在采用不同循环

长度训练模型时均能保持较高的准确率和稳定

性，验证了模型在计算量、估计精度和参数提取

方面的可行性。 

 

图 5 不同特征参数作为模型输入的电池容量估计结果对比 

Fig. 5 Comparison of battery capacity estimation results 

with different characteristic parameters as model inputs 

在图 5 中以准确率和稳定性为 99.00%划定阈

值线，筛选出满足要求(>99.00%)的、用于寿命估

计的特征参数组合(NCR18650B 电池中Ⅰ+Ⅱ和Ⅰ+ 
Ⅱ+Ⅲ参数组合，B0005 电池中Ⅰ+Ⅱ+Ⅲ参数组

合)，将其作为模型输入参数。在保证模型评估准

确率和稳定性超过 99.00%的前提下，缩减训练集

规模，以期提高电池寿命评估效率。缩短模型训练

集的电池容量估计结果对比如图 6 所示。可以看

出，模型在使用更短训练集训练时，准确率和稳定

性均有所降低，特别是 NCR18650B 电池，仅有Ⅰ+ 
Ⅱ+Ⅲ参数组合在使用更短训练集时依然能够有效

地评估电池寿命，而Ⅰ+Ⅱ参数组合的估计准确率

和稳定性均低于 99.00%，因此不再适用。在 2 种

电池的估计过程中，选择Ⅰ+Ⅱ+Ⅲ参数组合作为输

入时，训练集长度不小于 60 次循环时，模型的准
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确率和稳定性均能保持较高水平(>99.00%)，继续

减少训练集至 59 次循环时，模型的准确率和稳定

性均下降至 90.00%以下。本研究中总循环次数均

为 120，当训练集选取不小于 60 次循环，即不小于

总循环次数的前 50%时，模型能够保持 99.00%以

上的寿命评估准确率和稳定性。因此，为提高电池

寿命评估效率，选择总循环次数的前 50%作为模型 

 
图 6 缩短模型训练集的电池容量估计结果对比 

Fig. 6 Comparison of battery capacity estimation results 
with shortened model training set 

训练集最为合适。 
为了对模型的泛化性能进行更深层次的验证，

本研究从 NASA 数据集中继续选择了 B0006、

B0007 号电池数据，将前 50%循环作为模型训练集

进行寿命评估，并对模型的参数进行了敏感性分

析，估计结果见表 5。从表中可以看出，当批量大

小为 15、卷积核大小为 2、LSTM 神经元设置为 200
时，模型性能最佳。 

此外，为验证模型的有效性，本文将所提出的

CNN-LSTM 模型与传统的机器学习方法 IALO- 
SVR 和最新的深度学习模型 MSSSA-CNN-LSTM
进行了对比分析。其中 IALO-SVR 模型种群数量为

30，迭代次数为 100，惩罚因子和核函数搜索范围

为 0.01~100.00。MSSSA-CNN-LSTM 模型中麻雀

种群大小为 5，最大迭代次数为 50，卷积核搜索范

围为 10~70，LSTM 神经元搜索范围为 8~128。3 种

模型的电池容量估计结果对比如图 7 所示。可以看

出：相较于 IALO-SVR，本文的 CNN-LSTM 模型

在估计准确率上有所提升，且训练和预测的总时间

几乎没有显著延长；与 MSSSA-CNN-LSTM 模型

相比，虽然 MSSSA-CNN-LSTM 在 NCR18650B 中

表现出稍高的估计准确率，但其训练和预测的总

时间显著延长，远不及本文 CNN-LSTM 模型的计

算效率。因此，本文所提 CNN-LSTM 模型在保证

较高估计准确率的同时，具有更优的实时性和计

算效率。  
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表 5 模型参数敏感性分析结果对比 
Tab. 5 Comparison of model parameter sensitivity analysis results 

参数配置 NCR18650B B0005 B0006 B0007 
(1-EMAE)/% (1-ERMSE)/% (1-EMAE)/% (1-ERMSE)/% (1-EMAE)/% (1-ERMSE)/% (1-EMAE)/% (1-ERMSE)/% 

批量大

小：15 
LSTM：

200 

卷积核

大小：1 
98.74 82.90 88.77 87.96 93.75 92.83 88.78 87.76 

卷积核

大小：2 
99.29 99.16 99.47 99.37 99.15 98.93 99.47 99.38 

卷积核

大小：3 
96.36 96.10 96.36 96.15 99.36 99.22 95.90 95.52 

批量大

小：15 
卷积核

大小：2 

LSTM：
150 

97.85 97.57 98.16 97.94 98.94 98.69 98.17 97.91 

LSTM：
250 

96.09 95.87 97.12 96.89 98.17 97.83 97.46 97.20 

卷积核

大小：2 
LSTM：

200 

批量大

小：10 
98.32 98.23 98.80 98.69 99.31 99.14 98.97 98.85 

批量大

小：20 
97.68 97.48 97.34 97.19 99.27 99.07 96.97 96.77 

 
为了进一步提升 CNN-LSTM 模型在退役动力

电池应用中的适应性和扩展性，未来的研究应考虑 

 
图 7 3 种模型的电池容量估计结果对比 

Fig. 7 Comparison of battery capacity estimation results 
using three models 
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更细致的场景差异性优化，尤其是储能系统和低速

电动车这 2 个领域。由于这 2 个场景的特点差异较

大，模型的表现可能会受到不同环境因素的显著影

响。当前的模型验证主要基于实验室恒温条件，未

考虑实际应用中可能出现的温度波动、不规则充放

电等复杂因素，因此其在真实环境中的表现可能存

在一定的局限性。在储能系统中，电池的性能衰退

特征和容量预测的准确率是影响模型可靠性的关

键因素。由于储能系统往往需要长时间稳定运行，

电池衰退过程和 SOH 对系统的整体性能起着决定

性作用。因此，提升模型在储能系统中的表现效果

需要特别关注如何精确建模电池的老化过程，并在

此基础上优化容量预测精度。此外，储能系统的负

载波动、充放电周期等因素，也需要在模型设计中

充分考虑，以确保其在多样化使用条件下的可靠

性。对于低速电动车应用，除了考虑温度波动、负

载变化等环境因素，还应考虑更多实际场景下的变

量，如驾驶习惯、电池充放电模式及不同道路条件

对电池性能的影响。因此，未来的优化方向应包括

设计更为灵活的模型框架，并在实际应用中进行更

全面的验证，同时需要充分考虑温度波动、不规则

充放电及其他环境因素对模型表现的影响，以提升

模型在实际应用场景中的适应性和准确性。 

4 结论 

本文提出了基于 CNN-LSTM 的模型，为了减

小模型计算量、提高估计精度，并使参数易于提取，

通过在 TV 的基础上继续增加输入特征参数来提高

模型的准确性和稳定性。同时比较了单输入特征参

数及不同特征参数组合作为模型输入参数所达到

的估计效果，并将此方法在 NCR18650B 和 NASA

电池数据集上进行了验证。通过调整训练集和测试

集的比例优化训练资源占比，以期提高模型在评估

退役电池寿命时的效率。主要结论如下。 
(1)本文通过综合考虑模型计算量、估计精度及

参数易于提取性，在不显著增加计算资源的前提

下，引入 TV、TT 和 TC 用于电池的寿命评估。结果

表明，这 3 种参数作为模型输入特征能全面反映电

池老化情况，并精准拟合容量衰减曲线。在以电池

前 75、85、95 次充放电循环数据作为模型训练集

时，2 种三元锂电池的容量估计 MAE 均小于 5 mA·h，

RMSE 均小于 0.6%。 
(2)在保证模型对退役电池寿命评估的准确性

和稳定性均高于 99.00%的前提下，将电池总充放

电循环次数的前 50%作为模型训练集是一种有效

的策略，能够显著提高电池寿命评估效率，确保估

计结果的可靠性。 
(3)后续研究将重点关注 CNN-LSTM 模型在不

同应用场景中的适应性优化，提升其对环境变化和

电池衰退的应对能力，从而进一步提高估计精度和

稳定性。 
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