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摘要：锂离子电池健康状态 SOH(state of health)的准确估计可以有效确保电池系统安全运行。为了解决锂离

子电池 SOH 估计过程中健康指标 HIs(health indicators)选取困难与计算方法易陷入局部最优的问题，提出一种基于容

量增量 IC(incremental capcity)曲线的量子遗传算法优化反向传播 QGA-BP(quantum genetic algorithm optimized back- 
propagation)神经网络的锂离子电池 SOH 在线估计模型。该算法首先从电池性能老化过程中的 IC 曲线中提取关键指

标；接着对提取的 HIs 与 SOH 进行相关性分析；然后将提取的指标作为输入训练 QGA-BP，实现锂离子电池 SOH
在线估计；最后对自主实验平台测得的实验数据和 NASA 数据集进行检验。结果表明，相比于传统反向传播

BP(back-propagation)神经网络等算法，所提算法的平均绝对误差 MAE(mean absolute error)、平均绝对百分比误差

MAPE(mean absolute percentage error)和均方根误差 RMSE(root mean square error)的最大值分别为 0.013 12、0.012 94
和 0.017 86，具有良好的收敛性和鲁棒性，能够实现锂离子电池 SOH 在线准确估计。 
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Incremental Capacity Curves and QGA-BP  
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Abstract: Accurate estimation of the state of health (SOH) of lithium-ion batteries can effectively ensure the safe 
operation of battery systems. To address the difficulties in selecting health indicators (HIs) and the problem that 
computational methods are prone to falling into local optimal solutions in the process of estimating the SOH of 
lithium-ion batteries, a lithium-ion battery SOH online estimation model based on incremental capcity (IC) of 
quantum genetic algorithm optimized back-propagation (QGA-BP) neural network is proposed. This algorithm first 
extracts key indicators from the IC curves during battery aging, subsequently conducts a correlation analysis between the  
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extracted HIs and the SOH, then uses the extracted indicators
as input to train the QGA-BP neural network to achieve online
estimation of the SOH of lithium-ion batteries, and finally
verified by the experimental data measured from the
experimental platform and the NASA dataset. The results
show that the maximum values of the mean absolute error
(MAE), mean absolute percentage error (MAPE), and root
mean square error (RMSE) of the proposed algorithm are
0.013 12, 0.012 94 and 0.017 86, respectively, compared with
the traditional back-propagation (BP) neural network and
other algorithm, with good convergence and robustness,
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and can achieve the accurate online estimation of SOH of lithium-ion batteries. 
Keywords: Lithium-ion batteries; state of health (SOH); incremental capacity (IC); quantum genetic algorithm optimized 

back-propagation (QGA-BP) neural network 

随着全球对清洁能源需求的不断增长，锂离子

电池因能量密度高、循环寿命长等优点，被广泛应

用于电动汽车等众多领域。然而电池性能会随使用

时间的增加逐渐衰退，从而导致设备运行异常甚至

发生事故。因此，准确估计锂离子电池健康状态

SOH(state of health)对确保设备的安全稳定运行具

有重要意义[1]。 
目前已有的 SOH 估计方法可以概括为 2 大类：

直接测量法与间接测量法[2]。直接测量法需要测量

电池的初始老化特性参数，根据当前时刻特性参数

与初始老化特性参数的比值对 SOH 进行估计[3]， 
但该方法多数情况下离线进行，不适用于 SOH 的

在线实时估计。间接测量法即从在线可监测的信息

中寻找与电池容量有强相关性的参数，以此表征电

池性能退化趋势，主要包括卡尔曼滤波法、观测器

法、基于数据驱动的方法和粒子滤波法等[4-5]。王

庭华等[6]将猎物优化算法与长短期神经网络结合，

并引入容量增量 IC(incremental capacity)曲线中的

电压等参数实现对 SOH 的在线估计，但在电池老

化后期仍存在精度不足的问题；Hametner 等[7]提出

了一种荷电状态 SOC(state of charge)与 SOH 组合

估计的级联观测器，实现了电动汽车运行过程中的

SOC 和 SOH 估计，但该方法对数据要求高，存在

实时性不足的问题。基于数据驱动的方法是当前主

流的预测方法，仅需从历史数据中提取与容量衰减

相关的健康指标 HIs(health indicators)构建模型，实

现 SOH 估计，包括支持向量机、神经网络和高斯

过程回归等[8]。Wang 等[9]提取等压降放电时间作为

HI，并用神经网络训练电池容量衰减模型来估计

SOH，但在实际电池应用场景中，放电过程复杂多

变且不规律，因此该模型难以准确适应实际工况；

梁杨等[10]从电池的充放电数据中提取表征电池容

量变化的 HIs，并以改进的灰狼算法为基础建立了

SOH 估计模型，但其依赖特定的 HIs 提取方式，无

法涵盖电池复杂工况下的关键信息；Sun 等[11]从原

始温度曲线提取并筛选出与 SOH 强相关的指标，

将基于注意力机制的特征与长短期记忆网络结

合实现了对 SOH 的估计，但在处理具有明显容

量恢复现象或 SOH 曲线波动较大的数据时，模

型精度会显著下降；Shen 等[12]提取充电电压、电

流和容量的等时间间隔离散值作为 HIs 的输入，

通过卷积神经网络估计电池容量，但预测精度和

稳定性受限于复杂的指标提取。 
针对上述问题，本文提出一种基于 IC 曲线的

量子遗传算法优化反向传播 QGA-BP(quantum 
genetic algorithm optimized back-propagation)神经

网络的锂离子电池 SOH 估计模型。该方法从 IC 曲

线中提取关键指标，并利用量子遗传算法对传统反

向传播 BP(back-propagation)神经网络进行优化，解

决了 HIs 选取困难的问题，克服了传统计算方法易

陷入局部最优解的弊端，提升了模型的性能。实验

结果表明，所建立的 SOH 估计模型具有良好的精

度和鲁棒性。 

1 锂离子电池实验平台与数据介绍 

1.1 寿命循环实验平台及数据 

1.1.1 实验平台搭建 
为了获得电池的充放电循环数据，本文搭建了

电池实验平台，如图 1 所示，主要由电池测试仪、

上位机、恒温箱和测试电池组成。电池测试仪采用

新威尔电子有限公司(Neware)生产的型号为 CT- 
4008 的单体电池专用测试仪，允许通过的最大电

压/电流为 10 V/10 A，满量程精度为±0.05%，该测

试仪有 8 个独立的通道，用于给电池提供电压和电

流。上位机可以实时采集电池的电压、电流等数据，

设置充放电模式、充放电倍率、充放电截止电压等

参数，并存储实验数据和波形。恒温箱温度可设置

在-25~40 ℃范围内，温度波动在-0.5~0.5 ℃内，保

证电池进行实验时的外界环境温度稳定。 
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图 1 电池实验平台实物 
Fig. 1 Physical of battery experiment platform 

实验选用的测试电池是杭州福斯特应用材料

股份有限公司生产的型号为 FST18650-2500 mA·h
的三元锂电池，表 1 给出了电池的具体参数。 

表 1 电池主要规格参数 
Tab. 1 Main specification parameters of battery 

参数 数值 
额定容量/(mA·h) 2 500 

额定电压/V 3.6 
上/下限截止电压/V 4.20/2.75 

1 000 Hz 交流内阻/mΩ ≤25 

1.1.2 寿命循环实验 
本文共采用 8 节电池#1~#8 进行寿命循环实

验，电池的充、放电倍率设置为 2C，实验温度设

置为 25 ℃。8 节电池在不同循环次数充、放电结

束后设置随机时长的静置，静置时长范围为若干

小时~若干天，以此来模拟实际工况条件下电池的

充、放电过程。充、放电过程电压、电流的变化

曲线如图 2 所示，图 2(a)为充电过程，图 2(b)为放

电过程。 

 
图 2 充、放电过程电压、电流曲线 

Fig. 2 Voltage and current curves during charge and 
discharge processes 

具体实验步骤如下： 
(1)以 2C 的倍率对电池恒流充电，当电池端电

压达到 4.20 V 时停止； 
(2)对电池进行恒压充电，当电流小于截止电流

0.1 A 时停止，静置 3 min； 
(3)以 2C 的倍率对电池恒流放电，当电压达到

2.75 V 时停止，静置若干时间； 
(4)重复上述步骤，当电池最大可用容量下降到

额定容量的 50%时停止测试。 
整理 8 节电池寿命循环的容量数据可得容量

衰减曲线，如图 3 所示。可以看出，电池个体存在

差异，且电池静置不用时会自放电，因此同一批次

的电池的起始静态容量各不相同。此外，由于随机

设置的静置时长不同，因此电池的退化趋势也存在

差异。 

 
图 3 三元锂电池静态容量衰减曲线 
Fig. 3 Static capacity decay curves of  

ternary lithium battery 
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1.2 NASA 锂离子电池寿命循环数据 
为避免结果的偶然性，本文使用 NASA 公开

数据集，包括 B0005、B0006、B0007、B0018 4 个

电池数据。实验对象是型号为 18650 的钴酸锂电

池，具体实验工况见表 2。 

表 2 电池循环实验工况 
Tab. 2 Battery cycling test conditions 

电池 
编号 

充电 
电流/A 

充电截止

电压/V 
放电 

电流/A 
放电截止

电压/V 
额定容

量/(A·h) 
B0005 1.5 4.2 2.0 2.7 2 
B0006 1.5 4.2 2.0 2.5 2 
B0007 1.5 4.2 2.0 2.2 2  
B0018 1.5 4.2 2.0 2.5 2 

图 4 展示了 NASA 电池数据的电池静态容量

与循环次数的关系。可以看出，4 节电池的容量衰

减曲线整体都呈下降趋势，且循环次数越高，容量

衰减越快。此外，衰减曲线会阶段性上升，这是容

量自恢复现象，即电池在充、放电结束后进行静置，

会使电池容量局部短暂回升。 

 

图 4 NASA 电池静态容量衰减曲线 
Fig. 4 Static capacity decay curve of NASA battery 

1.3 电池数据分析 
电池在放电时可能会受到用户使用习惯、环境

温度等因素的干扰，导致电池放电数据不够客观；

而在充电过程中，一般暂停使用并不向外输出能

量，干扰因素较少，数据相对客观。因此，本文选

取锂离子电池的充电数据进行研究。以#4 电池和

B0005 电池为例，分别提取第 1、50、100、150 循

环次数下的充电电压曲线，如图 5 所示。 

 

图 5 不同循环次数下的充电电压曲线 
Fig. 5 Charging voltage curves at different cycle numbers 

从图 5 中可以看出，除第 1 次循环外，随着

循环次数的增加，电池达到充电截止电压所需的

时间逐渐减少，且自主实验平台锂离子电池与

NASA 电池的充电电压趋势保持一致。而电池第

1 次循环的曲线不符合规律是因为第 1 次充电时，

电池的 SOC≠0，因此达到充电截止电压的时间  
最短。 

2 基于 QGA-BP 的 SOH 估计模型 

2.1 电池 SOH 定义 
储能电池的 SOH 表示电池的老化程度，其定

义为 

SOH
0

100%NQ
S

Q
    (1) 
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式中：QN 为第 N 次循环的电池可用容量；Q0 为电

池的初始额定容量。 
2.2 HIs 的提取与分析 

2.2.1 HIs 提取 
HIs 的选择对模型的估计效果至关重要。电池

充电时，电压变化较为平缓，不易观察分析，而 IC
曲线的峰值可以反映电池内部的电化学机理， 适

宜用来分析电池性能老化状态及退化趋势。IC 的

计算公式为 

IC
d
d

Q

U
    (2) 

式中： IC 为锂离子电池的 IC；Q 为锂离子电池的

容量；U 为电池端电压。 
因此，本文从 IC 曲线中提取 HIs。 IC 也可由

点计数法得到，计算公式为 

IC
d
d 3 600

Q kI

U f U
  


 (3) 

式中：k 为单位电压间隔内的采样点数；I 为充电

电流；f 为采样频率；∆U 为间隔电压。 
为了得到电池容量与电池充放电过程中参数

变化的关系，以 B0005 和#4 电池的电压、电流

曲线为例进行分析。B0005 和#4 电池在不同循环

次数下的 IC 曲线分别如图 6 和图 7 所示。从图

中可以看出：#4 电池的 IC 曲线存在 3 个峰值，

而 B0005 电池的第 3 个峰值不太明显；峰值①的

幅值最小，峰值②的幅值最大；随着充放电过程 

 

图 6 B0005 电池在不同循环次数下的 IC 曲线 
Fig. 6 IC curves of battery B0005 at different  

cycle numbers 

 

图 7 #4 电池在不同循环次数下的 IC 曲线 
Fig. 7 IC curves of battery #4 at different cycle numbers  

的进行，峰值位置的坐标逐渐变大，峰值幅度逐

渐减小。由于峰值①在后期难以区分，峰值③在

NASA 电池数据中并不明显，因此将峰值②作 
为 HI。 

由于峰值位置与峰值幅度受峰值混叠和容量

衰减影响，因此选用特定电压范围内 IC 曲线对

电压的积分数值作为健康指标 HIH ，在 IC 曲线上

对应的是峰值②部分的区域面积。 HIH 的计算公

式为 

2

1
HI

1
d

mU

iU
i

H a U a


   (4) 

式中：U1、U2 分别为峰值区域的下、上限电压；a

为 IC 离散形式；m 为峰值区域范围内间隔的个数；

ai 为点计数法计算的 IC 离散值。虽然该指标与容

量整体上呈现出单调关系，但电池内部的电化学过

程复杂，受多种因素交织影响，相邻较近的局部循

环次数间的关系可能存在波动，简单多项式难以全

面考虑这些因素，而神经网络具有强非线性映射能

力，能学习复杂关系并适应个体差异，故选用神经

网络进行模拟。 

2.2.2 HIs 评估 
为了评估所选 HIs 的可靠性，本文采用归一化

方法将数据按比例缩放，使数据落入[0, 1]区间内。

归一化公式为 
* min

max min

x x
x

x x





  (5) 

式中：x*为归一化值；x 为 HIs 数据；xmax 和 xmin
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分别为 HIs 数据的最大值和最小值。图 8 展示了 4
组电池的 HIs 与电池静态容量的归一化关系。可

以看出，HIs 在一定程度上与电池静态容量呈线性

关系。 

 

图 8 HIs 与静态容量归一化关系 

Fig. 8 Plot of HIs normalised to static capacity 

为进一步验证 HIs 与 SOH 的相关度，引入斯

皮尔曼相关系数法定性分析 HIs 与静态容量的相关

性[13]。斯皮尔曼相关系数法的具体公式为 

d x y     (6) 

2

1
2

6
1

( 1)

n

i
i

xy

d
r

n n
 



  (7) 

式中：d 为位置排序之差；x 为 x 排序后的位置，

x 为 HIs 数据；y为 y 排序后的位置，y 为电池容

量； xyr 为斯皮尔曼系数的值；n 为样本大小；di

为第 i 组样本位置排序之差。相关性分析结果见

表 3，可见，相关度均大于 0.97，表明 HI 与电池

容 量 有 着 极 强 的 相 关 关 系 ， 能 有 效 描 述 电 池

SOH。 

表 3 相关性分析结果 

Tab. 3 Results of correlation analysis 

电池编号 相关度 

B0005 0.976 6 

B0006 0.990 2 

B0007 0.973 9 

#4 0.980 4 

2.3 QGA-BP 神经网络模型 

2.3.1 BP 神经网络 
BP 神经网络采用误差反向传播思想，基本原

理是信号的正向传播与误差的反向传播[14]，结构如

图 9 所示。信号正向传播时，将数据输入，经过隐

藏层的函数处理后到达输出层。若输出层的输出与

实际值差距较大，则转至误差的反向传播阶段。反

向传播是 BP 神经网络学习的核心步骤，误差信号

从输出层开始，逐层向输入层反向传播，并计算每

个权值的梯度，以更新权值。 

 
图 9 BP 神经网络结构 

Fig. 9 Structure of BP neural network 

BP 神经网络的具体求解步骤如下。 
(1)对 HI 和电池容量数据进行归一化处理。 
(2)对输入层到隐藏层及隐藏层到输出层的权

值矩阵赋初始值，并将误差 E 设定为 0，学习率设

定为 0.1，样本模式计数器 p 和训练次数计数 q 设

定为 1，网络训练精度设定为 0.01。 
(3)输入训练样本，得到每一层的输出。 
(4)根据训练结果得到网络输出误差，并依据每

一层输出单元的误差计算总输出误差。 
(5)调整每一层的权值。 
(6)判断所有样本是否完成训练。如果 p<4，则

p 和 q 都加 1，并返回步骤(2)，否则进行步骤(7)。 
(7)判断总输出误差的精度是否满足要求。如果

满足要求，则训练过程结束；否则 E 取 0，p 取 1，

返回步骤(2)。 

2.3.2 量子遗传算法 
遗传算法 GA(genetic algorithm)可以解决常规

算法难以处理的非线性问题，但若其编码方式选择
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不当，则易陷入局部最优。量子遗传算法 QGA 
(quantum genetic algorithm)是一种概率进化算法， 
它将量子计算引入 GA 中[15]，将 GA 的编码方式替

换为量子的态矢量表达，利用量子逻辑门实现染色

体的交换变异，具有迭代次数少、运行速度快、不

易陷入局部最优等优点。QGA 主要由量子比特编

码和量子门更新组成。 
(1)量子比特编码 
在现代量子计算机科学理论中，量子比特可

以用作信息存储单元的物理介质。它的显著优点

是 1 个量子比特可以同时处于 2 个量子态的叠加态

中，具体为 

= 0 1       (8) 

式中：  为量子比特的量子叠加态；α、β 为 2 个

幅常数，满足关系式
2 2 =1  ； 0 表示自旋向

下； 1 表示自旋向上。所以 1 个量子比特能够同

时包含 0和 1  2 种信息。 

量子比特的取值范围远远超过 GA 中的染色

体。它表达的不是某一个确定值，而是有可能会出

现的所有值。采用量子比特编码方式，个体的取值

范围更广，因此相对常规 GA 而言，QGA 特征多

样性更丰富。 
(2)量子门更新 
量子门可以实现交叉和变异操作，可根据不

同的应用情形选择不同的种类，本文选择量子旋

转门进行交叉和变异操作。量子旋转门的操作可

表示为 

cos ( ) sin ( )
( )

sin ( ) cos ( )
i i

i
i i

 


 
 

  
 

U  (9) 

式中，U(θi)为量子旋转门的平面旋转矩阵，θi 为旋

转角。具体更新过程可表示为 

cos ( ) sin ( )
( )

sin ( ) cos ( )
i i i i i

i
i i i i i

    


    
        
               

U  

  (10) 

式中， i i 、 和 i i  、 分别为第 i 个量子比特更新

前、后的概率幅。 
由式(9)和式(10)可得 

cos( ) sin( )
sin( ) cos( )

i i i i i

i i i i i

    
    
  

   
 (11) 

结合式(8)及式(11)可得
2 2 1i i    ，即变换

之后值仍然为 1。 

2.3.3 QGA-BP 神经网络算法 
利用 QGA 具有的全局搜索和快速收敛特点优

化 BP 神经网络算法，避免该算法陷入局部最优并

改善收敛速度。QGA-BP 神经网络算法流程如   
图 10 所示。 

 
图 10 QGA-BP 神经网络算法流程 

Fig. 10 Flow chart of QGA-BP neural network algorithm 

该算法将锂离子电池的 HIs 作为输入，电池的

静态容量作为输出，利用量子比特方式进行编码，

同时采用量子旋转门对种群进行更新，继而优化

BP 神经网络的初始权值和阈值，并通过 BP 网络的

结构进行训练，以找到最优解，即锂离子电池静态

容量的估计值。因此，可以使用 QGA-BP 神经网

络算法得到最佳的初始权值和阈值。 

3 模型验证与分析 

3.1 评价标准 
本 文 以 均 方 根 误 差 RMSE(root-mean-square 

error)、平均绝对百分比误差 MAPE(mean absolute 
percentage error) 和 平 均 绝 对 误 差 MAE(mean 
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absolute error)来衡量模型的效果。其中，RMSE 为

回归系统的拟合标准差，可描述估计值与真实值的

接近程度，数值越小，模型的离散度和收敛性能越

优；MAPE 为预测误差与真实值的百分比均值，用

于衡量模型预测的相对误差，数值越小，模型的预

测精度越高；MAE 为预测数据和原始数据对应点

误差的平方和的均值，表示估计误差的平均大小，

数值越小，模型估计的准确性越高。RMSE、MAE
和 MAPE 共同反映了模型的整体性能，能够全面

评估模型的准确性与稳定性，具体表达式为  

2
RMSE

1

MAPE
1

MAE
1

1 ˆ( )

ˆ1  

1 ˆ

s

i i
i

s
i i

i i

s

i i
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R y y
s

y y
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s y

M y y
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
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
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  


  








 (12) 

式中：s 为变量个数； iy 为实际值； ˆiy 为估计值。 
3.2 模型评估流程 

根据提出的 QGA-BP 神经网络算法，分别用

NASA 电池数据与自主实验平台的三元锂电池数

据进行实验验证。对于 NASA 电池，取 B0005、

B0006、B0007 电池中的 2 组 HIs 作为输入，电池

静态容量作为输出，训练得到 HIs 和电池静态容量

的关系模型，继而将剩余 1 组电池的 HIs 作为输入，

代入模型求解。对于自主实验平台的电池，#4 电

池数据量充足，可为训练集提供丰富的数据，且能

够保证验证集的代表性。同时，考虑到训练集与测

试集的比例关系，以除#4 电池外的其余 7 节电池

的 HIs 作为输入，电池静态容量作为输出，训练得

到 HIs 和电池静态容量的关系模型，继而将#4 电池

的 HIs 作为输入，代入模型求解。整个 SOH 估计

过程的框图如图 11 所示。 
3.3 结果分析 

为验证本文提出算法的有效性，加入 BP 神经

网络算法作对比，2 种算法的输入均为 HI 峰值面

积，输出为电池 SOH。其中，BP 神经网络算法有

1 个隐藏层，隐藏层的节点数为 5；QGA-BP 神经

网络算法有 2 个隐藏层，隐藏层的节点总数为 8。

由于神经网络算法每次估计得到的结果均略有不

同，因此本文取 5 次 SOH 估计结果的平均值以降

低差异性带来的影响，SOH 估计结果如图 12~图

15 所示。电池容量衰减至额定容量的 70%时视为

失效阈值，对于 NASA 电池即容量衰减至 1.40 A·h，

对于自主实验电池即容量衰减至 1.75 A·h。 
由图 12~图 15 可知，虽然 2 种算法的 SOH 估

计结果整体上与电池容量的真实衰退趋势相似，但

模型的稳定性、估计误差仍存在差异。在电池寿命

前期，2 种算法均能较好地估计出电池的 SOH。但

在电池寿命后期，当容量出现自恢复现象时，基于 

 
图 11 锂离子电池 SOH 估计过程框图 

Fig. 11 Block diagram of SOH estimation process for 
lithium-ion batteries 

 
图 12 B0005 电池 SOH 估计曲线 

Fig. 12 Curves of B0005 battery SOH estimation  
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图 13 B0006 电池 SOH 估计曲线 

Fig. 13 Curves of B0006 battery SOH estimation 

 

图 14 B0007 电池 SOH 估计曲线 

Fig. 14 Curves of B0007 battery SOH estimation 

 

图 15 #4 电池 SOH 估计曲线 

Fig. 15 Curves of #4 battery SOH estimation 

BP 神经网络算法的 SOH 估计结果逐渐偏离真实

值，而估计结果一旦发生偏离，则会影响下次估计

的权值，导致误差持续累积且难以消除。与之相比， 
QGA-BP 神经网络算法在电池全寿命周期范围内

均能较好地估计 SOH 与跟随容量回升的趋势，这

表明 QGA-BP 神经网络算法具有更好的收敛性与

鲁棒性。 
为了更直观地展现各算法的估计误差，根据

SOH 估计结果绘制误差曲线，如图 16~图 19 所示。

可以看出，对于 NASA 的 3 组电池，基于 BP 神

经网络的 SOH 估计算法误差波动较大，而基于

QGA-BP 神经网络的 SOH 估计算法整体误差相对

平稳，且多数误差小于 1.5%。对于#4 电池：在电

池寿命前期，基于 QGA-BP 神经网络算法的误差

曲线相对平稳，且比 BP 神经网络算法的误差更

小；在寿命衰减后期，容量回升点较多，导致误

差曲线波动加大，但整体仍然保持在一个较低的

范围内，这再次印证了本文所提算法具有良好的

鲁棒性。 

 

图 16 B0005 电池 SOH 估计误差曲线 

Fig. 16 Curves of B0005 battery SOH estimation error 

 

图 17 B0006 电池 SOH 估计误差曲线 

Fig. 17 Curves of B0006 battery SOH estimation error 

表 4 给出了 2 种算法的 SOH 估计误差结果。

由表可知，4 组电池单体的老化衰减性能并不相同，  
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图 18 B0007 电池 SOH 估计误差曲线 
Fig. 18 Curves of B0007 battery SOH estimation error  

BP 神经网络算法对电池的 SOH 估计结果并不稳定

且误差较大，鲁棒性较差。而在 QGA-BP 神经网络

算法下，电池的最大 MAE 和 MAPE 分别为 0.013 12
和 0.012 94，表明模型的误差较小，预测精度较高； 

 
图 19 #4 电池 SOH 估计误差曲线 

Fig. 19 Curves of #4 battery SOH estimation error  

最大 RMSE 为 0.017 86，表明模型的收敛性较好。

因此，本文所提基于 IC 曲线的 QGA-BP 神经网络

算法的估计模型能够较好地实现全寿命周期内 SOH
的估计，且具有较高的精确度和良好的鲁棒性。 

表 4 电池 SOH 估计误差量化指标 
Tab. 4 Quantitative indicators of battery SOH estimation error 

电池序号 
QGA-BP BP 

MAE MAPE RMSE MAE MAPE RMSE 
B0005 0.006 35 0.006 27 0.007 31 0.010 72 0.009 14 0.012 26 
B0006 0.006 79 0.007 10 0.008 04 0.014 29 0.013 72 0.017 01 
B0007 0.008 24 0.009 31 0.010 35 0.013 62 0.011 60 0.016 07 

#4 0.013 12 0.012 94 0.017 86 0.019 03 0.018 01 0.024 22 
 

4 结语 

为解决锂离子电池 SOH 估计过程中 HIs 选取

困难及计算方法易陷入局部最优解的问题，本文提

出了一种基于 IC 曲线的 QGA-BP 神经网络算法的

锂离子电池 SOH 在线估计模型。通过分析电池性

能老化过程中的 IC 曲线变化情况，从 IC 数据中提

取指标，并引入斯皮尔曼相关系数法验证了指标与

容量间的高相关性，继而将提取指标作为输入，

SOH 作为输出，建立 QGA-BP 神经网络模型在线

估计锂离子电池 SOH。经过自主实验平台测量所

得的锂离子电池寿命循环实验数据和 NASA 数据

集验证，所提模型的最大 MAE、MAPE、RMSE
分别为 0.013 12、0.012 94 和 0.017 86，表明模型

具有良好的收敛性和鲁棒性，能够实现锂离子电池

SOH 的精准在线估计。 
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