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基于 Wasserstein 距离的电池 SOH 

估算方法 
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摘要：电池健康状态 SOH(state of health)评估在确保储能系统安全稳定运行方面具有重要意义。然而，使用

固定电压段作为模型输入的方法在实际应用中受到用户使用习惯变化的限制，且多数利用容量增量

IC(incremental capacity)分析估计 SOH 的研究仍存在着平滑参数选择较为困难的问题。提出的滑动窗口平滑方法

在获得平滑 IC 曲线的同时，简化了实际应用中参数的选择过程。该方法使用了 2 种互补的 Wasserstein 距离计

算方法评估目标 IC 曲线和参考曲线的差异，并将该差异作为健康特征 HF(health feature)与对应电压段起始电压

结合，作为模型输入，用于训练高斯过程回归模型。测试结果显示，任意区间的电压段，即使是未包含 IC 曲线

峰值的部分充电数据，均可作为模型输入来获得低于 2%均方根误差 RMSE(root mean square error)的 SOH 估算

结果。 此外，分析了不同平滑参数、采样频率及估计模型对估算结果的影响。分析结果表明，所提取的 HFs 具

有较强的鲁棒性，模型具有较高的估计精度。 
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Abstract: The state-of-health (SOH) estimation of batteries is crucial for ensuring the safe and stable operation 
of energy storage systems. However, the methods which use fixed voltage segments as model inputs face limitations 
in practical applications due to varying user habits, and most of the studies based on incremental capacity (IC) 
analysis still face challenges in selecting the smoothing parameters. A sliding window smoothing method is proposed 
to obtain smooth IC curves while simplifying the parameter selection process in real-world applications. This method 
uses two complementary Wasserstein distance calculation methods to evaluate the differences between the target IC 
curves and reference curves, which serve as health feature (HF) and are combined with the corresponding starting 
voltages of voltage segments as model inputs. These inputs are further used to train a Gaussian process regression 
model. Test results indicate that the voltage segments at any position, even those that do not include the IC curve 
peak, can be used as model inputs to achieve SOH estimation results with a root mean square error (RMSE) below 
2%. In addition, the effects of different smoothing parameters, sampling frequencies and estimation models on the 
estimation results are also analyzed. The analysis results indicate that the extracted HFs exhibit strong robustness, 
and the model achieves high estimation accuracy. 
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1锂离子电池因具有高能量密度和长寿命等优 
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点[1]被广泛应用于电动汽车[2]、储能系统[3]和便携

式电子设备[4]中。然而，锂离子电池在充放电过程

中不可避免地会出现容量衰减，从而显著影响系统   
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的安全性[5]。因此在电池管理系统中，对电池健康

状 态 SOH(state-of-health) 进 行 监 测 变 得 至 关 重   
要[6]。通常，SOH 被定义为电池相对于其标称容量

所能存储的最大电量。一种简单的评估方法是将电

池从 100%SOC 放电至截止电压，使用库仑计数法

计算剩余的最大可用容量。然而，这种方法不适用

于在线电池系统。 
由于 SOC 无法被直接测量，各种估算方法应

运而生。这些方法通常从可测量信号(如电压、阻

抗、温度等)中提取健康特征 HFs(health features)，
然后将特征输入到分类或回归算法中，以预测电池

的 SOH。然而，大多数相关研究在模型训练阶段

均受到必须固定某一充电区间的限制，如始终选择

500~2 500 s 的充电时间间隔数据[7]或 3.70~3.90 V
电压范围的数据[8]。这促使一种新方法的提出，即

将随机电压区间与电池老化程度估算联系起来，使

模型能够更好地泛化到不同的充电时间和电压范

围。为此，Feng 等[9]利用支持向量机 SVM(support 
vector machine)量化了一个相似性因子，该因子反

映了不同 SOH 的电池充电曲线间的相似性，但仅

对电压段的单调部分有效。文献[10]提出了基于随

机充电片段的 SOH 估算方法，将电压片段的起始

电压、容量序列的容量和以及标准差作为 HFs，估

算 电 池 老 化 程 度 ， 但 并 未 考 虑 电 池 管 理 系 统

BMS(battery management system)采样精度对容量

计算的影响。Li 等[11]提出了新的容量增量-动态电

压规整 IC-DVW(incremental capacity-dynamic voltage 
warping)特征，并通过 Box-Cox 变换将其与容量相

关联，但该方法部分放电数据的起始点固定在

100%SOC，终点随机选择在 3.60~3.90 V 范围内，

这在实际应用中并不完全适用。此外，复杂的 IC
曲线插值和平滑方法也增加了选择参数的难度，如

窗口长度参数决定了拟合中包含的数据点数量。文

献[11]中选择的窗口长度为 13，但并未说明具体的

原因；文献[12]比较了采样频率和窗口长度参数对

曲线的影响，但仅通过观察曲线平滑效果、峰值强

度和峰值偏移来确定参数是否合适。在实际应用

中，考虑到不同用户的习惯和数据质量，上述方法

的有效性无法得到保证。 
基于上述分析，为实现灵活且鲁棒的电池老化

程度估算，需要解决 2 个关键问题：如何使模型能

够处理不同电压区间的数据并估算电池老化程度；

如何提取鲁棒的 HFs 以简化参数选择过程。受到文

献[13-14]中 Wasserstein 距离描述电池相似性的启

发，本文提出了一种滑动窗口平滑方法，在仅有部

分充电数据的情况下获取 HFs，并缩窄可选择的平

滑参数范围，以简化参数选择过程。结果表明，随

机电压区间数据均可作为模型的输入，即使输入的

电压区间不包含完整 IC 曲线的峰值，也能获得小

于 2%均方根误差 RMSE(root maen square error)的
SOH 估算结果。 

1 容量增量推土机距离(IC-WAS)、 
容量增量瓦瑟斯坦距离(IC-EMD)
健康特征 

本文采用被广泛使用的牛津电池退化数据集

1[15-16]来验证所提方法。数据集采集自 8 块 Kokam
软包电池。每块电池的容量为 740 mA·h，正极由

锂钴氧化物和锂镍钴氧化物制成，负极由石墨制

成。为模拟汽车实际运行时的电池老化过程，对这

些电池采用 2C 倍率充电，并模拟车辆行驶工况放

电。每 100 个循环进行 1 次特性测试，使用 1C 倍

率测量电池容量，并以 1 Hz 的采样频率记录。测

试均在环境温度为 40 ℃的受控环境中进行。 
1.1 移动平均与高斯平滑 

IC 曲线包含丰富的特征，能够揭示电池老化

机制的关键信息。然而，传统 IC 分析方法的适应

性受到 BMS 采样特性与特征提取方法的限制。直

接对数据应用数值微分会放大电压曲线中的测量

噪声，而主观选择平滑参数对 SOH 估算精度的影

响尚未得到验证。本文专注于部分充电数据中 HFs
的可用性和鲁棒性，旨在获得可靠的 SOH 估算结

果。图 1 展示了电池#1 在起始老化状态时不同采

样频率下的 IC 曲线。当计算间隔为 1 s 时，由于存

在噪声，无法识别任何有用的特征；随着计算间隔



电    源    学    报 
 

142  第 24 卷 

 

的增大，IC 曲线的峰值可粗略分辨；当间隔达到

20 s 时，IC 曲线特征平滑度才满足分析要求。 

 
图 1 电池#1 不同采样频率下的 IC 曲线 
Fig. 1 IC curves of cell #1 under different  

sampling intervals 

为了获得更平滑的 IC 曲线，本文采用类似文献

[11]中的平滑方法。在传统的平滑方法中，通常直接

对整个 IC 曲线进行平滑处理。然而在实际应用中，

可能无法获得完整的充电曲线，从而无法获得完整的

IC 曲线。此外，平滑曲线越长，可选择的平滑参数

范围越宽，进而增加了实际选择参数的难度。例如，

文献[12]中平滑参数设置为 600，约为完整曲线长度

的 1/6。在实际应用中，该参数的获得往往要经过试

错[17]的过程，且无法保证 SOH 估算值的精度。 
为了能够使用部分充电数据进行电池 SOH 估

算，本文采用了一种滑动窗口平滑方法。首先，使

用滑动窗口对数据进行分段，每段宽度为 0.10 V，

该宽口宽度在利用部分充电数据的同时，压缩了平

滑参数的选择范围，简化了平滑参数选择过程，并

以 0.01 V 的增量递增，如[3.20 V, 3.30 V]，[3.21 V, 
3.31 V]；其次，对每个电压段应用移动平均 MA 
(moving average)方法，并计算 IC 对电压增量的微

分；最后，进一步应用高斯平滑 GS(Gaussian smoo- 
thing)方法，如图 2 所示。本节以电池#1 在起始循

环状态，电压范围为[3.55 V, 3.65 V]为例进行说明。 
由图 2(a)可知：当 MA 方法中的平滑点设置为

5 时，平滑后的曲线仍然存在明显的噪声；随着平

滑点的增多，噪声有所减少，但边界处的数值发生

了突变。这些突变是由 MA 更新电压数据导致的。

由图 2(b)可知，经 GS 处理后，随着平滑窗口的增

加，曲线之间的差异越来越大。这自然地引出了问 
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图 2 电池#1 在不同平滑参数下经 MA、 
GS 处理后的 IC 曲线 

Fig. 2 IC curves of cell #1 under different smoothing 
parameters via MA and GS methods 

题：如何提取全面且客观的 HFs，并保证 SOH 估

算精度。基于该问题，需要探索更鲁棒的特征提取

方法，而不仅是关注峰值及其位置。 
1.2 Wasserstein 距离 

最直观的提取曲线特征的方法除峰值外，还

有曲线的相似性。例如，欧氏距离可以用来描述

曲线之间的差异。但在电池 IC 曲线中，随着电

池的老化，相同电压区间内的数据点数并不相

同，无法直接计算欧氏距离，而插值拟合等方法

会进一步增加计算负担。Wasserstein 距离[18]、詹

森-香农 JS(Jensen-Shannon)散度、余弦距离等度

量方法也可描述相似性。但 JS 散度要求被计算

的 2 条曲线满足概率分布的定义，且无法直接作

用在 IC 曲线上[20]；余弦距离更关注向量方向的

相似性，不能描述曲线形状明显变化的场景。而

Wasserstein 距离无需对不等长 IC 曲线插值对齐，

可连续感知曲线缓慢老化畸变，并从全局分布角

度表征曲线形变，鲁棒性更强。因此，本文使用

Wasserstein 距离描述 2 条 IC 曲线之间的相似度，

以提供电池老化的物理信息。其被定义为将一个

质量分布转换为另一个分布所需的最小能量，可

以表示为 

( , ) ( , )( , ) inf [ ]v u x yW v u E x y     (1) 

式中：v、u 分别为电池初次循环时和需要估算的目

标循环时的数据样本；( , )v u 为 2 条 IC 曲线的概率

分布； ( , )inf v u  为在边缘分布分别为 v、u 的全体

联合耦合分布  (v,u)内求取下确界；  为联合分

布； 表示所有可能的联合分布的集合； ( , )x yE  [·]

为在某一个联合分布下，2 个分布之间的距离；

x y 表示样本之间的距离。Wasserstein 距离就是

在所有可能的联合分布下的距离下界。 
需要注意的是，虽然可以直接对未归一化的 IC

曲线使用 Wasserstein 距离，但本文也应用了归一

化后的计算方法——推土机 EMD(earth mover’s 
distance)和瓦瑟斯坦距离 WAS(Wasserstein distance)，
其对应的特征分别为 IC-EMD、IC-WAS。第一种

方法直接计算 2 条 IC 曲线的 Wasserstein 距离，对

于质量(积分)不同的 2 条曲线，计算时会将多余的

质量丢弃[18]；第二种方法则先将 IC 曲线进行归一

化，再使用直方图密度估算，得到概率分布后，计

算 Wasserstein 距离。 

2 基于高斯过程回归的 SOH 估算过程 

图 3 展示了本文所提电池 SOH 估算方法的流

程，包括 4 个步骤，具体如下。 
步骤 1 利用滑动窗口平滑方法处理老化数据

的 U-Q 曲线以获得 IC 曲线。 
步骤 2 计算每个电压区间内 IC 曲线与参考曲

线之间的 Wasserstein 距离。 
步骤 3 将 WAS/EMD 及其对应的电压索引组

合，作为模型的输入，SOH 作为模型的输出。它们

之间的映射关系使用高斯过程回归 GPR(Gaussian 
process regression)表示，详见第 2.3 节。 

步骤 4 在实际应用中计算 IC-WAS、IC-EMD
特征，并放入训练好的模型以获得 SOH 估算结果。 
2.1 模型输入 

本文旨在使用部分充电数据来估算电池老化

程度，这些数据可能在随机的电压值处开始或结

束。IC-WAS、IC-EMD 距离在不同电压范围内和

循环次数下可能会具有相似的值，如图 4 所示。 
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图 3 本文所提方法流程 
Fig. 3 Flow of overview of proposed method 

如果直接将距离值及其对应的 SOH 输入模型，模

型可能无法有效学习当前输入与输出的映射关系。

因此，需要在输入数据中添加相应的电压索引。结

合之前使用的 U-Q 数据滑动窗口平滑方法，本文定

义 每 个 输 入 样 本 start1 start2 start Dist1[i Nx U U U D   

Dist2 Dist ]ND D 。其中：i 为当前的循环次数； Dist1D

为当起始电压为 start1U 时，计算的 IC-WAS、IC-EMD
特征值；N 为电压区间内离散采样分段总数，对应

特征提取的电压节点数量。 

 
图 4 不同起始电压和循环次数下的 IC-EMD/WAS 特征 

Fig. 4 IC-EMD/WAS features under different starting 
voltages and cycles 

考虑到不同用户的习惯[19]，充电的起始电压较

少为 2.70 V(即 0%SOC)，且在低 SOC 水平下，充

电电压会快速增大，因此本文选择 3.20 V 作为起始

电压下限。在此基础上构建输入训练集 X，但样本

内包含的连续电压段的个数会影响预测的效果。为

了实现预测效果与模型输入电压区间的平衡，使不

包含完整 IC 曲线峰值的区域(3.80 V 后)也能作为

模型的输入，本文数据集中每个样本由 20 个连续

电压段的 IC-WAS、IC-EMD 特征及其相应的电压

索引组成，并设置每段长度为 0.10 V，总长度为

0.29 V。 

2.2 GPR 模型 

GPR 是一种非参数机器学习方法，在贝叶斯框

架下利用核函数来学习 HFs 与 SOH 之间的关系。

输入向量 x 用于预测输出 ( )f x ，并假设这些输出

值遵循高斯分布。这表明对于任意一组输入向量，

对应的输出值集合可以通过多元高斯分布来描述，

其中协方差由核函数决定，即 

P( ) ( ( ), ( , ))f G m K x x x x  (2) 

式中：GP(·)为核函数； ( )·m 为均值函数； ( )K  为协

方差函数；x、x'为任意 2 组不同的输入向量。 

考虑到实际应用，假设输出值受高斯白噪声影

响，可得 2( ) (0, )y f N    ，x ，ε 为高斯测量

噪声。对于一个新的输入 *x ，观测值和预测值的

联合分布为 
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2 *

P* * * * *

( ) ( , ) ( , )~ ,
( ) ( , ) ( , )

Y m X K X X K X
G

y m K X K

     
            

I x

x x x x
  (3) 

式中：X 和 Y 分别为训练集的输入和输出； *y 为预

测值；I 为单位矩阵； , ( , )i j i jK k x x 用于描述 ix 与

jx 之间的相似性。进而可得预测值的后验分布为 
* * * *| , , ( ,cov( )~ )y X Y N y yx  (4) 

式中： *y 为待测样本对应的 SOH 预测均值；
*cov( )y 为预测结果的后验协方差。 

3 算例验证与鲁棒性分析 

为了验证所提方法的有效性和鲁棒性，本文

计算了 SOH 估算结果的 RMSE，并研究了采样频

率、平滑参数和电压段对估算 SOH 的影响。牛津

电池退化数据集 1 中的电池#1 的实验数据用于训

练，电池#3 用于测试，电池#2 与电池#4 用于检验

模型对不同单体电池的适配鲁棒性。测试数据从

完整的充电电压曲线中提取，以模拟来自车载测

试中的数据。 
3.1 IC-WAS-SOH 估算 

为了探究模型在不同电压段下的估算精度，本

文使用不同起始电压的测试数据作为模型输入来

获得 SOH 估算结果。对于每个测试电压段，GPR

模型的结构、平滑参数和采样频率均保持不变。平

滑点数和平滑窗口均设置为 10，采样频率设置为

0.10 Hz。9 组不同起始电压下的估算 SOH 和真实

SOH 结果如图 5(a)所示，图 5(b)给出了全部 72 个

测试电压段对应的 SOH 估算的 RMSE。由图 5(a)

可知，起始电压不大于 3.80 V 时，估算 RMSE 均

可控制在 2.00%以内，其中 3.55 V 起始电压下

RMSE 取得最优值 0.47%，这初步说明了本文提出

方法的有效性；当起始电压大于 3.80 V 时，RMSE

迅速增大，这与 IC-WAS 特征有关。 

 

图 5 不同起始电压下的 IC-WAS-SOH 估算结果和 RMSEs 
Fig. 5 IC-WAS-SOH estimation results and RMSEs at different starting voltages  
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在充电前期，电压增长较快，不同循环次数下

的 IC 曲线差异较为明显，曲线的概率分布差异较

大，使得 IC-WAS 特征具有较好的区分度，模型更

容易学习 HFs 与 SOH 之间的映射关系；在充电中

期，数据包含了完整 IC 曲线的峰值，IC 曲线的概

率分布差异仍较明显，能够获得较低的估算误差；

在充电后期，由于测试输入可能不再包含完整 IC
曲线的峰值，如图 6 所示，不同循环次数下归一化

后的 IC 曲线差异越来越小，概率分布差异也逐渐

减小，使得估算误差增大。使用电池#2、#4 作为

测试集时，估算误差仍然表现出相似的特性，进一

步验证了上述分析。 

 
图 6 起始电压 3.81 V 后的归一化 IC 曲线 

Fig. 6 Normalized IC curves after starting voltage of 3.81 V 

3.2 IC-EMD-SOH 估算 
进一步将 IC-EMD 作为模型的 HF 输入，同时

保证模型参数和采样频率与第 3.1 节保持一致，得

到的不同起始电压下 SOH 的估算结果如图 7(a)、(b)
所示。 

当起始电压位于充电中、后期时，模型均能获

得 2.00%以下的估算 RMSE，说明 IC-EMD 特征也

能作为 SOH 估算模型的输入。与第 3.1 节类似，测

试数据中也存在部分电压段对应的 SOH 估算误差

较高的情况。这与其本身的 HFs 有关，如图 4 所示，

起始电压在 IC-EMD 的第一个峰值左侧区域附近

时，其变化相较于第二个峰值区域更缓慢，因此模

型输入中包含的该段数据越多，SOH 精确估算的难

度越高。因此，图 7(b)中 RMSEs 在充电前期呈现先

增大后减小的趋势；在起始电压大于 3.50 V 时，

RMSEs 一直保持在较低的水平。使用电池#2、#4
作为测试集时，仍然表现出相似的特性。 

在实际应用中，可以根据用户的使用习惯选择

起始电压。如果起始电压在 3.45 V~3.80 V 范围内，

2 种计算方法均可使用，可根据 BMS 的计算能力

进一步选择；如果起始电压在 3.20 V~3.45 V 范围

内，则推荐使用 IC-WAS 特征；如果起始电压大于

3.80 V，可以选择 IC-EMD 特征以获得更高精度的

估算结果。 
3.3 鲁棒性分析 

本文提出滑动窗口平滑方法是为了简化实际

应用中参数选择的过程，并获得更鲁棒的 HFs。因

此，需要进一步量化不同参数对电池老化估算的影

响，以确保该方法在实际使用中的可靠性。本文选

择了 9 组不同的平滑参数，使用的采样频率为常见

的 0.05 Hz 和 0.10 Hz，平滑窗口和平滑点的范围均

为 1~30。图 8、9 给出了采样频率为 0.10 Hz 时， 不

同 平 滑 参 数 与 起 始 电 压 下 的 IC-WAS-SOH 、

IC-EMD-SOH 估算误差的箱线图。    
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图 7 不同起始电压下的 IC-EMD-SOH 估算结果和 RMSEs 
Fig. 7 IC-EMD-SOH estimation results and RMSEs at different starting voltages 

在这些参数下，估算结果的 RMSE 表现出与

第 3.1 节、第 3.2 节相似的特征。在 IC-WAS-SOH

估算方法中，当起始电压大于 3.80 V 时，RMSE

明显较大；随着起始电压的进一步增大，四分位间

距表现出增大的趋势。这表明在实际应用中，如果

使用充电末期的数据，不论平滑参数如何变化，应

避免使用 IC-WAS 作为 HF。当起始电压小于 3.80 V

时，最大 RMSE 上限基本维持在 2.14%，且其四分

位间距也均较窄。 

类似地，在 IC-EMD-SOH 估算中，在充电前

期，RMSE 的最大值高于 2.00%，并表现出先增大

后减小的趋势，最大 RMSE 为 4.90%，表明当选择

充电前期的数据进行 SOH 估算时，应避免使用

IC-EMD 作为 HF；在充电中期，RMSE 的中位数

及四分位间距都逐渐减小，即使起始电压大于

3.70 V，中位数上升且四分位间距存在波动，但

误差中位数仍低于 2%，进一步证明了 IC-EMD

特征对处于充电后期电池 SOH 估算的有效性和

鲁棒性。 

当采样频率减小至 0.05 Hz 后，由于采样点数

量更少，可选择的平滑参数范围也需要进一步缩

窄，此时仅考虑平滑参数在 1~15 范围内变化。    

图 10 给出了 5 组不同参数下 SOH 估算的 RMSE。

由图可知：RMSE 随起始电压的变化与 0.1 Hz 时类

似，且采样频率减小并不会显著影响 SOH 的估算

结果，如当使用 IC-WAS 作为 HF 时，在电池充电

的前、中期，大多数起始电压对应的 RMSE 均未

超过 1.60%，这对于降低 BMS 成本是有利的；平

滑参数的变化对估算结果的影响较小，尤其是在充

电的前、中期，RMSE 的变化幅度小于 1.00%，但

在使用 IC-EMD 特征时，RMSE 表现出随平滑参

数增大而增大的趋势。当平滑窗口大小固定时， 平

滑点数对 SOH 估算的影响不大，这说明在滑动窗

口平滑方法中，GS 过程更为重要，这与在第 1.1
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节中的分析相吻合，因此 GS 平滑参数的选择应更

谨慎。 
3.4 不同模型对比 

本文为了评估 GPR 模型的性能，通过实验得 

 

图 8 采样频率 0.10 Hz 时不同平滑参数对应的

IC-WAS-SOH 估算误差箱线图 
Fig. 8 Box-plots of IC-WAS-SOH estimation errors under 

different smoothing parameters at sampling  
frequency of 0.10 Hz 

 
图 9 采样频率 0.10 Hz 时不同平滑参数对应的

IC-EMD-SOH 估算误差箱线图 
Fig. 9 Box-plots of IC-EMD-SOH estimation errors under 

different smoothing parameters at sampling  
frequency of 0.10 Hz 

到本文所提模型与双向长短期记忆 BiLSTM(bidi- 
rectional long short-term memory)网络、SVM、多层

感知机 MLP (multilayer perceptron)的对比结果，如

图 11、图 12 所示。GPR 模型在 IC-EMD/WAS 特征

上均优于其他模型。需要说明的是，基于第 2.1 节输 
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图 10 采样频率 0.05 Hz 时 IC-WAS 与 IC-EMD 不同平滑

参数对应的 SOH 估算误差 

Fig. 10 Estimation error of SOH under different smoothing 

parameters at sampling frequency of 0.05 Hz using 

CI-WAS and IC-EMD 

 

图 11 IC-EMD 特征下模型对估计 RMSE 的影响 

Fig. 11 Effects of different models on estimation RMSE 

based on feature of IC-EMD 

 

图 12 IC-WAS 特征下模型对估计精度的影响 

Fig. 12 Effects of different models on estimation accuracy 

based on feature of IC-WAS 

入样本的定义方式，在预测过程中可能仅能提取出

1 个输入样本来预测 SOH，进而无法提供与训练过

程相同的时间序列结构，因此并不适用于需要上一

时刻隐藏状态作为输入的循环神经网络，从而导致

对应的估算 RMSE 较大。 

4 结论 

针对随机电压区间估算电池 SOH 的问题，本

文提出了一种鲁棒且灵活的电池老化估算方法。首

先，通过滑动窗口平滑方法，使模型能够灵活处理

实际应用中具有不同起始和截止电压的部分充电

数据。接着，计算了平滑后 IC 曲线与参考曲线的

Wasserstein 距离，获得了 2 种新的鲁棒 HFs，即

IC-WAS、IC-EMD。在线应用时，可以将特征与相

应的起始电压组合，作为 GPR 模型的输入，以估

算电池 SOH。测试结果表明，本文所提方法能够

实现高精度的 SOH 估算。最后，讨论了平滑参数和

采样频率对 SOH 估算的影响，进一步证明了

IC-WAS、IC-EMD 特征的鲁棒性。本文得出的结论

如下。 

(1)基于本文提出的滑动窗口平滑方法，任何起

始电压的数据段，即使是未包含完整 IC 曲线峰值

的电压段，均可作为模型输入实现 SOH 估算。 

(2)对处于充电前期的电池，推荐使用 IC-WAS

作为 HF；对处于充电中、后期的电池，选择 IC-EMD

则可以在减轻计算负担的同时，获得更高精度的估

算结果。 

(3)在 MA 与 GS 方法中，GS 对 SOH 估算效果

的影响更大，其平滑窗口的选择应更谨慎。采样频

率对 SOH 估算的影响较小，故可使用成本更低的

BMS。在实际应用中，可以直接选择小于 15 的平

滑参数，而无需进行试错或观察曲线的平滑效果，

这简化了参数选择过程。 
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