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摘要：针对自动导引车 AGV(automatic guided vehicle)动力电池故障诊断中因样本稀疏性与类别不平衡导致

的模型性能退化问题，提出一种结合梯度惩罚和独立分类器的生成对抗网络 GPSC-GAN(gradient penalization and 
separate classifier-generative adversarial network)。首先，通过引入带梯度惩罚的瓦瑟斯坦(Wasserstein)距离优化判别器

损失函数，约束生成样本与真实电池故障特征的分布差异，提升模型训练稳定性。其次，设计 1 个独立分类器模

块，解耦分类与判别功能，生成多模式高质量故障样本以构建平衡数据集。在 AGV 电池故障数据集上的实验结果

表明，GPSC-GAN 生成样本的结构相似性指数度量 SSIM(structural similarity index measure)与最大均值差异 MMD 
(maximum mean difference)分别达到 0.5 和 0.2，较 WGAN-GP、ACGAN、SMOTE、ADASYN、Diffusion GAN 和

StyleGAN-T 模型提升 25%~66%。融合生成样本后，故障诊断模型的 F1 分数达到 0.938，精确率与召回率分别达到

94.6%和 93.0%，优于其他 6 种对比方法，验证了其在复杂工业场景下的高效性与鲁棒性。 
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Abstract: In order to address the model performance degradation caused by sample sparsity and class imbalance in 
multimode fault diagnosis of automatic guided vehicle (AGV) power batteries, a generative adversarial network incorporating 
gradient penalty and an independent classifier (GPSC-GAN) was proposed. First, the discriminator loss function was 
optimized through the introduction of Wasserstein distance with gradient penalty, whereby the distribution divergence between 
generated samples and real battery fault features was constrained to enhance training stability. Second, an independent 
classifier module was designed to decouple classification and discrimination functions, enabling high-quality multimode fault 
samples to be generated for constructing a balanced dataset. Experimental results on AGV battery fault datasets demonstrated 
that the generated samples achieved structural similarity index measure (SSIM) and maximum mean difference (MMD) values 
of 0.5 and 0.2 respectively, showing 25% to 66% improvements compared with WGAN-GP, ACGAN, SMOTE, ADASYN, 
Diffusion GAN and StyleGAN-T models. After integrating synthetic samples, the F1-score of the fault diagnosis model was 
enhanced to 0.938, with precision and recall rates reaching 94.6% and 93.0% respectively. These metrics outperformed six 
other comparative methods, verifying the proposed method’s efficiency and robustness in complex industrial scenarios.  
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随着工业自动化与智能制造的快速发展，自动

导引车 AGV (automated guided vehicle)作为柔性物

流系统的核心载体，在仓储物流、汽车制造、电子

装配等领域得到广泛应用。其高效、精准、24 h

连续作业的特性，显著提升了企业供应链响应速度
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与资源利用率，成为工业 5.0 中“智能工厂”落地

的关键基础设施[1-3]。AGV 的可靠运行高度依赖其

动力系统的稳定性，而锂电池作为当前 AGV 的主

流能源供给方案，既是实现设备高效运转的核心，

也是制约系统安全性与经济性的潜在瓶颈[4]。 
在物流搬运、柔性产线等高强度作业场景下，

动力电池长期承受高频次充放电循环、大电流过载

运行及复杂热力学耦合冲击，极易引发多尺度故障

演化。若未能对电池内短路、过载和内阻异常等潜

在故障进行及时诊断与干预，不仅会导致设备停

机、产线中断等直接经济损失，更可能因热失控链

式反应引发火灾事故，威胁人员与设施安全[5]。在

此背景下，基于数据驱动的故障诊断方法，因其在

状态感知与失效预警方面的显著优势，成为工业界

部署下一代预测性维护系统的关键技术路径[6-7]。 
深度学习作为一种数据驱动的人工智能技术，

凭借强大的特征提取能力，有效规避传统方法手工

特征提取的局限性，在故障诊断领域展现出显著优

势[8-10]。为自适应学习齿轮故障的频域和时域统计

特征，时培明等[11]设计深度学习-粒子群优化混合

模型，通过自适应学习齿轮故障的时频域统计特征

提升诊断精度；Wang 等[12]提出一种融合多传感器

频谱图和卷积神经网络 CNN (convolutional neural 
network)的故障诊断方法，以解决单一频谱图输入

无法充分表达风力涡轮机齿轮箱故障特征的问题。

这些方法在平衡数据集场景下表现优异，但工业

实践中设备长期处于正常工况，故障样本的稀疏

性极易引发类别不平衡问题，通用的监督式深度

学习算法会因过度拟合多数类样本，导致对关键

故障类别的识别敏感性显著下降，制约模型工程

化部署价值。 
为提高深度学习故障诊断模型在类别不平衡

条件下的性能，研究人员聚焦于 2 种数据增强方法

展开探索，分别为基于生成对抗网络 GAN (gene- 
rative adversarial network)的方法和非 GAN 方法。

非 GAN 方法通过几何变换、插值采样等操作生成

合成样本[13]。基于 GAN 的方法则利用生成对抗网

络捕捉潜在数据分布，通过生成器-判别器动态博

弈实现高质量样本合成。非 GAN 方法在构造过程

中未考虑原始样本特征，很难使用生成样本准确表

示原始样本分布，易产生低质量伪样本。而 GAN
的生成器具有捕捉原始样本潜在分布的能力[14]，因

此，基于 GAN 的方法在工业故障诊断中得到广泛

应用。刘雪锋等[15]设计自动编码器引导的生成器训

练机制和样本过滤-诊断判别两级协同优化策略，

避免模型崩溃并提升不平衡数据下故障特征表征

能力；李洁等[16]基于 GAN 增强动力电池稀缺故障

数据，采用贝叶斯优化随机森林算法超参数，显著

改善了数据稀缺条件下的泛化能力。然而，这些研

究未有效解决模式崩溃与训练稳定性间的矛盾，导

致多模式故障样本生成能力受限。 
随着图像合成技术的改进，基于改进损失与网络

架构的 GAN 变体逐步应用于工业故障诊断领域。典

型的方法包括瓦瑟斯坦 Wasserstein GAN (WGAN)[17]

和辅助分类器 ACGAN (auxiliary classifier GAN)[18]。

其中 WGAN 采用 Wasserstein 距离改进损失函数，

确保训练稳定性。然而，图像合成过程中 WGAN
需为每个类别建模，训练时间会随样本类别数量增

加而增长。为克服这一限制，Tong 等[18]提出具有

分类功能的 ACGAN，ACGAN 在判别器中集成辅

助分类模块实现样本生成与类别约束联合优化，使

判别器能够区分真实样本和生成样本。然而，如果

ACGAN 在分类或判别过程中出现错判，则无法保

证生成新样本质量。为解决该问题，Li 等[19]提出独

立分类器，通过解耦分类与判别提升 ACGAN 的决

策兼容性，构建精度更高、稳定性更强的诊断模型。 
基于以上分析，为保持训练稳定性并获得高质

量和多模式生成样本，本文提出一种结合梯度惩罚

和独立分类器的 GAN 模型 GPSC-GAN (gradient 
penalization and separate classifier GAN)，解决 AGV
电池故障诊断类别不平衡问题。主要研究内容为：

构建独立分类器模块，通过解耦分类与判别功能，

有效解决了标准 GAN 及其变体在 AGV 电池多故

障并发场景下的决策兼容性问题；在判别器中引入

带梯度惩罚的 Wasserstein 距离，精准约束生成样

本与真实电池故障特征的分布差异，显著提升模型
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在工业环境下的训练稳定性；在 AGV 电池故障数

据集上进行实验测试，验证所提模型的数据生成

能力。同时，与现有先进模型进行基于深度学习

的故障诊断性能比较，验证该模型的有效性和先

进性。 

1 结合梯度惩罚的独立分类器 GAN 

1.1 GAN 模型 
GAN 因其博弈训练范式在数据增强领域引起

了广泛关注。生成器和判别器之间的对抗协作使得

GAN 的判别器难以区分哪些样本是生成样本，哪

些样本是真实样本。因此，GAN 是一种有效的扩

展原始数据集的方法。 
在 GAN 中，已知捕获真实信号的故障特征分

布为 Pdata(x)，x 为故障信号。使用随机噪声 z 作为

伴随的输入数据，通过生成模型 G(z)可以生成数据

PG(x; β)。通过更新参数 β，使 PG 无限接近真实故

障特征 Ptrue 的分布，具体公式为 

data~ ( )min max ( , ) [ln( ( ))]x P xG D
V D G E D x   

    ~ [ln(1 ( ( )))]
Gz PE D G z  (1) 

式中：E(∙)为期望函数；D(x)为判别模型。模型中

的参数 β 为训练待优化目标，当出现新的故障时，

需要重新训练参数 β。 
1.2 模型架构 

为了生成高质量和多模式样本，GPSC-GAN
模型通过添加 1 个独立分类器改进了传统 GAN 的

框架，其包含 3 个主要组件，分别为生成器、判别

器和独立分类器，如图 1 所示，每个组件均通过卷

积操作和全连接操作协同完成。 

 
图 1 GPSC-GAN 结构 

Fig. 1 Structure of GPSC-GAN 

在这 3 个组件中，生成器利用随机噪声和样本

标签来生成样本，使其尽可能接近真实样本。判别

器旨在解决 GPSC-GAN 训练过程中可能出现的训

练不稳定性和模式崩溃问题。独立分类器的作用是

预测生成器产生样本的类别，并将该类别作为新的

特征传递给生成器，以生成更多模式的样本。

GPSC-GAN 的 3 个组件通过对抗训练相互作用， 最
终达到动态平衡状态，在这一状态下，生成的样本
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质量达到最优。因此，GPSC-GAN 模型仅需训练 1
次，即可获得多种故障类别的生成样本。 
1.3 基于梯度惩罚和 Wasserstein 距离的新型损失

函数设计 
GPSC-GAN 模型采用含梯度惩罚项的 Wassers- 

tein 距离[17]构建判别器损失函数，以此量化真实样

本与生成样本间的分布差异。假设真实样本和生成

样本的概率分布分别为 Pr 和 Pg，Wasserstein 距离

衡量将 Pg 转换为 Pr 所需最小代价，对于连续分布，

Wasserstein 距离定义为 

r g
r g ( , )~~ ( , )

( , ) inf [|| ||]u v
P P

W P P E u v 
   (2) 

式中：Π(Pr, Pg)为 Pr 和 Pg 之间所有联合分布 γ(u, v)
的集合；(u, v)~γ 为从联合分布中采样的样本对。具

体来说，γ(u, v)表示为了将 Pg 转变为 Pr，必须将多

少样本从 u 转移到 v，Wasserstein 距离就是最优方

案所需成本。 

由于 Wasserstein 距离的不可直接求解性，传

统方法通过权重裁剪技术强制满足 1-Lipschitz 连

续性约束条件，但在稳定 GAN 训练动态方面存在

明显局限性。通过约束真实样本分布与生成样本分

布间过渡区域的梯度范数，可突破传统权重裁剪法

的性能瓶颈 [20]。具体来说，将梯度惩罚项嵌入

Wasserstein 距离的连续性条件，能够更精确地控制

生成对抗过程的收敛轨迹。基于此，GPSC-GAN

模型的稳定训练目标函数优化为 

gGe ~ g sc{ ( , )}n PL E G n c L    (3) 

r gDi ~ ~ g p[ ( )] { ( ( , ))}x P n PL E D x E D G n c g    (4) 

ˆ( )

2
ˆ ˆp ~ 2ˆ[(|| ( ) || 1) ]

xx P xg E D x     (5) 

sc 1 sc 2 sc
R GL L L     (6) 

r

R
sc ~ r[ ln ( | )]x PL E P c c x    (7) 

g

G
sc ~ g g[ ln ( | ( , ))]n PL E P c c G n c    (8) 

式中：LGe、LDi 和 Lsc 分别为生成器、判别器和独

立分类器损失函数；G(n, cg)为生成器生成的样本；

n 为通过从 Pg 中抽样得到的噪声样本；cr 和 cg 分别

为真实样本和生成样本的类别标签；λ 为梯度惩罚

项的权重； ˆ( )xP 为沿 Pr 与 Pg 之间采样点对的直线

进行均匀采样得到的样本； R
scL 和 G

scL 分别为真实样

本和生成样本的独立分类器的损失函数； 1 和 2

为比例因子。 
生成器的损失函数如式(3)所示。该损失函数由

对抗损失和独立分类器的分类损失共同组成，不仅

确保生成器能够有效欺骗判别器，还能使生成样本

被独立分类器正确分类。式(5)作为权重裁剪函数，

被 添 加 到 判 别 器 的 损 失 函 数 LDi 中 ， 以 实 现

1-Lipschitz 连续性条件约束。式(6)表明独立分类器

损失函数由原始样本与生成样本分类损失的线性

加权和构成，这种设计能有效防止独立分类器出现

过拟合现象。实验中比例因子 α1 和 α2 取值均为 0.5。 
1.4 独立分类器 

标准GAN的核心组件通常由生成器与判别器构

成。生成器的输入由随机噪声和样本类别共同组成，

其功能是生成接近真实样本的新数据，判别器则接收

真实样本与生成样本并进行真伪判别。生成器和判别

器通过不断对抗博弈实现共同进化，当生成器产生的

样本与真实样本具有相似概率分布时，表明生成样本

已达到高质量水平。然而现有 GAN 及其变体在生成

高质量样本时存在两大局限：①由于分类器与判别

器共享超参数和权重，任一模块的性能变化都会引

发另一模块的性能波动；②现有 GAN 的变体仅适

用于单一故障类别的样本生成，但实际工业场景中

存在多类故障共现情况。为此，GPSC-GAN 模型开

发了独立分类器，该分类器由 4 个二维卷积块和 3
个全连接层构成，每个卷积块在卷积运算与池化运

算之间执行批归一化 BN(batch normalization)操作，

最后一层全连接层采用 Softmax 激活函数，其余卷

积块和全连接层均使用 ReLU 激活函数。 
为进一步阐明所提独立分类器机制的设计动

机与性能优势，系统比较 ACGAN、SC-GAN 与

GPSC-GAN 这 3 种结构的本质差异，见表 1。 
首先，ACGAN 将辅助分类器嵌入判别器，形

成联合优化路径，使得判别器需同时承担真假判别

与类别预测任务，易产生功能冲突，进而影响生成

样本质量。为降低任务冲突，SC-GAN 引入独立分

类器分担类别识别职责，与判别器结构上完全解
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耦。然而，该分类器仅用于后验分类评估，缺乏与

生成器的联动反馈机制，未能从生成源头引导类别

可分性，生成样本多样性与边界清晰度仍受限制。 

表 1 GPSC-GAN 与 ACGAN 和 SC-GAN 的结构化差异 
Tab. 1 Structural differences between GPSC-GAN, 

ACGAN and SC-GAN 

模型 
分类器 

位置 
是否耦合

判别器 

是否有 
类别反馈 

路径 

判别器 
损失函数 

ACGAN 
判别器

内部 
是 否 

Jensen- 
Shannon 散度 

SC-GAN 
判别器

外部 
否 否 GAN 

GPSC-GAN 
判别器

外部 
否 是 Wassers- 

tein+GP 

针对上述问题，GPSC-GAN 提出一种融合独

立分类器与 Wasserstein 距离+梯度惩罚的路径优化

机制。独立分类器不仅完成生成样本的类别判别任

务，还将分类结果作为显式语义特征反馈给生成

器，辅助其调整隐变量采样策略，从而提升生成样

本在类别语义上的表达能力。具体来说，为实现独

立分类器与生成器之间的语义交互，在每一轮生成

过程中，独立分类器首先对生成样本进行判别，输

出其类别概率分布，该结果随后被编码为一组语义

嵌入向量，并与随机噪声一起拼接，作为下一轮生

成器输入的先验条件。记分类器输出为 ˆ Kc R ，其

中 K 为故障类别数，则生成器的输入构造为 

ˆ[ ; ( )]z z f c    (9) 

式中，f(·)为将类别概率编码为嵌入特征的非线性映

射函数，最终输入拼接向量作为生成器的条件输入，

用于指导生成样本向目标类别聚合。该反馈机制确保

生成器在训练过程中接收到类别语义信号，从而调整

其变量采样方向，实现多模式样本的高质量生成。 
分类器损失函数引入真实样本与生成样本的

联合加权设计，通过 α1 和 α2 平衡 2 类样本的训练

贡献，增强模型对稀疏类别的适应性。此外，GPSC- 
GAN 融合 WGAN-GP(WGAN-gradient penalty)下
的梯度惩罚约束机制，进一步增强训练稳定性和生

成分布的可控性。 
1.5 故障诊断流程 

GPSC-GAN 的故障诊断流程如图 2 所示，由 4
个步骤组成。 

 
图 2 基于 GPSC-GAN 的故障诊断流程 

Fig. 2 Fault diagnosis process based on GPSC-GAN  
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步骤 1 获取不同故障模式的时间序列数据， 并
将其转换为二维灰度图像。 

步骤 2 使用 GPSC-GAN 模型获取生成样本。 
步骤 3 使用 2 个评估指标评估生成样本的质

量：结构相似性指数度量 SSIM (structural similarity 
index measure)和最大均值差异 MMD (maximum 
mean difference)。对于评估指标 SSIM 和 MMD， 如
果生成样本的 SSIM 高于 0.35 且 MMD 低于 0.5[21]，

则诊断流程进入步骤 4；否则，返回步骤 2。 
步骤 4 将符合评估质量要求的原始样本和生

成样本混合，获得一个类平衡数据集，训练基于深

度学习的故障诊断模型。深度学习模型为 CNN-SC，

网络结构与 GPSC-GAN 的独立分类器一致。 

2 实验分析 

2.1 数据采集与预处理 
为验证所提方法的有效性和鲁棒性，基于

Arbin 设备、热处理室、计算机和电池组件搭建了

实验平台，如图 3 所示。实验采用 2 组三元锂离子

电池，每组包含 8 节串联电芯。电池的具体性能参

数见表 2。 

 
图 3 实验平台实物图 

Fig. 3 Physical photograph of experimental platform 

表 2 电池的具体电气参数 
Tab. 2 Specific electrical parameters of the batteries 

参数 数值/型号 
电池类型 INP2714891A 

充电截止电压/V 4.30±0.05 
放电截止电压/V 3.00±0.05 
额定容量/(A∙h) 43 

最大充放电倍率 2C/3C 

通过预设负载突变、接触电阻调节及电解液局

部损耗等物理手段精确模拟故障工况，实时采集电

池充放电循环中的电流及表面温度信号，采样频率

为 1 kHz，同步记录环境温湿度参数以排除外部干

扰。数据采集过程中，待测电池在热处理室内完成

放电操作，采集阶段的环境温度保持恒定，以避免

因外部温度波动导致的信号干扰。放电策略则由

Arbin 电池测试系统自动执行标准化流程，确保负

载条件一致，从而稳定输出电流信号。MITS PRO
平台提供了完整的实时数据记录与状态监控功能，

使得每组数据均在高度一致的物理条件下采集，避

免因运行状态或人为因素导致的系统性偏差。此

外，表面温度虽作为监测参数同步采集，但不参与

后续实验，仅用于保障环境与工况的一致性控制。 
设置 6 种电池工作状态，采集的电流波形如 

图 4 所示。可以看出，正常状态下电流曲线整体波

动平稳，具有明显的周期性；接触不良状态下出现

频繁的突发性尖峰，反映出连接扰动引起的电流扰

动行为；内阻异常状态会导致电流响应的拖尾及振

荡频率变化；持续过载表现为整体电流水平的升

高；瞬时短路特征为周期性尖峰高振幅波动；容量

衰减则呈现周期性放电波形的幅值递减特征。这些

故障特征在时间序列层面具有较强的区分性，为后

续图像转换与模型识别提供了清晰的判别依据。 

 
图 4 采集数据波形 

Fig. 4 Collected data waveform 

为系统化地评估不同数据增强策略下生成样

本对故障诊断模型性能的影响，通过梯度设计 7 种
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真实样本与生成样本的混合比例(见表 3)，量化了

平衡训练集的组成及其规模，为后续实验提供了标

准化数据配置框架。 

表 3 基于 7 种策略的平衡训练集 
Tab. 3 Balanced training set based on seven strategies 

测试组 
真实样

本数量 
生成样

本数量 
混合训练 
样本数量 

训练样本 
总数 

策略 1 50 0 50 300 

策略 2 50 25 75 450 

策略 3 50 50 100 600 

策略 4 50 75 125 750 

策略 5 50 100 150 900 

策略 6 50 125 175 1 050 

策略 7 50 150 200 1 200 

首先将电池故障时序数据转换为图像，将其作

为 GPSC-GAN 的输入。详细的数据转换步骤如下。 
步骤 1 生成样本数据集。随机截取长度为 N

的时间序列数据片段作为 1 个样本。针对每种健康

状态生成 500 个样本。由于存在 6 种健康状态，共

构建 3 000 个样本。 
步骤 2 将长度为 N 的时间序列数据片段转换

为 N/2×N/2 的二维数组。 
步骤 3 将 N/2×N/2 二维数组中的每个元素归

一化至[0, 255]区间。 
步骤 4 生成灰度图像。调用 Python 图像处

理库将二维数组转换为灰度图像。图 5 为电池不

同状态下时间序列信号转换为二维灰度图像的

实例。 

 

图 5 数据转换示例 
Fig. 5 Converted examples of data 

2.2 损失函数的最优参数选择 

在 GPSC-GAN 模型的损失函数中，λ 是用于计

算梯度惩罚的权重参数，α1 和 α2 是用于计算独立

分类器分类损失的权重参数，其中 α1 代表真实样

本的分类损失权重，α2 代表生成样本的分类损失权

重，因此，α1 与 α2 之和应为 1。为获取最优的 λ、α1

和 α2 参数，需确定这些参数的取值范围。本实验

中，λ 的取值范围为[1, 20]，α1 和 α2 的取值范围

均为[0.1, 0.9]。其次，基于表 3 中的策略 7 对数

据集的原始样本进行随机采样，并与具有损失函

数参数 λ 的 GPSC-GAN 模型生成的样本进行混

合。随后，使用这些平衡数据集训练基于深度学

习的故障诊断模型 CNN-SC，用于评估生成数据

的质量。最后，通过追踪模型在数据集上的性能

表现，并根据测试集上 CNN-SC 模型的最高故障

分类精度确定最优参数 λ、α1 和 α2。图 6 和图 7

为 CNN-SC 模型的故障诊断精度随参数 λ、α1 和

α2 变化的情况。 

由图 6 可知，CNN-SC 模型的故障分类精度曲

线均随 λ 的改变呈现剧烈波动。当 λ=10 时，故障

分类精度达到最高值，为 97.58%，而当 λ=5 时，精

度跌至最低点，为 47.94%。这是由于 λ 是判别器

损失函数中正则化项的计算参数，较小的 λ 可能发

生模型过拟合，过大的 λ 则易出现欠拟合，因此仅

存在 1 个最佳 λ 取值。 
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图 6 参数 λ 对准确率的影响 
Fig. 6 Effect of the parameter λ on the accuracy 

 

图 7 参数 α1 和 α2 对准确率的影响 
Fig. 7 Effect of the parameters α1 and α2 on the accuracy 

图 7 以热力图形式展示了不同 α1 和 α2 组合对

CNN-SC 模型故障分类精度的影响。可以看出，当

α1=0.5 且 α2=0.5 时，模型的故障分类精度达到了

91.16%。当 α1=0.1 且 α2=0.9 时，分类精度最低，

为 50.17%。α1 和 α2 分别表征 GPSC-GAN 模型在训

练过程中对 2 类样本的关注程度。显然，只有当模

型对 2 类样本赋予同等关注度时，才能在测试集上

获得最佳分类性能。 
2.3 消融实验 

实验选择 GAN、梯度惩罚生成对抗网络 GP- 
GAN(gradient penalty-GAN)和独立分类器生成对

抗网络 SC-GAN(separate classifier-GAN)作为参考

模型，通过定量实验分析验证所提模型中引入梯度

惩罚和独立分类器的合理性和有效性。选取 SSIM
和 MMD 作为定量分析的评价指标。SSIM 指标旨

在从亮度、对比度和结构 3 个维度衡量 2 幅图像的

相似性，其数学表达式定义为 
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2 2 2 2
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A B A B
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  (10) 

式中：A 和 B 分别为原始样本和生成样本；μA 和 μB

分别为 A 和 B 的均值；σA 和 σB 分别为 A 和 B 的方

差；σAB 为 A 和 B 的协方差；a1、a2、a3 为 3 个常

数，用于避免分母为 0，本实验中，这 3 个数值分

别为(0.01×p)2、(0.03×p)2 和 0.5a2，p 为介于[0, 255]
的像素值。SSIM 的范围为(0, 1)，值越接近 1，2
幅图像的质量就越高；值越接近 0，质量越差。 

MMD 用于度量各种样本在希尔伯特空间中的

分布差，定义为 

2
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式中：P(A)为原始样本集 Ds 的分布；Q(B)为生成

样本集 Dg 的分布；k(A, B)为 A 和 B 之间核映射的

结果；mg 和 ms 为分布中生成样本数量和原始样本

数量。MMD 的值为非负的实数，MMD 越大，2

个概率分布之间差值越大；MMD 越小，它们之间

差值越小；当 MMD 为 0 时，分布完全相同。 

接下来，利用 SSIM 和 MMD 评价指标对 GAN、

GP-GAN、SC-GAN 及 GPSC-GAN 生成样本进行

分析。针对每个故障类别，从真实样本与生成样本

中分别随机选取 50 组样本，通过 50 次重复实验获

取 SSIM 和 MMD 的平均值，结果如图 8 所示。 
图 8(a)为 4 种模型基于 SSIM 指标在 AGV 锂

电池故障数据集上的定量分析结果。可以看出，

GPSC-GAN 在各故障类别的 SSIM 均最高，而 GAN
的 SSIM 最低。这表明 GPSC-GAN 生成的样本在

亮度、对比度和结构维度方面与真实样本具有更高

的一致性。由于 GAN 在训练中缺乏对梯度消失和

模式崩溃问题的处理，其生成样本质量难以保证。
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此外，GPSC-GAN 的性能优于 GP-GAN 与 SC- 
GAN，主要原因在于其不仅通过引入带有梯度惩

罚的 Wasserstein 距离提升训练稳定性，还通过独

立分类器学习更丰富的类别特征，从而生成高质

量、多模式样本。GP-GAN 与 SC-GAN 均优于传

统 GAN，其中 GP-GAN 通过 Wasserstein 距离的

梯度惩罚机制缓解训练中的梯度消失和模式崩溃

问题，而 SC-GAN 的独立分类器为生成器提供更

全面的类别反馈信息，帮助其更精准学习原始样

本分布。 

 
图 8 定量分析结果 

Fig. 8 Quantitative analysis results 

图 8(b)为 4 种模型基于 MMD 指标在 AGV 锂

电池故障数据集上的定量分析结果，可以看出，

GPSC-GAN 对应的 MMD 曲线值最低，而 GAN 对

应的 MMD 曲线值最高。这说明 GPSC-GAN 生成样

本的分布与真实样本最接近，而 GAN 生成样本与

真实样本存在显著分布差异。此外，GP-GAN 曲线

更接近 GPSC-GAN，表明引入 Wasserstein 距离可有

效提升生成样本质量。而 SC-GAN 对应的 MMD 高

于 GP-GAN，说明在 GAN 中引入独立分类器虽能

改善生成样本质量，但其效果略差于梯度惩罚机制。 

综合上述分析，同时融合梯度惩罚与独立分类

器的 GPSC-GAN 模型性能显著优于单一改进的

GP-GAN 和 SC-GAN，验证了所提策略的有效性。 

2.4 生成样本质量对比实验 

为评估生成样本的质量，采用消融实验中的

SSIM 和 MMD 2 种评价指标，将 GPSC-GAN 与

WGAN-GP、ACGAN、SMOTE[22]、ADASYN[23]、

Diffusion GAN[24]及 StyleGAN-T[25]这 6 种先进数据

增强模型进行对比。选取 AGV 锂电池故障数据集

中各类别的 50 个真实样本组成训练数据集，用于

训练 5 种数据增强模型。每个模型训练完成后，随

机选取 50 个生成样本，计算 50 个真实样本与 50

个生成样本之间的相似性。图 9 为 SSIM 和 MMD 

10 次计算的平均值。 

 

图 9 生成数据质量对比结果 
Fig. 9 Comparison results of generated data quality 
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根据图 9(a)对比结果可知，GPSC-GAN 的 
SSIM 最高，可达 0.5，ACGAN 的 SSIM 最低。这

表明 GPSC-GAN 生成的样本质量与真实样本相似

度最高。这是因为 GPSC-GAN 采用独立分类器并

设计了基于梯度惩罚和 Wasserstein 距离的新损失

函数，且生成样本具有多样性。而 ACGAN 使用

Jensen-Shannon 散度衡量真实样本与生成样本的分

布差异，由于 Jensen-Shannon 散度的离散性，训练

过程中易出现梯度消失和模型崩溃现象。StyleGAN
生成样本质量与真实样本相似度仅次于 GPSC- 
GAN，且对不同类别适应性较强，这是因为其结合

DINO-ViT 判别器的多尺度语义特征提取及 CLIP
引导的对齐训练策略，实现高质量样本生成，但这

种机制会导致其计算负荷剧增。此外，SMOTE 和

ADASYN 的 SSIM 位于 WGAN-GP 与 ACGAN 之

间，说明通过采样生成的新样本质量优于使用

Jensen-Shannon 散 度 的 ACGAN ， 但 劣 于 使 用

Wasserstein 距离的 WGAN-GP。由于 MMD 越小代

表 2 种分布差异越小，图 9(b)对比结果与图 9(a)具
有相似性，GPSC-GAN 的生成样本与真实样本相

似度最高，MMD 最低可达 0.2，表明生成样本与

多个真实模式的统计分布距离较近，未出现模式崩

溃问题。 
2.5 训练时间比较 

为进一步评估 GPSC-GAN 对模型训练效果的

影响，将其与几种数据增强模型的训练性能进行比

较。对比方法包含 2 种类型数据增强模型：第一类

为生成对抗网络类数据增强模型 GPSC-GAN、

WGAN-GP、ACGAN、Diffusion GAN 和 StyleGAN-T，

第二类为非生成对抗网络方法 SMOTE、ADASYN。

数据集中的每个类别各选取 50 个真实样本，对于

生成对抗网络类模型，各模型训练时间为每个类别

生成 200 个样本所需时间之和，此处训练时间指训

练数据增强模型时获取生成样本所需时间。对于非

生成对抗网络方法，各模型训练时间则为通过对每

个类别 50 个样本进行重采样生成 200 个样本所需

时间之和。5 种数据增强模型在 AGV 锂电池故障

数据集上 10 次重复运行后的平均训练耗时见表 4，

通过表 4 中 5 种模型的训练时间可分析其收敛性。 

表 4 训练性能对比 
Tab. 4 Comparison of training performance 

模型 训练模型数量 迭代次数 训练总耗时/s 

GPSC-GAN 1 12 000 7 092 
WGAN-GP 10 11 000 13 448 

ACGAN 1 30 000 9 546 
SMOTE 1 110 1 525 

ADASYN 1 110 1 769 
Diffusion 

GAN 1 8 000 20 767 

StyleGAN-T 1 29 000 53 842 

从表 4 可知，非生成对抗网络方法 SMOTE 和

ADASYN 耗时较少，这是因为其通过重采样生成

样本而无需训练数据增强模型。GPSC-GAN 训练

时间短于 WGAN-GP，关键原因在于 GPSC-GAN

的独立分类器可在训练过程中每次迭代同时生成

多模式样本，而 WGAN-GP 模型的判别器单次迭

代仅能生成单类别样本，因此为生成多模式样本，

WGAN-GP 需进行与类别数量相等的多次迭代。此

外，ACGAN 需 30 000 次迭代才能收敛，表明其训

练过程不稳定。这是由于该模型使用 Jensen-Shannon

散度衡量真实样本与生成样本的距离，而 Jensen- 
Shannon 散度容易发生梯度消失或训练不稳定现

象。StyleGAN-T 通过在判别器中引入基于 ViT-S

的特征网络及 5 个 Transformer 判别头，利用多头

自注意力机制处理多尺度特征，从而增加了模型

架构的复杂度，导致其训练耗时较长。综合上述

分析，本文提出的 GPSC-GAN 模型在生成对抗网

络类数据增强模型中具有最佳稳定性。 

2.6 故障诊断性能比较 

为验证 GPSC-GAN 的故障诊断性能，采用 6
种 模型与 GPSC-GAN 进 行对比分析 ，分别为

WGAN-GP、ACGAN、SMOTE、ADASYN、Diffusion 
GAN 和 StyleGAN-T。首先基于表 3 所示的 7 种策

略构建 7 个规模的类别平衡训练数据集，每个训练

数据集均由真实样本与生成样本混合构成。其次，

构建由每个类别 100 个真实样本组成的测试数据

集。图 10 为 7 个模型在测试集上 10 次重复运行后



 
第 7 期 高颖，等：基于独立分类器 GAN 的 AGV 电池故障诊断 345 

 

的平均故障诊断准确率。 

 
图 10 不同故障诊断模型的准确率曲线 

Fig. 10 Accuracy curves of different fault diagnosis models 

从图 10 可知，各模型对应的故障诊断性能均

随样本规模增加而提升，表明样本规模是影响深度

学习故障诊断模型性能的重要因素。且随着样本规

模增加，GPSC-GAN 的性能曲线提升最快，其次

分别为 StyleGAN、WGAN-GP、ADASYN、Diffusion 
GAN 和 SMOTE，而 ACGAN 的性能曲线提升最为

缓慢。此外，从 F1 分数、精确率和召回率 3 个性

能评价指标角度列举了第 7 种策略下 7 个模型的故

障分类性能，见表 5。 

表 5 故障诊断性能对比 
Tab. 5 Comparison of fault diagnosis performance 

模型 F1 分数 精确率/% 召回率/% 

GPSC-GAN 0.938 94.6 93.0 
WGAN-GP 0.926 93.8 91.7 

ACGAN 0.822 82.2 81.4 
SMOTE 0.863 86.5 84.1 

ADASYN 0.924 93.1 91.9 
Diffusion GAN 0.915 92.4 90.6 

StyleGAN-T 0.935 94.8 92.3 

由表 5 可知，GPSC-GAN 的故障诊断性能优

越，F1 分数、精确率和召回率分别达到 0.938、94.6%
和 93.0% ， 仅 精 确 率 略 低 于 StyleGAN-T ， 但

StyleGAN-T 通过增加架构复杂度和渐进式增长训

练步骤的策略提升精度的同时，也因计算量剧增和

多阶段训练策略，导致训练效率低下，不利于实际

工业应用。ACGAN 的性能最低，主要原因是

GPSC-GAN 采用 Wasserstein 距离与梯度惩罚衡量

生 成 样 本 与 真 实 样 本 的 分 布 差 异 ， 且 相 较 于

ACGAN，其独立分类器可为生成器提供样本类别特

征，从而生成高质量、多模式样本。WGAN-GP 与

ADASYN 之间的性能差异较小，这是由于 ADASYN
在合成样本时考虑样本密度分布特性，使得合成样

本更接近真实样本分布。SMOTE 优于 ACGAN，

这是因为 SMOTE 通过插值生成样本，而 ACGAN
通过模型训练生成样本存在的不稳定性导致生成

样本质量较差。 

为进一步分析 GPSC-GAN 的故障分类性能，实

验统计测试集上的混淆矩阵，结果如图 11 所示。可

见模型在 6 类故障之间均能保持较高的辨识准确率，

其中预测准确率最高的为持续过载，最低的故障类型

容量衰减也准确识别了 94 例。常见的易混类别瞬时

短路和接触不良之间也仅有少量误判，整体体现出良

好的多模式故障区分能力，进一步验证了 GPSC- 

GAN 生成样本对分类器判别边界的有效增强作用。 

 

图 11 测试结果混淆矩阵 

Fig. 11 Test result confusion matrix 

2.7 可视化分析 
为进一步验证 GPSC-GAN 生成样本的多模式

性与类别可分性，采用 t 分布随机邻域嵌入 t-SNE 
(t-distributed stochastic neighbor embedding)对 6 类

故障类型的生成样本进行可视化降维处理，图 12
为生成样本在二维空间中的分布情况。可以看出，

生成样本在空间中形成了相对清晰的簇结构，根据

不同故障类别进行聚类，表明 GPSC-GAN 可以有

效捕捉到样本的类别分布，进一步证明了其在生成
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高质量、多模式样本方面的优势。 

 

图 12 生成样本的可视化分布 
Fig. 12 Visualization distribution of generated samples 

2.8 工业 AGV 系统中边缘部署性能分析 
尽管 GPSC-GAN 当前主要在离线场景下进行

训练与样本生成，但其整体架构在实际工业环境中

具有良好的部署适应性和工程落地潜力。首先，独

立分类器模块具备结构简洁、推理速度快的特点，

可在训练完成后直接部署到 AGV 系统所配备的边

缘计算设备上，例如 NVIDIA Jetson Xavier NX 等

主流嵌入式平台。其次，生成器部分可作为辅助模

块在模型开发阶段离线生成各类故障样本，增强诊

断模型对稀缺类别的学习能力，并支持后续在线模

型的增量更新或再训练，无需部署至 AGV 实时运

行环境中，从而有效降低系统资源消耗。 
为验证 GPSC-GAN 数据增强模型在实时故障

诊断中的应用可行性，本文进一步对诊断模型的边

缘部署效率进行了测试。基于表 3 策略 7 构建的平

衡训练集，使用 GPSC-GAN 增强样本与真实样本

联合训练故障诊断模型，并将其部署于 NVIDIA 
Jetson Xavier NX 平台。实验中故障诊断的响应时

间以传感器采样触发信号为起点，至模型输出分类

结果为止，重复测试每个样本 10 次以消除随机波

动。结果显示，该模型在嵌入式平台上的平均诊断

耗时为 0.16 s，满足 AGV 系统对故障检测延迟通

常不高于 1.00 s 的实时性要求。所提方法不仅具备

良好的生成样本质量与诊断性能，还具有较强的边

缘推理效率，具备在工业 AGV 场景中实现在线故

障预警与预测性维护的工程应用基础。 

3 结论 

为解决 AGV 动力电池多模式故障诊断中因样

本稀疏性与类别不平衡导致的模型泛化能力不足

问题，本文提出了一种 GPSC-GAN 数据增强模型。

通过引入梯度惩罚的 Wasserstein 距离优化判别器

损失函数，并结合独立分类器的多模式生成机制，

有效解决了标准 GAN 及其变体在多故障场景下的

模式崩溃与决策冲突问题。实验结果表明，GPSC- 
GAN 生成的故障样本 SSIM 约为 0.5、MMD 约为

0.2，2 种样本评估指标均优于其他 6 种先进模型。

此外，故障诊断性能比较结果表明，GPSC-GAN
的 F1 分数、精确率与召回率分别达到 0.938、94.6%
和 93.0%，且训练耗时仅为 7 092 s。 

该方法生成的样本能够精准表征电池内阻异

常、接触不良等复合故障的演化特征，结合边缘计

算平台的实时推理能力与高效故障样本生成机制，

可进一步集成工业物联网，为 AGV 电池的全生命

周期健康监测与智能维护提供初步解决方案。未来

工作将聚焦于融合物理机理约束与迁移学习策略，

提升模型跨工况与极端噪声场景下的鲁棒性。 
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