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摘要：针对现有检测方法忽视或无法有效捕捉光伏时序数据复杂长期非线性特征，导致异常数据难以准确

识别和定位的问题，提出了考虑时序聚类的分布式光伏异常数据检测方法。首先，采用动态时间规整 DTW 
(dynamic time warping)方法计算光伏电站时序数据的相似度，构建相似度矩阵；接着，在此矩阵基础上应用谱聚

类得到特征矩阵，分析特征矩阵光伏数据点间的内在联系，将相似光伏数据聚类成集合；然后，建立基于光伏

数据聚类集合的子孤立森林联合检测模型，采用局部离群因子算法获得异常分数特征，作为联合检测模型输入，

得到各相似聚类集合的光伏数据异常分数矩阵；最后，对异常分数矩阵进行选择重构，经过决策分析判别并定

位光伏数据的异常。实验结果表明，该方法可以有效捕获光伏异常数据，提取异常样本精准率与召回率均可达

到 0.9，提高了光伏异常数据识别的准确性。1 
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Abstract: In order to address the shortcomings of existing detection methods, which are unable to effectively capture 
the complex nonlinear features of photovolatic time series data, a distributed photovolatic anomaly data detection method 
considering time series clustering is proposed. This method is designed to facilitate the accurate identification and location 
of abnormal data. Firstly, the similarity of photovolatic power plant time series data is calculated using the dynamic time 
warping (DTW) method, and a similarity matrix is constructed. Subsequently, spectral clustering is applied to obtain the 
feature matrix, and the intrinsic connection between photovolatic data points in the feature matrix is analysed. This enables 
similar photovolatic data to be clustered into a collection. Then, a joint detection model of sub-isolated forest is established 
based on the collection of photovolatic data clusters. The abnormal score geatures are obtained using the local outlier factor 
algorithm. The features are used as inputs to the joint detection model to obtain the anomaly score matrix of photovolatic 
data for each similar clustering set. Finally, the anomaly score matrix is selected and reconstructed, and the anomalies of 
photovolatic data are identified and located after decision analysis. The experimental results demonstrate that the method is 
an effective means of capturing photovolatic anomaly data. The precision and recall rates of extracted anomaly samples 
reach 0.9, thereby enhancing the accuracy of photovolatic anomaly data identification. 
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近年来，光伏风电资源产业规模及应用逐步扩

大，运行数据量迅速增加[1]。然而，分布式光伏运

行状况复杂，可能存在底层运行数据缺失、防护薄
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弱导致的运行风险，数据采集量、处理量剧增带来

的数据管理风险[2]，宽频振荡与电压失稳风险[3]，

以及高比例电力电子设备引发的连锁故障等问

题，易产生大量异常数据。光伏数据可用于评估

系统发电性能、识别组件故障和光伏功率预测，

但异常数据不仅可能引发频繁的误报、漏报等问

题，增加维护成本，还可能引起电压波动，降低

电能质量，同时会干扰功率预测模型的准确性，

影响系统调度。此外，潜在的异常可能逐渐累积

恶化为严重故障，影响系统可靠性。因此，亟须

开展光伏异常数据辨识工作，以提高数据质量，

保障系统可靠性。 
光伏异常数据的异常检测概念可划分为 2 类：

相似性和差异性。光伏数据具有随时间规律变化

的时序特性，即同时段输出数据具有一定的相似

性。该特性可用于判断系统是否正常运行或准确定

位异常，但若忽视数据的长期变化趋势则容易错误

识别微小异常。同时，光伏组件故障的发生具有随

机性，由此产生的异常数据与正常运行数据存在显

著差异。基于这种差异可实现异常检测，但异常检

测往往只用于识别异常点，可能无法实现异常点的

有效定位。 
相似性工作主要通过分析光伏正常工作模式

下的历史数据建立正常工作状态的数学模型，以捕

捉到的相似模式和特征来识别异常情况。文献[4]
建立光伏发电量数学模型，并采用扩展卡尔曼滤

波 EKF (extended Kalman filter)算法对系统采集到

的发电量数据进行偏差值校核，实现了异常数据

的有效检测和修复；文献[5]对光伏数据聚类并设

定离群阈值，通过自编码网络筛选离群点，再对

异常数据进行重构，实现了异常数据的高准确率

筛查；文献[6]提出晴朗日筛选和分位数回归循环

神经网络 QRRNN (quantile regression recurrent neural 
network)模型拟合出力区间的异常检测方法，通过

分析晴天辐照度特征排除气象干扰，并结合同一区

域电站输出相关性和同一电站不同晴天输出稳定

性，利用 QRRNN 模型得到正常功率输出范围，显

著提高了检测可靠性；文献[7]提出基于深度自编码

器的无监督异常检测模型，仅利用光伏功率数据，

通过重构误差均值和标准差推导最优阈值，并结合

动态时间规整 DTW (dynamic time warping)误差分

析，实现异常片段定位，在意大利热那亚光伏电站

验证中，测试集上的 F1 Score 达 0.953 5，优于其他

无监督模型。以上文献主要以光伏正常数据建立的

模型为标准来检测异常，但光伏运行状况复杂，单

一基准的静态数据训练无法完全捕捉这些复杂的非

线性特征，且无法实现异常数据的准确定位，还需

结合时序数据关联性来识别光伏数据的动态特征

和变化趋势。文献[8]基于光伏逆变器监测数据构建

了 Transformer 驱动的通信侧时序数据分析框架，并

融 合 生 成 对 抗 网 络 GAN (generative adversarial 
network，)与 DR-Score 评分机制以优化异常检测精

度，进而采用多模态强化学习实现物理侧与通信侧

数据的协同分析，为光伏系统实际运维提供了有效

的解决方案；文献[9]使用正常光伏数据训练模型，

通过构造特征矩阵将光伏多变量时间序列编码到

二维图像中，实现异常数据的高准确率检测和定

位；文献[10]针对光伏组件异常导致的逆变器数据

异常，提出基于改进残差网络(SCCB-ResNet50)的
检测方法。该方法利用马尔可夫转移场将时序数据

转换为二维图像，并融合通道-空间注意力机制及优

化训练策略，显著提升了检测性能。实验表明，其

在曲线下面积 AUC(area under curve)、召回率与准

确率等方面分别较卷积长短期记忆 ConvLSTM 
(convolutional long short-term memory)网络方法提升

4.6%、4.5%和 5.5%，显著优于现有光伏逆变器数据

异常检测技术；文献[11]将光伏发电数据分解为多个

模态分量以获取其周期和非周期特征参量，分析光

伏数据的周期规律及总体趋势，建立了预测模型，

并以预测值和量测值的动态阈值判别异常，该模型

相比于单一模型取得超过 20%的性能提升；文献

[12]对光伏功率数据进行了相似日划分，依据同时

段均值对比算法识别连续异常数据，再使用四分位

法识别离散型异常数据，识别效果较优；文献[13]
使用时间序列聚类和早期随机分类算法从电力负

荷历史数据中挖掘隐藏的深度信息，有效提高了数
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据驱动模型的预测性能。对光伏数据相似聚类分析

可更好地捕捉时序数据的变化模式，有助于提取数

据中隐藏的规律和模式，但上述文献大多忽视了时

序数据的长期趋势变化，故本文以时序聚类的方式

作为相似性概念的切入点，并以时序交叉验证的方

式来验证光伏数据的长期趋势。 
差异性检测则更关注异常数据的差异特征。文

献[14]通过分析光伏异常数据的特性建立了高斯混

合模型，实现了高比例异常数据的检测和剔除；文

献[15]以光伏阵列异常数据分布特征为依据使用滑

动标准差实现了异常数据的高效清洗；文献[16]提出

多站光伏支路功率的联合学习，通过提取数据的相

似性和差异性特征进行异常检测，实现了大批量数

据的快速准确识别；文献[17]针对光伏逆变器异常检

测问题，提出一种基于长短期记忆深度自编码高斯

混合模型 LSTM-DAGMM (long short-term memory- 
deep autoencoding Gaussian mixture model)的半监

督检测方法。利用带噪声的基于密度的聚类算法 
DBSCAN (density-based spatial clustering of appli-  
cations with noise)预处理正常工况数据，进而集成特

征增强技术与深度自编码高斯混合模型 DAGMM 
(deep autoencoding Gaussian mixture model)，实现无

监督异常识别。验证表明，该方法能有效处理多维时

序数据，利于数据的可视化处理。文献[18]采用长短

期记忆自编码器 LSTM-AE (long short-term memory- 
autoencoder)模型，利用监控与数据采集 SCADA(su- 
pervisory control and data acqusition)系统采集的辐

照度、环境温度等数据训练模型，通过重构正常运

行模式，基于残差分析检测异常，同时设置 3σ 和

5σ 阈值区分异常等级，并结合三角移动平均过滤

噪声生成预测性警报。在印尼努沙佩尼达 3.5 MWp
光伏电站验证中，测试集均方误差 MSE (mean 
squared error)、均方根误差 RMSE (root mean square 
error)、平均绝对值误差 MAE (mean absolute error)
分别低至 10.95、3.30、2.76，优于 RNN-AE 等模型。

但差异性检测大多只关注数据点相对于群体的差

异，忽略了数据生成的上下文信息和时序动态变化，

可能导致某些异常被忽略，且大多数检测算法依赖于

参数选择，适用场景有限。文献[19]基于局部离群因

子 LOF (local outlier factor)识别点异常，并基于 DTW
识别群体异常，有效构建了电力能耗数据的动态异常

检测机制；文献[20]将投票的概念引入孤立森林

iForest (isolation forest)，将异常分数计算转换为考虑

大多数树的集体决策，实现了模型性能的有效提升；

文献[21]组合客观权重赋权 CRITIC (criteria impor- 
tance through intercriteria correlation)和优劣解距离 
TOPSIS (technique for order preference by similarity  
to ideal solution)法对目标系统进行分析，以提高

决策者评估的准确性。本文考虑使用前述相似聚类

概念形成子集，以捕捉时序数据之间的细微差异，

但多个子集模型会加剧计算资源消耗，且聚类可能

导致异常样本进一步减少，故需要选择优化计算策

略和上述异常检测算法以应对这些挑战。 
针对上述问题，本文建立了聚类-分类-异常

分数决策的异常检测模型框架：首先，针对光伏

数据结构与时序特性，基于 DTW 计算光伏电站

时序数据的相似度构成相似度矩阵，并应用谱聚

类 SC (spectral clustering)方法将时序周期数据聚

类成相关特征集合，以作为异常分类器训练阶段

的前置部分；接着，考虑光伏数据可能存在局部

异常信息，引入 LOF 异常分数为异常分数特征，

继而分析各个特征的数据关联性进行 CRITIC，同

时建立子孤立森林联合检测模型并将上述特征

作为输入；然后，输出各集合的光伏数据异常分

数矩阵并进行选择重构，经过 TOPSIS 决策分析

判别并定位光伏数据的异常，提升模型整体召回

率；最后，通过仿真实验验证所提方法的有效性。 

1 理论原理 

1.1 光伏数据 
选择辽宁某地 2023 年下半年的真实电力监测

数据，包括交流电压电流频率、直流电压及其对应

的光伏发电功率数据。一个周期样本的数据采集频

率为 5 分钟一次，1 天共计 288 个数据点，选取连

续 100 天的完整数据，形成包含 28 800 个数据点
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的周期性样本数据集，所得多通道周期性电力监测

时序数据可视化图如图 1 所示。 

 
图 1 多通道周期性电力监测时序数据可视化图 

Fig. 1 Multi-channel periodic power monitoring time series 
data visualization diagram 

图 1 呈现了分布式光伏系统中 6 类关键电气量

的真实监测时间序列特征。不同电气量采用不同颜

色，反映其在整个采样周期内的动态变化规律。相

比于正常运行状态，光伏阵列最大功率点的功率、

电压及电流在异常状态下表现出显著偏离。有功功

率与无功功率序列表现出明显的高频振荡及短时

剧烈跳变，易受气象扰动或设备瞬态负载波动影

响。交流电压信号呈现较低频率的周期性波动，反

映日照强度变化或净输出功率的平滑趋势。交流频

率表现为典型的二值跳变，与控制指令或运行状态

转换相关，如光伏阵列的启停机制。交流电流及直

流电压信号则存在间断、低幅值运行及突变现象，

可能由数据采集异常、传感器故障或通信丢失所

致。综合分析表明，监测数据既包含稳定且可预测

的趋势成分，也掺杂多样的高频噪声、状态跳变及

异常中断，为后续数据预处理、特征提取及异常检

测提供了关键基础。 

此外，对于光伏系统在无光照条件下的运行数

据，本文进行了单独处理。鉴于夜间有功功率接近

0，但直流电压、交流电压等运行参数仍有记录，本

研究将每日辐照度低于 50 W/m²的时段定义为夜间

时段，并采取差异化处理策略：一方面，保留其有

效电气量数据，作为低信号背景下的基准参考，帮

助模型识别静态停机状态下的正常特征，避免将夜

间低功率误判为异常；另一方面，剔除无有效电气

量且功率始终为 0 的冗余样本，以减少对模型训练

与检测性能的干扰。该策略既保留了低信号状态的

参考意义，又确保了数据集在不同运行工况下的代

表性和检测结果的可靠性，为后续异常类型的精准

判别奠定了基础。 
光伏发电系统可发生不同类型的故障[22]，包括

电气故障、物理故障及环境异常等故障。借鉴文  
献[12]将光伏异常数据划分为突发性的离散型故障

和持续存在的连续性故障 2 大类，每个大类中又可

能包含各种小类故障。若某一小类别故障在短时间

内被修复，则视为离散型故障。少量离散故障数据

是由通信短时异常导致光伏功率记录数据发生突

变产生的。若该故障长时间未被修复则会持续存

在，此时则将其视为连续性故障。功率数据的连续

故障是由设备故障、通信故障、光伏限电放弃及机

组停机等事件引起的。 
通过表 1 中的多种小类别故障模块构成多类

型的故障数据输出，以 5 个包含典型故障数据点的

周期功率数据做示例，选取 15 min 为一个时间点，

如图 2 所示。连续性故障表现为功率曲线明显偏

离正常水平，通常由设备或线路的持续性损坏引

起，导致光伏功率在一段时间内持续下降，造成显

著发电损失，需及时检测与修复；离散型故障则多

为突发或间歇性事件，受随机噪声或环境扰动影

响，故障点分散且短暂，修复后系统快速恢复，虽

对整体趋势影响有限，但增加了数据处理和预测的

复杂度。遮挡故障与组串间故障表现为功率点的轻

微下移，遮挡效应具有随机性且持续时间短，难以

形成连续故障，而组串间故障则影响多个组件的输

出。组合型故障指多种故障同时或交互发生，更贴
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近实际运行的复杂工况，其叠加效应放大功率损

失，导致数据表现出杂乱无序的分布特征。 

表 1 不同数据类型故障分布设置 
Tab. 1 Distribution of different data types 

类别设置 故障分布 
大类 离散型故障、连续性故障 

小类 
环境异常(遮挡)、电气故障(接地故障、

短路、断路等)、物理故障(组件故障、组串

间故障) 

 
图 2 各类别故障功率分布示例 

Fig. 2 Example diagram of fault power distribution of  

each category 

参考相关文献与实际数据验证可知光伏输出

功率与一些相关量的关系，因此本文选择光伏有功

功率、无功功率、交流电压电流频率和直流电压作

为参数数据。 

采集的数据为 0 1 2[ ]nx x x x X ，n 为数据

点的数量，其中包括有功功率、无功功率、交流电

压电流频率和直流电压的数据集合。在原始光伏监

测数据导入模型前，进行系统性的数据清洗。新型

电力系统的主要特征之一是高比例的电力电子设

备，运行状况复杂[23]，可能造成传感器数据缺失，

故需先对数据进行缺失值查找。对缺失值部分，采

集的数据为等时间间距数据点，利用牛顿插值多项

式进行插补，表示为 

0 0 1 2 0
1

( ) [ ] [ , , , , ]( )
n

k
k

N x f x f x x x x x x


      

    1( ) ( )kx x x x   (1) 

式中：x 为插值点； 0 1, , , kx x x 为给定数据点； [ ]f 

为差商函数值。 

构造牛顿插值多项式后即可对指定数据进行

插值。为消除不同物理量之间的量纲差异，光伏输

出数据完成数据填补后需进行归一化处理，采用

Z-Score 归一化，其公式为 

mean
norm

std




X XX
X

  (2) 

式中： normX 为归一化数据；X 为原始数据； meanX

为原始数据的均值； stdX 为原始数据集的标准差。 

1.2 时间序列聚类 

通过对光伏时序数据集的模式识别与特征提

取，实现不同气象条件及输出特性下的典型日型分

类。该处理策略可显著提升数据表征的物理意义解

析度，为后续异常检测提供更具针对性的分析基

础，从而增强方法在实际应用场景中的解释性与工

程适用性。已采集 1 个周期的数据点，样本数量为

288，光伏时序数据通常具有非线性、季节性和周

期性等特点。传统的聚类方法(如 K-means)可能难

以捕捉这些复杂的关系，而谱聚类能够通过图谱方

法处理数据之间的相似度和关系，适合处理这类复

杂的数据。查询光伏各时序周期输出数据的实值区

间，并将其作为新时序序列，而后采用 DTW 算法

求解周期时序的相似度并进行谱聚类。 

截取 0 1 2[ , , , , ]nx x x x 中各数据周期的实值序

列，任选 2 个 ix 和 jx 为典型示例，并计算皮尔逊相

关系数 ij ，表达式为 

cov( , )

i j

i j
ij

x x

x x


 
   (3) 

式中： i 、 j 为任意 2 个时序周期索引； ix 和 jx 分

别为有功功率、无功功率、交流电压电流频率和直

流电压中任意 2 个时序周期实值序列； cov( ) 为集

的协方差；
ix 和

jx 为有功功率、无功功率、交流

电压电流频率和直流电压中任意 2 个时序周期实

值序列的标准差。 
采用欧式距离构建 s s[ ]i jx x 各时序周期之间

的距离矩阵并求解规整路径，继而求解 2 个序列的

累积距离，最终找到一条最优规整路径。 
将 six 分解为 T

s s,1 s,2 s,[ ]i i i i mx x x x ，m 为 six
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的时间序列长度，其子序列之间扭曲拉伸并求解路

径，使得累积距离最小，具体为 

Dist( 1, )
Dist( , ) ( , ) min Dist( , 1)

Dist( 1, 1)

p q

p q d p q p q

p q


  
  

 (4) 

式中： p q、 为 T
s s,1 s,2 s,[ ]i i i i mx x x x 中任意 2 个

子序列中不同索引对应的数据点； ( , )d p q 为当前

索引对应数据点的欧式距离；min 为各项取值的最

小值； Dist( , )p q 为累积距离。 
同理，可计算出 sjx 各子序列的累积距离。更

新累积距离为 [Dist Dist ]i j ，引入前述 ij 进行自适

应加权平均计算，求解最终的最优距离 sDist 为 

sDist Dist (1 ) Distij i ij j       (5) 

式中：Dist i 为 six 子序列计算出的最优距离；Dist j

为 sjx 子序列计算出的累积距离。 

遍 历 计 算 所 有 周 期 时 序 之 间 的 最 优 距 离

sDist ，基于 

s
s

1
Dist

D





  (6) 

引入逆距离概念，并将所有计算值转换为相似度矩阵

sD 。式中， 为极小常数，取 0.1 以避免分母为 0。 

基于高斯核函数构造邻接矩阵 K ，进行谱聚

类，高斯核函数构造为 
2

, ,
, , 2( , ) exp

2
i j

i j

D D
D D

 
  

  
 
 

K  (7) 

式中： , ,i jD D 、 为 sD 中的元素； 为高斯核距，

为调优参数。 

获取度矩阵 kD ，构建拉普拉斯矩阵为 
1/2 1/2

k k k( ) L = D D K D  (8) 

将矩阵 L 特征分解后对特征值进行降序，提取

特征值最小的前 ln 个特征向量构成矩阵 lD 。根据

K-means++算法进行聚类，并计算特征向量矩阵 lD

的误差平方和 SSE (sum of squared errors)为 

mSSE l[ ( , ), ]kS d u v c D  (9) 

式中：u v、 为 lD 矩阵各数据点索引； mk 为聚类数

目； l ( , )u vD 为矩阵样本数据点；
mkc 为聚类中心；

( )d  为 l ( , )u vD 与
mkc 间的欧氏距离。 

计算 SSE 以确定 mk 个最优聚类数目，聚类簇

m( 1, 2, , )gD g k  对应不同气象因素下的光伏输出

数据。为保证后续决策矩阵计算的一致性，本文在

多次交叉验证的基础上，选择最优聚类数目出现频

次最高的值作为最终设定。结合 SSE 肘部判据与

交叉验证结果，最优聚类数最终确定为 km=4。在

所采用的 2023 年 5~11 月光伏运行数据(覆盖夏季、

秋季和初冬的典型工况)中，实验结果显示，最优

km 值在 3~5 范围内存在波动。综合考虑类内紧凑性

与类间分离度，固定 km=4 能够在多数工况下保证

聚类结果的稳定性。需要说明的是，本研究数据主

要集中在下半年，因此尚未覆盖春季工况。后续研

究将进一步引入全年及不同地区的典型光伏场站

数据，以验证聚类数选择的稳健性，并探索自适应

聚类数确定方法。聚类肘部判据如图 3 所示，此时

在拐点处 SSE 下降速率明显减缓。 

 

图 3 聚类肘部判据图 
Fig. 3 Elbow criterion diagram for clustering 

1.3 异常检测框架构建 

聚类有助于发现数据模式和结构，且如果数据

量庞大，先聚类形成子集有助于在一定程度上克服

大规模数据集带来的挑战[24]，虽会导致计算量加

大，异常样本进一步减少，但可以选取合适的算法

避免这些弊端。iForest 算法是一种适用于异常检测

的无监督学习算法，无需计算距离、密度等指标，

其模型以疏离程度刻画异常[25]，故选 iForest 算法

为主体算法构建异常检测框架。光伏输出数据中功

率数据为主体关注数据，故以异常功率数据作为主
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要研究对象。第 1.2 节已将多个周期的光伏输出数

据聚类成集合，数据呈现密度特性，引入 LOF 异

常分数作为其第 n2+1 个数据特征，进一步识别局

部区域内的异常点，以增强异常检测性能。在 LOF

特征构造过程中，关键参数为 kn 近邻数。本文通过

在训练数据集上进行交叉验证来确定 k 近邻数的取

值范围，并结合不同工况下的检测性能进行评估。

实验结果表明，当 kn 取值在 15~25 之间时，异常

检测的稳定性与精度较优，通过后续实验固定

kn=20。该设定在保证检测敏感度的同时，避免了

过小 kn 值导致噪声敏感，过大 kn 值导致局部结构

过度平滑。 
设 n( 1, 2, 3, , )gD g k  中计算的数据点为P， 点

O 为点 P 的 kn 近邻对象，计算局部异常因子[26]为 

n
,distn

,dist
( )

Lrd( )LOF( ) ( )
Lrd( )

k

k
O N P

O
P N P

P

   (10) 

式中：Lrd( )P 为数据点 P 的局部可达密度；Lrd( )O

为数据点 O 的局部可达密度； n ,distk 为数据点 P

的 kn 最近邻的最大距离；
n ,dist ( )kN P 为 P 的 kn 邻域

中的对象集合。 
LOF 异常分数特征示例如图 4 所示，图中不同

聚类簇内的各数据点均对应其特定的 LOF 异常分

数，反映了样本点在局部邻域中的异常程度。正常

样本的 LOF 异常分数主要集中分布于某一稳定的

数值区间，表现出较为一致的局部密度特征；而

异常样本则表现出显著偏离该区间的高异常分

数，显示出其在局部邻域中密度明显低于周围点

的特征。 

 

图 4 不同聚类簇 LOF 异常分数特征示例 
Fig. 4 The feature example diagramafter adding LOF 

anomaly scores to different clustering clusters 

计算出 LOF 特征后更新原有特征为 

r, , LOF,[ ]
g g g gD D p D Dx x xX  (11) 

式中： r, gDx 为辐射度数据聚类集合； , gp Dx 为功率数

据聚类集合； LOF, gDx 为异常分数特征聚类集合。 

考虑光伏输出数据的波动性及彼此之间的相

关性，对特征进行 CRITIC，基于 
2

1
(1 )

n

e ef
f

C  


    (12) 
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计算对比强度和冲突性的指标，并进行标准化，

以获取数据信息 [27]，同时将加权后的特征作为

iForest 模型的输入。式中：C 为计算出的指标权

重； e 为特征标准差； ef 为各个特征之间的相

关系数。 

初始化 iForest 模型默认参数，通过构建不同

子样本的二叉树 iTree，组合训练出 iForest，再以

测试数据遍历分支的平均深度来计算异常分数，具

体为 

3( ( )) ( )
3( , ) 2 E h x c ns x n   (13) 

式中： ( )h x 为样本在树中的路径长度； ( ( ))E h x 为

单个数据点 x 在所有树中达到深度的平均值； 3( )c n

为修正值，其计算式为 

3 3 3 3( ) 2 ( 1) [2( 1) / ]c n H n n n     (14) 

式中： ( )H  为谐波数，由欧拉常数估计；n 为构造

树的点数。 

借鉴文献[20]所述投票机制构建基于 TOPSIS

的分数决策方法，以减少计算资源消耗[28]。TOPSIS

决策为多属性决策分析，本质上是一种统计方法，

可通过调整权重来优化决策过程。鉴于主体算法为

iForest，去掉测试集数据与已建立模型的数据簇之

间的相似计算，使用测试集数据遍历异常检测模

型，获取异常分数矩阵 l l1 l2 l3 l4[ ]s s s ss ，重构异

常分数矩阵后基于 TOPSIS 方法进行多属性决策分

析[29]，获取决策输出。 

使用异常检测模型获取 ls 并获取行中位数选择

矩阵与行最大值选择矩阵，更新 l l1 l2 l3 l4[ ]s s s ss

为 m mid max[ ]s s s ，基于 

ml mid max( ) / ( )a b a b      s s s  (15) 

完成最终的异常分数矩阵计算。式中： mls 为基于

统计信息选择的异常分数矩阵； a b、 为常数，本

文中取 3 2a b 、 ； 为经验性调优参数，本文

中取 0.05  ； mids 为异常分数矩阵的行中位数选

择矩阵； maxs 为异常分数矩阵的行最大值选择   

矩阵。 

2 模型训练与异常检测流程 

2.1 光伏数据异常检测流程 
在光伏运行数据中，既存在由设备故障、通信

异常、传感器失灵等引发的真实异常，也存在因天

气变化、光照遮挡或调度指令造成的正常波动。为

避免将正常波动误判为异常，本文引入了多重判别

逻辑。首先，根据辐照度与功率的历史对应关系构

建正常运行包络线，并在不同气象条件下分别建立

参考曲线；其次，将功率变化与辐照度变化的相关

性低于 0.6 且偏离参考包络超过±3σ 的样本标记为

疑似异常；最后，对疑似异常进行 LOF 分析与多

周期对比，若在同一工况下连续周期均出现类似偏

离，且无对应气象变化或调控事件，则判定为真实

异常，否则归类为正常波动。该逻辑在数据进入异

常检测模型前可有效剔除由环境或调控因素引起

的波动，从而提高检测的准确性与可解释性。在此

基础上，图 5 为本文的总体技术路线，架构聚类-

分类-决策的异常检测模型框架。对光伏并网模型

设置不同类型故障并获取异常数据，划分数据周期

时序组别。基于 DTW 算法测量不同特征周期序列

组别的相似度，基于谱聚类算法将时序周期数据聚

类成集合。将 LOF 异常分数特征引入聚类数据集

合，基于 CRITIC 加权并作为子孤立森林联合检测

模型的数据输入，以获取异常分数矩阵。提取异常

分数矩阵后进行重构选择，基于多属性决策分析方

法对模型异常分数矩阵进行分数决策，获取异常分

数输出。 
本文方法涉及若干关键超参数，包括谱聚类

σ、km 与子孤立森林的树数等。在当前本文方法

中，km 依据 SSE 肘部判据并结合交叉验证选取；

σ 通过在开发集上综合聚类可分性与第 2.2 节的

评价指标(精准率 P、召回率 R、FI Score F1、G 
Mean G)确定稳定区间。为降低人工依赖并提升

跨场站适配性，后续将继续研究引入自动化调

参：采用贝叶斯优化在交叉验证框架下统一搜

索{σ,k}及 iForest 超参数；对阈值类参数引入基
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于数据分布的自适应设定，并通过早停机制与

增量评估控制时间和算力开销。该策略不改变

现有实验结论，且可在不同气象与工况下提升

鲁棒性。 

 

图 5 考虑时间序列聚类与分数决策的异常检测模型框架 
Fig. 5 Framework diagram of anomaly detection model considering time series clustering with score decision making 

2.2 评价指标 
在光伏阵列故障诊断领域，模型需从海量数

据中挖掘特征信息，实现不同故障类型的辨识与

故障溯源[30]；而异常检测侧重于电网侧的运行状

态监测，主要目标是基于光伏系统采集的数据快

速识别偏离正常运行模式的异常状态。鉴于此，

本文将异常检测问题简化为二分类任务，通过区

分正常与异常两类状态来评估检测效果。为了全

面衡量模型的性能，本文将混淆矩阵作为基础工

具，对其结果进行检验，再选用 P、R、F1 和 G

这 4 个指标来评估模型的测试性能。各指标的计

算公式为 

1

TP
TP+FP

TP
TP+FN
2

P

R

P R
F

P R

G P R

 

 

  

 
  

  (16) 

式中：TP (真正例)为标签异常且被检测为异常的

样本；FP (假正例)为标签正常但被检测为异常的

样本；FN (假负例)为标签异常但被检测为正常的

样本。 
混淆矩阵是用于评估分类模型性能的一种工

具，TN(真负例)为标签正常且被检测为正常，与

FP、FN、TP 构成混淆矩阵，TP 与 TN 数值越接近

1，模型越好；FP、FN 则相反。进一步，计算出模

型指标：P 可以衡量模型识别出的异常占真正异常

的比例；R 为真正异常被模型识别出异常的比例；

F1 为精准率和召回率的调和平均数；G 为召回率和

精准率的几何平均值，两者可衡量类别不平衡数据

集上模型异常检测的综合效能。上述 4 个模型评估

指标的理想数值均为尽可能接近 1，其中，理想数

值表明其在异常检测任务上优秀。 

3 算例分析 

3.1 算例结果分析 

应用 MATLAB 建立基于异常的检测程序，对

所有样本数据做递增时间窗口交叉验证：将前 50

个周期的数据作为初始窗口，记为训练集；将后续
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5 个周期数据作为窗口步长，记为测试集。首先使

用训练集数据建立异常检测模型，使用测试集数据

遍历异常检测模型并投票选出最优结果输出；然后

将该次窗口步长数据加入到初始窗口训练集中，再

取新窗口后续 5 个周期数据作为新测试集；最后进

行重复训练测试，获取多次模型输出，并取均值，

进行综合性能评估。基于第 2.2 节所提及的评价指

标验证异常检测模型的有效性及优越性，检测结果

如图 6 所示。 

 

图 6 异常检测模型输出结果混淆矩阵示例 
Fig. 6 Sample confusion matrix of anomaly detection  

model outputs 

图 6 的混淆矩阵中，0 表示正常，1 表示异常。

可知，其最优输出的混淆矩阵中 TP 和 TN 结果均

可达到 0.920 0，所提方法在正常和异常样本上的

分类能力较强。模型运行 3 次的检测指标结果见 

表 2。 

表 2 异常检测模型交叉验证检测指标 

Tab. 2 Anomaly detection model cross-validation  

detection metrics 

指标 次数 1 次数 2 次数 3 

P 0.922 1 0.926 1 0.896 2 

R 0.928 6 0.900 0 0.923 1 

F1 0.925 3 0.912 9 0.909 5 

G 0.925 3 0.913 0 0.909 6 

表 2 中 P 与 R 可达到 0.920 0，借鉴文献[31]
及文献[9]中有标签数据集的异常检测输出，本文中

R、F1 等指标在采集的数据集中表现良好，表明其对

异常的识别能力优越，不平衡样本数据下也可捕获大

部分异常样本。为验证该模型各部分模块对计算结果

的影响，选取设置不同模块的异常检测模型进行对

比实验，见表 3。表 3 中“+”表示模型设置了该

模 块 ； “-” 表 示 模 型 未 设 置 该 模 块 ；

“K-means+”、“灰色关联度+”表示模块算法被

替换为当前所列算法。 

表 3 不同模块设置下的异常检测模型 

Tab. 3 Anomaly detection model with different  

module settings 

模型 设置时序聚类 

设置 LOF 特征

和 CRITIC 

权重 

TOPSIS 决策 

输出 

模型 1 K-means+ + + 

模型 2 灰色关联度+ + + 

模型 3 + - - 

模型 4 + + - 

模型 5 + - + 

鉴于第 3.1 节中选择的阈值为最优阈值，为了

直观表征模型不同模块在一定阈值区间上的变化

性能，分别设置阈值为 0.90、0.85、0.80 进行检测。 

3.2 考虑时序聚类的实用性验证 

为验证时间序列聚类对计算结果的影响，对模

型 1 与模型 2 进行对比实验，实验结果见表 4。 

表 4 不同聚类算法设置下异常检测模型检测指标 

Tab. 4 Detection metrics of anomaly detection models 

under different clustering algorithms settings 

指标 
模型 1 模型 2 

次数 1 次数 2 次数 3 次数 1 次数 2 次数 3 

P 0.989 8 0.980 9 0.986 8 0.979 3 0.980 7 0.983 1 

R 0.053 6 0.272 7 0.442 9 0.051 3 0.216 2 0.466 7 

F1 0.101 6 0.426 8 0.611 3 0.097 5 0.354 3 0.632 9 

G 0.230 3 0.517 2 0.661 1 0.224 1 0.460 5 0.677 3 

由表 4 可知，求取相似性条件时，不同聚类方

法对异常数据的检测性能影响颇大。虽然模型 1 与
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模型 2 的 P 优秀，但 R 最高也只有 0.466 7，表明有

大量的正常样本被预测为异常样本。这是因为异常

样本相对于正常样本数量较少，聚类导致异常样本

进一步减少，所以在模型训练的过程中学习了大量

正常样本，捕捉异常样本的能力偏弱，导致召回率

极低。而时间序列聚类比较可以有效捕捉不同周期

时序数据的相似性和形状变化，有助于洞察后续异

常检测中存在差异的数据模式，且在一定程度上可

以抵抗噪声和异常值的干扰。与表 2 对比可验证时

间序列聚类比较的有效性和实用性。 
3.3 异常检测模型子模块效用验证 

为验证权重参数的取值正确性及 LOF 特征对计

算结果的影响，选取模型 3 进行实验，结果见表 5。 

表 5 异常检测模型 3 检测指标 
Tab. 5 Anomaly detection model 3 detection metrics 

指标 
模型 3 

次数 1 次数 2 次数 3 

P 0.721 8 0.718 3 0.724 9 

R 0.984 6 0.977 8 0.984 8 
F1 0.833 0 0.828 2 0.835 1 

G 0.843 0 0.838 1 0.844 9 

将表 5 与表 4 比较可知，模型 3 的 P 有了小幅

下降，但 R 提升了近 50 个百分点，F1 及 G 指标也

稳定在 0.800 0 左右，表明其可以有效捕获大部分

异常样本且异常识别检测能力提升，再次验证了时

间序列聚类比较的实用性。 
模型 3 的检测指标虽然已有较大提升，但鉴于

光伏数据的特殊结构及不均衡性质，还需结合其他

异常检测算法以提高 P，增强鲁棒性。 
进一步验证模型 4 与模型 5 的检测效果，结果

见表 6。 
由表 6 可知，模型 4 的 P 均稳定在 0.9，R 最

高可接近 0.800 0。对比表 5 中模型 3 的输出，其 P

有了小幅度提高，但 R 有所降低。模型 4 的高 P

得益于在模块中引入了 CRITIC 权重和 LOF 特征设

置，更好地优化了模型对高置信度异常样本的判别

能力。而模型 5 中由于缺少模块，未引入 LOF 特

征设置或 CRITIC 权重，因此它在特征表达上的区

分度不足，但该模型加入了 TOPSIS 决策输出，更

倾向于扩大检测范围，确保不会漏掉任何潜在的异

常样本，因此召回率较高，可与模型 4 形成一定的

互补关系。模型 4 和模型 5 的差异本质上是 P 和 R

之间的权衡，其性能受模块设置的影响显著。选择

哪种模型，需结合具体的应用场景和对误报与漏报

容忍度的权衡。 

表 6 异常检测模型 4 与模型 5 检测指标 
Tab. 6 Anomaly detection model 4 and model 5 

detection metrics 

指标 
模型 4 模型 5 

次数 1 次数 2 次数 3 次数 1 次数 2 次数 3 

P 0.907 2 0.942 5 0.932 7 0.928 9 0.764 7 0.744 5 

R 0.111 1 0.523 8 0.791 7 0.720 0 0.964 3 0.969 4 
F1 0.198 0 0.673 4 0.856 4 0.811 2 0.853 0 0.842 2 

G 0.317 5 0.702 6 0.859 3 0.817 8 0.858 7 0.849 6 

综上，设定不同的阈值梯次可表征模型在阈值

区间上的检测性能。完整的时序聚类异常检测框架

模型可有效增大模型输出指标值，在异常识别中能

够成功地捕获大部分异常样本，识别异常能力优越。 

3.4 异常检测模型优越性验证 

为凸显本文方法与现有同类研究的差异性与

创新性，本文选取了文献[19]中提出的“DTW+ 
LOF”异常检测方法作为代表性对比对象。该方法

利用 DTW 计算时序相似度，并通过 LOF 检测异常，

在一定程度上考虑了光伏数据的时序特征。然而，

该方法在数据处理与特征构建阶段未引入工况分

层策略，且异常判别逻辑主要依赖局部密度差异，

易受气象波动等外部因素影响。相比之下，本文方

法针对分布式光伏运行数据的非平稳性与多工况

特征，首先通过时序聚类对日运行曲线进行工况分

层，再在每类工况下提取多源特征(功率-辐照度关

系、统计阈值特征、LOF 分数等)，并结合多模型

集成与多准则决策(TOPSIS)实现异常类型判别。这

一设计在保留时序相似度信息的同时，显著增强了

方法在多工况、多源扰动下的鲁棒性与可解释性。

具体对比见表 7。性能评估结果表明，本文方法在

P、R、G 等指标上均优于 DTW+LOF，且运行时间
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增长率呈线性，兼顾了检测精度与运行效率。 

表 7 本文方法与 DTW+LOF 方法的技术路径差异对比 
Tab. 7 Comparison of technical paths between the 

proposed method and DTW+LOF method 

对比维度 DTW+LOF 方法 本文方法 

数据特性

处理 

仅使用原始功率

曲线，未区分运行工

况；易受气象波动 
影响 

基于 DTW 的时序聚

类对日曲线进行工况分

层，剔除夜间冗余数据，

保留低信号基准 

特征构建 
单一 LOF 分数作

为异常判别依据 

多源特征(功率-辐照

度关系、统计阈值特征、

LOF 分数、气象相关性

等)融合 

异常判别

逻辑 

阈值基于局部密

度差异，缺乏多重验

证机制 

历 史 包 络 + 阈 值 检 
测+LOF+多周期对比， 
结 合 TOPSIS 多 准 则 
决策 

性能表现 

对设备异常检测

较好，但易误判气象

波动；运行时间随数

据规模增加而显著

上升 

多工况下 P、R 提升明

显，在本研究数据规模

下运行时间近似呈线性

增长 

可解释性

与可扩 
展性 

异常来源解释性

较弱，适用性受限于

单一特征 

异 常 类 型 可 解 释 性

强，可扩展至多源数据

及大规模监测场景 

为进一步验证本文算法的优越性，搭建了基于

三倍偏差算法的异常检测模型、基于 LOF 算法的异

常检测模型、基于支持向量机 SVM(support vector 
machine)算法的异常检测模型。对不同模型做异常检

测测试，计算不同模型下样本的异常检测指标。实验

结果如图 7 所示，惩罚系数 c 表示软间隔支持向量机

对错分样本的惩罚权重，可知三倍偏差法的 P 较高

但 R 极低，因为三倍偏差法假设数据服从正态分

布，光伏数据易受天气影响，导致该方法适用性受

限；LOF 算法的 R 高但 P 不足，因为光伏功率异常点

稀疏，过于关注少数类样本，从而误报正常数据为异

常；SVM 算法的 P 极佳但 R 低，因为数据类别不平

衡，算法可能过度偏向于学习正常数据的特征，导致

对异常数据的学习不足。综合而言，本文算法具有更

高的检测精度，对异常样本有较好的识别效果。除检

测精度外，实际工程应用中运行效率同样是重要考量，

因此需对所提方法的计算复杂度进行进一步分析。 

 

图 7 不同异常检测模型检测结果 

Fig. 7 Detection results of different anomaly  

detection models 

3.5 计算复杂度分析 
为全面评估所提方法的工程适用性，除 P、R、

F1 及 G 指标等检测性能指标外，本文还对算法的

计算复杂度进行了分析。设光伏时序数据集包含 N

个周期样本，每周期包含 M 个时间点，谱聚类步

骤基于 DTW 的相似度计算，其时间复杂度约为
2 2( )O N M ，在本研究的数据规模下 ( 100,N M   

288) 可通过并行计算显著加速。LOF 特征计算的

复杂度为 ( log )O N N ，孤立森林模型的训练与检测

复杂度约为 4 4( log )O t n n ，其中 t 为构建树的数

量， 4n 为样本数。TOPSIS 决策部分的复杂度较

低，为 ( )O pm ，其中 p 为方案数， m 为属性数。 

所有实验均在 Windows11 64 位系统的计算机

上运行，硬件配置为 Intel(R)Core(TM)i7-12700F 
CPU(2.10 GHz)和 64 GB RAM，软件环境主要依赖

MATLAB 2022b。对比三倍偏差法、LOF、SVM 及

本文方法的平均运行时间，结果见表 8。由表可知，

本文方法在保证检测精度的同时，单次检测运行时

间低于 2.10 s，虽高于三倍偏差法，但明显优于单

纯的 LOF 及高维 SVM 模型。从整体流程来看，本

文方法的运行时间随数据规模扩大呈多项式增长

趋势，其中谱聚类阶段为主要计算开销，其复杂度

约为 2 2( )O N M ，在数据量显著扩大时，耗时将呈

平方级增长，而非严格的线性关系。然而，在本

研究所采用的数据规模下，总体运行时间随数据

增多仍近似表现为线性增长，与实验统计结果保

持一致。由此可见，所提方法在大规模光伏监测
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场景中具有良好的可扩展性。同时，该方法在检

测性能与运行效率之间实现了较优的平衡，具备

进一步应用于大规模监测系统的潜力。但在超大

规模应用中，仍需引入稀疏矩阵分解、近似谱分

解或并行化计算等优化策略，以有效缓解谱聚类

阶段的复杂度瓶颈。 

表 8 不同算法平均运行时间对比 
Tab. 8 Comparison of average running time of  

different algorithms 

算法模型 
平均运行

时间/s 

数据规模 

扩大 2 倍 

运行时间/s 

时间 

增长率 

检测精度

综合表现 

三倍偏差法 0.32 0.64 2.00 中 

LOF 3.46 6.92 2.00 高 

SVM(c=10.0) 2.78 5.51 1.98 高 

本文方法 2.08 4.15 1.98 高 

分布式光伏场景中的边缘设备(如工控机、嵌

入式 CPU 等)通常受限于算力、内存与能耗。为保

证所提方法在资源受限环境下稳定运行，实践中可

采用“边缘快速初筛+云端精细分析”的协同架

构：边缘侧仅执行轻量级流程，复杂的时序聚类与

多准则决策在中心服务器或云端离线完成；同时对

边缘端计算引入增量更新与缓存，避免全量重算。

部署时建议设置实时性与资源约束，并定期同步云

端模型参数与簇划分，从而在实时性-精度-资源之

间取得可工程化的平衡。 

4 结论 

为有效捕捉光伏异常数据的规律，提出考虑时

序聚类的分布式光伏异常数据辨识方法，具体如

下。 

(1)基于时序交叉方法验证时序数据的长期趋

势，划分时间序列组别并构建相似性矩阵。在保持

时序数据的完整性和连续性的基础上，实现了时间

序列聚类，使得样本数据相似性增强。 

(2)架构了聚类-分类-决策的异常检测模型框

架，基于该框架获取异常分数矩阵进行分数决策，

兼顾降低计算复杂度的同时，基于样本的差异性

特征完成了异常检测。通过模型仿真与算例验证表

明了所提方法的有效性与可行性。同时，计算复杂

度分析结果表明，该方法在保持高检测精度的同

时，运行效率较高且具有良好的可扩展性，适合

在光伏监测系统中推广应用。 

此外，在系统集成方面，方法在数据接口层支

持与现有电力监控系统(如 SCADA、EMS)的无缝对

接，可通过采集标准化量测数据直接输入检测模

块；在部署架构上，该方法可灵活运行于场站本地

服务器，实现边缘计算与快速告警，也可部署于调

度中心或云平台，实现多场站集中监测；在计算资

源方面，对存储和显存要求较低，普通工作站或虚

拟机即可运行，大规模场景可通过多线程或分布式

计算进一步提升处理效率。 
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