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基于改进HTS-GRU的锂离子电池寿命预测 

林冬丽，张 菁(中国电源学会会员) 
(上海工程技术大学电子电气工程学院，上海 201620)  

摘要：为了提高锂离子电池剩余使用寿命 RUL(remaining useful life)预测的精度，提出一种结合完全自适应

噪声集合经验模态分解 CEEMDAN(complete ensemble empirical mode decomposition with adaptive noise)、随机森

林 RF(random forest)、改进榛子树搜索 IHTS(improved hazelnut tree search)算法和改进门控循环单元 GRU(gated 
recurrent unit)预测锂离子电池 RUL 的模型。首先利用 CEEMDAN 对原始容量数据进行模态分解降噪；其次利用

RF 计算各个模态分量相对于原始容量数据的权重；再次利用混沌初始化优化改进榛子树搜索算法得到 IHTS 算

法，然后使用 IHTS 优化改进 GRU 得到 IHTS-GRU 模型；最后将各个模态分量 IHTS-GRU 预测的结果和各个模

态分量权重加权平均，进而得到锂离子电池 RUL 预测结果。通过对美国国家航空航天局 NASA 的数据进行验证，

CEEMDAN-RF-IHTS-GRU 模型相对于 CEEMDAN-GRU 模型预测精度平均提高了 3.2%，相对于 CEEMDAN- 
RF-GRU 模型预测精度平均提高了 2.1%，相对于锂电池 RUL 常用模型预测精度明显提高，证明该方法提高了

锂离子电池 RUL 预测的精度。 
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Lithium-ion Battery Life Prediction Based on IHTS-GRU 

LIN Dongli, ZHANG Jing, Member, CPSS 
(School of Electronic and Electrical Engineering, Shanghai University of Engineering Science, Shanghai 201620, China) 

Abstract: To improve the accuracy of remaining useful life (RUL) prediction for lithium-ion batteries, a method 
combining complete ensemble empirical mode decomposition with adaptive noise (CEEMDAN), random forest (RF), 
improved hazelnut tree search (IHTS) algorithm and improved gated recurrent unit (GRU) is proposed. First, 
CEEMDAN is used for modal decomposition and noise reduction on the original capacity data. Second, RF is adopted 
to calculate the weight of each modal component relative to the original capacity data. Third, chaos initialization 
optimization is employed to improve a hazelnut tree search algorithm to obtain the IHTS algorithm, which is further 
used to optimize and improve GRU to establish an IHTS-GRU model. Finally, the IHTS-GRU prediction results of each 
modal component and the weight of each modal component are weighted and averaged, thus realizing the lithium-ion 
battery RUL prediction. The NASA data is used for verification, and it is found that the prediction accuracy of the 
CEEMDAN-RF-IHTS-GRU model is improved by 3.2% and 2.1% on average compared with those of the 
CEEMDAN-GRU and CEEMDAN-RF-GRU models, respectively, indicating significant increases in the prediction 
accuracy. Therefore, the proposed method improves the accuracy of RUL prediction for lithium-ion batteries. 

Keywords: Lithium-ion battery; remaining useful life (RUL); random forest (RF); hazelnut tree search (HTS) 
algorithm; gated recurrent unit (GRU) 

1锂离子电池具有功率密度高、寿命长、污染低

等优点，广泛应用于发电、交通运输、通信等领    
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域[1]。然而锂离子电池内部随着充放电循环次数的

增加会发生复杂的物理和化学变化，导致其性能退

化甚至失效，进一步可能会造成爆炸、起火等安全

性问题[2]。因此，锂离子电池剩余使用寿命 RUL 

(remaining useful life)的预测研究具有重要意义。目

前锂离子电池 RUL 预测的方法主要分为基于模型
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的方法和基于数据驱动的方法。 
基于模型的方法是从锂离子电池的物理、化学

原理出发，建立数学模型，实现锂离子电池 RUL
预测。基于模型的方法可以分为 3 类：电化学模型、

等效电路模型、经验退化模型[3]。基于模型的方法

要考虑到锂离子电池内部复杂的物理、化学变化，

应用较多的专业知识，因此较难实现。 
基于数据驱动的方法不需要研究锂离子电池

内部复杂的老化机理和电化学过程，仅依赖历史退

化数据来预测锂离子电池 RUL[4]。目前主要使用的

方法有循环神经网络 RNN(recurrent neural network)、
长短期记忆 LSTM(long short-term memory)[5]、深度

神经网络 DNN(deep neural networks)[6]、门控循环

单元 GRU(gated recurrent unit)[7]等。文献[8]提出了

一种用于系统动态预测的自适应 RNN 来预测锂电

池的 RUL，由于梯度消失和梯度爆炸问题，RNN
在实际应用中难以处理长期依赖问题；文献[9]利用

LSTM 建立了锂离子电池的 RUL 模型，避免了

RNN 模型的缺点，但是由于 LSTM 的结构复杂，

其计算复杂度较高；文献[10]采用 GRU 模型进行

RUL 预测，简化了模型复杂度且提高了预测精度

和预测效率，在机器学习中，GRU 模型在锂电池

RUL 预测方面表现良好，但模型超参数的设置决

定了预测精度，因此需要优化算法对超参数进行寻

优；文献[11]提出的榛子树搜索 HTS(hazelnut tree 
search)算法是一种新型智能优化算法，具有良好的

避免局部最优性能和良好的全局最优能力。 
锂离子电池在使用过程中，受内部化学反应和

外部环境等因素影响，会出现容量再生现象[12]。容

量再生现象和外界因素使原始数据始终充满噪音，这

对锂离子电池 RUL 的预测影响较大。文献[13]提出

的完全自适应噪声集合经验模态分解 CEEMDAN  
(complete ensemble empirical mode decomposition  
with adaptive noise)可以实现对容量再生现象和外部

环境产生的噪音进行降噪，但是为了进行降噪的同

时不抛弃高频分量里的部分有用信息，需要计算各

个模态分量的重要性权重；文献[14]采用随机森林

RF (random forest)得出各个特征的重要性权重。 

基于此，本文提出了 CEEMDAN-RF-IHTS- 
GRU 的方法来预测锂离子电池 RUL。首先，从锂

离子电池放电循环的数据中，选取容量作为反映电

池使用状况的特征向量；利用 CEEMDAN 进行降

噪处理以减少电池容量再生现象及其他客观因素

的影响；使用 RF 计算得到各个分量相对于原始容

量数据的权重记为重要性权重；利用混沌初始化优

化改进 HTS 得到改进的 HTS 即 IHTS (improved 
hazelnut tree search)算法；利用 IHTS 算法优化改进

GRU 方法得到 IHTS-GRU 预测模型；将各个模态

分量的 IHTS-GRU 模型预测结果和各个分量的权

重进行加权平均，进而得到锂电池 RUL 预测结果。

通过对美国国家航空航天局 NASA 的公开数据集

进行验证，并与 CEEMDAN-GRU、CEEMDAN-RF- 
GRU、RUL 常用预测模型 LSTM、RUL 常用预测

模型 GRU 进行比较，结果表明该模型提高了锂电

池 RUL 预测的精度。 

1 理论基础 

1.1 完全自适应噪声集合经验模态分解 

CEEMDAN 用于对数据进行模态分解，将扰动

较强的原始数据分解为不同频率的分量数据，降低

数据的可变性和突然性，减小重构误差，降低容量再

生现象及其他客观因素产生的噪音，从而达到提高预

测精度的结果。CEEMDAN 算法的具体步骤如下。 

(1)在原始信号中加入不同的高斯白噪音，可表

示为 

0= +      ( ) (    =1,  2,)  ( ) ,v vP P w vt t Vt    (1) 

式中： ( )P t 、 ( )vP t 分别为原始信号、处理后的信

号； 0 为当前分解阶段的信噪比； ( )vw t 为第 v 次

添加的满足高斯分布的噪音；V 为集成次数。 

(2) 计 算 本 征 模 态 函 数 IMF(intrinsic mode 

function)的特征分量 IMF1，可表示为 

1
1

1IMF IM( ) ( )F
I

i
i

n n
I 

   (2) 

式中：n 为采样点位置；i 为进行经验模态分解
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EMD(empirical mode decomposition)的次数，i=1,  
2,  , I。 

(3)计算残差，当 i=1 时，残差的计算公式为 

1 1( ) ( ) ( )IMFn n nr s   (3) 

式中， ( )ns 为原始待分解信号。 
(4)将待分解信号更新为 111( ) [( ( )]vE w nnr  ，重

复步骤(3)得到 IMF2，即 

2 1 1 1 1
1

1I ( ) ( ( ))]MF [ v
I

i

n E r + E w n
I




   (4) 

(5)当 i=2, 3,  , k 时，残差公式和 IMF 公式分

别为 

1( ) ( ) I (M )Fk k kn n nr r    (5) 

1 1
1

( ) [ ( ) (1IM ( ))]F v
k+ k k k

i

I

E r + En n w
I

n


   (6) 

(6)重复步骤(5)，直到残差信号不能再分解。

最后，原始待分解信号可以表示为 

1
( ) ( )IMF

k

k
i

n ns r


   (7) 

1.2 随机森林 
随机森林算法是 2001 年由 Leo Breiman 提出的

一种将决策树算法和 Bagging 算法结合形成的机器

学习算法，也是一种现代分类和回归技术，其核心内

容是集成学习。随机森林是一个由多棵决策树形成的

综合学习模型，其最终输出是所有决策树输出的平 
均值[15]。 

从原始数据中采用 Bootstrap 有放回的重复抽

样得到 N 个训练样本子集，并且每个样本集间相互独

立；对每个训练样本子集建立决策树模型，决策树模

型节点分裂时的分裂属性，是从样本集的所有属性中

选取若干作为该节点的属性集，以最小均方差作为分

裂属性的度量，选取最优属性进行分裂；N 棵决策树

组成 1 个随机森林模型；输入训练集样本，每棵决策

树计算 1 个预测值，综合所有预测值的基础上，取均

值得到最终结果。RF(由很多决策树构成)筛选变量方

面具有性质优、不易过拟合、准确性高的优点，适合

用来作为模态分解后度量每个分量的重要性程度。 
1.3 榛子树搜索算法 

HTS 算法是一种迭代的基于种群的算法，模拟

了在森林寻找最优榛子树的过程，由 3 个主要执行

器组成：生长、果实散射和根扩展。生长阶段，树

木相互竞争共享资源以成长和提升它们的健康程

度，计算各树种在共享资源竞争中的相互影响；果

实散射阶段，检查搜索空间以寻找超出当前区域的

有希望的解决方案；根扩展阶段，在树周围进行不

规则的局部搜索以寻找最优解[16]。该算法与遗传算

法 GA(genetic algorithm)、粒子群优化 PSO(particle 
swarm optimization)算法、灰狼优化算法、鲸鱼优

化算法、麻雀搜索算法等 7 种算法进行对比，结果

表明该算法相较于其他 7 种算法具有良好的收敛速

度、避免局部最优能力、优越的可扩展性、较低的

错误率和全局最优能力。HTS 算法的具体步骤如下。 
(1)种群初始化。 
初始化一个随机分布的树总体(称为森林)，森

林中的每棵树 Ha 是 1 个实值的 1×D 向量，定义为  

a aa1 a2[ ,  ,  ,  ]Dh h h H  (8) 

式中，hab(b=1, 2, , D)为元素，每个元素的初始  
化为 

a [0,  1] ( )b b b bh U u l l     (9) 

式中：U[0, 1]为取值[0, 1]的随机数； bu 和 bl 分别是

第 b 维的上界和下界。 
(2)生长阶段。 
树木 Ha 的生长可表示为 

1
a a

1(1 )
1

t tH H g g 


       
 (10) 

式中： a
tH 为树 Ha 在当前第 t 代的位置；g 为树 Ha

在没有邻近树的情况下的生长速率；λ 为竞争指数；

α 为控制树在稀疏或密集区域生长的切换概率，

α=1 时表示树位于稀疏区域，α=0 时表示树位于密

集区域。由此得到每棵树的适应度函数 f (x)。 
(3)果实散射阶段。 
假设每棵树在每次迭代中只产生 1 个果实，定

义榛子树幼苗为 

a a a best( )t t tP H H H     (11) 
式中： best

tH 为树 Ha 在第 t 代的最优位置。 
在树和幼苗之间进行检查，并考虑哪方获得更

好的适应性以进行下一代，可表示为 
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1 a a a
a

a

 ( ) ( )t
t

t

P f P f H
H

H
   

 其他
 (12) 

(4)根扩展阶段。 

根扩展阶段进行局部搜索，只在当前最适合的

best
tH 周围执行，在当前最佳解附近的空间有很高的

概率可以找到更好的解，与在所有树上执行局部搜

索相比，计算成本更低。根扩展阶段会在当前最适

合的树周围局部搜索中产生 D 个解。最后，在新

的解决方案中确定最佳解决方案记为 Sbest。新的最

优解公式为 

1 best best best
best

best

  ( ) ( )t
t

t

S f S f H
H

H
   

 其他
 (13) 

1.4 改进榛子树搜索算法及性能测试 

考虑到 HTS 算法的初始化阶段，随机生成的

树可能存在分布不均匀的状况，从而造成对预测结

果的影响。混沌初始化具有随机性、遍历性的特点，

因此引入迭代无限折叠混沌映射对 HTS 算法进行初

始化，并对结果进行取模，标准化初始树在各个维度

上的位置信息。迭代无限折叠混沌映射可表示为 

1
a

a
mod sink

ky
z
y

  
 
 

  (14) 

式中，z 为折叠控制参数，取值为 1。 

为了检验 IHTS 算法的性能，将 IHTS 与 GA、

PSO 及 HTS 进行比较。设置 Sphere 函数进行求解，

种群数量为 20，迭代次数为 500。目标值越低和先

出现拐点，代表优化算法精度高和速度快，测试结

果如图 1 所示。可以看出，IHTS 的算法优于其他

3 类算法，改进效果显著。 

 

图 1 优化算法测试 
Fig. 1 Test based on optimization algorithms 

1.5 门控循环单元 
GRU 模型来源于 LSTM，LSTM 具有输入门、

遗忘门和输出门，GRU 将输入门和遗忘门合成了

更新门，形成了只有重置门和更新门结构的 GRU
模型，GRU 模型比 LSTM 简单，且在预测精度

和预测速度上都优于 LSTM[17]，在机器学习中，

GRU 模型预测性能良好。GRU 在处理长序列数

据时，既可以缓解梯度消失或爆炸的问题，又能

够保持较高的准确率。重置门通过输入上一个时

刻隐藏状态来控制是否将候选隐藏状态中的信

息抛弃来实现遗忘作用，更新门用来控制是否将

当前输入及上一时刻隐藏状态信息更新到候选

隐藏状态。 
更新门表达式为 

z 1= ( [ , ])t t tZ W h x   (15) 

重置门表达式为 

r 1= ( [ , ])t t tR W h x   (16) 

候选隐藏状态表达式为 

1tanh( [ , ])t t t th W R h x   (17) 

隐藏状态表达式为 

1=(1 ) +t t t t th Z h Z h   (18) 

式中： tx 为输入；σ(∙)为 Sigmoid 激活函数；W、 zW 、

rW 为可学习权重。 
1.6 改进的门控循环单元 

GRU 模型中的许多参数包括隐藏单元(hidden 

unit)数 H、窗口大小(window size)W、批量大小

(batch size)B、训练轮数(epoch)及网络层各层的权

重和偏差。这些参数使用默认值或人为随机设置，

不能保证是否最优，且不能保证是否使模型发挥到

最优。引入 IHTS 优化算法，相较于其他优化算

法具有良好的收敛速度，可以避免局部最优，具

有较低的错误率和全局最优能力，可以用于获取

模型的最优超参数，进而得到 IHTS-GRU 模型。

假设训练集的长度为 LN ，按模型超参数的一

般规定和经验，则参数的搜索范围为 H{8, 16, 

32, 64, 128, 256}、W[1, 30]、B[1, L]，通过 IHTS

优化算法对超参数进行寻优，得到电池 B0005、
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B0006、B0007、B0018 的最优参数见表 1。 

表 1 模型在每个数据集上的参数 
Tab. 1 Model parameters on each data set 

电池编号 隐藏单元数 批量大小 窗口大小 
B0005 64 10 16 
B0006 64 22 10 
B0007 64 20 11 
B0018 64 18 14 

1.7 电池 RUL 定义 
锂离子电池 RUL 是电池从当前状态到寿命终

止时的剩余充放电循环次数，其中寿命终止为锂离

子电池容量衰退到初始容量的 70%。RUL 的计算

公式为 

RUL   T     (19) 
式中：T 为寿命终止时的充放电次数； 为电池当

前充放电次数。 

2 预测流程及评价指标 

2.1 预测流程图 
以模态分量 IMFK 中的 K=4 为例，相关预测流

程如图 2 所示，具体步骤如下。 

 

图 2 总体流程 
Fig. 2 Overall flow chart 

步骤 1 使用 NASA 公开数据集，对数据集进

行处理，得到 4 组电池 B0005、B0006、B007、B0018
的所有放电循环容量数据记为原始容量数据，利用

CEEMDAN 对 4 组电池的原始容量数据进行模态

分解。 
步骤 2 使用随机森林回归算法，以分解后的

分量为特征变量，原始容量数据为响应变量进行回

归，得到各个分量相对于原始容量数据的权重，记

为重要性权重。 
步骤 3 在 HTS 中引入迭代无限折叠混沌映射

得到 IHTS 算法。 
步骤 4 使用 IHTS 优化改进 GRU 模型，建立

IHTS-GRU 预测模型。 
步骤 5 将各个分量进行 IHTS-GRU 预测的结

果和各个分量的重要性权重加权平均，进一步得到

锂离子 RUL 预测结果。 
步骤 6 计算预测值和真实值的模型评价指标，

并和其他方法进行对比，验证所提方法对提高 RUL
预测精度的优势。 
2.2 模型评价指标 

将平均绝对误差 MAE(mean absolute error)、均

方根误差 RMSE(root mean square error)、平均绝对

百分比误差 MAPE(mean absolute percentage error)
和决定系数 R2(coefficient of determination)作为模

型的评价指标，其表达式分别为 

MAE
1

1 ˆ
m

t t
t=

x x
m
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式中：m 为数据集大小； tx 为真实值，ˆtx 为预测值；

tx 为平均值。 

3 实验过程及结果分析 

3.1 数据集 
使用 NASA 的锂离子电池公开数据集，选取 4
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组锂离子电池 B0005、B0006、B0007 和 B0018 的

数据，分别记录了电池的充电、放电和阻抗信息，

电池的充放电过程都在 24 ℃进行。充电过程，电

池以恒流 CC (constant current)1.5 A 充电直到电压

达到 4.2 V，再以 4.2 V 恒压 CV(constant voltage)
充电直到电流达到 20 mA。放电过程，电池 CC 放

电直到 B0005、B0006、B0007 和 B0018 电压分别

到 2.7 V、2.5 V、2.2 V 和 2.5 V。当电池容量下降

为 1.4 A∙h 时电池寿命终止。根据数据集 4 组电池

的放电数据中的放电循环次数和电池容量数据得

到锂电池容量退化曲线，如图 3 所示。 

 
图 3 锂离子电池容量衰减曲线 

Fig. 3 Capacity attenuation curves for lithium-ion batteries 

3.2 CEEMDAN 分解容量数据 
锂离子电池在放电循环过程中总体上电池容

量随循环次数呈现衰减的趋势，但是电池会出现容

量再生现象，且考虑外部环境等因素时原始容量数

据是充满噪音的。为了克服噪音对预测结果的影

响，引入 CEEMDAN 对 4 组电池原始容量数据进

行模态分解降噪。以 B0005 电池为例，具体分解结

果如图 4 所示。图中，IMF4 为趋势项，IMF1~IMF3  

 
图 4 B0005 电池容量的分解 

Fig. 4 Capacity decomposition of battery B0005 

为高频分量，分量依次按照频率的高低进行排列。 
3.3 随机森林计算分量权重 

高频波动分量虽然包含噪音，但是也存在对预

测结果有用的特征信息，为了降低原始容量噪音的

影响，同时又不舍弃高频分量里的有用信息，引入

随机森林计算各个分量的重要性权重。以最初的容

量数据为响应变量，各个模态分量为特征变量进行

回归。因 IMF4 为趋势项，设定其权重值为 1，以

此计算其余变量的权重值，结果见表 2。 

表 2 各分量权重 
Tab. 2 Weight of each component 

电池

编号 
IMF1 IMF2 IMF3 拟合优度 

B0005 0.023 47 0.064 61 0.109 86 0.999 28 
B0006 0.072 53 0.035 77 0.124 49 0.999 05 
B0007 0.027 50 0.088 81 0.076 66 0.998 98 
B0018 0.025 71 0.041 34 0.174 60 0.998 61 

3.4 模型预测及结果分析 
采用 CEEMDAN-RF-IHTS-GRU 模型预测并

与 CEEMDAN-GRU 和 CEEMDAN-RF-GRU 模型

进行对比，每个模型的预测评价指标见表 3。采用

CEEMDAN-RF-IHTS-GRU 模型预测并与常用的锂

电池 RUL 预测模型 LSTM 和 GRU 进行对比，以

B0005 电池为例，5 种方法的对比如图 5 所示。从

表 3 和图 5 可以看出，B0005、B0006、B0007、B0018
这 4 组电池的 CEEMDAN-RF-IHTS-GRU 预测精度

分别约为 98.86%、98.21%、98.89%、98.65%，相

对于 CEEMDAN-GRU 模型分别提高了约 3.29%、

2.91%、6.24%、3.29%，相对于 CEEMDAN-RF-GRU
模型分别提高了约 2.22%、2.05%、2.17%、2.03%。

CEEMDAN-RF-IHTS-GRU 的 预 测 性 能 最 佳 ，

CEEMDAN-GRU 和 CEEMDAN-RF-GRU 预测性

能中等，常用的锂电池 RUL 预测模型 LSTM 和

GRU 预测性能最差。 
从图 5 可知，锂电池 RUL 常用预测模型 LSTM

和 GRU 中，GRU 模型预测性能更好；采用

CEEMDAN 对数据进行降噪后的 CEEMDAN-GRU
模型相对于单一模型 GRU，预测精度得到了提高，

与常用锂电池 RUL 预测模型和组合预测模型相   
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表 3 模型评价指标 

Tab. 3 Model evaluation indexes 

电池编号 模型方法 MAE RMSE MAPE R2 

B0005 

CEEMDAN-GRU 0.079 748 308 0.093 434 078 0.052 924 016 0.955 691 057 

CEEMDAN-RF-GRU 0.056 394 519 0.073 341 876 0.034 298 689 0.966 430 894 

CEEMDAN-RF-IHTS-GRU 0.045 272 382 0.053 340 077 0.028 530 609 0.988 613 012 

B0006 

CEEMDAN-GRU 0.081 124 357 0.090 238 543 0.056 569 629 0.953 065 421 

CEEMDAN-RF-GRU 0.072 726 545 0.080 178 863 0.040 004 223 0.961 682 243 

CEEMDAN-RF-IHTS-GRU 0.043 419 471 0.053 632 821 0.027 668 782 0.982 149 533 

B0007 

CEEMDAN-GRU 0.076 101 236 0.091 211 411 0.058 416 542 0.926 516 441 

CEEMDAN-RF-GRU 0.058 435 219 0.076 413 712 0.042 346 161 0.967 217 441 

CEEMDAN-RF-IHTS-GRU 0.044 126 114 0.054 102 413 0.028 716 161 0.988 921 458 

B0018 

CEEMDAN-GRU 0.083 262 172 0.095 125 883 0.054 467 881 0.953 645 212 

CEEMDAN-RF-GRU 0.051 744 323 0.066 709 622 0.034 459 321 0.966 262 142 

CEEMDAN-RF-IHTS-GRU 0.041 394 236 0.051 566 231 0.026 716 436 0.986 542 123 

 

 

图 5 5 种方法的评价指标对比 

Fig. 5 Comparison of evaluation indexes among  

five methods 

比，CEEMDAN-RF-IHTS-GRU 预测模型具有更好

的精度和更低的误差。从表 3 可以看出，对比各个

型号电池的 3 种不同方法预测结果，CEEMDAN- 
GRU 模型加上 RF 算法之后，预测精度得到了较大

提高，说明采用 RF 对各个分量进行重要性权重的

计算是非常重要的，不仅能避免高频分量噪音的影

响 ， 还 不 舍 弃 其 中 有 用 的 信 息 ； CEEMDAN- 
RF-GRU 模型加上 IHTS 算法之后，精度也得到了

提高，说明 IHTS 算法对 GRU 模型的超参数进行

寻优是有必要的，既能避免人为随机设定和模型默

认参数值对结果造成的影响，又能找到最合适的参

数进行 RUL 预测。 
4 组电池的 CEEMDAN-RF-IHTS-GRU 模型拟

合效果如图 6 所示，可以看出所提模型在锂电池剩

余使用寿命预测上性能表现良好，具有较高的预测

精度。 
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图 6 4 组电池 CEEMDAN-RF-IHTS-GRU 模型拟合 
Fig. 6 Fitting of four groups of cells based on 

CEEMDAN-RF-IHTS-GRU model 

4 结语 

本文采用了 CEEMDAN-RF-IHTS-GRU 模型，

选取容量作为健康因子，经过处理得到放电循环中

容量的数据即原始容量数据，选取 CEEMDAN 对

原始容量数据进行模态分解，RF 计算每个分量的

重要性权重，迭代无限折叠混沌映射优化改进

HTS，再选用 IHTS 优化改进 GRU 模型建立

IHTS-GRU 模型，最后将各个分量 IHTS-GRU 预测

结果和重要性权重加权平均，进而得到锂离子电池

RUL。针对原始容量数据中存在锂离子电池容量再

生现象等噪音的影响，引入了 CEEMDAN 算法对

原始容量数据进行模态分解从而实现降噪，提高模

型预测的精度。考虑到模态分解后高频分量虽然充

满噪音，但是本身可能也含有对预测结果有用的

特征信息，为了降噪的同时不抛弃可用信息，引

入了 RF 计算每个分量的重要性权重，结果表明该

方法提高了预测精度。选用 GRU 模型进行预测，

使用 IHTS 算法寻找模型的最优超参数，得到

IHTS-GRU 模型，结果表明该方法提高了预测精

度。综上所述，本文所提 CEEMDAN-RF-IHTS- 
GRU 方法提高了 RUL 预测的精度且具有良好的

预测能力，为电池 RUL 预测提供了参考。 
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