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结合特征分析和 V-PSA-LSTM 的锂离子

电池 SOH 预估 
高治军，戴 瑞，宁 一，郭喜峰 

(沈阳建筑大学电气与控制工程学院，沈阳 110168) 

摘要：针对锂离子电池循环使用中的容量回升现象及其精准预估问题，提出了一种整合特征分析与创新变

分金字塔切分注意力长短期记忆 V-PSA-LSTM(variational pyramid split attention long short-term memory)网络模

型的方法。该方法对锂离子电池进行特征分析，通过 Pearson 相关系数筛选出与电池健康状态 SOH(state of health)
密切相关的健康特征，以揭示电池容量动态恢复等关键特性。提出的创新 V-PSA-LSTM 网络模型方案，将周期

变异激活机制融入金字塔切分注意力 PSA(pyramid split attention)算法中优化长短期记忆 LSTM(long short-term 
memory)网络，旨在强化 LSTM 模型对锂离子电池 SOH 的演化规律，特别是循环过程中容量起伏变化的精准捕

获能力。经验证，V-PSA-LSTM 模型在预估锂离子电池 SOH 时，显著减小了预估误差，均方根误差 RMSE(root 
mean square error)和平均绝对误差 MAE(mean absolute error)分别为 0.002 2 和 0.001 8，展示了在解决电池容量回

升问题和其精准预估问题上的优越性能。 
关键词：锂离子电池；PSA 算法；周期变异激活；长短期记忆算法；健康特征提取1 

SOH Prediction for Lithium-ion Batteries Based on Feature 
Analysis and V-PSA-LSTM 

GAO Zhijun, DAI Rui, NING Yi, GUO Xifeng 
(School of Electrical and Control Engineering, Shenyang Jianzhu University, Shenyang 110168, China) 

Abstract: Aimed at the phenomenon of capacity recovery and the problem of accurate prediction during the cyclic 
usage of lithium-ion batteries, an approach integrating feature analysis with an innovative variational pyramid split 
attention long short-term memory (V-PSA-LSTM) network model is proposed. This method performs the feature 
analysis of lithium-ion batteries, and Pearson correlation coefficients are employed to screen out the health features that are 
closely associated with the battery’s state of health (SOH), thereby revealing the key characteristics such as dynamic 
capacity restoration. Then, a novel V-PSA-LSTM network model is put forward, in which a periodic variation activation 
mechanism is incorporated into the pyramid split attention (PSA) algorithm to optimize the long short-term memory 
(LSTM) network for the first time. This design aims at enhancing the LSTM model’s capability to precisely capture the 
evolution patterns of SOH in lithium-ion batteries, particularly the fluctuating changes in capacity during the cyclic process. 
It is verified that the V-PSA-LSTM model significantly reduces prediction errors during the SOH prediction for lithium-ion 
batteries, e.g., the root mean square error (RMSE) and mean absolute error (MAE) are 0.002 2 and 0.001 8, respectively, 
indicating the exceptional performance in solving the problems of capacity recovery and accurate prediction. 

Keywords: Lithium-ion battery; pyramid split attention (PSA) algorithm; cyclical variational activation; long 
short-term memory (LSTM) algorithm; health feature extraction 
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锂离子电池广泛应用于众多领域，其稳定的

性能对确保设备安全运行与延长使用寿命至关重

要[1]。然而，随着时间推移，电池内部经历的复杂

物理、化学变化(包括非典型容量回升等非线性现

象)为准确判断电池健康状态 SOH(state of health)
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造成了重重障碍[2]。SOH 预估的准确度是保障电池

管理系统 BMS(battery management system)功能健

全、提升系统安全防护能力及实现能源高效配置的

先决条件。因此，理解并解决电池老化带来的评估

难题是提升电池技术应用效果的关键。 
鉴于对 SOH 预估的紧迫性，现有研究主要采

用 2 类方法开展：基于模型的方法和基于数据驱动

的方法。基于模型的方法能够直观反映电池内部的

工作机制和老化过程，有较强的可解释性。例如，

Amir 等[3]使用动态的等效电路模型对电池的 SOH
进行预估；Khodadati Sadabadi 等[4]使用电化学模型

来对锂离子电池进行预估。但电池老化过程涉及复

杂的化学和物理变化，对其建立精确的模型往往需

要大量的参数和复杂的计算，实施难度较大。借助

机器学习算法构建的数据驱动模型可以在不深入

探索电池内部微观结构演变细节的前提下，完成对

锂离子电池 SOH 的准确预测[5]。但在构建锂离子

电池 SOH 预估的数据驱动模型时，需要注重高质量

数据集的收集与整理，且必须选取恰当的电池健康特

征来充分表征电池内部状态变化[6]。Pearson 作为相

关系数的一种统计工具，被普遍用来衡量并排列不同

电池健康特征与电池 SOH 之间的关联强度[7]。 
此外，科研人员不断探索新方法以提升预估精

度。莫易敏等[8]采用了一种集成多健康因子与长短

期记忆 LSTM(long short-term memory)模型的策

略，以此来更准确地预估锂离子电池的 SOH。但

单一算法难以完美适用于所有的应用场景，尤其是

手动调节超参数这一耗时且可能缺乏普适性的过

程，故采用智能优化算法对机器学习的超参数进行

优化显得尤为必要。张永等 [9]利用粒子群优化

PSO(particle swarm optimization)算法对 LSTM 模型

参数进行了优化调整，有效提高了电池寿命预测的

准确度，但智能优化算法面临局部最优的问题。针

对该问题，一方面，邹红波等[10]通过混沌映射随机

初始化麻雀搜索算法 SSA(sparrow search algorithm)
的种群位置，增加探索多样性，有效缓解了该难

题，并据此改进了 SSA 以优化 LSTM 模型。虽然

混沌映射增加了种群随机性，但可能造成解空间

出现循环行为，影响全局探索。另一方面，徐佳

宁等[11]运用 Levy 飞行算法调整蚁狮优化算法，利

用其步长策略促进种群逃离局部最优，然而，这

种大步长策略可能减缓收敛速度，尤其是在种群

接近最优解时，过大的随机移动可能不利于精确

调整。 
虽然各研究通过不同策略有效应对了智能优

化算法的挑战，但同时也暴露了算法设计中的权衡

问题，如全局与局部探索的平衡、收敛速度与精度

的取舍。在此背景下，本文选用了金字塔切分注意

力 PSA(pyramid split attention)算法[12]。与传统比例

积分微分 PID(proportional integral derivative)算法

相比，PSA 算法引入了零输出因子来避免陷入局部

最优。但对于复杂问题，尤其是在高维搜索空间中，

该算法仍然存在陷入局部最优的风险。因此，本文

通过结合周期变异激活机制构成变分金字塔切分

注意力 V-PSA(variational-PSA)模型[13]，该模型通

过调节变异频率和幅度来应对不同类型的问题。对

于复杂问题，采用较高的变异频率和较大的幅度，

以增强全局搜索能力；而对于简单问题，采用较低

的变异频率和较小的幅度，以加快收敛速度。在电

池老化预估中，电池的退化是一个随时间累积、多

因素交织的过程，简单的特征提取可能无法完全

捕获这些复杂的动态变化。LSTM 模型因其在序

列数据分析、长期依赖捕捉、非线性关系解析及

多维信息整合方面的卓越效能，成为了评估电池

SOH 预估任务中的一个高效且灵活的解决方案。

本文将 PSA 算法与 LSTM 模型相结合，并通过周

期变异激活机制来优化 PSA-LSTM 模型，解决了

智能优化算法的常见问题，同时通过精准的 SOH
评估促进了资源的高效利用，优化了电池管理，

为推动绿色能源转型和可持续发展提供了切实的

技术支撑。 

1 电池数据集 

1.1 电池选择 
选择 NASA 数据集中的电池 B0005、B0007 和
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CALCE 数据集中的 CS2_36、CS2_37(统称为 CS2)
作为实验验证对象。在环境温度为 24 ℃的条件下，

采用充电和放电的不同模式对电池进行处理，操作

如下。 
充电阶段：使用 1.5 A 恒定电流 CC (constant 

current)模式，将电池充电至 4.2 V；然后切换到恒

定电压 CV (constant voltage)模式，继续以 4.2 V 的

电压对电池进行充电，直至电流降至 20 mA，以确

保电池的稳定性和可靠性。 
放电阶段：使用 CC 模式，以 2 A 的电流对电

池进行放电，直到电池 B0005 与 CS2 的电压均降

至 2.7 V、电池 B0007 的电压降至 2.5 V。电池的

SOH 退化曲线如图 1 所示。 

 

图 1 电池 SOH 的退化曲线 
Fig. 1 Degradation curves for SOH of batteries 

1.2 电池健康特征提取 

在针对锂离子电池 SOH 预估的任务中，特别

是在解决电池容量回升这一复杂现象时，精选出与

SOH 高度相关的健康特征尤为关键。通过深入分

析电池在实际工作循环中的充、放电过程，本文共

归纳提取出 20 项与电池 SOH 密切关联的关键性能

参数作为健康特征指标。这些特征包括但不限于电

池内阻、CC 与 CV 充电时间、电流与电压的平均

值、标准差及峰值，见表 1。每项健康特征均有其

对应的物理含义，能够细致体现电池在不同层面的

SOH 表现。 

表 1 电池健康特征提取 

Tab. 1 Extraction of health characteristics of battery 

健康特征 含义 

HF1 电池内阻 

HF2 CC 充电时间 

HF3 CV 充电时间 

HF4 充电平均电流 

HF5 充电平均电压 

HF6 充电电流标准差 

HF7 充电峰值电流 

HF8 充电电压标准差 

HF9 充电峰值电压 

HF10 放电平均电流 

HF11 放电平均电压 

HF12 放电电流标准差 

HF13 放电峰值电流 

HF14 放电电压标准差 

HF15 放电峰值电压 

HF16 充电时间比例 

HF17 放电时间比例 

HF18 电压下降比例 

HF19 内阻变化速率 

HF20 放电电压斜率 

Pearson 相关性系数因具有简单易懂、易于

计算、应用广泛及适用于线性关系分析等方面的

优点，可有效揭示各个健康特征与 SOH 之间的

线性关系强度，帮助识别与 SOH 变化密切相关

的核心健康特征。Pearson 相关系数的计算公   

式为 

pearson 2 2 2 2

( ) ( ) ( )
( ) ( ) ( ) ( )

E XY E X E Y
P

E X E X E Y E Y




 
 (1) 

式中：X、Y 分别为健康特征变量和 SOH 变量；

E(·)为数学期望；E2(·)为期望的平方。健康特征

和 SOH 的相关性排序如图 2 所示，具体相关系

数见表 2。 
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图 2 健康特征与 SOH 的 Pearson 系数排序 
Fig. 2 Ranking of Pearson coefficients between health 

characteristics and SOH 

表 2 健康特征的 Pearson 相关系数 
Tab. 2 Pearson correlation coefficients of  

health characteristics 

健康特征 
电池类型 

B0005 B0007 CS2_36 CS2_37 
HF1 -0.92 -0.93 -0.83 -0.85 
HF2 0.99 0.99 0.86 0.83 
HF3 -0.91 -0.88 -0.58 -0.58 
HF4 0.85 0.85 -0.12 -0.02 
HF5 -0.82 -0.83 -0.77 -0.70 
HF6 0.99 0.96 -0.62 -0.55 
HF7 -0.02 -0.01 -0.32 -0.16 
HF8 0.88 0.87 0.60 0.45 
HF9 0.59 0.36 0.08 0.05 

HF10 0.30 0.18 -0.29 -0.12 
HF11 0.99 0.98 0.88 0.89 
HF12 0.24 0.11 -0.07 -0.04 
HF13 0.11 -0.15 -0.12 -0.01 
HF14 -0.93 -0.64 -0.71 -0.71 
HF15 -0.24 0.02 0.72 0.72 
HF16 0.99 0.98 0.75 0.66 
HF17 0.97 0.96 0.29 0.15 
HF18 -0.78 0.11 0.23 0.17 
HF19 -0.92 -0.93 -0.01 -0.02 
HF20 0.99 0.98 0.98 0.98 

通过计算，不同电池类型的健康特征与 SOH
的相关性差异较大。根据 Pearson 系数的大小对健

康特征进行重要性排序。当 Pearson 系数越接近-1.0
或 1.0 时，表示该特征与 SOH 的相关性越强，其

重要性越高。因此，本文选取 Pearson 系数绝对值

大于 0.80 的健康特征。这些健康特征的优点在于

不仅能够保留关键数据，还可有效剔除冗余或含有

噪声的信息。该筛选方式不仅显著提升了预估模型

的稳健性和准确性，还有助于深入理解电池老化过

程，从而更好地应对电池容量回升等挑战。 

2 构建数据驱动的原理 

2.1 周期变异激活 

在群体智能算法中，当检测到群体多样性水平

低于预设阈值时，为了激发群体成员生成更丰富的

解空间分布，系统会启动变异算子以增加群体的多
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样性。相反，若群体多样性水平高于设定的阈值，

为了聚焦搜索并加速收敛于全局最优解，系统会选

择抑制变异算子，引导群体向更集中的搜索方向发

展。Pehlivanoglu[13]在其研究中巧妙运用小波分析

方法，有力证实了群体多样性在优化过程中呈现的

周期性波动现象。基于这一理论基础，本文提出一

种多频率振动算法的创新方案。不同于以往依赖固

定多样性阈值的传统方法，该算法创新性地将周期

性变异策略直接融入优化进程，允许群体在不同频

率下自然地经历多样性增加和减少的交替阶段。通

常情况下，变异操作可用数学表达式简洁概括，通

过数学表达式动态调控群体的多样性水平，从而平

衡探索与开发，有效提升算法在复杂优化问题上的

求解能力和效率。群体中的粒子在整个设计空间中

传播，其更新公式为 

, , rand( 1) ( )[1 (0.5 ) ]i j i jx t x t A r      (2) 

式中： , ( )i jx t 为第 t 次迭代时第 i 个粒子在第 j 维上

的位置，i、j 分别为粒子索引和维度索引， 1,i   

2, , s ， 1, 2, ,j d  ，s、d 分别为种群规模和搜

索空间维度；A 为变异幅度； randr 为[0,1]区间内分

布的随机数； 为变异触发标志，取 0 或 1，决定

是 否 在 当 前 迭 代 执 行 变 异 ， 其 表 达 式 为    

r

r

1    
=1, 2,

0   
t nf

n
t nf


 

，fr 为变异频率，n 为触发变异

的次序。受这种周期性变异方法的启发，本文通过

式(2)周期性地调整种群中个体的变异程度，实现了

对搜索空间的有效探索与收敛优化的平衡。 

2.2 PSA 算法 

PID 算法是一种由比例积分微分控制的递归

算法。PSA 算法灵感来自于 PID 算法，该算法主要

从 2 个方面进行优化，具体如下。 

(1)计算系统偏差的差异。 

在 PID 算法中，系统偏差指的是目标值与真实

值之间的差值。在 PSA 算法中，系统偏差被重新

定义为每个个体与其历史最佳个体 x*(t)之间的差

值。由于最佳值可能会发生变化，因此前一次迭代

的偏差并非简单地等于前一次迭代的系统偏差。为

了解决这个问题，PSA 算法计算第 t 次迭代时，前

一次迭代的系统偏差的表达式为 
* *

1( ) ( 1) ( ) ( 1)k ke t e t x t x t       (3) 

式中：k 为当前迭代的步数索引； ( 1)ke t  为迭代 t-1
次时第 k 次的系统偏差。 

(2)对 PID 进行调节。 
在增量 PID 控制中，控制量的变化量定义为当

前时刻与前一时刻控制量之差，并以此变化量作为新

的控制量。设 Δu(t)为第 t 次迭代时控制量的变化量，

传统 PID 算法与 PSA 算法计算Δu(t)的表达式分别为  

PID p 1 i( ) [ ( ) ( 1)] ( )k k ku t K e t e t K e t       

    d 1 2[ ( ) 2 ( 1) ( 2)]k k kK e t e t e t      (4) 

PSA p 2 1

i 3 d 4

( ) [ ( ) ( 1)]
( ) [ ( )

k k

k k

u t K e t e t

K e t K e t

      

     　　

r
r r

 

    1 22 ( 1) ( 2)]k ke t e t     (5) 

式中： pK 、 iK 、 dK 分别为比例、积分、微分调整

系数，分别设为 1.0、0.5、1.2；r2、r3、r4 均为 n

行 1 列 0~1 的随机向量。在传统的 PID 算法中，

PID 控制器的输出值为 0 表示真实值已达目标值。

然而，如果所有解都接近最优解，特别是在迭代初

期，算法可能陷入局部最优而无法找到全局最优

解。为避免此情况发生，PSA 算法引入零输出调节

因子 o(t)。该因子会根据迭代次数动态调整，较大

的因子初值有助于广泛搜索；随着迭代次数的增

加，o(t)逐渐减小，使算法更专注于寻找当前最佳

解，该因子的表达式为 

5
2

1 ( 1) 2

( ) [cos (1 ) ] ( )
[ln ( 2) ln ( )]

(1 ) sin (π 2)
| | (1 2) 2

ko t t T L e t

T t T

L  





  
  

    


  


            

r

u
v

 (6) 

式中： 为调整系数；r5 为 n 行 d 列 0~1 的随机向

量；L 为 Levy 飞行步长因子；u、v 分别为服从标

准正态分布的 n 行和 d 列随机数的矩阵；β 为值为

1.5 的因子。由于所有个体的更新都与 Δu(t)和 o(t)
相关，故新的种群更新公式为 

6

( 1) ( ) ( ) (1 ) ( )
cos ( )

t t u t o t

t T

 


       
 

x x
r

 (7) 
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式中： ( )tx 为第 t 次迭代时的种群位置矩阵； 为

动态权重系数；r6 为 0~1 的随机向量。 

将周期变异与 PSA 算法结合，可以得到 V-PSA

算法。该算法凭借其独特的系统偏差处理方式与创

新的周期变异激活策略，既可在广泛的搜索空间

中探寻潜在的最优解，又能适时地精细化优化已

有的最优解，显著提升了对锂离子电池 SOH 预估

的准确性和优化效率。V-PSA 算法的具体流程如

图 3 所示。 

 

图 3 V-PSA 算法流程 
Fig. 3 Flow chart of V-PSA  

2.3 LSTM 神经网络 

LSTM 网络是一种特殊的循环神经网络，其基

本结构如图 4 所示。图中： 1tC  为上一时刻的细胞

状态； 1  th  为上一时刻的隐藏状态； fW 为遗忘门

的权重矩阵。该网络能够有效处理长序列数据，并

学习长期依赖关系。LSTM 网络包括遗忘门 f、输

入门 i、输出门 o 3 个关键门。其中，遗忘门决定

是保留还是遗忘之前的记忆，其表达式为 

f 1 f[ *( , ) ]t t tf h b  W X  (8) 

式中： tf 为遗忘门的输出； tX 为当前时刻的输入

向量； fb 为遗忘门的偏置项。 

 

图 4 LSTM 网络基本结构 
Fig. 4 Basic structure of LSTM network 

输入门决定更新到细胞状态中的信息；输出

门根据当前输入和记忆状态决定输出的信息。每

个门控单元均由 1 个 sigmoid( ) 层和 1 个 tanh 层

组成，通过这些层的计算，LSTM 模型网络能够

实现信息的选择性存储和传递。此外，循环权重

和偏置也在网络中起着重要作用。LSTM 模型网

络中的输入门、候选细胞状态和输出门的计算表

达式分别为 

i 1 i( *[ , ] )t t tI h b  W X  (9) 

c 1 ctanh ( *[ , ] )t t tC h b W X  (10) 

c 1 o( *[ , ] ) tanh ( )t t t tO h b C  W X  (11) 

式中：It 为输入门的输出，取值范围为 0~1，控制

是否更新细胞状态；Ct 为候选细胞状态，通过 tanh

函数生成新信息；Ot 为输出门的输出，取值范围为

0~1，控制当前隐藏状态的输出；Wi、Wc、Wo 分别

为输入门、候选细胞状态、输出门的权重矩阵；bi、

bc、bo 分别为输入门、候选细胞状态、输出门的偏

置项； ( )  函数通常用于将输入数据映射至[0, 1]

区间； tanh( ) 函数可将数据缩放至[-1, 1]区间，进

而获得更好的效果。 

3 实验结果与分析 

3.1 模型参数选择 
A 决定了变异的程度，较大的 A 促进群体探索

更广阔的解空间，有助于避免陷入局部最优；较小

的 A 有助于群体在已发现的良好解附近进行精细

搜索，加速收敛。fr 控制着这种探索行为的转换频
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率，该值过高可能导致算法无法深入优化某个区

域；过低则可能错过全局最优解。 
贝叶斯优化算法是一种全局优化方法，它使

用概率框架寻找目标函数的全局最优解。在电池

SOH 预估模型优化中，该算法发挥着关键作用，

如在 V-PSA 算法中动态调整 A 和 fr。该算法可基

于历史的优化过程信息智能地决定这些参数，进

而平衡探索与开发过程。同时，该算法既可避免

自身陷入局部最优，又不牺牲全局搜索效率。此

外，该算法通过动态调整 V-PSA-LSTM 模型的参

数，展示学习过程中的观察结果，不断迭代更新

搜索空间分布，以逼近最优的 A 和 fr，从而在每

一步均更有效地平衡探索和开发过程，最终获得

更精确的 SOH 预估值，确保电池管理系统的稳

定性和能源的可持续性。图 5 为贝叶斯优化算法

的搜索过程，该过程通过找出最小可行点来选择

合适的 A 和 fr。 

 

图 5 贝叶斯优化算法选择变异幅度和频率的过程 

Fig. 5 Process of variation amplitude and frequency 

selected by Bayesian algorithm 

3.2 构建实验模型 

本文通过特征分析确定了关键健康特征，并结

合 V-PSA-LSTM 模型成功实现了对锂离子电池

SOH 的高精度预估，特别是在面对电池循环过程

中复杂的容量回升和动态变化时，表现出色。其具

体流程如图 6 所示，具体步骤如下。 
(1)通过特征分析，从锂离子电池的充放电过程

中挑选了 20 项关键健康特征，利用 Pearson 相关系

数分析这些特征与 SOH 的关系，进而选择与 SOH
高度相关的特征作为模型输入。 

(2)对输入数据进行归一化处理，并将归一化数

据划分为训练集和测试集。 

(3)通过贝叶斯优化算法对周期变异激活机制

的 A 和 fr 进行离线优化，并在优化完成后获得最佳

参数 A 和 fr。V-PSA 算法通过动态调整群体多样性

和聚焦搜索，优化了 LSTM 模型网络的参数，尤其

对 LSTM 模型的隐藏层结构、学习率及训练迭代次

数进行了优化设置。 

(4)通过计算预估值与真实 SOH 之间的均方

根误差 RMSE(root mean square error)与平均绝对

误差 MAE(mean absolute error)等指标，评估模型

的预估性能。其中，RMSE 和 MAE 的表达式分

别为 

2
RMSE

1

1 ˆ( )
n

i i
i

y y
n 

    (12) 

MAE
1 ˆ| |

n

i i
i

y y
n

    (13) 

式中：n 为测试样本数量； iy 为第 i 个样本的 SOH

预估值； ˆiy 为第 i 个样本的 SOH 真实值。 

3.3 实验结果与分析 

为了全面验证 V-PSA-LSTM 模型在预估锂离

子电池 SOH 的优越性能，本文选取了 3 种具有代

表性的对比算法进行对照实验。其中，作为基准模

型的是未经额外优化的 LSTM 模型，它直接应用于

SOH 预估任务；PSO-LSTM 模型是将 PSO 算法与

LSTM 模型结合，通过优化 LSTM 模型的关键参数

来增强 SOH 预估的准确性；剩余对比算法是

PSA-LSTM 模型。本文对不同类型的锂离子电池

SOH 预估进行了可视化对比，实验结果如图 7 所

示，图清晰显示了各算法在预估精确度方面的差

距。同时，通过表 3 详细列出了在预估不同锂离子

电池 SOH 时，每种方法对应的 RMSE 和 MAE。这

2 个关键指标能够直接量化各种算法的预估误差，

进而为 V-PSA-LSTM 模型的优越性提供客观的定

量评估依据。 
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为了保证实验的普适性与有效性，本文对实验

数 据 集 的配置 做 了 安排。 针 对 NASA 电 池 和

CALCE 电池数据集，分别选取 38%、48%、58%

循环周期的数据作为训练集。该选取方法既考虑了

不同来源数据的特点，也保障了数据样本的充足，

使得到的结论更具说服力。 

根据表 3 中可知，无论是针对 NASA 电池数

据集还是 CALCE，V-PSA-LSTM 模型均表现出最

佳的预估性能。本文计算了各方法在所有电池

(B0005、B0007、CS2_36、CS2_36)及所有训练集

比例(38%、48%、58%)下的整体平均值(共 12 个值

的平均)，具体表现为：在未经优化的标准 LSTM

模型中，所有电池的平均 RMSE 都达到了 0.028 4，

而平均 MAE 则为 0.021 0；采用 PSO-LSTM 模型

后，平均 RMSE 减小至 0.010 0，平均 MAE 相应地

减小为 0.008 2，表明 PSO 的引入显著改善了预估

精度；采用 PSA-LSTM 模型后，平均 RMSE 进一

步减小至 0.006 7，平均 MAE 减小至 0.005 4，验

证了 PSA 算法相对于 PSO 在优化 LSTM 模型性能

上的优势，其误差降低幅度约为 33%；最具创新性

的 V-PSA-LSTM 模型更是实现了显著的性能飞跃，

所有电池的平均 RMSE 仅为 0.003 6，平均 MAE

小至 0.002 7。与 PSA-LSTM 模型相比，V-PSA- 

LSTM 模型在 RMSE 上的降幅高达约 50%，这凸

显了将周期变异激活机制整合进 PSA 算法后，对

LSTM 模型优化所产生的显著影响，有力证明了周

期变异优化种群策略在提升锂离子电池 SOH 预估

精度上的卓越成效。  

 

图 6 结合特征分析与 V-PSA-LSTM 的 SOH 预估流程 
Fig. 6 SOH estimation process combining feature analysis and V-PSA-LSTM 
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图 7 电池的 SOH 预估结果 
Fig. 7 Results of SOH prediction for batteries 

表 3 电池 SOH 的预估误差 
Tab. 3 SOH prediction errors of batteries 

电池 
型号 

预估模型 
38%循环周期 48%循环周期 58%循环周期 

RMSE MAE RMSE MAE RMSE MAE 

B0005 

LSTM 0.025 9 0.019 5 0.016 2 0.012 1 0.013 3 0.011 1 
PSO-LSTM 0.015 0 0.013 1 0.011 7 0.010 3 0.007 7 0.006 3 
PSA-LSTM 0.009 1 0.008 4 0.009 5 0.007 9 0.004 6 0.003 9 

V-PSA-LSTM 0.008 3 0.007 0 0.005 3 0.004 6 0.002 4 0.001 8 

B0007 

LSTM 0.058 6 0.052 9 0.014 1 0.011 6 0.013 4 0.012 3 
PSO-LSTM 0.008 3 0.006 6 0.009 0 0.007 9 0.006 5 0.005 5 
PSA-LSTM 0.007 7 0.006 7 0.006 7 0.005 4 0.005 2 0.004 0 

V-PSA-LSTM 0.004 6 0.003 8 0.003 1 0.002 6 0.002 7 0.002 2 

CS2_36 

LSTM 0.039 7 0.025 5 0.038 5 0.024 9 0.033 3 0.024 7 
PSO-LSTM 0.014 1 0.012 3 0.012 6 0.009 9 0.008 2 0.006 3 
PSA-LSTM 0.012 6 0.009 2 0.004 5 0.003 5 0.004 2 0.003 3 

V-PSA-LSTM 0.004 7 0.002 0 0.003 1 0.002 4 0.002 2 0.001 8 

CS2_37 

LSTM 0.049 1 0.031 2 0.027 4 0.017 6 0.012 4 0.009 4 
PSO-LSTM 0.011 1 0.009 5 0.009 6 0.006 9 0.007 6 0.004 7 
PSA-LSTM 0.006 7 0.005 0 0.006 3 0.005 3 0.004 1 0.003 1 

V-PSA-LSTM 0.003 7 0.002 2 0.002 1 0.001 4 0.001 8 0.001 6   
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3.4 V-PSA-LSTM 模型与其他论文模型进行对比 
为了验证 V-PSA-LSTM 模型的优越性，将其

与其他文献中的 IGBA-BP[14]、Bi-LSTM-TT[15]及

VMD-DBO-SVR[16]模型进行比较，评估其在 NASA
电池数据集下预估锂离子电池 SOH 时的 RMSE 表

现。其中，58%循环周期之前的数据指定为训练集，

用于训练模型学习电池容量变化的复杂模式；之后

的数据作为测试集，以此来评估模型对未见数据的

预估能力。具体对比结果见表 4。 

表 4 电池 SOH 预估模型的 RMSE 对比结果 
Tab. 4 Comparison results of RMSE among SOH 

prediction models for batteries 

电池型号 预估模型 RMSE 

B0005 

IGBA-BP 0.003 7 
Bi-LSTM-TT 0.004 5 

VMD-DBO-SVR 0.004 7 
V-PSA-LSTM 0.002 4 

B0007 

IGBA-BP 0.003 5 
Bi-LSTM-TT 0.003 8 

VMD-DBO-SVR 0.004 8 
V-PSA-LSTM 0.002 7 

从表 4 中可以看出，V-PSA-LSTM 模型的平均

RMSE 最小，仅约为 0.002 5，明显小于其他 3 种

算法，这表明 V-PSA-LSTM 模型的预估精度优于

其他算法。 

4 结论 

本文通过实验分析得出以下结论。 

(1)在数据预处理阶段，对 20 个关键电池健康

特征进行深入分析，利用 Pearson 相关系数鉴别并

筛选出与 SOH 高度相关的特征，将精选的健康特

征作为数据驱动模型的多元输入，从而增强了对电

池容量回升和整体 SOH 的精确预估能力。 

(2)在构建数据驱动模型的过程中，创新性地采

用了周期变异激活机制，通过调控种群多样性的方

式优化了PSA算法，进而优化了LSTM 模型。 V-PSA

算法的运用显著提升了 LSTM 在预估锂离子电池

SOH 时的准确性与稳定性。 

(3)通过设计优化的算法，成功增强了 LSTM
模型对锂离子电池老化特征的学习能力，验证了其

在 SOH 评估上的精确性。实践证明，专注于算法

层面的优化是对现有电池健康管理技术的重要补

充，展现了巨大的应用潜力和环境经济效益。结果

显示，本文所提方法能显著促进电池资源的高效管

理与维护、延长使用寿命、降低经济成本，为实现

绿色能源转型与可持续性目标提供了切实可行的

策略。 
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