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摘要：准确估计电池健康状态 SOH (state of health)可以有效提升电池系统运行安全性。针对不同工况下 SOH
估计精度不稳定的问题，提出一种基于集成模型的锂离子电池 SOH 估计算法。首先对电池充电阶段开展容量增

量 IC(incremental capacity)分析，并提取健康因子作为电池 SOH 的有效特征，接着采用支持向量回归 SVR(support 
vector regression)模型与反向传播 BP(back propagation)神经网络模型组合构建集成模型，实现对电池 SOH 的在线

评估。实验结果表明，所提出的集成模型相较于 2 个子模型最大误差 RMSE(root mean square error)分别下降了

38.1%和 23.7%，均方根误差分别下降了 47.8%和 20.0%，所提方法能更准确估计不同工况下的电池 SOH，削弱

了单个模型估计的不稳定性因素。 
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Abstract: Accurate estimation of the battery state of health (SOH) can effectively improve the safe operation of 
system. Aiming at the problem of unstable SOH estimation accuracy under different working conditions, a stacking 
model-based method for lithium-ion battery SOH estimation is proposed. The method firstly carries out incremental 
capacity (IC) analysis for the charging data, and extracts the health factor as an effective feature, and then constructs an 
stacking model by stacking the support vector regression (SVR) and back propagation (BP) neural network model to 
realize the on-line evaluation of the battery SOH. The experimental results show that the maximum error of the stacking 
model proposed decreases by 38.1% and 23.7%, and the root mean square error (RMSE) decreases by 47% and 20% 
compared with the two sub-models. The proposed method can more accurately estimate the SOH under various 
operating conditions, mitigating the instability factor of the single model estimation. 
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1锂离子电池具有能量密度大、循环寿命长等优

势，被大量应用于新能源汽车，并且作为核心零部

件决定了新能源汽车的性能与可行驶里程。随着电

池使用寿命的逐渐增加，电池内部的电化学反应会

导致电池内部的材料发生不可逆的损失，进而影响

电池的性能，严重时需要及时更换电池[1]。电池健 
                                                                 
收稿日期：2024-02-28；修回日期：2024-03-26，2024-04-09；
录用日期：2024-04-17；网络首发日期：2024-06-11  

康状态 SOH (state of health)的准确估计是电池管理

系统的重要环节，通过该环节可以对电池的故障进

行早期检测，提高电池组运行的安全性与稳定   
性[2]。因此，准确估计锂离子电池的 SOH 具有重

大研究意义[3]。 
现有的 SOH 估计方法可分为 3 类：实验估计

法、模型估计法和数据驱动法。实验估计法是对电

池容量、电池阻抗和电化学阻抗谱等与电池老化相 
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关的特征参数直接进行测量，一般用在研究电池

退化机理的理论研究中，具有最高的估计精度，

并且对不同类型的电池均具有普适性。但是实验

估计法要求也较高，该方法不仅需要具有较高精

度的实验测试设备，且可操作性差，只能在实验

室条件下进行，在实际运行条件下应用会受到采

集精度、采集数据准确度、运行工况等多方面的

影响[4]。模型估计法基于电池的老化机理，通过分

析 与 电 池 老 化 有 关 的 健 康 因 子 来 估 计 电 池 的

SOH，该方法可以在复杂工况下对电池的内部特

性与外部特性进行模拟，其常用模型有电化学模

型与等效电路模型[5]。模型估计法的优势在于对不

同环境、不同运行工况下的电池均有较好的 SOH

估计方法与较高的估计精度，且可在电池机理层

面解释电池的老化过程；其缺点是模型一般较为

复杂，计算量较大且数据质量要求高，在线实时

估计困难[6]。数据驱动法仅需电池组的可测试数

据，如电压、电流、温度等数据，即可从历史序

列中挖掘出电池性能的衰退模式，然后使用特定

的算法构建模型，最后应用其他电池的输入估计

电池的 SOH[7]。数据驱动法的适应能力强，不需

要对电池内部复杂的电化学反应过多分析，也不

需要准确的电池模型，只需要电池运行的数据即

可进行 SOH 的估计，但其估计的精度受数据质量

的影响较大，当数据质量较差时估计结果的精度

会大大降低。但是相较于实验估计与模型估计法，

数据驱动法使用较为简便，是目前电池 SOH 估计

中最常见的一种方法[8]。 

由上可知，数据驱动法在锂离子电池 SOH 估

计领域具有较大的应用场景。本文通过支持向量机

回归 SVR(support vector regression)模型与反向传

播 BP(back propagation)神经网络模型叠加构建了

集成模型，建立了电池充电容量增量 IC(incremental 

capacity)曲线的特征量到 SOH 的映射关系，集成模

型在 2 个子模型的基础上，增加了模型的稳定性。

实验结果表明集成模型具有更高的估计精度，对不

同工况下的电池具有良好的适应能力。 

1 实验设计 

本文实验包含 10 节额定容量为 36 A∙h、额定

电压为 3.6 V 的电池单体，5 种不同温度应力与

不同倍率应力的工况。具体工况设置见表 1。 

表 1 电池老化测试条件 
Tab. 1 Aging test conditions of the experimented battery 

电池编号 实验温度/℃ 充/放电倍率(C) 
B1、B2 25 1.0/1.0 
B3、B4 45 1.0/1.0 
B5、B6 10 1.0/1.0 
B7、B8 25 0.5/1.0 
B9、B10 25 1.0/1.5 

实验流程包括老化循环实验与定期的性能测

试，具体实验步骤如下。 

步骤 1 充电选择恒流恒压充电方式，首先以

设置的倍率充电至截止电压 4.15 V；然后改为恒压

充电，直至充电电流减小至 0.05C 后，停止充电。 

步骤 2 放电选择恒流放电方式，以设置的倍

率放电至截止电压 2.5 V 后，停止放电。 

步骤 3 重复步骤 1 与步骤 2，每间隔 100 次循

环实验进行 1 次性能测试。性能测试包括混合脉冲

功率特性 HPPC(hybrid pulse power characterization)

测试，小电流测试与不同倍率的充放电测试。 

步骤 4 在电池衰退至截止条件后，停止循环

实验并进行最后一次性能测试，实验结束。 

随着电池循环圈数的逐渐增加，电池内部的

化学材料不断损失，与此同时，不可逆反应还原

的化学产物也在不断累积，导致电池性能不断衰

退。本文 10 节电池的容量衰退曲线如图 1 所示。

可以看出，不同工况下电池的循环寿命有较大区

别，B7 与 B8 电池的循环寿命可达约 900 圈，而

B5 与 B6 电池的循环寿命仅有约 200 圈，电池容

量的衰退路径为非线性衰退，且在某些循环下出

现了容量恢复现象。上述现象均使得电池的 SOH

估计变得更为复杂，给估计过程带来了更大的不

确定性。 
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图 1 数据集容量衰退曲线 
Fig. 1 Capacity degradation curves of the dataset 

2 特征提取与分析 

2.1 特征提取 
将电池充放电过程中电压-容量(U-Q)曲线微

分即可得到容量增量(IC)曲线。IC 曲线将电压转化

为更容易观察的峰值，在锂离子电池全寿命期间的

变化状态与电池的 SOH 有着一定联系。该曲线具

有较高的敏感性，并且可以从侧面分析电池内部的

电化学健康状态。图 2 展示了 B1 电池充电阶段的

U-Q 曲线与 IC 曲线。IC 曲线的不同峰值与谷值较

好地反映出了 U-Q 曲线的不同阶段，通过分析 IC
曲线中的波峰、波谷以及对应的区间面积等信息估

计电池的 SOH。 

 

图 2 充电阶段 U-Q 曲线与 IC 曲线 
Fig. 2 U-Q curve and IC curve during charging stage 

图 3 为在性能测试中 IC 曲线随着循环次数增

加的变化图，并选择了 S-G 滤波器对曲线噪声进行

滤波处理。随着充放电次数的逐渐增加，IC 曲线

的峰高与峰位置的变化具有一定的规律性，峰①、

峰②、峰③的峰值逐渐降低，同时 3 个峰对应的电

压位置均有着一定程度的右偏移。此外，峰③的峰

值随着电池老化逐渐变得不明显，在某些电池的老

化末期甚至完全消失。由于峰③在老化状态的后期

完全无法使用，因此选择峰①和峰②的峰高度与峰

位置作为特征，不在峰③上提取特征。 

 

图 3 IC 曲线变化图 

Fig. 3 IC curve evolution over the full life cycle 

由于电池的衰退信息更多地表现在 IC 曲线的

整体而非某些单独的数据点上，因此对整个充电过

程进行分段，选择每一段 IC 曲线对应的面积作为

模型的输入。选择峰①与峰②2 个峰之间的谷值点

作为第一个电压分段点；在第二个电压分段点的选

择上，由于峰③的位置在电池的老化末期难以确

定，因此选择 3.75 V 为分段点。图 4 展示了部分特

征与容量间的相关性。 

 

图 4 部分特征与容量变化的关系图 

Fig. 4 Selected features vs. capacity curves 
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2.2 特征分析 
本文选择距离相关系数函数作为特征的评价

方法，计算公式为 

cov
corr

cov cov

ˆ ( , )ˆ ( , )
ˆ ˆ( , ) ( , )

d u v
d u v

d u u d v v
  (1) 

式中：u 与 v 为待分析的变量； corr
ˆ ( )d  为样本距离

相关系数估计函数，取值[0, 1]，越接近 1，说明依

赖关系越强，为 0 时表示变量相互独立； cov
ˆ ( )d  为

样本距离协方差估计函数。距离相关系数是为了克

服 Pearson 相关系数的弱点而构建的，即使 Pearson
相关系数为 0，两变量之间也可能为非线性相关的

关系，但如果距离相关系数为 0，则两变量一定相

互独立。所有电池特征与充电容量间的距离相关系

数见表 2。 

表 2 所有电池特征与充电容量间的距离相关系数 
Tab. 2 Distance correlation coefficient between all battery 

features and charge capacity 

特征 距离相关系数 
峰①高度 0.955 0 
峰①位置 0.916 8 
峰②高度 0.975 8 
峰②位置 0.875 5 

第一段 IC 曲线对应面积 0.856 8 
第二段 IC 曲线对应面积 0.669 7 
第三段 IC 曲线对应面积 0.781 4 

所选择的特征与电池的充电容量之间有着较

强的相关性，大部分特征在不同工况下与容量间的

相关性可达 0.800 0 以上，随着电池容量的逐渐衰

减，特征也有着较为规律的变化，可以很好地用来

估计电池的 SOH。 

3 机器学习算法 

3.1 支持向量回归(SVR) 
支持向量回归 SVR 是支持向量机 SVM(sup- 

port vector machine)中一个很重要的分支，回归问

题解决的是寻找 1 个最优超平面，可以使得所有的

样本点到超平面之间的距离“最短”[9-10]，其基本

原理如图 5 所示。 

 

图 5 SVR 基本原理图 

Fig. 5 Basic principle diagram of SVR 

对于线性硬间隔 SVR，优化目标为 

2

,

1min || ||
2bw

w   (2) 

式中，w 为权重向量；b 为偏置。其中位于边界内

的点满足条件 

| ( ) |i iy b   ≤wx   (3) 

式中： iy 为第 i 个样本的真实值； ix 为第 i 个样本

的输入特征向量； 为误差容忍度。参数 w、b 的

确定，不仅需要最大化间隔带，同时也需要最小化

损失。 
w 和 b 是决定超平面的 2 个参数，经过模型训

练可以得到最优的 w 和 b，即可获得最优的超平

面。SVR 的代价函数为 

1
[ ( ), ]

I

i i
i

l f y

 x   (4) 

0 | |
( )

| |
z

l z
z





   其他

≤
 (5) 

式中：I 为样本总数； ( )l  为误差容忍度函数； ( )if x

为第 i 个样本的预测值；z 为误差项。 
从而 SVR 问题可形式化为 

2

, 1

1min || || [ ( ), ]
2

I

i ib
i

C l f y


 w
w x  (6) 

式中，C 为惩罚系数。引入松弛变量 ，使 SVR
的要求降低，即允许一些数据点不在区间内，SVR
问题可重写为 

2
ˆ, , , 1

1 ˆmin || || [ , ]
2i i

I

i i
b i

C
 

 


 
w

w  (7) 

3.2 BP 神经网络模型 
BP 神经网络是一种拥有 3 层或多层的神经
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网络，每一层网络均由若干个神经元构成，且

左侧的每一个神经元均与右侧的每一个神经元

连接，而每一层内部的上、下神经元之间没有

连接 [11]。图 6 为只有 1 个隐含层的 BP 神经网

络模型。 

 

图 6 BP 神经网络模型 
Fig. 6 BP neural network model 

BP 神经网络的构建就是依据输入信号的前向

传播与预测误差的反向传播。假设神经网络结构为

图 6 所示的 3 层 BP 神经网络，输入层的节点数目

为 n，隐含层的神经元数目为 l，输出层的节点数

目为 m。隐含层的输出为 

1

n

j ij i j
i

H g w x a


 
  

 
  (8) 

式中：g(∙)为激励函数；wij 为输入层与隐含层之间

的权重； ix 为第 i 个样本的输入；aj 为输入层与隐

含层之间的偏置。 
输出层的输出为 

1

l

k j jk k
j

O H w b


    (9) 

式中：wjk 为隐含层与输出层之间的权重；bk 为隐

含层与输出层之间的偏置。 
权重与偏置的更新迭代公式为 

1
(1 )

m

ij ij j j i jk k
k

jk jk j k

w w H H x w e

w w H e






   

  

  (10) 

1
(1 )

m

j j j j jk k
k

k k k

a a H H w e

b b e







  


  

  (11) 

式中：η 为学习速率； ke 为输出层第 k 个神经元的

误差项。 

3.3 集成模型 

SVR 模型可采用不同的核函数向高维空间映

射，使用简单，但数据量较大时效果较差，且该模

型对初始参数与核函数的选择较为敏感，受缺失数

据的影响较大；BP 神经网络模型可以处理高维度

数据，适应能力强，但对数据量的需求较大，且其

结构较为复杂，调参工作较为烦琐。本文结合 2 个

模型的优点，构建新的集成模型。 

图 7 为集成模型的框架图，其思路是并行训练

各自独立的不同类型的模型，再将每个模型的输出

值输入到 1 个训练好的集成计算模型中，将各个模

型中的输出结果进行结合。首先构建好电池的健康

因子数据；然后将其分别输入到 SVR 模型与 BP

神经网络模型中，得到 2 个 SOH 估计值；最后在

集成计算模块中采用数学平均的方法计算两者的

平均值，得到最终的 SOH 估计值。 

 

图 7 集成模型框架图 

Fig. 7 Stacking model framework diagram 

4 SOH 估计结果 

10 节电池的衰退路径都呈现出从近似线性

衰退开始，逐渐过渡到加速衰退的变化过程，但

是不同的实验工况导致电池的衰退速率也有差
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异，本文基于容量增量法提取的 7 个特征，并结

合上述的 3 种机器学习算法，构建了 3 种 SOH
估计模型。 

在数据集的划分上，选择 4 节电池作为训练

集，分别为 B1、B3、B7、B9，其余 6 节电池作

为验证集。SVR 模型中惩罚因子为 6.0，径向基

函数参数为 0.1。BP 神经网络模型中迭代次数设

置为 1 000 次，预测误差阈值为 10-6，学习率为

0.01。所有电池在所有模型下的估计结果如图 8
所示。采用最大绝对百分比误差、平均绝对百分

比误差和均方根百分比误差计算模型在验证集

上的误差，具体计算方法见表 3，其中 ˆiy 为第 i

个样本的估计值。 

 

图 8 验证集电池估计结果 
Fig. 8 Estimation results of the validation set  

所有模型的误差对比如图 9 所示，误差统计结

果见表 4。由于电池工况的不同，单个模型输出的

估计结果可能会存在不稳定的现象，如 B5 电池和 

表 3 误差评价体系 
Tab. 3 Error evaluation system 

误差 表达式 

最大绝对百分比误差 
1

ˆmax ( ) /i i i
i n

y y y
≤ ≤

 

平均绝对百分比误差 
1

1 ˆ( ) /
N

i i i
i

y y y
N 

  

均方根百分比误差 2

1

1 ˆ[( ) / ]
N

i i i
i

y y y
N 

  
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图 9 所有模型误差对比图 
Fig. 9 Error comparison of all models 

表 4 单一模型与所提模型误差统计结果 
Tab. 4 Error statistics results of single models and  

the proposed model 

估计模型 
最大绝对百

分比误差/% 
平均绝对百分

比误差/% 
均方根百分比

误差/% 

支持向量机 2.91 0.14 0.23 

BP 神经 
网络 

2.36 0.08 0.15 

集成模型 1.80 0.04 0.12 

B6 电池工况与其他电池不同， SVR 与 BP 模型对

其的估计精度远低于其他电池，而集成模型估计结

果的最大误差相较于其他 2 个模型，有着小幅度下

降。由表 4 可知，集成模型结合各个算法的优势，

在单一模型的基础上进行了优化，使得模型在验证

集上的估计结果相较于 2 个子模型的最大绝对百

分比误差分别下降了 38.1%和 23.7%，平均绝对

百分比误差分别下降了 71.4%和 50.0%，均方根

百分比误差分别下降了 47.8%和 20.0%。实验结

果表明，该模型相较于其他的估计模型，估计精

度更高，尤其对未预见的工况，所提算法的估计

效果具有较高的优势。 

5 结语 

本文提出了一种基于集成模型的 SOH 估计

方法，通过分析 IC 曲线构建了与容量衰退曲线

相关性较高的 7 个健康因子，用于 SOH 估计模

型的输入。SOH 估计模型选择支持向量机回归模

型与 BP 神经网络模型作为集成模型的子模型。

通过 10 节三元锂离子电池在 5 种不同工况下全

寿命周期内的数据进行实验验证，结果表明构建

的集成模型相较于 2 个子模型，最大绝对百分比

误差分别下降了 38.1%和 23.7%，平均绝对百分

比误差分别下降了 71.4%和 50.0%，均方根百分

比误差分别下降了 47.8%和 20.0%。本文提出的

方法可对不同工况、不同寿命的电池开展 SOH
评估，且具有较高的精度。相较于单一模型，所

开发的方法在未预见工况中 SOH 估计效果极佳，

对不同工况下电池的安全管理、延长使用寿命均

有指导意义。 
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