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基于改进 BiLSTM 模型的光伏阵列 
故障诊断 

罗凯元(中国电源学会学生会员)，刘光宇，毛嘉铭 
(杭州电子科技大学自动化学院，杭州 310018)  

摘要：为了正确辨识光伏阵列运行状态并降低故障漏诊率，提出一种改进双向长短期记忆网络 BiLSTM 
(bidirectional long short-term memory network)的光伏阵列故障诊断方法。首先，结合注意力(Attention)机制优化调

节故障标签的注意力权重分配，降低光伏阵列故障诊断的漏诊率；其次，通过融合佳点集、分段自适应逃逸能

量机制及黄金正弦 3 种策略对传统的哈里斯鹰优化 HHO (Harris hawk optimization)算法进一步优化，并通过改进

的哈里斯鹰优化 IHHO(improved HHO)算法对 BiLSTM 模型超参数进行寻优。对比实验表明， IHHO- 
Attention-BiLSTM 模型对光伏阵列故障诊断的准确率达到 99.26%，漏诊率低至 0.13%。 
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Photovoltaic Array Fault Diagnosis Based on Improved 
BiLSTM Model 

LUO Kaiyuan, Student Member, CPSS, LIU Guangyu, MAO Jiaming 
(School of Automation, Hangzhou Dianzi University, Hangzhou 310018, China) 

Abstract: In order to correctly identify the operating status of photovoltaic arrays and reduce the missed diagnosis 
rate of faults, an improved bidirectional long short-term memory network (BiLSTM) fault diagnosis method for 
photovoltaic arrays is proposed. Firstly, by combining Attention mechanisms to optimize and adjust the attention weight 
allocation of fault labels, the missed diagnosis rate of photovoltaic array fault diagnosis can be reduced; Secondly, the 
traditional Harris hawks optimization (HHO) algorithm is further optimized by integrating the best point set, segmented 
adaptive escape energy mechanism, and golden sine strategy, and the optimized Harris hawks optimization (IHHO) 
algorithm is used to optimize the hyperparameters of the BiLSTM model. Comparative experiments show that the 
IHHO-Attention-BiLSTM model achieves a fault diagnosis accuracy of 99.26% for photovoltaic arrays, with a missed 
diagnosis rate as low as 0.13%. 
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1随着世界能源压力与日俱增，高效无污染的清

洁能源成为各个国家极为关注的对象，其中，具有

代表性的太阳能，不仅资源充足、覆盖面广，还可 
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以通过分布式光伏电站得到广泛应用。但作为其重

要组成部分的光伏阵列时常面临如线路老化、短路

断路、热斑[1]等故障，因此，对光伏阵列故障及时

诊断和排除显得尤为重要。对此，国内外学者已提

出许多针对性的诊断方法，如视觉成像检测[2]、数

学模型方法检测[3]、人工智能方法检测等。 
文献[4]采用反向传播 BP(back propagation)神

经网络进行故障诊断，但分类效果有待提升；文  
献[5]采用稳态时间序列处理数据，结合长短期记忆 
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网络 LSTM (long short-term memory network)建立

模型，具备较好的泛化性能，但 LSTM 网络的单向

并行处理机理仍具有明显劣势，如模型稳定性不

足；文献[6]采用卷积神经网络 CNN(convolutional 

neural network)进行特征提取再通过 LSTM 网络

进行光伏阵列的故障诊断，但其超参数不具备自

适应性，受干扰明显；文献[7]提出改进北方苍鹰

算法优化混合核极限学习机模型，但其难以对光

伏阵列的动态时序数据信息进行捕捉；文献[8]

采用一种自适应非线性麻雀搜索算法来优化多

源信息融合网络，但其依赖于特定的三维特征

图，泛化能力较弱。 

目前大量文献对于光伏阵列故障诊断都以准

确率为评价指标，未考虑实际评价指标应体现在误

诊率和漏诊率上。误诊是指将正常运行状态的光伏

阵列误认为发生故障或是将发生的故障误以为是

另一种故障；漏诊是指当光伏阵列出现故障时，未

能准确地判断出存在故障，反而错误地诊断为正常

运行，其影响更为恶劣。为此，本文提出了一种改进

双向长短期记忆 BiLSTM(bidirectional LSTM)网络的

光 伏 阵 列 故 障 诊 断 方 法 ， 其 通 过 结 合 注 意 力

(Attention)机制重新分配故障权重，结合佳点集、

分段自适应逃逸能量机制及黄金正弦策略混合改

进的哈里斯鹰优化 IHHO (improved Harris hawk 

optimization) 算法对光伏阵列进行故障诊断，并进

行实验验证。 

1 故障分类及特征选取 

1.1 光伏阵列故障分类 

普通光伏系统主要由光伏组件、汇流器、控制

器、逆变器、监控系统、电缆等组件构成，其中光

伏组件又由光伏电池封装而成。本文对光伏阵列可

能出现的一些典型故障进行模拟，如图 1 所示，故

障具体描述见表 1[9]。本文针对上述故障及部分复

合故障进行诊断，正常运行属于特殊的故障类型，

同样视为诊断目标之一。 

 

图 1 光伏系统典型配置及不同故障模拟 
Fig. 1 Typical configuration and different fault simulations 

of photovoltaic systems 

表 1 故障分类 
Tab. 1 Fault classification 

故障类型 描述 原因 影响 

开路故障 
1 个或多个

光伏组件的

断开故障 

焊接不足、 
冰雹袭击 

输出电流和

最大功率急

剧下降 

短路故障 
2 个电位点

发生意外的

短接 

绝缘线损坏、

金属片干扰 
输出功率 

损耗 

老化故障 
组件性能下

降、部件损坏 
环境因素、 

材料老化 
组件内部 
电阻增大 

遮阴故障 
遮挡物遮挡

致使光能吸

收不足 

树叶遮挡、 
建筑物遮挡 

输出电压及

电流减少，

功率下降 

1.2 故障特征选取 
光伏阵列故障特征的选取对模型能否准确高

效地识别故障影响显著。在模型信号输入指标的选

择上，如果考虑在每个电池板上均配备传感器来检

测光伏阵列异常，那么硬件配置和软件开发成本都

会较高。因此，初步选择实际分布式发电系统的信

号量作为模型的输入指标，分别为光伏阵列输出电

压 comU 、光伏阵列输出电流 comI 、直流负载电压

loadU 、直流负载电流 loadI 、逆变器输出电压 invU 、

逆变器输出电流 invI ，再根据文献[10-11]选择加入

环境因素辐照度 G 、温度 T 及湿度 H ，通过最大

信息系数 MIC(maximal information coefficient)进一

步去除冗余的故障诊断特征[12]。 
最大信息系数 MIC 是通过交互信息来计算信

息双方的相关程度，同样用于衡量变量之间的线性

或非线性关系。MIC 是通过对数据空间进行网格
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化，再通过计算子网格空间数据的最大交互信息

值，最后归一化处理所得，具体表达式为 

max
( , )( ; ) max ( , ) lg

( ) ( )y Y x X

p x yI X Y p x y
p x p y 

   (1) 

0.6

max

2

( ; )MIC( ; ) max
log (min( ))X Y M

I X YX Y
X Y




  (2) 

式中： max( ; )I X Y 为变量 X 与 Y 之间交互信息的最

大值； ( )p  为概率密度函数；MIC( ; )X Y 为变量 X

与Y 间的最大信息系数；M 为信息总量。光伏阵列

故障特征的相关性结果如图 2 所示。 

 

图 2 MIC 特征相关性 
Fig. 2 MIC feature correlation 

为保障模型的精确度，保留足量的输入指标维

度，故去除多且强相关性的故障特征，选取阈值 a

为 0.6。由图 2 可知 comI 与 invU 、G 的相关性过高，

超过阈值，与 invI 的相关性接近阈值， invU 与 loadU 、

loadI 的相关性也处于较高的程度，因此将 comI 及

invU 作为冗余故障特征剔除，取 comU 、 loadU 、 loadI 、

invI 、 G 、T 、 H 作为故障特征。 

2 故障诊断算法原理 

2.1 Attention-BiLSTM 
BiLSTM 由前后两项 LSTM 组成，LSTM 的每

个单元由记忆门、遗忘门、输出门构成[13]，如图 3
所示。记忆门将光伏阵列多项故障具体信息存入信

息状态中，并通过 sigmoid 函数及 tanh 函数完成信

息更新；遗忘门剔除光伏阵列故障信息中的无用信

息，保障其有效性；输出门将该时刻下所得的光伏

阵列故障信息进行输出。 

 

图 3 LSTM 细胞结构 
Fig. 3 LSTM cell structure 

为了针对光伏阵列故障诊断中漏诊的情况，加

入 Attention 层，其作用在于对光伏阵列故障信息

进行权重的分配，增加故障标签的权重，降低正常

标签的权重，即调整注意力系数来提高故障标签的

记忆能力，其完整模型如图 4 所示。 

 

图 4 Attention-BiLSTM 模型 
Fig. 4 Attention-BiLSTM model 

增加 Attention 层虽然会略微增加故障诊断

的延时，但对于光伏阵列而言，更高的精确度以

保障其安全高效的运行更为重要。该过程可表 
示为 

s s( ) tanh( )i iS h h W b   (3) 

softmax( ( ))i ia S h   (4) 

1

N

i t
i

h a h


     (5) 

式中： ih 为 Attention 层输入值； ( )iS h 为中间变量；

sW 为对于 ih 的权重矩阵； sb 为偏置向量； ia 为注

意力权重；N 为故障类型标签数； th 为 t 时刻的输

出； h 为注意力机制最终输出。 
在优化 BiLSTM 识别模型的过程中，使用了很

多无法直接确定的超参数，对于识别光伏阵列故障

特征信息的准确性有很大影响，如第一层隐含单元
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个数 1N 、第二层隐含单元个数 2N 和学习效率 。

因此，加入优化算法对这 3 个目标超参数进行寻

优，具体见表 2。 

表 2 目标超参数寻优区间 
Tab. 2 Target hyperparameter optimization interval 

目标超参数 寻优区间 
第一层隐含单元个数 1N  [1, 200] 
第二层隐含单元个数 2N  [1, 200] 

学习效率   [0.001, 0.100] 

2.2 哈里斯鹰优化算法 

哈里斯鹰优化 HHO (Harris hawk optimization) 
算法模拟哈里斯鹰捕捉兔子的行为进行寻优，该算

法根据猎物的逃逸能量进行阶段转变，其定义为 

02 1 zE E
Z

   
 

  (6) 

式中： E 为当前逃逸能量； 0E 为初始逃逸能量；

z 为当前迭代次数；Z 为最大迭代次数。由式(6)
可知，逃逸能量会随着当前迭代次数的增加不断

减小，当 1E ≥ 时为初始探索阶段，当 1E  时

为开发阶段。 
在初始探索阶段通过[0, 1]的随机数 q 进行区

分，在开发阶段根据[0, 1]的随机数 r 作为哈里斯鹰

俯冲判别数进行当前状态的判别，可分为软包围、

硬包围、渐进式软围攻及渐进式硬围攻。详细的迭

代优化过程参见文献[14]。 
适应度函数用于评价所选特征子集的优劣，综

合分类错误率及特征个数进行计算，值越小，分类

性能越优，可表示为 

sle

all

( ) fF x e
f

      (7) 

式中： ( )F x 为适应度函数值； 、  为分类质量

数， [0,1]  ， 1   ； e 为分类器的错误率，

根据文献[15]，采用 k 近邻算法 KNN(k-nearest 
neighbor)分类器，其中 k 取 5； slef 为所选特征数；

allf 为总特征数。  

针对 HHO 算法存在收敛速度较慢、初始探索

阶段与开发阶段平衡性较差和易陷入局部最优等

问题进行改进。 

2.3 IHHO 算法 

2.3.1 采用佳点集初始化种群 
佳点集为基于 s 维欧式空间的算法，相比于随

机化方法取点，利用佳点集取点分布更均匀。在搜

索空间中基于佳点集的种群初始化公式为 

b b b( ) { }i
i jX u l r u l      (8) 

式中： iX 为种群初始化位置； bu 、 bl 为探索范围

的上、下限； i
jr 为所取的佳点；1 u s≤ ≤ ；{ }i

jr u

为 ( )i
jr u 的小数部分。 

2.3.2 分段自适应逃逸能量机制 
在逃逸能量机制中加入动态自适应权重及分

段线性映射函数进行优化，使得其在迭代后期也具

备一定的全局搜索能力，具体表达式为 

02 1 zE E w
Z

   
 

  (9) 

max max min
1( ) (e 1)

e 1

z
Z

nw x w w w
 

       
 (10) 

1
1

1
1

             0< 1
1

(1 )    1 < 1  

n
n

n
n

n

x x
x

x x















        


 (11) 

式中：w 为动态自适应权重； nx 为分段线性映射的

函数值； maxw 为初始权重； minw 为最终权重； 为

黄金分割数，其数值为 
5 1
2

 
   (12)  

2.3.3 黄金正弦策略 
传统的 HHO 算法在渐进式快速俯冲软包围模

式及渐进式快速俯冲硬包围模式中通常会采用莱

维飞行，这种随机游走形式虽具有一定的全局性，

但存在收敛时间过长的缺点，精度未能明显提高。

本文融合黄金正弦策略[16]进行改进，提高算法收敛

效率，具体表达式为 

1 2 1( 1) ( ) sin sini iX t X t R R R       

    1 p 2 r( ) ( )x X t x X t     (13)  

式中：R1、R2 为随机数， 1 [0, 2π]R  ， 2 [0, π]R  ；

p ( )X t 为适应度最高的个体； r ( )X t 为个体参考位

置， 1x 、 2x 为黄金分割系数，其表达式为  
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1 π (1 ) 2πx        (14) 

2 π 2πx        (15) 

2.4 IHHO 算法流程及性能分析 

IHHO 算法的具体流程见表 3。IHHO 算法相

较于 HHO 算法，分布采用佳点集替代随机化初始

化，采用分段自适应逃逸能量机制替代原逃逸能量

机制，采用黄金正弦策略替代莱维飞行策略，均属

纵向替换，算法复杂度有一定增加，但在时间复杂

度上与原算法一致。 

表 3 IHHO 算法流程 

Tab. 3 Algorithm flow of IHHO 

算法：IHHO 
输入：最大迭代次数 Z 和种群规模 M  
输出：当前猎物位置及其适应度 

  1z    
  根据式(8)初始化种群 iX ( 1,2, , )i M   
  while ( )z Z do 
  计算当前哈里斯鹰个体的适应度值 
  计算当前猎物的适应度值 
  for (每个哈里斯鹰个体 iX ) do 
    更新初始逃逸能量 0E  
    根据式(9)更新当前逃逸能量 E   
    用式(13)替代莱维飞行更新个体位置 iX   
   end for 
   更新当前所有哈里斯鹰个体适应度值及目前最优

适应度值 

  1z z   
  end while 

为进一步衡量 IHHO 算法的性能，分别选取灰

狼优化 GWO(grey wolf optimizer)算法、麻雀搜索

算法 SSA(sparrow search algorithm)、HHO 及 IHHO

进行测试函数上的寻优对比，共有参数一致，种

群规模均设为 80，迭代次数均设为 300，对测试

函数 RosenBlock、Ackley、Zakharov 进行 15 次

独立实验，综合其收敛速度及迭代次数进行评

估，结果如图 5 和表 4 所示。由图 5 的收敛曲线

可知，IHHO 算法迭代次数最少，收敛速度最快，

相对于 HHO 算法的寻优效率及稳定性都有明显

提升。由表 4 的 3 种测试函数的结果来看，300
次迭代内，IHHO 算法表现最好，均找到了最优

值，寻优能力高于 GWO 算法、SSA、HHO 算法；

在 RosenBlock 函数寻优中 HHO 算法同样找到了

最优值，而在 Ackley 及 Zakharov 函数中 GWO、

SSA、HHO 算法均未找到最优值。因此，IHHO
算法具有更好的精度和稳定性，证明了 3 种融合

策略的有效性。 

 

图 5 3 种测试函数的收敛曲线 
Fig. 5 Convergence curves for the three test functions 

表 4 4 种算法的测试结果对比 

Tab. 4 Comparison of test results of four algorithms 

算法 
RosenBlock 函数 Ackley 函数 Zaharov 函数 

最优值 平均值 标准差 最优值 平均值 标准差 最优值 平均值 标准差 

GWO 3.165×10−3 5.786×10−3 1.114×10−3 8.447×10−3 6.712×10−2 9.324×10−3 4.577×10−7 3.667×10−6 2.159×10−6 

SSA 4.008×10−13 3.560×10−7 7.889×10−7 1.011×10−15 7.641×10−10 5.443×10−10 2.541×10−14 1.447×10−10 7.412×10−11 

HHO 0×100 0×100 0×100 9.332×10−4 1.002×10−3 1.561×10−3 8.134×10−4 6.142×10−3 7.541×10−3 

IHHO 0×100 0×100 0×100 0×100 0×100 0×100 0×100 0×100 0×100 
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3 基于 IHHO-Attention-BiLSTM 的

光伏阵列故障诊断流程 

基于 IHHO-Attention-BiLSTM 的光伏阵列故

障诊断流程如图 6 所示，具体流程如下。 

步骤 1 采集光伏阵列故障数据。 
步骤 2 采用 MIC 对故障特征进行提取。 
步骤 3 标准化数据后以 8:2 划分训练集和测试

集并输入 IHHO-Attention-BiLSTM 模型。 
步骤 4 输出 IHHO-Attention-BiLSTM 模型故

障诊断的准确率及漏诊率。 

 

图 6 基于 IHHO-Attention-BiLSTM 模型的故障诊断流程 

Fig. 6 Fault diagnosis flowchart based on IHHO-Attention-BiLSTM model 

4 实验测试及分析 

4.1 数据样本选取 

光伏阵列故障诊断模型搭建完成后，从自主研

发的光伏微电站中模拟故障并收集各类故障状态

数据，该微电站共有 8 块光伏电池组件，基本结构

如图 1 所示。除典型光伏电站的基本元件外，通过

蓄电池供能，加上温度、湿度、辐照度等传感器以

获取所需环境信息。故障模拟形式见表 5。 

收集到的数据共 7 885 组，剔除部分故障特征

缺失的样本组，选取样本 7 550 组，划分训练集和

测试集，训练集样本为随机分布以增强模型的泛化

能力，测试集样本为顺序分布以方便观测漏诊样本

分布，具体数据分布见表 6。 

表 5 故障状态类型及模拟形式 
Tab. 5 Fault state type and simulation form 

分类

标签 
故障类型 模拟形式 

1 正常运行 所有组件正常运行 

2 开路故障 2 号光伏组件断路 

3 短路故障 3 号光伏组件短路 

4 老化故障 5、7 号光伏组件间串联电阻 

5 遮阴故障 6、8 号光伏组件局部覆盖遮挡物 

6 
老化及遮阴

故障 
同时满足标签 4、标签 5 的故障

模拟 

4.2 不同故障诊断模型结果分析 
将处理后的训练样本数据分别输入 BiLSTM 

(模型 A)、SSA-BiLSTM(模型 B)、HHO-BiLSTM(模
型 C)、IHHO-BiLSTM(模型 D)、HHO-Attention- 
BiLSTM(模型 E)与 IHHO-Attention-BiLSTM(模型
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F)，再用测试样本进行故障诊断，相关参数见表 7。 

表 6 样本数据分布 
Tab. 6 Sample Data Distribution 

故障类型 总样本数 训练样本 测试样本 
正常运行 4 100 3 280 820 
开路故障 680 544 136 
短路故障 680 544 136 
老化故障 680 544 136 
遮阴故障 680 544 136 

老化及遮阴故障 680 544 136 

表 7 算法参数设置 
Tab. 7 Algorithm parameter settings 

算法 主要参数 

SSA 
预警值为 0.6，搜寻者比例为 0.7，跟随者

比例为 0.2 
HHO 莱维飞行常量  =1.5 

IHHO maxw =0.95， minw =0.05， bu =1， bl =0 
BiLSTM 寻优前： 1N = 2N =10， =0.005 

上述 6 种模型对于测试样本的诊断结果见  
表 8，具体分类结果如图 7 所示。根据表 8 可知，  

表 8 光伏阵列故障诊断结果 
Tab. 8 Photovoltaic array fault diagnosis results 

% 

模型 故障 1 故障 2 故障 3 故障 4 故障 5 故障 6 准确率 漏诊率 
模型 A 92.00 92.00 94.00 91.00 89.00 96.00 92.40 4.13 
模型 B 95.00 93.00 96.00 90.00 93.00 99.00 94.60 2.40 
模型 C 96.00 98.00 92.00 91.00 92.00 99.00 95.34 1.73 
模型 D 98.00 99.00 99.00 98.00 97.00 97.00 98.00 0.80 
模型 E 97.00 99.00 97.00 99.00 96.00 97.00 97.33 0.93 
模型 F 99.00 100.00 100.00 99.00 99.00 100.00 99.26 0.13 

 

 

图 7 6 种模型的光伏阵列故障诊断结果 
Fig. 7 PV array fault diagnosis results of six models 

6 种模型的诊断准确率分别为 92.40%、94.60%、

95.34%、98.00%、97.33%、99.26%，漏诊率分别

为 4.13%、2.40%、1.73%、0.80%、0.93%、0.13%，

可以看出 BiLSTM 模型的诊断质量最差，诊断准确
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率及漏诊率分别为 92.40%和 4.13%，而加入超参数

寻优算法后的模型诊断质量有较为明显的提升。通

过对图 7(a)~(c)的漏诊情况进行分析可知，各类故

障都存在漏诊的可能，其中遮阴故障及老化故障漏

诊的出现频次略为突出，更容易与正常运行混淆。

因此，在后续的模型优化中可以考虑针对这些故障

调整注意力权重。通过对图 7(c)与(e)、图 7(d)与(f)
的分析可知加入注意力机制的 BiLSTM 模型能更

好地提高整体的诊断精度，并且漏诊率也有明显降

低；通过对图 7(b)~(d)的分析可知采用 IHHO 进行

优化后的 BiLSTM 超参数组合更佳，寻优效果更

好 ， 故 障 诊 断 准 确 率 及 漏 诊 率 相 比 于

HHO-BiLSTM 及 SSA-BiLSTM 诊断模型有显著的

改善，特别是对于短路故障及老化故障的分辨情况

改善明显。图 7(f)所示的 IHHO-Attention-BiLSTM
故障诊断模型准确率最高、漏诊率最低，表明 IHHO
算法有效避免了局部最优情况的出现，并且对光伏

阵列故障诊断的性能有明显提升，证明了本文提出

改进算法的有效性和改进算法使用的必要性，同时

也证明了注意力机制对于降低漏诊率有明显的效

果。但目前采用的注意力机制优化模型也囊括了一

部分误诊的情况，因此后续模型的优化将向更针对

漏诊的方向进行改进。 

5 结语 

本文提出了一种改进 BiLSTM 的光伏阵列故障

诊断方法，对通过 3 种策略改进后的 IHHO 算法进行

超参数寻优，结合注意力机制建立 IHHO-Attention- 

BiLSTM 故障诊断模型，显著提高了光伏阵列的故障

诊断准确率，降低了故障漏诊率，与 BiLSTM、

SSA-BiLSTM 、 HHO-BiLSTM 、 IHHO-BiLSTM 、

HHO-Attention-BiLSTM 模型相比均有明显改善，本

文模型也可应用于其他多特征故障诊断。 
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