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基于 GRU-BP 的锂电池部分充电数据

SOH 估计 
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摘要：电池充电时的初始荷电状态 SOC (state of charge)往往是随机的，因此在实际应用中难以得到锂电池

完整的充电数据，针对这一问题提出一种基于部分充电数据的锂电池健康状态 SOH(state of health)估计方法。通

过建立的门控循环单元-反向传播 GRU-BP (gated recurrent unit-back propagation)模型，可以由部分充电数据得到

完整的充电曲线，然后在完整的充电曲线中提取能够有效表征电池老化程度的特征进行 SOH 预测。该方法能够

实现在恒流充电模式下的任意定长电压区间充电数据下电池的 SOH 估计。通过实验证明，所提出的模型在数据

不完备的情况下能够有效预测锂电池 SOH，其估计的均方根误差 RMSE(root mean square error)均在 2%以下。 
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SOH Estimation of Partial Charging Data for Lithium 
Batteries Based on GRU-BP 
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(School of Electric Power Engineering, South China University of Technology, Guangzhou 510000, China) 

Abstract: The initial state of charge (SOC) of the battery is frequently random when users charge the batteries. 
Therefore, it is difficult to obtain complete charging data of lithium batteries in practical applications. To solve this 
problem, a state of health (SOH) estimation method of lithium battery based on partial charging data is proposed. 
Through the established GRU-BP (gated recurrent unit-back propagation) model, a complete charging curve can be 
obtained from partial charging data. Then the SOH can be estimated by the features extracted from the complete 
charging curve, which can effectively characterize the aging of battery. This method can achieve SOH estimation under 
any fixed voltage interval charging data in constant current charging mode. The experimental results show that the 
proposed method can effectively predict the SOH of lithium batteries with incomplete data, and the estimated root mean 
square error (RMSE) is below 2%. 
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1锂电池在持续运行中，性能会不断下降，表现

为容量减少、阻抗增加等。使用环境和循环应力等

因素的不同也会使电池性能变化呈现不同的趋势[1]。

因此，准确估计锂电池的健康状态 SOH(state of 
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health)对于电池的安全可靠运行具有重要意义[2]。 
目前，常用的预测电池 SOH 的方法有基于模

型的方法和数据驱动方法 2 种。而随着机器学习和

人工智能的快速发展，越来越多的数据驱动方法被

应用于电池 SOH 预测。数据驱动方法不关注电池

内部复杂的电化学反应和老化过程，而是从大量的

历史数据中发掘电池的老化信息。一般情况下，很

难通过可直接测量的物理量(如电流、电压等)，来

得到电池的 SOH。而数据驱动方法可以从测量数

据中发掘出反映电池老化程度的特征量[3]，如恒流 
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充电阶段的时长[4]、电压充电曲线的最大斜率[5]、

等电压上升时间[6]等参数。虽然这些参数的变化与

电池的容量下降在数值上有着一定的对应关系，但

却无法从电池内部老化机理的角度去解释。近年

来，对增量容量 IC(incremental capacity)曲线的研

究被证明是一种有效的电池 SOH 估计方法，IC 曲

线随着电池的老化会有明显变化，这些变化可以很

好地反映出电池的老化机理，即可用锂离子损失、

活性材料损失和电池阻抗增加[7]。Li 等[8]通过建立

IC 曲线中的峰值、谷值与电池 SOH 的线性回归函

数来估计 SOH；Li 等[9]通过不同周期的 IC 曲线与

初始周期的动态电压弯曲距离来估计电池 SOH。 
数据驱动方法需要大量的历史数据来训练模

型，而在实际应用中往往会因为数据量不足或者数

据集不完备等问题影响估计的准确性，其中，数据

不完备主要是由用户充电行为的随机性造成的。根

据相关调查，电动汽车的电池充电起始荷电状态

SOC(state of charge)区间最大概率在 20%~80%，终

止区间则是在 70%~100%[10]。对于数据量不足，即

小样本问题，主流的方法是采用迁移学习[4]。Yao
等[11]通过对在源数据建立的 DTCNN 网络进行传

递和微调，实现了在目标域数据的电池 SOH 估

计；Zhang[12]提出了一种基于多种群差分进化的

虚拟样本生成方法，大大增加了其用于模型训练

的数据量。对于数据量不完备的问题，主流方法

是从已有数据中挖掘老化特征来估计电池 SOH。

Lin 等[13]利用部分 IC 曲线的面积作为特征量来

估计电池 SOH；Tian 等[14]从部分数据得到差分

温度曲线、IC 曲线和电压曲线，并由此提取特征

预测电池 SOH。 
然而，对于不完备数据的电池 SOH 估计还存

在一些问题：①模型适用性不高，需要特定区间的

充电数据[15]或某个特殊点的数据[14]，当缺乏这些

数据时，预测模型将会失效；②所用的特征不能够

有效表现出电池的老化机理，如文献[15-16]直接将

部分充电数据输入网络中提取特征，所得的特征不

能够有效表现出电池的老化机理；③对于不同分段

的数据采用不同的估计模型[17-18]，需要训练多个模

型，且当利用一些老化特征不明显的数据区域进行

估计时，其精度会降低。综上，目前对于部分充电

数据的电池 SOH 预测，并不能在任意电压区间的

充电数据上得到较好的预测效果。 
针对上述分析，本文提出一种基于神经网络的

锂电池部分充电数据 SOH 估计方法。该模型由 2
层神经网络组成：第一层网络以已有的部分充电数

据为输入，通过门控循环单元 GRU(gated recurrent 
unit)网络估计完整充电曲线；第二层则利用第一层

网络输出提取的老化特征通过反向传播 BP(back 
propagation)网络来估计电池 SOH。本文的主要贡

献有：①对于数据，无特定区间或特殊点的要求，

能够利用恒流充电模式下的任意定长电压区间的

充电数据来估计电池 SOH；②选用 IC 曲线的峰

值、峰值对应的电压和电池欧姆电阻作为估计电

池 SOH 的特征值，这 3 个特征值与电池老化机

理有着一定联系，能够有效表示电池的老化程

度；③对于不同部分的数据不需要建立不同的模

型，只需要 1 个模型便可以完成对于电池全区间

的 SOH 估计。 

1 健康状态与数据集 

1.1 SOH 与 IC 曲线 
锂电池的 SOH 通常是以电池的可用容量为参

考值，其定义为电池满电时能够释放出的容量与锂

电池的额定容量的比值，即 

max
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S

Q
    (1) 

式中：Qmax 为锂电池在满电状态下能够放出的最大

电量，A∙h；Qrated 为电池在出厂时的额定容量，A∙h。 
在锂电池充电过程中，其电压曲线存在 1 个较

为平稳的电压平台，若是将电池的充电曲线转化为

电量对电压的微分的高维曲线，则可以观察到其原

本的电压平台转化为清晰可见的峰，这样的曲线称

为增量容量(IC)曲线，其计算公式为 
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式中：Qk 为 tk 时刻电池的充电电量；Uk 为 tk 时刻

电池的端电压；tk−1 为 tk 的前一时刻；i 为电池的充

电电流。当电池处于恒流充电过程时，充电电流 i   

不变。 
1.2 牛津大学电池老化数据 

本文采用牛津大学电池老化数据[19]和实验室

获取的电池老化测试数据集。牛津大学电池老化数

据包括 Cell1~Cell8 共 8 个额定容量为 0.74 A∙h 软

包电池的老化实验数据。实验在温度为 40 ℃的环

境中进行，其充电条件为以 1C 的电流进行恒流充

电，截止电压为 4.2 V。放电则采用动态放电模式，

放电截止电压为 2.7 V。每 100 次循环进行 1 次容

量测试。本文所用的数据均为每 100 次循环后的容

量测试数据。 
图 1 为电池 Cell1 在不同 SOH 下的充电曲线和

IC 曲线，可以看出初始 IC 曲线有 2 个峰。随着电

池的老化，IC 曲线峰的最高值和面积均会不断减

小，且在较低 SOH 下，第 1 个峰甚至会消失。 

 
图 1 Cell1 的充电曲线和 IC 曲线 

Fig. 1 Charging curves and IC curves of Cell1 

1.3 实验室电池老化数据集 
实验室老化实验所采用的电池为松下 NCR 

18650GA 锂电池，其额定容量为 3 350 mA∙h。老化

实验平台主要由电池检测设备、中位机、锂电池和

控 制 电 脑 组 成 ， 其 中 电 池 检 测 设 备 的 型 号 为

NEWARE CT-4008T-5V12A，此设备的最低放电电

压为 2 V，恒压电压最高为 5 V，电流输出范围为

5 mA~12 A。实验在 25 ℃的环境中进行，分为 2
组，每组实验包含 2 个电池单体，其充电条件均为

0.5C 恒流充电至 4.2 V，再进行恒压充电直至电流

下降到 0.01C。在放电过程中，2 组电池分别以 1.0C
电流和全球统一轻型车辆试验循环 WLTC(worldwide 

harmonized light vehicles test cycle)工况进行放电，

直至电压下降到 2.5 V。图 2 为 NCR18650GA 电池

在不同 SOH 下的充电曲线和 IC 曲线，可以看出初

始 IC 曲线有 3 个峰，随着电池 SOH 的下降，第 1
个和第 2 个峰会有明显变化，在低 SOH 区间几乎

观察不到前 2 个峰的存在，第 3 个峰则几乎不变。 

 

图 2 NCR18650GA 的充电曲线和 IC 曲线 
Fig. 2 Charging curves and IC curves of NCR18650GA 

2 基于 GRU-BP 的 SOH 预测方法 

在现实应用中，往往较少有电池从完全耗尽电

量充电至满电的情况，更多的是充电过程从任意

SOC 开始，并且在充满电之前结束。因此，以完整

的充电曲线去预测电池的 SOH 在现实应用中难以

实现，针对这一问题，本文提出了使用部分充电电

池数据作为神经网络输入来预测 SOH 的方法。该

估计方法主要分为 2 个步骤，首先利用便于获得的

部分充电数据来预测完整的充电数据，然后从完整

的充电数据中提取能够表征电池老化状态的健康

因子，再通过健康因子预测电池的 SOH。 
2.1 模型的选择 

第一个步骤的任务是利用部分充电数据预测

完整的充电数据，由于关于电池的物理先验知识

不足以达到由部分充电数据得到完整充电数据的

目的，因此选择特征提取功能更为强大的神经网

络方法。通过观察图 1(a)和图 2(a)可知，在电池老

化过程中，电池的充电曲线会有相对应的变化趋

势，如随着充电时间变长，整体曲线向右下方平

移等。同时也能发现同一数据集的电池，从实验

初期到实验末期，即电池从 SOH 为 100%下降到

80%的过程中，电池充电曲线的大致趋势和形状
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是相似的，因此不管电池的老化程度如何，当电

池充电达到某一特定电压时，其可用电量会在 1
个确定的区间内。通过上述分析可知，输入的部

分充电数据包含一定的老化信息，同时电池的充

电曲线趋势性强，因此得到完整充电数据的任务

相对较简单。 
目前用于数据预测的主要模型结构有卷积神

经网络 CNN(convolutional neural network)、循环神

经网络 RNN(recurrent neural network)和 Transfor- 
mer 这 3 类。CNN 在处理多维数据方面具有独特优

势，其在多维输入中提取特征的能力强大，因此

CNN 在处理图片信息方面有着很好的效果，但是

若要对全局信息进行建模，通常需要构造数十层的

模型结构，同时包含了巨量的参数；RNN 结构擅

长处理语音、文本等信息，常用于时间序列建模，

并且参数量相对较少，训练所需数据量少；Trans- 
former 则在大数据量的情况下展现出优越的性能，

其训练的数据量通常以百万计，在数据量较少的情

况下，该结构模型的性能一般。本文使用的 2 个数

据集的样本量分别为 63 936 和 41 519，数据量较

少，并且输入的电池充电数据为时间序列数据。通

过上述分析可知，RNN 结构的模型更为适合，因

此选取 RNN 结构中应用相对广泛的 GRU 来完成

第一个步骤的任务。 
第二个步骤则是由提取的健康因子来预测电

池的 SOH，由于提取的健康因子与电池的 SOH 有

着较强的相关性，因此此任务使用的是较为简单的

BP 神经网络。 
SOH 估计方法如图 3 所示。首先部分充电数

据通过 GRU 模型预测得到完整的充电数据，完

整充电数据中加粗段为输入数据。然后用完整的

充电数据计算得到 IC 曲线，将 IC 曲线提取的峰

值 ICp、峰值电压 Up 和原始数据得到的欧姆电阻

R0 作为特征量输入 BP 模型，最终得到电池的

SOH 估计值。 
2.2 数据处理 

在已有的部分充电数据中，将电量 Q 作为电

压 U 的函数，其计算公式为 

0

( )

( )
( ) ( )d

U t U

U t U
Q U I t t




   (3) 

式中：Q(U)为电池的电压从 U0 充电到 U 过程中

的充电容量；U0 为起始电压；I(t)为电池的充电

电流。取定值 ΔU 作为步长，便可以得到离散化

的数据 Q(nΔU) (n=1, 2, )。将离散化的电量和

电压数据作为输入，经由 GRU 输出得到完整的

充电曲线。当电池的老化程度不同时，其充电时

的起始电压也会有一定差别，因此选取电压区间

[2.8, 4.2] V 和[3.5, 4.2] V 分别作为牛津大学数据

集电池和 NCR18650GA 电池的研究区间，采样

间隔 ΔU 取 0.01 V，在此区间中采用线性插值，得

到离散化的充电曲线 Q(U)。 

 
图 3 SOH 估计方法示意图 

Fig. 3 SOH estimation method schematic diagram 

2.3 GRU 网络 
GRU 网络可以使信息在各层之间进行双向传

递，允许信息的持续存在，因此 GRU 网络具有长

期记忆能力。图 3 左下角虚线框内为 GRU 的具体

结构，可知 GRU 设置了 2 个门：重置门 rt 和更新

门 zt。重置门 rt 和更新门 zt 均用于筛选信息。重置

门 rt 控制上一时刻的隐藏状态 ht−1 有多少信息能够

被利用，保留下来的信息与输入信号共同生成候选

隐藏状态，而更新门 zt 则是对候选隐藏状态 th 和

上一时刻的状态 ht−1 进行筛选，即决定了当前时刻

状态 ht 中保留的上一时刻状态信息的多少，zt 的值
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越大说明前一时刻的隐藏层输出对当前隐藏层的

影响越小。 
重置门的表达式为 

1( )t t xr t hr rr f x h b     (4) 

更新门的表达式为 

1( )t t xz t hz zz f x h b     (5) 

对之前的信息和当前的输入进行筛选和记忆

得到隐藏状态，可表示为 

1tanh[ ( ) ]t t xh t t hh hh x r h b 
    (6) 

更新记忆得到当前状态，可表示为 

1(1 )t t t t th z h z h
    (7) 

式中：x 为输入；ω 和 b 为网络的权重和偏置； ( )f   
为激活函数；☉为哈达玛积。GRU 网络输入为 0.3 V
电压区间的充电数据，维度为 30；输出为完整的

充电曲线。  
由上述分析可知，GRU 能够对前一时刻的状

态进行筛选和保留并传递到下一时刻的状态，就像

是对输入中的“关键信息”进行了记忆，因此

GRU 的输出是综合考虑了此前所有输入的“关键

信息”得到的，这样的原理和结构使其在处理序列

问题上有着更佳的表现，GRU 网络在处理序列问

题的另一个优势是它具有生成新的序列的能力[20]。 
在电池的老化实验中，可以观察到不同健康状

态下的电池的恒流充电曲线有所差异，这些差异会

分布在完整曲线上。当仅有部分充电数据时，这些

数据也或多或少地包含了电池老化而引起的差异，

同时输入中的电压数据也能提供位置信息。GRU
网络应用在多对多且输入与输出维度不一致的情

况时，可以将 GRU 分为编码和解码 2 部分，如    
图 4 所示。因此 GRU 网络可以通过输入的电压数

据进行定位，再通过充电电量数据挖掘数据中的差 

 

图 4 GRU 编码解码过程 
Fig. 4 Encoding and decoding of GRU 

异值信息，将这些一系列差异值信息编码为网络状

态 hm，再对 hm 进行解码构建完整的充电曲线。 
2.4 特征提取 

电池的充电数据中有许多与电池 SOH 相关的

特征量，为达到更好的预测效果，应选用既能表征

电池老化机理又与 SOH 有着较高相关性的特征量

来预测 SOH。本文选取的特征量有电池欧姆电阻

R0、IC 曲线峰值 ICp 和 IC 曲线峰值对应的电池电

压 Up。 
欧姆电阻 R0 的计算公式为 

0 oc
0

U U
R

I


   (8) 

式中，Uoc 为电池的开路电压，在实际中常用静置

电压来代替。由于数据集并无随机充电片段的充

电初始电压和静置电压，且锂电池的 SOC 对电池

的欧姆电阻 R0 的影响很小，几乎可以忽略不计。

因此本文假定从同一循环周期的充电数据截取的

部分充电数据的欧姆电阻 R0 相同，均由完整充电

数据的 U0 和 Uoc 计算得到。欧姆电阻表现了电池

电压突变时的电阻特性，欧姆电阻主要由电池的

电极材料、电解液、隔膜电阻及其他部分的接触

电阻组成。随着电池的不断使用，电池内部的化

学反应产生的一些副产物会附着在电极材料上，

使得电池的欧姆电阻增加，因此欧姆电阻与电池

SOH 有着一定的相关性，可以用作表征 SOH 的特

征值。 
IC 曲线峰值的变化与锂电池可用锂离子的

损失、正负极活性材料损失密切相关[7]，而这 2
个因素正是锂电池老化的主要原因，由图 1 和图

2 可知，随着电池的老化，IC 曲线的峰值将不断

下降。对于 NCR18650GA 电池，可以观察到其

IC 曲线的第 3 个峰无明显变化，而第 1 个峰则可

能出现在研究电压区间之外，因此选取第 2 个峰

作为研究对象。但当电池 SOH 较低时，将难以

观察到第 2 个峰，故这种情况下用 IC 曲线拐点

来替代峰值。 
IC 曲线峰值对应的电压 Up 的变化与电池内阻

有关[21]，其包含了电池极化电阻在内的所有内阻信
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息。随着锂电池的老化，电池的内阻会不断增大，

其表现如图 1 和图 2 所示，Up 随着循环次数的增

加而向右移动。 
本文采用 Pearson 相关系数 r 来量化选取的

特征值与电池容量的相关性，其范围为[−1, 1]，
当相关系数越接近于 1 或−1 时，相关性越强，

当相关系数越接近于 0 时，相关性越弱。其计算

公式为 

1

2 2

1 1

( )( )

( ) ( )

N

i i
i

N N

i i
i i

x x y y
r

x x y y



 

 


 



 
 (9) 

式中：xi 为电池第 i 个周期的特征值； x 为特征值

序列的平均值；yi 为电池第 i 个周期的 SOH； y 为

电池 SOH 的平均值。本文选取的 3 个特征值 ICp、

Up、R0 与电池 SOH 之间的 Pearson 相关系数见表 1。

通过 Pearson 相关系数可知，选取的特征值均与

SOH 有着较强的相关性，因此将其作为预测电池

SOH 的特征量是合理的。 

表 1 特征值与容量之间的 Pearson 相关系数 

Tab. 1 Pearson coefficient between characteristic value  

and capacity 

特征值 Pearson 相关系数 

ICp 0.946 3 
Up -0.912 9 
R0 -0.876 9 

2.5 预测方法 
GRU-BP 模型预测流程如图 5 所示，具体步骤

如下。 
 (1)以 0.3 V 为电压窗口，0.01 V 为步长对训

练集中完整的充电曲线进行截取。 
(2)将截取的部分充电数据作为输入，完整的充

电曲线作为目标对 GRU 模型进行训练，直至达到

设定的训练周期数。 
(3)将每个循环的充电数据得到的特征值 ICp、

Up、R0 作为输入，电池 SOH 作为输出对 BP 模型

进行训练，直到预测误差达到设定的阈值以下。 
(4)使用测试集数据对训练好的 GRU-BP 模型

进行预测。 

 

图 5 SOH 估计方法流程图 
Fig. 5 Flow diagram of SOH estimation 

3 SOH 预测实验与结果分析 

为了评价模型估计的性能，采用均方根误差

RMSE(root mean square error)作为评价指标，其计

算方法为 

2
RMSE

1

1 [ ( ) ( )]
N

i

Q i Q i
N




 


 (10) 

式中： ( )Q i


为模型的预测值；Q(i)为测量值；N 为

模型输出量的维度。 
建立的 GRU 的相关参数见表 2，在所用的数

据集中，牛津大学数据集共有 63 936 个样本数

据，将其划分为训练集和验证集，其中训练集有

55 728 个样本，验证集有 8 208 个样本。实验室

数据集共有 41 519 个样本数据，其中训练集有

35 139 个样本，验证集有 6 380 个样本。设定训

练周期为 50，图 6 为 GRU 模型在牛津大学数据

集训练时的均方误差 MSE(mean square error)损
失值，可见经过训练，模型的 MSE 损失值降低

到 0.1 以下，表明 GRU 模型在训练集数据上有着

良好的表现。 
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表 2 GRU 的参数设定 
Tab. 2 Parameter settings for GRU 

参数 数值/设置 
层数 2 

隐藏层节点 200 
优化器 Adam 

损失函数 MSE 
学习率 0.001 

是否双向 是 

 

图 6 GRU 训练时的 MSE 损失值 
Fig. 6 The MSE loss during GRU training 

3.1 牛津大学数据集实验结果 

图 7(a)为训练好的 GRU 模型在输入为[3.3, 

3.6] V 电压区间的充电数据时的估计结果，其中

实线为测量值，圆点为模型的预测值，可得电池

在不同 SOH 下完整充电曲线的预测结果与实际

值较为接近。图 7(b)为模型在不同 SOH 下输入

为不同电压区间的估计结果的 RMSE，即当输入

数据电压区间的起始电压为 U0 时，模型的输入

数据为[U0, U0+0.3]区间的充电数据。可见大多数

样本估计结果的 RMSE 在 5.0 mA∙h 以下，少数

样本的 RMSE 在 5.0~10.0 mA∙h 区间内，极少数

样本的 RMSE 超过 15.0 mA∙h，其中最大的 RMSE

为 17.2 mA∙h。 

 

图 7 GRU 模型的估计结果和 RMSE 

Fig. 7 Estimation results and RMSE of the GRU model  

预测得到的完整充电曲线可以通过式(2)得到

电池的 IC 曲线，图 8 为由不同 SOH 下[3.3, 3.6] V
区间预测得到的充电数据计算得到的 IC 曲线和真

实 IC 曲线，其中实线为测量值，圆点为模型的预

测值。可见在不同 SOH 下得到的 IC 曲线与真实 IC
曲线较为贴合，IC 曲线的峰值 ICp 和 IC 曲线峰值

对应的电池电压 Up 也与真实值相近。 

 

图 8 不同 SOH 下 IC 曲线的预测结果 

Fig. 8 Estimation results of IC curves with different SOH 

然后，对得到的 IC 曲线进行特征提取，获得

特征量 ICp 和 Up，由原始充电数据可以计算得到特

征量 R0，这 3 个特征量作为 BP 神经网络的输入，

由 BP 网络输出得到电池的 SOH 估计值。图 9 为

训练好的 BP 网络在输入为不同 SOH 下[3.3, 3.6] V
区间的充电数据时的估计结果，其中实线为电池的

实际 SOH 值，×为模型的 SOH 估计值，可见估计

值和实际值的变化趋势一致，且在不同 SOH 下估

计值与实际值相近。 
图 10 为 BP 模型在不同 SOH 下输入为不同电

压区间的估计结果的绝对误差，可见大部分样本的
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误差在 1.00%以内，当处于低 SOH 时，其绝对误

差较大，有一部分样本的误差达到 3.00%以上，最

大达到 3.52%，该组实验结果的 RMSE 为 1.25%。

文献[15]使用同样的数据集，其 SOH 估计的 RMSE
为 1.71%，通过对比可得本文提出的方法的估计结

果更加准确。 

 
图 9 [3.3, 3.6] V 电压区间数据的 SOH 预测结果 

Fig. 9 SOH estimation results of data in voltage range  
[3.3, 3.6] V 

 
图 10 SOH 估计结果的误差 

Fig. 10 Error of SOH estimation 

3.2 实验室数据集实验结果 
实验分为 2 组，其放电条件分别为以 1C 电流

和 WLTC 工况放电至 2.5 V。图 11 为 2 组实验的

GRU 模型在不同 SOH 下输入为不同电压区间的估 

 

图 11 NCR18650 电池的 GRU 模型估计结果的 RMSE 
Fig. 11 RMSE of GRU estimates result of NCR18650 battery 

计结果的 RMSE，可见大多数估计结果的 RMSE
在 15.0 mA∙h 以下，少数样本的均方根误差达到了

约 20.0 mA∙h，其中第 1 组和第 2 组实验的最大均

方根误差分别为 18.2 mA∙h 和 22.2 mA∙h。 
同样地，从 GRU 模型的预测结果和初始充电

数据获得特征量 ICp、Up 和 R0，由这 3 个特征量经

由 BP 神经网络得到电池的 SOH 估计值，图 12 为 

 

图 12 NCR18650 电池的 SOH 估计结果误差 
Fig. 12 Error of SOH estimates result of NCR18650 battery 
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BP 模型对于 2 组实验在不同 SOH 下输入为不同电

压区间的估计结果的绝对误差，可得在第 1 组实验

中，大部分样本的误差在 1.00%以内，少部分样本

的误差超过 3.00%，最大达到 3.81%；第 2 组实验

的误差大多数在 1.50%以下，其最大误差则达到了

4.20%。2 组实验的 RMSE 分别为 1.48%和 1.72%，

由此可见，该模型在电池均匀放电的条件下相对于

模拟工况条件下的精度更高。 
3.3 对比实验 

为了验证所选取的特征量的有效性，使用牛津

大学电池数据集进行单个特征量和 2 个特征量作

为网络输入的对比实验，各个实验结果的 RMSE
见表 3。可知，当选取 ICp、Up、R0 这 3 个值作为

模型特征量时，RMSE 最小为 1.25%，而只选取

Up 作为模型特征量时，其 RMSE 最大为 4.25%。

这是因为本文选取的特征量均能够有效反映锂电

池的老化程度，当只选取其中 2 个或者 1 个特征量

时，虽然也可以有效预测电池 SOH，但其包含的

信息不够全面，因而准确性有所下降。综上，本文

选取的特征值可以有效提高模型的预测精度，减少

误差。 

表 3 对比实验的均方根误差 
Tab. 3 Root mean square errors of the  

comparative experiments 

特征量 RMSE 
ICp、Up、R0 1.25 

ICp、Up 2.24 

ICp、R0 2.04 

Up、R0 3.16 
ICp 2.82 
Up 4.25 
R0 3.37 

4 结语 

针对电池在实际应用中充电初始 SOC 的随机

性产生的数据不完备问题，提出了一种基于部分充

电段数据的 GRU-BP 模型来进行电池完整充电数

据预测和 SOH 估计。该方法可以利用恒流模式下

任意 0.3 V 电压区间的充电数据来估计电池 SOH。

实验结果表明，牛津大学电池老化数据集的 SOH
估计实验结果的均方根误差为 1.25%，实验室电池

老化数据集 2 种工况下的均方根误差分别为 1.48%
和 1.72%，由此可见所提出的预测模型具有很好的

准确性。但该方法也存在不足之处，即 2 个网络在

结构上是串联的，因此会存在误差累积现象。 
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