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摘要：针对梯次利用锂电池健康状态 SOH(state-of-health)在线估算困难、估算精度不足的问题，提出 1 种基

于脉冲电压与混合神经网络的估算方法，该方法将电池脉冲电压响应曲线提取与电池 SOH 退化相关的端电压斜

率和校正标准差作为健康特征，结合卷积神经网络 CNN(convolutional neural networks)与门控循环单元 GRU 
(gated recurrent unit)，实现高精度和高稳定性的梯次利用锂电池 SOH 在线估算。搭建电池测试系统平台，对所

提梯次利用锂电池 SOH 估算策略进行检验。结果表明，所提方法在实时精确估算锂电池 SOH 方面表现出色，

平均绝对误差和均方根误差均在 0.01 内，同时具有良好的泛化能力和鲁棒性。 
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Abstract: Aimed at the difficulties and lack of precision in the online estimation of state-of-health (SOH) for 
cascaded utilized lithium batteries, an estimation method based on pulse voltage and hybrid neural network is proposed. 
Based on the battery pulse voltage response curve, this method extracts the slope of terminal voltage and the corrected 
standard deviation which are related to battery SOH degradation as health features. By integrating convolutional neural 
networks (CNN) and gated recurrent unit (GRU), the online estimation of SOH for cascaded utilized lithium batteries 
with high accuracy and high stability is realized. A platform for a battery testing system was established to validate the 
proposed SOH estimation strategy for cascaded utilized lithium batteries. Results indicate that the proposed method 
excels in real-time accurate estimation of lithium battery SOH, and both the average absolute error and root mean 
square error are controlled within 0.01, demonstrating excellent generalization capability and robustness. 
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健康状态 SOH(state-of-health)作为电池管理系

统 BMS(battery management system)的关键指标，

是有效实现充放电策略调整、均衡控制及故障诊断

等功能的必要前提[1-3]。近年来，随着对电池服
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役年限及退役电池梯次利用等问题的日益关注，电

池 SOH 逐渐成为相关领域的研究热点[4]。然而，

退役电池 SOH 的相关研究仍不成熟，这使其成为

锂电池退役后进入梯次利用阶段的薄弱环节之  
一[5]。目前 SOH 的估计方法主要分为 3 类：直接

测量法、模型驱动方法和数据驱动方法[6-7]。直接

测量法用于评估电池 SOH 时直观且清晰，但是该

方法过程漫长且无法实时评估[8]。模型驱动方法通

过电阻电容等分立元件搭建与电池容量相关的等

效电路模型，根据计算获得的电路参数值与 SOH
间的映射反映电池的老化情况[9]。但是，电路元件

的值计算可能由于噪声的存在而导致误差增大[10]。

数据驱动方法无需考虑电池内部机理，仅通过外部

测量数据便可实现电池 SOH 的在线估计[11-12]。文  
献[13]提出深度卷积神经网络 DCNN(deep convolu- 
tional neural networks)，利用充电电压、电流及容

量数据估算电池 SOH；文献[14]通过分析温度变化

曲线和增量容量曲线提取几何特征，建立了反向传

播 BP(back propagation)神经网络实现锂电池 SOH
估算；文献[15]利用电流脉冲的短期特征，通过支

持向量机估算 SOH；文献[16]提出 1 种核岭回归

KRR(kernel ridge regression)模型，以捕获充电电压

片段与 SOH 间的映射关系；文献[17]利用最小二乘

法支持向量机误差补偿模型在线估算出锂电池

SOH。此外，一般当电池 SOH 降至 80%时就会从

储能系统中退役，进入梯次利用电池市场；继续衰

减至 20%~60%时，将由特定厂家回收处理。因此，

梯 次 利 用 储 能 电 池 的 SOH 状 态 估 计 主 要 在

50%~80%范围内进行。然而，现有研究方法主要

针对退役前锂电池的 SOH 进行估计，较少考虑电

池退役后进入梯次利用电池市场的价值评估。 
为准确在线估算出梯次利用锂电池的 SOH，

本文结合数据驱动方法的优势，提出 1 种基于脉冲

电压和卷积神经网络-门控循环单元 CNN-GRU  
(convolutional neural networks-gated recurrent unit) 
的估算方法。通过搭建电池测试系统平台及与

CNN、GRU 神经网络进行对比，验证了所提方法

对于梯次利用锂电池 SOH 的估算效果、模型泛化

能力及鲁棒性。 

1 电池老化实验 

1.1 电池测试平台搭建 

为模拟电池由初始状态到退役后进入梯次利

用阶段全寿命周期的工作情况，搭建储能电池测

试系统 BTS(battery testing system)平台如图 1 所

示，主要包括锂电池单体、上位机、电池充放电

测试仪、高低温试验箱等。测试系统组成及功能

为：①高低温试验箱，采用的是新威 BTS MGDW- 

150-20 高低温箱，拥有 150 L 内腔，可将电池实

验环境温度设置为-25~150 ℃，以避免电池单体

在实验过程中受到因环境温度变化造成的干扰；

②电池充放电测试仪，采用的是新威 BTSCT- 

4008T-5V12A-S1 测试仪，1 台测试仪包含 8 个独

立的 5 V/12 A 电压电流通道，循环测试范围为

1~65 535 次，并配合使用原厂配置型号为 A211- 

BTS-4S-1U-ZWJ 的中位机，以获取电池电量实时

的输入输出数据，采样频率设置为 10 Hz；③上位

机，BTS 上位机通过通道线及数据通信线与电芯

检测设备和试验箱实现硬件上互联，实时记录电

池循环老化实验数据。 

 

图 1 电池实验平台 
Fig. 1 Experimental platform for battery 

1.2 老化实验设计 

本文以福斯特集团生产的 18650 三元锂 NCM 
(nickel cobalt manganese) 电 池 及 磷 酸 铁 锂 LFP 
(LiFePO₄)电池单体作为实验对象，进行了静态容量

实验、混合功率脉冲特性 HPPC(hybrid pulse power 
characteristic)实验及寿命衰减循环实验，电池单体

主要参数见表 1。 
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表 1 电池单体基本特性 
Tab. 1 Basic characteristics of battery cell 

电池单体参数 NCM LFP 
电压/V 3.7 3.2 

额定容量/(mA·h) 2 600 1 300 
充电倍率 0.5C~4.0C 0.5C~4.0C 
放电倍率 0.5C~4.0C 0.5C~4.0C 

1.2.1 静态容量实验 
虽然电池出厂时都经过了严格的筛选，但在电

池的设计制造、储存运输及装配使用过程中，即便

是同类型、规格和批次的电池，也很难保证单体间

的初始参数相同。因此，考虑到电池单体间的不一

致性影响，同时为了避免测量时静置时间、随机误

差等因素干扰，本文在电池单体每次进行其他实验

前设置静态容量实验。以 NCM 电池为例，设置标

准的静态容量实验流程为：①以 0.50C 充电倍率进

行恒流充电，直至电池电压达到 4.20 V 上限，然后

进入恒压充电阶段，直至电池电流降至截止电流

0.05C；②静置 30 min；③以 0.50C 放电倍率进行恒

流放电，直至电池电压降至截止电压 2.75 V；④重

复上述实验流程 3 次，并进行极差计算，如果结果

小于 3%，则认为结果正确，选定 3 次容量的平均

值作为该单体的标称容量。 

1.2.2 HPPC 实验 
HPPC 实验是最基本的能够展示电池脉冲充放

电下性能的传统实验，包括电池脉冲充放电及静

置。其详细过程为：①电池充满电后静置 15 min；

②复合脉冲充放电过程，恒流放电 10 s，静置 40 s，

恒流充电 10 s，静置 40 s；③以 1.00C 倍率进行恒

流放电，放电深度为 5%，静置 30 min 后测量电池

端电压；④重复步骤②~③，直至电池单体放电至

截止电压 2.75 V，最终获得电池单体容量为 95%，

90%,  , 5%时的终端电压数据；⑤更改放电倍率，

重复步骤②~④。 
HPPC 实验过程波形如图 2 所示。HPPC 实验

中脉冲放电过程的脉冲电流及电压曲线如图 3 所

示，图(a)中 A、B、C、D  4 点表示脉冲电流的阶

跃瞬间，图(b)中 A、B、C、D  4 点表示脉冲电流

造成的电压响应瞬间。 

 
图 2 HPPC 实验波形 

Fig. 2 Experimental waveform of HPPC 

 
图 3 脉冲放电过程曲线 

Fig. 3 Curves during pulse discharge process 

1.2.3 寿命衰减循环实验 
梯次利用电池存在健康状态较差、寿命衰减

快的问题，依据国家市场监督管理总局、国家标

准化管理委员会发布的标准 GB/T 34015.3—2021
《车用动力电池回收利用 梯次利用 第 3 部分：梯

次利用要求》，工程应用中作为储能的梯次利用电

池应在 25±2 ℃范围内，放电容量不低于出厂标

称容量的 50%。因此，设定寿命衰减循环实验过

程及寿命衰减循环波形如图 4~图 5 所示。其中，  

 
图 4 寿命衰减循环流程 

Fig. 4 Flow chart of lifetime decay cycle 



 
第 4 期 杨传凯，等：基于脉冲电压和 CNN-GRU 的梯次利用锂电池健康状态估计 181 

 

 

图 5 寿命衰减循环电流波形 
Fig. 5 Current waveform in lifetime decay cycle 

容量衰减每达到 3%进行 1 次包含静态容量实验

和 HPPC 实验的性能实验，进行容量校准，记录

标称容量及充放电曲线。最终，寿命循环结束状

态为 50%SOH。 

2 梯次利用锂电池健康状态在线估算 

2.1 锂电池 SOH 定义 

SOH 作为电池容量存储能力及电池老化程度

的表征，其常见的定义方式有基于容量和内阻[18]，

公式分别为 

new
SOH 100%CQ

S
Q

    (1) 

EOL

EOL new
SOH 100%

R R
S

R R


 


 (2) 

式中： CQ 为当前循环数 C 下电池的最大可用容量；

newQ 为新电池的初始额定容量； EOLR 为电池容量降

至失效阈值时的内阻；R 为当前时刻的内阻； newR 为

新电池的初始内阻。 

除基于容量和内阻的定义方式外，功率和充放

电循环次数等性能参数也可以用来定义 SOH。但

考虑到基于内阻和循环次数的可操作性不强，本文

采用基于容量的方法来定义 SOH。 

2.2 基于脉冲电压的健康特征提取 

特征的选择对机器学习方法的准确性起着关

键作用，选择合适的特征和算法能够显著提高模型

的估计效果。由于电池在老化过程中会出现欧姆内

阻的增加及输出功率的衰减，因此脉冲电流测试下

的电压响应形状将随着电池的退化而变化，老化电

池单体电压的下降速度高于新电池。 

因此，本文基于 HPPC 实验的脉冲放电过程，

从电池脉冲电压响应曲线中提取与电池 SOH 相关

的指标，以端电压斜率 K 及校正标准差 CSD(corr- 
ected standard deviation)作为电池健康特征，其中，

K 的计算表达式为 

i j

i j

U U
K

t t





  (3) 

式中：Ui、Uj 分别为阶跃两处的电压；ti、tj 分别为

阶跃两处电压的绝对时间。 

标准差 的计算表达式为 

1

21
( )

N

i
i

x x
N




    (4) 

式中：N 为序列长度；xi 为响应序列； x 为 xi 的平

均值。 
CSD 的计算表达式为 

CSD V

I




   (5) 

式中： V 为电压标准差。 I 为电流标准差。 
2.3 CNN-GRU 模型 

CNN 是 1 种多层监督学习神经网络，如图 6
所示，其卷积结构能够减少深层网络所占内存和网

络参数，缓解模型的过拟合问题。GRU[19]与长短

期记忆 LSTM(long short-term memory)网络一样， 
可以利用门控机制来控制序列中的信息流动，但

GRU 取消了状态结构，在原来 LSTM 内部的记忆

门和遗忘门的基础上，设计了 1 个重置门和 1 个更

新门来进一步简化和改善 LSTM。因此，GRU 不

仅具有更好的运算速度，能够显著提高训练效率，

而且可以有效避免模型处理长序列数据时的过拟

合现象。GRU 模型的结构如图 7 所示，zt 为更新门，

控制前一时刻状态信息到当前时刻的保留量，决定

历 史 信 息 的 保 留 比 例 ； r t 为 重 置 门 ， 控 制 

 

图 6 CNN 架构 
Fig. 6 CNN architecture 
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图 7 GRU 架构 
Fig. 7 GRU architecture 

前一时刻状态信息被忽略的量，决定历史信息对当

前状态的影响程度；nt 为候选隐藏状态，结合重置

门与当前输入生成的备选新状态，是 GRU 内部用

于更新状态的中间变量。 
相邻数据序列间的局部特征有着很强的提取

能力，但卷积核的存在又限制了 CNN 对数据时序

性的有效表达，而 GRU 的引入能够有效地解决该

问题。因此，本文提出 1 种基于 CNN-GRU 的融合

模型，以级联方式将 CNN 特征提取能力强与 GRU
擅于挖掘数据时序特性的优势结合起来，从而提高

SOH 的估算精度。 
2.4 CNN-GRU 模型在线估算 SOH 流程 

梯次利用锂电池的 SOH 估算流程如图 8 所示。

首先，本文通过自主实验平台对电池单体设计进行

了静态容量实验、HPPC 及寿命衰减循环实验，获

取电池在老化过程中的充放电电压、电流等实验数

据信息，并从电池脉冲电压响应中提取出端电压斜

率和校正标准差特征，然后将特征数据按照时间序

列构造二维矩阵(K、CSD 健康特征)作为输入，由

CNN 卷积层挖掘数据中反映锂电池 SOH 退化情况

的高维有效特征，通过全连接层将输出的特征向量

构造为时间序列向量输入到 GRU 神经网络，GRU  

 

图 8 SOH 估算流程 

Fig. 8 Flow chart of SOH estimation 

层对 CNN 提取到的特征进行时间序列学习，获得

内部时间特征和退化趋势的变化规律，最后通过全

连接层输出梯次利用锂电池的 SOH 估算结果。 
2.5 评价标准 

以平均绝对误差 MAE(mean absolute error)和
均方根误差 RMSE(root mean square error)作为评价

标准来衡量模型的估算效果，其计算公式为 

1
MAE

1 ˆ
m

i i
i

E y y
m 

   (6) 

 
1

2
RMSE

1 ˆ
m

i i
i

E y y
m 

   (7) 

式中：m 为数据数量；yi 为 SOH 估算值；ˆiy 为 SOH
实际值。 
2.6 在线估算方法 

实验获取的 K 及 CSD 健康特征可用于在线估

算。HPPC 实验是 1 种测试电池动态响应的方法，

通过在电池充放电过程中施加短时间的高电流脉

冲，从而观察电池的瞬态和稳态行为，并非 1 种特

定工况。关于健康指标，K 是电池在脉冲电流作用

下电压变化的斜率。电压斜率通常与电池的内阻相

关，随着电池的老化，电池的内阻增加，脉冲电流

作用下电压变化的斜率也会变得更陡。通过监测电

压斜率的变化，可以评估电池的老化程度。CSD
是 1 个统计量，可以用来衡量电池电压响应中的噪

声水平。电池电压响应的稳定性会随着电池老化

而变差，这会导致电压信号中的噪声水平升高。

通过监测此标准差，可以间接评估电池的健康状

态。而实际使用过程中，电池管理系统可以定期执

行类似于 HPPC 的测试序列，上述过程集成到

BMS 中可完成电池数据采集、数据处理、健康状

态在线估算工作。 

3 实验结果与分析 

由于电池寿命衰减循环实验对实验设备和外

界环境条件要求比较严苛，且需要消耗大量的时

间和材料成本，因此实验过程不可避免地受到如

环境噪声、机器噪声的影响。本文从相同批次实
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验电池单体的高性能电池数据集中随机选取#3、

#27 共 2 组电池，并根据 2 组锂电池在老化循环

实验中 SOH 在 50%~100%范围内衰减时，电池

容量衰减达到 3%所得的性能测试实验数据作进

一步检验。 
3.1 健康特征相关性分析 

K 和 CSD 与电池 SOH 间关系的散点图如图 9
所示，可以初步看出所提健康特征 K 和 CSD 与电

池 SOH 间具有较强的线性关系。 

 

图 9 健康特征与电池 SOH 间关系的散点图 
Fig. 9 Scatter plot of relationship between health 

characteristics and battery SOH 

为了更好地度量所提健康特征与电池 SOH 的

相关程度，本文引入皮尔逊相关系数法[20]，其计算

公式为 

,
cov( , )

X Y
X Y

X Y
 

   

    1 1 1

2 2 2 2

1 1 1 1
( ) ( )
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式中：cov(X,Y)为协方差；σX、σY 分别为 X 与 Y 的

标准差。 
由表 2 相关系数的结果可知，#3 电池的 SOH

与 K、CSD 间的  分别为 0.967 0 和-0.991 8；#27

电池的 SOH 与 K、CSD 间的  分别为 0.870 5 和

-0.904 4。相关系数的绝对值均接近于 1，进一步

说明所提健康特征与 SOH 间具有强相关性，能够

有效描述电池的退化情况。 

表 2 健康特征与 SOH 间的相关系数 
Tab. 2 Correlation coefficient between health 

characteristics and SOH 

电池编号 ρ(K) ρ(CSD) 
#3  0.967 0 -0.991 8 
#27  0.870 5 -0.904 4 

3.2 CNN-GRU 梯次利用锂电池 SOH 估算结果 

对锂电池退役后进入梯次利用阶段的 SOH 情

况进行精确估算，本文将 CNN 与 GRU 相结合构

建出 CNN-GRU 混合神经网络模型。将健康特征数

据和电池 SOH 数据分别作为模型的输入和输出，

提取 80%~100%范围内寿命衰减的数据进行 CNN- 
GRU 神经网络的训练，从而得到参数调整后的优

化模型，用于后续锂电池在梯次利用阶段的 SOH
估算。 

为了验证所提方法的有效性，采用 CNN、GRU
神经网络作为对照实验，3 种模型的 SOH 估算结

果如图 10 所示。其中，图 10(a)~(b)、图 10(c)~(d)、
图 10(e)~(f)依次为 CNN、GRU 和 CNN-GRU 模型

的#3 电池、#27 电池的估算结果，估算组数代表电

池在梯次利用期间每隔 3%退化容量时的 SOH 估

算效果。图 11 显示了不同方法在不同周期下的预

测误差。 
结合图 10~图 11 可以看出，CNN、GRU 的预

测结果波动更明显，且估算过程明显出现较大的异

常值。其中，CNN 虽然对数据深度特征有着强大

的提取能力，但对于数据的时序性描述不佳，无法

充分利用数据的深度特征，影响了估算精度；GRU
能够较好地处理长序列数据学习数列间的时序关

系，但对原始数据特征的提取能力差、对特征与电

池 SOH 退化之间相关性的映射能力不足；此外，

直接用原始特征进行处理会占用模型的极大部分

算力，相较于单一神经网络模型，CNN-GRU 模型

结合了 CNN 和 GRU 的优点，通过 CNN 卷积结构
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辅助高层特征的学习，再由 GRU 将深度特征充分

利用起来，能够更好地捕获长时间步距离序列间的

依赖关系。从估算效果来看，所提方法不仅取得了 

 
图 10 锂电池 SOH 估算结果对比 

Fig. 10 Comparison of SOH estimation results for  
lithium batteries 

高精度的估算结果，还降低了模型训练的复杂性，

节省了计算资源。 
模型估算误差见表 3。可以看出，CNN、GRU

对于#3 电池 SOH 估算结果的误差 MAE、RMSE
均明显高于#27 电池，受到电池单体间不一致性的

影响较大；相比之下，CNN-GRU 的估算误差 MAE
和 RMSE 均在 0.01 内，在 2 组电池中均取得了高

精度的估算效果，可见本文提出的方法具有良好的

通用性，可扩展应用于其他电池。 
为验证所提方法的稳定性，进行不同模型下 2

组电池的连续 5 次实验，估算误差对比结果如图

12 所示。其中，HMAE、CMAE、GMAE 分别表

示 CNN-GRU、CNN、GRU 神经网络估算结果的

MAE，RMSE 同理。结合表 3 及图 12 可知，CNN、

GRU 在连续估算时均出现明显偏差，CNN 由于无

法捕获时序特性，波动最为明显；而 CNN-GRU 能

够自适应提取特征捕获 SOH 退化趋势，连续 5 次

实验的平均 MAE 和平均 RMSE 结果最大为 0.009 
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24 和 0.012 38，估算误差显著低于 CNN、GRU 神

经网络，实现了低寿命的梯次利用锂电池的 SOH
在线精确估算，并且模型在连续估算中表现平稳，

有效排除了估算结果的随机性。 

 

图 11 锂电池 SOH 估算误差对比 

Fig. 11 Comparison of SOH estimation errors for  

lithium batteries 

表 3 SOH 估算误差 

Tab. 3 SOH estimation errors 

电池

编号 
模型 MAE RMSE 5 次平均

MAE 
5 次平均

RMSE 

 CNN 0.022 1 0.026 0 0.036 21 0.042 60 

#3 GRU 0.027 6 0.033 8 0.037 58 0.044 44 

 CNN-GRU 0.007 2 0.009 6 0.008 72 0.012 38 

 CNN 0.014 6 0.020 7 0.023 76 0.028 76 

#27 GRU 0.016 6 0.017 2 0.018 30 0.019 62 

 CNN-GRU 0.006 5 0.008 2 0.009 24 0.012 31 

 

图 12 连续 5 次实验的估算误差对比 
Fig. 12 Comparison of estimation errors for five 

consecutive experiments 

4 结论 

针对梯次利用锂电池的 SOH 估算问题，本文

提出了 1 种基于脉冲电压和 CNN-GRU 混合神经网

络的 SOH 估算方法。首先，以福斯特集团的 NCM

和 LFP 电池单体为实验对象，通过搭建自主实验

平台对电池单体进行了静态容量实验、HPPC 实验

和寿命衰减循环实验，来模拟实际储能系统中电池

从开始使用至退役后进入梯次利用市场的实际退

化情况，得到了电池单体 SOH 在 50%~100%宽范

围内的全生命周期数据。然后，本文从相同批次实

验电池单体的高性能电池数据集中随机选取#3、

#27 2 组电池进行检验，基于电池脉冲电压响应提

取出 K、CSD 数据作为健康特征，输入到 CNN-GRU

神经网络进行适当训练，同时采用 CNN、GRU 神

经网络作为对照实验，得出以下结论。 

(1)提出 1 种基于电池脉冲电压响应曲线的特

征提取方式，提取易测量的 K、CSD 作为健康特征，

通过散点图和皮尔逊相关系数法对健康特征与电

池 SOH 间的关联度进行检验，结果表明 K 及 CSD

与电池 SOH 间具有强相关性，能够充分描述电池
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SOH 的退化情况，作为健康特征是简单易行、合

理有效的。 
(2)所提 CNN-GRU 混合神经网络模型能够实

现对梯次利用锂电池 SOH 的在线精确估算，电池

估算误差 MAE 和 RMSE 最大不超过 0.007 2 和

0.009 6，显著低于 CNN 及 GRU 模型下 MAE、

RMSE 的最小值 0.014 6 和 0.017 2，并且模型在连

续估算中表现平稳，连续 5 次实验的平均 MAE 和

平均 RMSE 结果最大为 0.009 24 和 0.012 38，有效

排除了估算结果的随机性，同时具有良好的泛化能

力和鲁棒性。 
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