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摘要：为提高光伏阵列故障诊断的准确率，提出 1 种基于改进蜣螂优化 IDBO(improved dung beetle optima- 
zation)算法优化轻量级梯度提升机 LightGBM(light gradient boosting machine)的光伏阵列故障诊断方法。通过

IDBO 对 LightGBM 中的特定超参数进行寻优，建立基于 IDBO-LightGBM 的光伏阵列故障诊断模型。为有效区

分各种故障，使用从电流-电压曲线中提取的特征点。为验证所提方法的效果，对模型进行仿真分析，将所提方

法与 LightGBM 算法、DBO-LightGBM 算法、其他决策树算法和支持向量机算法进行对比，验证了所提方法的

稳定性与准确率。 
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Abstract: To improve the accuracy of fault diagnosis for photovoltaic arrays, a photovoltaic fault diagnosis 
method based on an improved dung beetle optimization (IDBO) algorithm which is used to optimize a light gradient 
boosting machine (LightGBM) is proposed. The IDBO algorithm is used to optimize specific hyperparameters in 
LightGBM, and a fault diagnosis model for photovoltaic arrays based on IDBO-LightGBM is established. To 
effectively distinguish various faults, the characteristic points extracted from the current-voltage curves are utilized. To 
validate the effectiveness of the proposed method, simulation analysis is conducted on the model. A comparison is 
performed among the proposed method, LightGBM algorithm, DBO-LightGBM algorithm, other decision tree 
algorithms and support vector machine algorithm, and results verify the stability and accuracy of the novel method. 
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1近几年，光伏发电在我国飞速发展，光伏并网

发电规模不断扩大[1]。光伏阵列面积大、分布广泛，

在恶劣的自然环境下运行容易发生组件老化、局部

遮阴、开路和短路等问题[2-3]。这些问题严重影响 
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光伏系统的健康、光伏电站整体的运行及发电效 
率[4]。因此，对光伏阵列的故障进行准确高效地诊

断十分重要。 
对于光伏阵列故障诊断的问题，文献[5]利用红

外热图像检测光伏阵列出现的热斑效应，但该方法

使用成本较高且对红外热图像的精度有较高要求，

无法大规模使用；文献[6]通过光伏阵列实测曲线和

伏安特性曲线的对比来实现故障诊断，但该方法不

能做到实时在线诊断，且需要建立精确的数学模

型，实现难度较大。除了上述传统故障诊断方法， 
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国内外学者也对机器学习方法进行了研究，如神经

网络[7-9]、核极限学习机[10]、支持向量机[11]、决策

树[12-13]等。这类方法通过大量信息进行故障的分类

识别，克服了由环境因素产生的随机性影响。文  
献[14]通过使用深度神经网络克服数据集中不同故

障的红外热成像数据不平衡问题；文献[15]提出了

1 种基于 I-U 转换的特征提取方法，通过对比 10 种

机器学习分类模型的使用效果，证明其特征提取方

法的合理性；文献[16]将随机森林 RF(random forest)
集成学习算法用于光伏阵列早期故障的检测和诊

断，优化了 RF 模型的泛化性能；文献[17]提出 1
种基于 AdaBoost 集成模型 AEM(AdaBoost ensem- 
ble model)的光伏系统故障检测方法，实现了比 RF
集成学习算法更好的诊断效果；文献[18]通过对比

3 种改进决策树算法和 RF 算法对光伏阵列故障的

诊断效果，证明 LightGBM 算法在光伏故障诊断方

面的有效性。 
然而，上述研究大多是针对光伏阵列在某一时

刻仅发生 1 种故障的情况，而光伏系统可能会同时

出现多种故障，使得研究人员难以建立准确的机理

模型和提取合理故障特征[19]；同时，上述方法并未

详细考虑参数选取对其算法性能的影响，而参数选

择对于算法诊断效果的影响至关重要[20]。 
针对上述问题，本文进行的研究主要包括：  

①对蜣螂优化 DBO(dung beetle optimization)算法进

行了 3 个方面的改进，以解决蜣螂优化算法收敛速

度慢、容易陷入局部最优等问题；②建立 1 种基于

多工况的光伏阵列模型，获取样本数据，并以 I-U
特性曲线提取的故障特征作为模型输入，代表不同工

况的标签作为模型输出，构建 IDBO 优化 LightGBM
参数的光伏阵列故障诊断方法；③通过引入改进蜣螂

优化算法对 LightGBM 进行参数寻优，进而建立 1
种基于 IDBO-LightGBM 的故障诊断模型。 

1 光伏阵列故障诊断模型的构建 

1.1 光伏模型构建 

目前，已经提出多种复杂程度和准确性各异的

光伏组件建模方法。其中，单二极管模型因高精度

和相对简单而被普遍使用[21]。光伏电池单体模型的

I-U 方程可表示为 

s s
ph s

sh

( )exp 1q U R I U R I
I I I

nkT R

         
  

 (1) 

式中： phI 为光生电流； sI 为二极管的饱和电流；

为电子电荷；U 和 分别为光伏电池的输出电压和

电流； sR 和 shR 分别为模型串联等效电阻和并联等

效电阻；为二极管的理想因子；为玻尔兹曼常数；

为电池温度。 

1.2 光伏阵列故障分析 

本文采用 MATLAB/Simulink 搭建的光伏仿

真模型对任意支路的老化、局部遮阴、开路和短

路工况及基于以上工况的复杂工况的输出特性

进行模拟，光伏阵列在标准测试条件 STC(stand- 

ard test condition)(辐照度为 1 000 W/m2，温度为

25 ℃)下，不同工况对应的 I-U 曲线和 P-U 曲线

如图 1 所示。 
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图 1 不同工况下光伏阵列的 I-U 和 P-U 曲线 

Fig. 1 I-U and P-U curves for photovoltaic arrays under 

different working conditions 

由图 1 可见，不论出现何种故障情况，光伏阵

列的最大功率点电压、最大功率点电流、开路电压、

短路电流均会发生明显改变，可以根据所构建的光

伏阵列故障仿真模型，对正常、短路、开路、局部

遮阴、老化 5 类工况进行仿真。但在实际环境中，

光伏阵列往往会发生多重故障同时出现的情况，因

此根据实际可能出现的故障类型选取 15 种运行工

况作为仿真研究对象，故障诊断模型的输出定义见

表 1。 
1.3 光伏阵列特征提取 

对于光伏阵列中最为常见的 4 类故障情况，本

节通过对比不同严重程度故障下光伏阵列 I-U 曲线

的变化，提取故障诊断的特征量。图 2 为 STC 下，

不同严重程度故障下光伏阵列的 I-U 曲线。图 2(a)
中，最大功率点 MPP(maximum power point)的斜率

随着老化严重程度的增加而下降；图 2(b)中，开路

光伏组件数量的增加导致光伏阵列普通条件下的

短路电流 sc,refI 与 STC 下的短路电流 sc,STCI 减小；图

2(c)中，局部遮阴可以使 I-U 曲线出现拐点和阶跃

特征，以及 MPP 的垂直或水平变化；图 2(d) 

表 1 诊断模型的输出定义 
Tab. 1 Output definition of diagnostic model 

故障类别 工况描述 标签 
正常 无故障 0 

短路 1 1 个组件短路 1 

短路 2 多个组件短路 2 

开路 1 1 条支路开路 3 

开路 2 多条支路开路 4 

老化 1 发生轻微老化 5 

老化 2 发生严重老化 6 

局部遮阴 1 存在局部阴影 7 

局部遮阴 2 全部被阴影覆盖 8 

多重故障 1 老化和短路 9 

多重故障 2 老化和开路 10 

多重故障 3 局部遮阴和短路 11 

多重故障 4 局部遮阴和开路 12 

多重故障 5 老化、局部遮阴和开路 13 

多重故障 6 老化、局部遮阴和短路 14 
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图 2 STC 下不同严重程度故障的 I-U 曲线 
Fig. 2 I-U curves for faults of different severities  

under STC 

中，当短路光伏组件数量增加时，STC 下的开路电

压 oc,STCU 将随着普通条件下的开路电压 oc,refU 相应

减小。 

为了有效反映光伏阵列故障信息，可以使用从

光伏阵列 I-U 曲线中提取的特征点来识别这些故 

障[19-23]，其故障特征提取的具体公式为 
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式中： y 为每个 PV 串中的 PV 模块的数量； x 为

PV 串的数量； mpp,refI 和 mpp,refU 分别为普通条件下最

大功率点的电流和电压； 1F 、 2F 分别为 oc,refU 、 sc,refI

和 oc,STCU 、 sc,STCI 的 比 例 关 系 ； 3F 、 4F 分 别 为

mpp,refU 、 mpp,refI 和 oc,STCU 、 sc,STCI 之间的比例关系；

5F 为填充因子，用于表示组件的故障严重程度；

6F ~ 9F 分别为 mpp,refI 、 mpp,refU 与 sc,refI 、 oc,refU 的比

例关系； 10F 为伏安特性曲线上的开路点与最大功

率的比值。 1F ~ 10F 均可通过 sc,refI 、 oc,refU 、 mpp,refI 、

mpp,refU 计算获得。 

2 基于 IDBO 优化 LightGBM 的故障

诊断方法 

2.1 LightGBM 故障诊断模型原理 

LightGBM[24]算法是近年来新发布的开源高效

分布式梯度提升树算法。相较于其他改进决策树算

法，其特点是运行速度快、准确率高[25]。传统梯度

提升决策树 GBDT(gradient boosting decision tree)
算法很难在精度和效率之间取得较好的平衡，

LightGBM 算法可以在加快模型训练速度的同时不

对模型精度造成影响[26]。 
LightGBM 算法在 GBDT 算法的基础上提出 2

种优化方法：基于梯度的单边采样 GOSS(gradient- 
based oneside sampling)和互斥特征捆绑 EFB(excl- 
usive feature bundling)。使用 GOSS 算法可以在不损失

学习精度的情况下实现正确的学习，加快学习速度。

EFB 可以减少高维数据的特征个数，使损失最小化。 
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2.2 蜣螂优化算法的改进 

蜣螂优化算法[27]是 1 种基于蜣螂滚球、跳舞、

繁殖、偷窃、觅食等行为进行建模的新型种群智能

优化算法，它能凭借 4 个子种群在给定的种群比例

下分别运行 4 种不同的搜索手段，使不同的更新法

则在全局搜索和局部搜索之间维持平衡，其种群比

例可以按照实际问题予以确定。 

传统的蜣螂优化算法的初始解是随机产生的，

使得种群多样性不足、寻优效果有限、收敛速度不

快。为改善这一问题，使用混沌数来替代原算法中

的随机变量，以实现更全面的搜索。本文加入的

Chebyshev 混沌映射方法具有随机性、非周期性等

特性，其数学表达式为 

1 cos[ arccos( )]k kk     (7) 

式中： k 为第 k 代混沌序列的当前值；k 为当前迭

代次数。 
在迭代过程中发现滚球蜣螂之间缺乏足够的

交流，而黄金正弦算法对于更新种群位置有一定帮

助[28]。正弦函数上的点均可以通过黄金正弦算法进

行遍历，引入黄金分割系数到位置更新中，旨在局

部区域进行充分的探索，既可以让滚球蜣螂的局部

开发能力和全局搜索能力达到更好的平衡，也可以

让蜣螂的收敛速度和求解精度提高。引入黄金正弦

算法后的滚球蜣螂更新位置公式为 

1 2 1sin( )( 1 s) ( n) i ( )i ix x r r rt t    ∣ ∣  
    1 2

* ( )ic c xX t∣ ∣ (8) 

式中：xi(t)为第 i 只蜣螂在第 t 次迭代时的当前位置；

r1 和 r2 为随机数， 1r ∈(0, 2π]， 2r ∈(0, π]；X*为当

前迭代周期内的全局最优位置； 1c 和 2c 为引入黄金

分割数后得到的系数，可表示为 

2

1 (1 )
(1 )

c a b

a bc

 
 

  
  





  (9) 

式中：a、b 初始值设置为-π 和 π，随后 a 和 b 随

着目标的变化而改变；τ 为取值是 (1 5 2 )/ 的黄

金分割数。 
Lévy 飞行是用于模拟动物的随机游走过程的

算法，具有扩大种群探索区域和丰富种群多样性的

特点。在偷窃蜣螂的位置更新公式中，蜣螂存在陷

入局部最优的情况，而使用 Lévy 飞行策略进行位

置更新使得偷窃蜣螂搜索范围更广泛，此时偷窃蜣

螂的位置更新公式为 
b( 1) ( ( )i ix t X S x t X       ∣ ∣g  

    b( ) ) ( )ix t X L  ∣ ∣  (10) 

式中：Xb 为全局最优位置；S 为步长缩放因子；g
为正态分布随机向量；⊕为点乘； ( )L  为服从 Lévy
飞行分布的步长。 
2.3 IDBO-LightGBM 混合模型 

由于在默认参数下 LightGBM模型的故障诊断

准确率不高，因此要优化 LightGBM 模型中的指

定超参数，以提升其诊断准确率。参数值在给定

范围内随机生成，迭代 100 次，参数寻优后的结

果见表 2。 

表 2 参数寻优结果 
Tab. 2 Parameter optimization results 

参数 最优值 参数含义 

Learning_rate 0.206 
学习率，该步长参数用

于控制每次迭代中模型

参数的更新幅度 

n_estimators 200 
决策树的数量或迭代

次数 

max_depth 4 决策树的最大深度限制 

min_child_samples 28 
1 个叶子节点所需的最

小样本数 

使用 IDBO 算法对 LightGBM 进行参数寻优，

进而建立 IDBO-LightGBM 故障诊断模型，故障诊

断具体步骤如下。 
步骤 1 输入正常工况和不同故障工况下的光

伏阵列样本数据，对数据进行标准化转换，划分训

练集与测试集。 
步骤 2 初始化 LightGBM 模型的参数和 IDBO

算法的参数，并设置蜣螂种群数量、自变量上下限、

最大迭代次数、维度大小等。 
步骤 3 根据式(7)对蜣螂种群初始化。 
步骤 4 根据各蜣螂种群的位置更新公式计算

蜣螂新位置的适应度值。判断当前蜣螂种群的适

应度值对比已存储的最佳适应度值是否更佳，若
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是，则替换存储的最佳适应度值为当前适应度

值，并保存其对应的数值；否则继续存储之前的

最佳参数。 
步骤 5 判断迭代次数是否达到最大值，若是，

则结束迭代，比较所有迭代存储的最优适应度值并

输出最优参数；若不是，则返回步骤 3。 
步骤6 以 IDBO 寻得的最优参数值构建最优

的 LightGBM 模 型 进 行 光 伏 阵 列 故 障 的 诊 断  
测试。 

3 仿真实验分析 

3.1 仿真模型构建 

本文通过对表 1 中 15 种标签所对应的不同工

况进行仿真，每条标签均有 1 000~1 500 条数据，

共计 16 000 条。数据集由 MATLAB/Simulink 构建

出的 2×4 的故障仿真模型获得，故障仿真模型如 
图 3 所示。 

 

图 3 光伏阵列故障仿真模型 
Fig. 3 Simulation model of photovoltaic arrays under fault 

设置各光伏阵列模块的环境温度在 10~40 ℃
的区间内，辐照度在 200~1 200 W/m2 的区间内。

通过改变电阻 Rs 对光伏阵列的老化情况进行仿真，

Rs<1 Ω 为轻微老化，否则属于严重老化；通过调整

并联电阻 Rij(i=1, 2；j=1, 2, 3, 4)控制其对应的光伏

组件短路情况，以模仿光伏阵列中组件发生短路故

障的情况；通过调整串联电阻 Rj(j=1, 2, 3, 4)对光伏

阵列开路故障进行仿真；改变每个光伏组件输入的

环境温度和辐照度对光伏阵列局部遮阴情况进行

仿真。复合故障工况仿真则是对上述 2 种及以上故

障同时发生的情况进行仿真。 
3.2 样本数据标准化转换 

当在非 STC 下发生不同的故障时，I-U 曲线可

能会显示出相似的特征。因此，若能将在不同环境

条件下的参数准确转换为 STC 状态下的参数，则

可有效提高后续识别算法的分类精度。用于转换原

始 I-U 曲线的公式为 
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
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 (11) 

式中： STCI 和 STCU 分别为 STC 下的输入电流和电

压； outI 和 outU 分别为普通条件下的输出电流和电

压；G 和 T 分别为普通条件下的辐照度和温度； 

STCG 和 STCT 分别为 STC 下的辐照度和温度； i 为

短路电流温度系数； u 为开路电压温度系数； gK

为电压的辐照度修正系数。 
不同太阳能发电场的光伏阵列具有不同的电

压和电流水平。为使所提故障诊断方法具有鲁棒

性，有必要对电流和电压归一化，其公式为 

n
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  (12) 
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式中， nI 和 nU 分别为归一化后的原始短路电流和

开路电压。 
3.3 实验过程及诊断结果 

3.3.1 算法对比 
为了说明所提方法的合理性，使用 IDBO 算

法对 2.1 节指定的 LightGBM 超参数进行寻优， 将

结果与 DBO 算法和 SSA 算法的寻优结果进行对

比。其中，IDBO 的迭代次数设为 100，蜣螂种群

规模设为 60，各个蜣螂种群的比例为 6:6:7:11。

对比结果如图 4 所示，求取适应度值大小的公  
式为 

fitness 1 acc    (13) 
式中： fitness 为适应度值， fitness 越小表示模型

诊断越准确； acc 为代入寻优后超参数模型的准

确率。 

 

图 4 3 种模型的寻优曲线 
Fig. 4 Optimization curves for three models 

由图 4 可见，IDBO 算法具有较强的快速收敛

能力，在第 21 次迭代时收敛，且其最低适应度值

为 0.007 1，最高准确率为 99.29%，很好地满足了

准确性要求；DBO 算法和 SSA 算法分别收敛于

0.029 6 和 0.033 2，收敛精度不佳。综上可知，IDBO

算法改进后收敛速度更快，且识别精度更高，证明

了本文选用该算法的合理性。 

3.3.2 不同工况诊断结果分析 
为了说明所提方法的有效性，分别使用 IDBO- 

LightGBM 故障诊断模型和改进前的 DBO-Light- 

GBM 对 3.1 节仿真得到的数据集标准化转换后进

行训练与测试。 

LightGBM 模型在默认参数下虽然拥有分类能

力，但准确率不高，对超参数的选取直接影响

LightGBM 的故障分类精度。使用 LightGBM 分

类模型的默认参数，所得未经优化的 LightGBM
模型诊断结果如图 5 所示，其运行工况标签的含

义见表 1。 

 
图 5 LightGBM 模型的故障诊断结果 

Fig. 5 Fault diagnosis results of LightGBM model 

由图 5 可见，LightGBM 模型在默认参数输入

的情况下，对测试样本中的标签 0、3、4、8、9、

10、11、13、14 均造成了错误的诊断，且诊断结

果表明该模型所得到的诊断正确率仅为 90.44%。

可以看出，LightGBM 模型在默认参数输入的情况

下诊断能力不够理想，有待加强。 
将 IDBO 算法和 DBO 算法对 2.3 节指定的超

参数寻优后的值输入 LightGBM 模型后，其故障诊

断模型的可视化结果如图 6 所示，其运行工况标签

的含义见表 1。 
由图 6 可见，将寻优后的超参数值输入 Light- 

GBM 模型后，LightGBM 模型对于光伏阵列的故

障诊断效果明显提升。但 DBO-LightGBM 模型的

诊断对于光伏阵列运行中特定的几种工况的准

确率仍然不超过 95%，说明该模型的诊断效果不

佳。优化后的 IDBO-LightGBM 模型有 3 组测试

样本发生了错误诊断，分别是将 2 条标签 14(老
化、局部遮阴和短路)数据诊断为标签 9(老化和

短路)，以及 1 条标签 4(多条支路开路)数据诊断

为标签 3(1 条支路开路)，模型诊断的准确率达到

了 99.29%，说明了该模型在光伏阵列故障诊断方

面的有效性。 
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图 6 IDBO-LightGBM 模型和 DBO-LightGBM 模型的 
故障诊断结果 

Fig. 6 Fault diagnosis results of IDBO-LightGBM and 
DBO-LightGBM models 

3.3.3 算法对比结果分析 
为了说明所提方法的优越性，在使用同样的训

练样本和测试样本的前提下，将本文算法对于不同

运行工况的诊断准确率与默认参数输入的 Light- 
GBM、使用 DBO 进行参数寻优的 LightGBM、其

他改进决策树算法(XGBoost、CatBoost)及支持向

量机 SVM(support vector machine)进行对比，如图

7 所示，其运行工况的标签含义见表 1。 

 

图 7 不同算法的诊断结果对比 
Fig. 7 Comparison of diagnostic results among  

different algorithms 

由图 7(a)和(b)可见，以上算法对于标签 7 的召

回率均为 100%，对于标签 2、6、13 的诊断准确率

均为 100%，这说明在特定情况下，以上算法均有

出色表现，没有出现错误的诊断。其中，SVM 算

法在其他运行工况的诊断表现相比其他决策树算

法较差。 
在对标签 9 和标签 14 的诊断结果上，算法普

遍效果不佳，但 IDBO-LightGBM 对标签 9 的诊断

准 确 率达到 96.12%， 相 比 DBO-LightGBM 的

91.50%和 LightGBM 的 59.37%分别提高了 4.62%
和 36.75%。对标签 14 的诊断准确率仅有 IDBO- 
LightGBM 达到 95%以上，对比其他算法有较大  
提升。 

除上述标签外，各改进决策树算法对其他标签

均有良好的诊断效果，而参数寻优后的 IDBO- 
LightGBM 和 DBO-LightGBM 对比默认参数的

LightGBM 的诊断效果均有所提高。 
因此，根据图 7 可以认为 IDBO-LightGBM 在

多数工况下均具有明显的优越性，因为其在这些情

况下具有较高的诊断能力，而其他算法则在某些情

况下可能会出现较低的准确率。 

4 结论 

本文提出了 1 种基于 IDBO-LightGBM 的光伏

阵列故障诊断方法，能够诊断光伏阵列不同类型的
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故障状况。研究分析了多种类型的光伏阵列故障，

构建了融合多种故障特征量的输入向量。建立了基

于 IDBO-LightGBM 算法的故障诊断模型，搭建了

光伏阵列仿真模型，从而验证了算法的有效性。通

过仿真分析和验证，得出以下结论。 
(1)本文对 DBO 算法进行了 3 个方面的改进：

其一，利用 Chebyshev 混沌映射初始化蜣螂种群的

位置；其二，引入黄金正弦策略，使滚球蜣螂能够

对局部区域进行充分搜索；其三，引入 Lévy 飞行，

使偷窃蜣螂个体去到更广的搜索空间。 
(2)本文提出 1 种基于多工况的光伏阵列模型，

并以 I-U 特性曲线提取的故障特征作为模型输入，

代表不同工况的标签作为模型输出，构建 IDBO 优

化 LightGBM 参数的光伏故障诊断方法。 
(3)通过引入改进蜣螂优化算法对 LightGBM

进行参数寻优，进而建立 1 种基于 IDBO-LightGBM
的故障诊断模型。通过与 SVM 算法、默认参数输

入的 LightGBM 算法、使用 DBO 进行参数寻优的

LightGBM 算法及其他改进决策树算法的对比，证

明了本文方法的合理性、有效性和优越性。实验

结果表明，基于 IDBO-LightGBM 的故障诊断模型

可以更准确地识别出正常、老化、局部遮阴、短

路和开路等故障，以及以上工况同时发生的复合

故障。 
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