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基于 EMD-LSTM-Attention 的锂离子电池

SOC 预测 
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( 重庆理工大学理学院，重庆 400054 ) 

摘要：锂离子电池荷电状态SOC( state-of-charge )预测是电池管理系统中重要的一环，精确地预测锂离子电池

SOC 对保障电池安全运行具有重要意义。针对锂离子电池 SOC 的预测问题，利用经验模态分解 EMD( empirical 
mode decomposition )、长短期记忆 LSTM( long short-term memory )循环神经网络与注意力( Attention )机制搭建锂离

子电池 SOC 预测模型。以锂离子电池充放电过程中的电压、电流、表面温度与经过 EMD 分解后的电压作为模

型的特征；模型的 LSTM 层能够从锂离子电池历史循环数据中捕捉电池时间信息，并总结出长期的依赖关系；

模型的注意力层能够捕捉特征输入和 SOC 输出之间的非线性和动态关系，优化各循环阶段和各个特征之间的权

重关系，进一步提高 SOC 预测精度。使用马里兰大学公共电池数据集进行实验，结果表明与仅使用 LSTM 的模

型相比，所提模型在 3 种不同工况下的平均预测误差分别降低了 49.36%、45.61%、46.93%。 
关键词：锂离子电池；荷电状态；经验模态分解；长短期记忆神经网络；注意力机制1 

SOC Prediction for Lithium-ion Batteries Based on 
EMD-LSTM-Attention 

ZHU Bo, LIU Xueqin, WANG Yuhui, LI Tao, CHENG Guanyin 
( School of Science, Chongqing University of Technology, Chongqing 400054, China ) 

Abstract: The state-of-charge ( SOC ) prediction for lithium-ion batteries is an important part of a battery 
management system, and accurately predicting their SOC is of significance for ensuring their safe operation. On this 
basis, empirical mode decomposition ( EMD ), long short-term memory ( LSTM ) recurrent neural network and Attention 
mechanism are used to build an SOC prediction model for a lithium-ion battery. The voltage, current, surface 
temperature and the voltage decomposed by EMD in its charging and discharging processes are taken as the 
characteristics of the model. The LSTM layer of the model can capture the battery time information from the historical 
cycle data of the lithium-ion battery, and the long-term dependence relationship is also summarized. The Attention layer 
of the model can capture the nonlinear and dynamic relationship between feature input and SOC output, so as to 
optimize the weight relationship between each cycle stage and each feature and further improve the SOC prediction 
accuracy. Experiments were carried out based on the public battery data set of University of Maryland, and results show  
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that compared with that of a model which only uses LSTM,
the average prediction errors of the proposed model under
three different working conditions were reduced by 49.36%,
45.61% and 46.93%, respectively. 
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当前全球能源危机日益严重，社会对环境保护

逐渐重视。电动汽车的快速发展，全球电动汽车保

有量占比逐步上升，大幅度减少了由燃油汽车排放
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的温室气体，有效缓解了当前的能源危机与环境恶

化的压力[1]。锂离子电池凭借其制造成本低、能量

密度高、自放电率低、使用寿命长等优点，已成为

电动汽车最常见的储能载体[2]。锂离子电池荷电状

态SOC( state-of-charge )预测是电池管理系统中重要

的一环，准确的 SOC 预测可以有效避免过充电或

过放电情况发生，对于电动汽车的安全和性能维护

至关重要，还能给驾驶人员制定驾驶策略提供有用

的信息[3]。 
但是电池的SOC不能被直接测量[4]，只能通过

传感器测量得到间接参数( 电流、电压、温度等 )，
然后利用已有间接参数来预测电池的 SOC。目前已

有多种针对锂离子电池 SOC 预测的方法。安时积

分法和开路电压法被广泛使用，但由于抗噪声能力

较弱[5]，且电池使用后需要静置至稳态才能计算

SOC 值，不适用于在线预测；基于模型的方法旨在

通过建立复杂的数学方程来模拟电池行为，这种方

法通常需要特定领域的知识和复杂的程序[6-7]，且

该方法高度依赖于电池模型的准确度，由于电池的

复杂动态特性，以及温度和老化的影响，特别是一

些电池的开路电压对 SOC 变化不敏感，因此在实

际应用中难以获得准确的电池模型[8-9]。 
近年来，随着硬件性能的提高，数据驱动的方

法取得了长足的进步。深度学习算法可用于探究采

样数据与SOC 之间的非线性映射[10-11]。本文提出了

带有注意力机制的经验模态分解与长短期记忆神

经网络 EMD-LSTM-Attention( empirical mode  
decomposition-long short-term memory neural network- 
Attention mechanism )联合预测模型。该模型不需要

考虑电池复杂的内部原理和反应机理，能够在有限

的领域知识内模拟电池单元的复杂非线性动态特

性。模型加入了注意力层，来增强其专注于长输入

序列的关键特征的能力。注意力层通过权重分配来

突出重要特征对神经网络输出的影响。注意力层能

够约束 LSTM 相邻输出 SOC 之间的变化，使网络

输出平滑，进一步提高 SOC 预测性能。 
针对模型输入，锂离子电池初始电压是 1 个关

于时间的持续动态信号，因此可以应用信号处理的

时频分析法对电压值进行处理。对于平稳信号，可

以使用傅里叶变换进行处理，例如快速傅里叶变换

与离散傅里叶变换[12]。但在锂离子电池的实际使用

过程中，电压变化是非平稳的，因此电压是 1 个非

平稳的动态信号。对于这种非平稳信号频谱的分

析，目前主流方式有窗口傅里叶变换和小波分解，

但此类变换方式都存在明显不足，易受到人为因素

影响，如窗口宽度与基函数的设置等[13-14]，因此针

对非平稳信号构建无人工参数的模态分解方法十

分必要。经验模态分解算法在处理锂离子电池电压

这类非平稳信号时具有良好的效果。本文引入额外

的 EMD 电压作为 1 个特征，以增强网络映射电池

非线性特性的能力，减少输出 SOC 波动，进一步

提高 SOC 预测精度。 

1 EMD-LSTM-Attention 模型 

本文采用 EMD-LSTM-Attention 联合预测模

型，其结构如图 1 所示。首先 EMD 算法部分对锂

离子电池数据进行经验模态分解，将分解后的时间

序列数据输入带有注意力机制的 LSTM 层，然后由

带有注意力机制的 LSTM 层提取数据序列的时间

特征。整个模型结合了 3 种算法的优势，EMD 算

法部分对数据集中的非平稳时间序列数据进行自

适应分解，然后得到平稳的时间序列数据，LSTM
部分有效解决了长距离依赖序列的问题，带有注意

力机制的 LSTM 层给予不同时间戳的数据不同的

权重，使模型能够优先关注到对当前时间 SOC 影

响较大的充放电数据。实验结果表明，整个模型对

数据的捕捉学习能力得到了大幅提高，预测精度得

到进一步提升。 
1.1 经验模态分解算法 

EMD 算法由 Huang 等[15]于 1998 年提出。EMD
算法能够根据数据本身的时间尺度特性进行信号

分解，不需要人为设置分解窗口宽度与基函数，具

有较强的自适应性。由于省去了设置基函数这一人

为过程，EMD 使信号分解更简单、更高效。EMD
可用于序列信号分解，是 1 种较好的非线性与非平  
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图 1 EMD-LSTM-Attention 模型结构 
Fig. 1 Structure of EMD-LSTM-Attention model 

稳信号频谱分析工具，在非平稳信号处理上具有显

著优势。 
1.2 长短期记忆神经网络 

LSTM 是由递归神经网络 RNN( recurrent neu- 
ral network )改进后的 1 种神经网络。与其他 RNN
一样，LSTM 能够有效处理时间序列数据。与传统

RNN 相比，LSTM 能够在训练过程中大幅减少梯

度消失现象，有效解决长距离依赖序列的问题，并

表现出更高的预测性能。其具体计算过程为 

1=σ( , + )[ ]t f t t ff h xw b  ( 1 ) 

1=σ( , + )[ ]t i t t ii h xw b  ( 2 ) 

 1=tanh( , + )t c t t cc h x w b  ( 3 ) 

1= +t t t t tc f c i c    ( 4 ) 

1=σ( , + )[ ]t o t t oo h xw b  ( 5 ) 

= tanh( )t t th o c   ( 6 ) 

式中： tx 为当前时间步的输入； 1th  与 th 分别为上

一时间步与当前时间步的隐藏状态； 1tc  与 tc 分别

为上一时间步与当前时间步的记忆状态； tc 为当前

时间步的单元状态； tf 、 ti 、 to 分别为遗忘门、输

入门、输出门， tf 决定了上一时间步的记忆状态 1tc 

遗忘的程度，其取值区间为[0, 1]， tf =0 代表遗忘

1tc  中的所有信息， tf =1 代表 1tc  中的所有信息完

全不变， ti 控制当前状态信息的更新程度，结合 1th 

与 tx 将 1tc  更新为 tc ， to 控制哪些信息用以输出，

得到当前时间步的隐藏状态 th ；σ( ) 与 tanh ( ) 为传

输函数； w 和 b 分别为上述门的权重矩阵和偏置 
向量。 
1.3 注意力机制 

LSTM 虽然能够有效减少梯度消失和梯度爆

炸对长时间序列的影响，但是并不能完全消除影

响。因此在模型中引入注意力(Attention)层，使模

型既能发挥 LSTM 的长时间捕捉的优势，又能够利

用注意力机制对权重进行分配。在训练过程中，大

量的特征数据将被输入到深度学习模型中。带有注

意力机制的模型可以有效地访问输入序列中所有

时间步长的状态，并且训练模型从数据中筛选出对

输出有显著影响的特征，并增加这些特征的权重，

为最相关的特征指定更高的权重，同时降低不重要

特征的权重。其具体计算过程为 
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式中： mh 为特征向量； th 为当前时间步的隐藏状

态向量； m( ,  )ts h h 为采用内积运算的注意力打分函

数； sw 与 sb 分别为全连接层的权重矩阵与偏置向

量； i 为注意力权重； *
th 为注意力层输出； ˆty 为

长序列 SOC 的预测值； w 与 b 分别为预测运算中

的权重矩阵与偏置向量。 

2 锂离子电池数据集 

采 用 马 里 兰 大 学 高 级 生 命 周 期 工 程 中 心 
CALCE( center for advanced life cycle engineering ) 
数据集 [16]对所提出的 SOC 预测模型进行验证。

CALCE 数据集包含了A123型 LiFePO4 电池在 3 个

环境温度( 0 ℃、25 ℃、40 ℃ )下的充放电数据， 包
括充放电电压、工作电流、电池温度等。每个温度

下均针对 3 种测试工况进行测试，3 种工况分别为

动态压力测试 DST( dynamic stress test )工况、高速

公 路 驾 驶 工 况 ( US06 ) 和 联 邦 城 市 驾 驶 FUDS 
( federal urban driving schedule )工况。3 种工况分别

模拟了不同的驾驶环境，能够较好地模拟真实驾驶

情况，适合用于锂离子电池 SOC 预测模型的验证。 

3 结果与分析 

首先使用第 2 节所提 A123 型电池数据集中 3
种温度数据中的 2 种作为训练集，剩余 1 种作为测

试集进行训练与验证。图 2~图 4 分别为 DST、US06、

FUDS 工况下，使用 0 ℃与 40 ℃数据作为训练集，

25 ℃数据作为测试集的预测结果。根据实验结

果可以看出，模型在不同工况下都有较好的预测

效果。 

 

图 2 DST 工况 25 ℃ SOC 预测结果与误差 

Fig. 2 SOC prediction results and errors under DST 

condition and 25 ℃ 

 

图 3 US06 工况 25 ℃ SOC 预测结果与误差 

Fig. 3 SOC prediction results and errors under US06 

condition and 25 ℃ 

 

图 4 FUDS 工况 25 ℃ SOC 预测结果与误差 

Fig. 4 SOC prediction results and errors under FUDS 

condition and 25 ℃ 

分别以 DST、US06、FUDS 工况数据作为测   
试 集 的 预 测 结 果 均 方 根 误 差 RMSE( root mean 
square error )、平均绝对误差 MAE( mean absolute 
error )及 R2 见表 1。可见，DST 工况下的最低 RMSE
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为 1.556 9%，US06 工况下的最低 RMSE 为 1.354 9%， FUDS 工况下的最低 RMSE 为 1.613 3%。 
表 1 同工况不同温度下的预测误差 

Tab. 1 Prediction errors under the same condition and different temperatures 

训练集 测试集 RMSE/% MAE/% R2/% 

DST( 25 ℃ )+DST( 40 ℃ ) DST( 0 ℃ ) 1.624 3 1.276 4 98.65 

DST( 0 ℃ )+DST( 40 ℃ ) DST( 25 ℃ ) 1.590 1 1.286 3 98.70 

DST( 0 ℃ )+DST( 25 ℃ ) DST( 40 ℃ ) 1.556 9 1.234 7 98.75 

US06( 25 ℃ )+US06( 40 ℃ ) US06( 0 ℃ ) 1.552 9 1.231 4 98.56 

US06( 0 ℃ )+US06( 40 ℃ ) US06( 25 ℃ ) 1.438 9 1.160 2 98.65 

US06( 0 ℃ )+US06( 25 ℃ ) US06( 40 ℃ ) 1.354 9 1.075 8 98.78 

FUDS( 25 ℃ )+FUDS( 40 ℃ ) FUDS( 0 ℃ ) 1.720 8 1.208 8 98.59 

FUDS( 0 ℃ )+FUDS( 40 ℃ ) FUDS( 25 ℃ ) 1.655 9 1.326 7 98.73 

FUDS( 0 ℃ )+FUDS( 25 ℃ ) FUDS( 40 ℃ ) 1.613 3 1.548 9 98.85 
 
本文还验证了 25 ℃下，使用其中 2 种工况的

数据作为训练集，剩余 1 种工况数据作为测试集情

况下模型的预测性能。同时对比了 25 ℃下使用不

同工况数据作为训练集与测试集，采用所提模型与

仅使用 LSTM 网络进行 SOC 预测的结果，其中 
LSTM 网络参数设置与本模型的 LSTM 层参数保 
持一致，实验结果如图 5~图 7 所示。可以看出，本

文提出的 EMD-LSTM-Attention 模型在各个工况下

都具有较好的预测效果。 

 

图 5 DST 工况 SOC 预测结果与误差 
Fig. 5 SOC prediction results and errors under 

DST condition 

LSTM 与所提模型在 25 ℃不同工况的预测误

差对比见表 2。US06 数据与 FUDS 数据作为训练

集，DST 数据作为测试集的情况下，所提模型的

RMSE 为 1.406 5%，MAE 为 1.127 4%。US06 数据

作 为 测 试 集 的 情 况 下 ， 所 提 模 型 的 R M S E 为 

 

图 6 US06 工况 SOC 预测结果与误差 
Fig. 6 SOC prediction results and errors under  

US06 condition 

 
图 7 FUDS 工况 SOC 预测结果与误差 

Fig. 7 SOC prediction results and errors under  
FUDS condition 

1.346 7%，MAE 为 1.074 4%。FUDS 数据作为测

试集的情况下，所提模型的 RMSE 为 1.368 5%，
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MAE 为 1.048 6%。相比传统的单一 LSTM 模型，

本文所提模型的预测精度更高，在不同工况下的

RMSE 平 均 值 为 1.373 9% ， MAE 平 均 值 为  
1.083 5%。所提模型在 3 种工况数据集的 SOC 预

测值的 RMSE 对比 LSTM 模型分别降低了 39.02%、

39.82%、31.18%，平均降低 36.67%；MAE 分别

降 低 了 49.36% 、 45.61% 、 46.93% ， 平 均 降 低

47.30%。 
表 2 同温度不同工况下的预测误差 

Tab. 2 Prediction errors under different working conditions and the same temperature 

训练集 测试集 模型 RMSE/% MAE/% R2/% 

US06+FUDS DST 
LSTM 2.306 4 2.226 3 96.43 

EMD-LSTM-Attention 1.406 5 1.127 4 98.52 

DST+FUDS US06 
LSTM 2.237 6 1.975 2 95.86 

EMD-LSTM-Attention 1.346 7 1.074 4 98.62 

DST+US06 FUDS 
LSTM 1.988 4 1.975 8 96.97 

EMD-LSTM-Attention 1.368 5 1.048 6 98.65 
 

4 结语 

锂离子电池 SOC 预测是电池管理系统中重要

的一环，高效准确地预测锂离子电池 SOC 对保障

电池安全运行具有重要的意义。为了进一步提高锂

离子电池 SOC 预测准确率，提出了基于 EMD- 
LSTM-Attention 的锂离子电池 SOC 预测模型。模

型利用了经验模态分解算法在非平稳信号处理上

的优势，将锂离子电池电压数据分解，并将分解后

的电压曲线作为 1 个新的特征量。将电压、电流、

温度、分解后的电压作为 SOC 预测模型的输入，

以 SOC 值作为输出，直接预测锂离子电池 SOC 值。

模型的 LSTM 层能够对历史电池数据进行学习，得

到输入与输出的非线性对应关系。注意力层的加入

能够使其模型注意到对当前 SOC 影响较大的历史

数据，重新分配权重进行参数学习，进一步提高

SOC 的预测精度。使用 CALCE 数据集验证了所提

出的 EMD-LSTM-Attention 深度学习模型，实验结

果表明，本文提出的 EMD-LSTM-Attention 模型在

不同工况下的平均绝对误差为 1.083 5%，均方根误

差为 1.373 9%，相较于传统的 LSTM 模型具有更

高的预测精度。控制变量实验结果表明，所提

EMD-LSTM-Attention 模型在不同放电工况与不同

温度下都具有较高的预测精度，具有良好的泛化能

力。实验结果验证了模型的有效性，具有一定的应

用价值。 
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