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摘要：锂电池未来容量的准确预测是锂电池健康管理系统的关键。针对锂电池容量序列受容量再生等影响，

设计了 1 种基于容量序列分解与重构的长短期记忆 LSTM(long short-term memory)神经网络锂电池剩余寿命预测

模型。首先，使用自适应噪声完备集合经验模态分解 CEEMDAN(complete ensemble empirical mode decomposition 
with adaptive noise)技术将原始序列分解为多个固有模态分量，可以消除容量回升现象；其次，采用 Hurst 技术

将各分量重组成多个规律性强的子序列，可以降低测试阶段的时耗；然后，分别对多个子序列利用鲸鱼优化算

法 WOA(whale optimization algorithm)对 LSTM 的参数进行优化并将多组预测结果进行叠加，从而获得最终的预

测结果；最后，在 2 组具有不同退化特征的锂电池失效数据集上验证了设计模型的有效性。实验结果表明，所

提方法在平均绝对误差和均方根误差方面均能保持在一定范围内。1 
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Abstract: The accurate prediction of the futural capacity of lithium batteries is crucial for their health management 
systems. Aimed at the impact of capacity regeneration on the capacity sequences of lithium-ion batteries, a long 
short-term memory (LSTM) neural network-based remaining useful life prediction model is proposed, which is based 
on capacity sequence decomposition and reconstruction. First, the CEEMDAN technology is used to decompose the 
original sequence into various intrinsic mode components, so as to eliminate the phenomenon of capacity rebound. 
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Second, the Hurst technique is utilized to reassemble each
component into multiple systematically strong sub-sequences,
which can reduce the time consumption during the testing
phase. Third, the whale optimization algorithm is applied to
multiple sub-sequences to optimize the parameters of LSTM,
and the outcomes from various sets of predictions are further
aggregated to derive the ultimate prediction results. Finally,
the effectiveness of the proposed model is verified on two sets
of lithium-ion battery failure datasets with different degrada-
tion characteristics. Experimental results show that the propo-
sed method can maintain both the mean absolute error and
root mean square error in certain ranges. 

Keywords: Lithium-ion battery; empirical mode de-



 
第 3 期 冯杰，等：基于容量序列分解与重构的 LSTM 锂电池剩余寿命预测算法 231 

 

composition; Hurst; whale optimization algorithm; long short-term memory (LSTM) neural network  

锂电池作为 1 种高效的能源存储解决方案，

已广泛应用于移动设备、电动汽车、可再生能源

系统及许多其他领域[1-3]，为了保障系统安全运

行，通常需要在电池失效阈值 EOL(end of life)之

前更换电池，一般取 EOL 为 80%电池额定容   

量[4]。但锂电池的剩余寿命预测是 1 个复杂而具

有挑战的问题。电池在充放电循环过程中处于静

止状态时，电池内部的化合物反应使容量有一定

程度的回升，下一个循环的容量将立即增加[5]，

这种现象会影响对锂电池健康状态 SOH(state of 

health)估计的准确性。当前，锂离子电池剩余寿命

的预测方法主要分为 2 类：基于物理模型和基于

数据驱动的方法[6]。物理模型建模方法要求建立

准确的模型，这些模型需要一定的先验信息，用

于描述电池内部的物理和化学过程，如电化学模

型[7]、等效电路模型[8]和粒子滤波器[9]等。虽然

这些方法在一定程度上可以预测电池的剩余容

量，但面对真实电池使用的复杂场景，在实际应

用中存在较大的局限性。数据驱动的方法在解决

非线性和受众多随机因素影响的问题方面有着

天然的优势。文献[10]提出了 1 种基于 BP 神经网

络的剩余寿命预测方法，由于锂电池的退化过程

具有时序性，该神经网络在时序数据预测方面略

显不足；文献[11]提出了 1 种基于长短期记忆

LSTM(long short-term memory)网络的预测模型，

该模型在处理时序类的数据方面有着天然的优

势，但是锂电池容量退化过程中的容量再生会影

响该网络模型的性能；文献[12]提出了 1 种组合

预测的方式，通过模态分解获取不同的分量和残

差，提高模型的预测性能，但该方法需要对所有

的分量进行分别预测，随后将结果进行叠加，导

致预测效率较差；文献[13]使用 LSTM 网络进行

预测锂电池的容量衰退情况，在一定程度上解决

了梯度消失的问题，但无法很好地处理容量再生

现象；文献[14]提出了 1 种自适应噪声完备集合  

经验模态分解 CEEMDAN(complete ensemble 
empirical mode decomposition with adaptive noise) 
与 LSTM 的组合预测模型，CEEMDAN 可以有效

消除容量回升现象，但该方法会使整个预测过程

显得烦琐且需要较长的时间，同时 LSTM 参数的

确定较为困难，进而影响后续的预测性能。 

综上所述，LSTM 网络具有良好的预测性能，

但需要人为设置参数；信号分解方法虽在一定程度

上解决了容量回升缺陷，提高了模型预测的准确

性，但其整个预测过程较为烦琐且耗时较长。针对上

述问题，本文设计了 1 种基于完全自适应噪声集合经

验模态分解-赫斯特指数与改进 LSTM 的混合预测方

法 CHWLSTM(CEEMDAN-Hurst-WOA-LSTM)。 

1 本文算法 

本 文 所 提 出 的 锂 电 池 剩 余 寿 命 预 测 模 型

CHWLSTM 的总体架构如图 1 所示，可以分为以

下 4 个阶段。 

阶段 1：由于锂电池容量退化数据存在容量再

生现象，进而影响后续的 LSTM 网络性能，故使用

CEEMDAN 将退化容量数据分解为 k 个模态分量，

可有效消除容量再生的缺陷。 

阶段 2：通过分解得到的 k 个分量若分别进行

预测，会使整个预测流程变得烦琐，因此使用 Hurst

指数重构方法将各个容量子序列重构为多个新的

容量序列，同时划分训练集和测试集。 

阶段 3：对于重构的多个新的容量序列，分别采

用鲸鱼优化算法 WOA(whale optimization algorithm)- 

LSTM 对多个容量序列进行寻优，寻优结束后将

超参数带入 LSTM 网络对未来容量序列进行  

预测。 

阶段 4：阶段 3 所得的预测结果全部叠加得到

最终的容量预测结果。  
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图 1 CHWLSTM 模型预测流程 
Fig. 1 Flow chart of prediction based on CHWLSTM model 

2 基于锂电池容量序列分解与重构的

模型建立 

2.1 完全自适应噪声集合经验模态分解 
经验模态分解 EMD(empirical mode decompo- 

sition)可以把非平稳信号分解为若干个本征模态函

数 IMF(intrinsic mode function)和 1 个残差序列。

IMF 能反映信号在不同时间尺度上的局部特征，而

残差序列能反映信号的整体趋势。但是，原有的

EMD 方法会将同一尺度的信号分解为多个 IMF，

导致模态混叠。因此，CEEMDAN 方法是 Torres   
等提出的 1 种分解方式。该方法在鲁棒性和参数选

择上有更好的优势[15]，其构建步骤如下。 
(1)将高斯白噪声序列添加进原始容量序列，构

成新的容量序列，随后对其进行 EMD 分解，并计

算第一阶的 IMF 为 

1
1

1

IMF ( )
IMF ( )

n
i

i

t
t

n



 (1) 

式中：n 为添加高斯白噪声的次数； 1IMF ( )i t 为第 i

次添加噪声后对原始信号进行 EMD 分解得到的第

1 阶本征模态函数。 

(2)使用原始容量数据减去第一阶的本征模态

分量，计算第一阶分解的残量为 

1 1( ) ( ) IMF ( )x t P t t    (2) 

式中： 1( )x t 为第一阶残量； ( )P t 为原始容量序列。 

(3)给第一阶残量 1( )x t 引入高斯白噪声序列，获

得新的待分解序列 1( )x t 。然后，对这一序列执行

EMD 分解操作，得到第二阶的 IMF 分量为 

2
1

2

IMF ( )
IMF ( )

n
i

i

t
t

n



  (3) 

(4)重复式(2)和式(3)，直至残量单调为止，此

时的容量序列可表示为 

1
( ) IMF ( ) ( )

m

j k
j

P t t x t


    (4) 

2.2 赫斯特指数 
通过 CEEMDAN 分解电池容量衰减序列以获得
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多个分量。如果让神经网络直接学习和预测所有的容

量序列，由于数据维度大，将消耗大量的计算资源。

如何有效地减少计算量，最大限度地保留分解后的有

效信息是 1 个关键问题。本文使用该分析方法计算各

个容量序列的 Hurst 指数，具体计算过程如下[16]。 
(1)将长度为 M 的分量序列 IMFi 作为输入数

据，得到长度为 N=M-1 的对数差分序列，具体为 

,( 1) ,log(IMF IMF ) 1, 2, , 1j i j i jN j M   　　  

   (5) 
(2)将长度为 N 的对数差分序列分成 A 个子集，

每个子集的长度为 n=N/A。计算每个子集 ae 的平均

值，a=1, 2, , A。 
(3)在每个子集 ae 中逐个计算前 k 个点相对于

该子集的平均值 ae 的累积偏差，具体为 

, ,
1
( ) 1, 2, ,k a j a a

j

k

X N e k n


   　　   (6) 

(4)计算每个子集 ae 内对数差序列的波动范围

aR ，其等于最大和最小累积偏差之差，具体为 

, ,max( ) min( ) 1, 2, ,a k a k aR X X k n   　　  (7) 

(5)计算每个子集 ae 内的对数序列的标准差 aS 。 
(6)在每个子集 ae 中，其标准差 aS 被用于标准

化 其 波 动 范 围 aR ， 并 且 获 得 重 新 标 度 的 范 围

/a aR S 。对于所选择长度 n，存在 A 个子集，因此

存在 A 个重新缩放的范围。它们的平均值被取在长

度为 n 的时间跨度上的原始对数差序列的重新缩

放的范围，即 ( / )nR S 为 

1

1( / ) a
n

a

A

a

R
R S

A S

     (8) 

(7)增加 n 的值并重复前 6 个步骤，以获得不同

长度时间跨度的重新缩放范围 ( / )nR S 。 
(8)根据 Hurst 指数的定义可以得到 

( / ) H
nR S C n     (9) 

式中：H 为 Hurst 指数；C 为常数。 

3 基于 WOA 的 LSTM 预测模型建立 

3.1 WOA 
WOA 是模拟自然界座头鲸捕猎策略的优化算

法，具备优秀的全局搜索能力，主要包含包围猎物、

泡泡网攻击和随机搜索 3 个部分[17]，具体为 

( ) ( )D X t X t C   (10) 

( 1) ( )X t X t D   A   (11) 

( 1) e cos(2π ) ( )blX t D l X t    (12) 

( )D X X t     (13) 

rand ( ) ( )D X t X t C   (14) 

rand( 1) ( )X t X t D   A   (15) 

式中： D 为当前个体到当前最优解的距离；D为猎

物与最优搜索代理之间的距离； ( )X t 为猎物位置；

( )X t 为鲸鱼位置； t 为迭代次数； A 、C 均为系数

向量；b 为对数螺旋的形状参数；l 为 0~1 之间的随

机数； rand ( )X t 为猎物的随机位置。 
在 WOA 寻优的过程中，生成的随机数 q  

[0,1] 起到了重要作用。如果生成的随机数 0.5q  ，

则该算法会进行泡泡网攻击，反之需要对向量 A 进

行评估判断。若该向量大于等于 1，则对猎物进行

搜索；否则对猎物实行包围措施。随着寻优次数的

不断增加，状态逐渐从搜索转为包围。 
3.2 LSTM 网络模型 

LSTM 神经网络属于一类特殊的递归神经网

络。其通过引入遗忘、输入和输出 3 个门对 RNN
输入信息的长期依赖问题提出了解决办法，LSTM
相较于 RNN 能够对输入信息进行长期依赖学习，

同时解决 RNN 存在的梯度缺陷问题，使 LSTM 在

反向传播中能保持在一个稳定的范围内，在锂离子

电池剩余容量预测方面能够提高预测精度，进而更

准确地预测锂电池的剩余寿命。LSTM 神经网络结

构如图 2 所示，主要包括输入门、遗忘门、输出门

和承载长期信息的单元状态(记忆单元)。 
LSTM 神经网络的核心门控机制与细胞状态

更新方程完整刻画了记忆单元内部信息的筛选、存

储和传递过程，具体为 

1( [ , ] )t f t t ff h b   W   (16) 

1( [ , ] )t i t t ii h b   W   (17) 

1tanh( [ , ] )t C t t CC h b   W   (18) 

1t t t t tC f C Ci      (19) 

o 1 o( [ , ] )t t to h b   W   (20) 

tanh( )t t th o C     (21) 
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1t t t t tC f C i C      (22) 
式中： fW 为遗忘门的权重矩阵； 1th  为上一时刻的输

出状态； t 为当前时刻的输入状态， fb 和 tf 分别为

遗忘门的偏置值和输出； iW 和 ib 分别为输入门的权重

矩阵和偏置值； CW 和 Cb 分别为细胞状态的权重矩阵

和偏置值； tC 为候选细胞状态； oW 、 ob 和 to 分别为

输出门的权重矩阵、偏置值和输出值； tC 为当前时刻

的细胞状态； th 为 t 时刻细胞的输出； tf 为遗忘门的

输出；ti 为输入门的输出； 1tC  为上一时刻的细胞状态。 

 
图 2 LSTM 单元结构 

Fig. 2 Structure of LSTM unit  

3.3 WOA-LSTM 网络模型 
WOA-LSTM 网络模型的预测流程如图 3 所 

 
图 3 WOA-LSTM 模型预测流程 

Fig. 3 Flow chart of prediction based on  
WOA-LSTM model 

示。首先进行数据预处理，划分训练集和测试集；

其次设置种群数量，初始化参数，确定 LSTM 寻

优参数的范围并将隐藏层的节点数和学习率作为

寻优对象；最后进行不断地迭代更新，使平均绝

对误差满足终止条件或达到最大迭代次数，代表

整个寻优结果结束。 

4 实验结果与分析 

4.1 实验数据与参数设置 
为了验证所提出模型的有效性，本文选择了

NASA 数据集中的 B05 和 B06 号锂电池和马里兰

大学的 CS35 和 CS36 号锂电池的老化实验数据进

行验证和比较。NASA 数据集的 B05 和 B06 号电

池是标称容量为 2 A·h 的 18650 锂离子电池。马里

兰大学数据集的 CS35 和 CS36 号锂电池的阳极材

料和阴极材料分别是 LiCoO2 cathode 和 graphite 
anode，大小为 5.4 mm×33.6 mm×50.6 mm，质量为

21.1 g。图 4(a)和(b)展示了这 2 组锂电池的电池容

量随着充放电循环次数的变化情况。可以观察到，

锂电池剩余容量随着充放电的不断循环呈现出逐

渐下降的趋势，同时在某些时刻还出现了电池容量

的再生现象。 
本文采用 NASA 数据集中的 B05 和 B06 号锂

电池和马里兰大学的 CS35 和 CS36 号失效锂电池

数据进行仿真验证分析，NASA 数据由于循环次数

较少，因此采用 5:5 的划分训练集和测试集；而马

里兰大学数据循环次数较多，分别按照 3:7 和 5:5 
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图 4 NASA 和马里兰大学锂电池容量衰减 

Fig. 4 Capacity attenuation of lithium-ion batteries at 
NASA and University of Maryland 

的方式划分训练集和测试集，采用迭代式进行训

练及预测，通过滑窗口将前 n 条数据作为特征，

第 n+1 条采样数据作为标签，将锂电池剩余容量

数据作为模型的输入，获取了下一个时间点的预

测数值。随后，采用滑动窗口的方法将下一次真 

实容量作为新的特征继续向后预测。本文模型在

NASA 锂电池数据中 n 取 3，在马里兰大学数据中

n 取 10。 

使用 MATLAB 2022a，本文采用 WOA-LSTM

模型来逐一预测重组的 Cap1、Cap2、Cap3 和 Cap4

子序列。操作系统为 Windows 10、16 GB 内存、英

特尔酷睿 i7-10875 处理器和 GeForce RTX 2060 显

卡。WOA-LSTM 模型的架构包括输入层、1 个

LSTM 层和输出层。使用均方误差作为损失函数，

采用自适应矩估计(Adam)方法对 LSTM 网络的隐

藏层参数进行梯度迭代。最大训练轮数设定为 200

次。在模型优化过程中，通过鲸鱼算法来调整

LSTM 模型的隐藏层节点数 L1 和学习率 Lr 这 2 个

超参数。初始搜索范围为[100, 200]和[0.001, 0.01]，

设置鲸鱼算法的种群数量为 30，最大迭代次数为

30，个体维度为 2。WOA 在不同电池的各个重组

子序列的寻优参数见表 1。 
表 1 各分量经 WOA 优化后的 LSTM 网络参数 

Tab. 1 LSTM network parameters optimized by WOA for each component 

重组子序列 
LSTM 网络

参数 
B05 B06 CS35(3:7) CS35(5:5) CS36(3:7) CS36(5:5) 

Cap1 
 

L1 108 111 125 112 125 114 
Lr 0.001 8 0.001 7 0.002 3 0.001 7 0.002 2 0.002 2 

Cap2 
 

L1 — — — — 148 149 
Lr — — — — 0.003 2 0.003 8 

Cap3 
 

L1 — 180 151 160 147 155 
Lr — 0.003 8 0.003 9 0.003 8 0.003 6 0.003 9 

Cap4 L1 125 152 129 128 132 121 
 Lr 0.003 3 0.003 6 0.002 6 0.002 2 0.002 8 0.002 4 

 
4.2 评价指标 

本 文 的 误 差 指 标 包 括 平 均 绝 对 误 差 MAE 
(mean absolute error)、均方根误差 RMSE(root mean 
square error)和剩余寿命绝对误差 errorRUL ，作为精

度评价指标[11]，其定义为 

1
M E ˆ1A

n

t t
t

Y Y
n 

   (23) 

2

1

1R SE )ˆM (
n

t t
t

Y Y
n 

   (24) 

error prediction trueRUL RUL RUL   (25) 

式中： tY 为实际值； t̂Y 为预测值；n 为预测样本数；

predictionRUL 为剩余寿命预测值； trueRUL 为剩余寿命

真实值。 
4.3 容量序列分解与重构 

本文提出的 CHWLSTM 在 CS36 号锂电池数

据集上取得了较好的效果。因此，通过该数据验证

Hurst 重组方法。 
一般来说，当 Hurst 指数小于 0.5 时，表示时

间具有负的长期记忆特性；当 Hurst 指数接近于 0.5
时，表示时间是随机的，没有长期记忆特性；当
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Hurst 指数大于 0.5 时，表示时间序列具有真正的

长期记忆性。根据每组锂电池退化容量数据经

CEEMDAN 方法分解所得 Res 序列的 Hurst 指数均

大于 0.9，表示其具有很强的记忆特性，故提出 3
种序列重组方法。方法 1：Hurst 指数 [0.9,1.0]H 

的序列重组为 Cap1， [0, 0.4)H  的序列重组为

Cap2， [0.4, 0.6)H  的序列重组为 Cap3， H   
[0.6, 0.9) 的序列重组为 Cap4。方法 2：Hurst 指数

[0.9,1.0]H  的序列重组为 Cap1， [0, 0.3)H  的序

列重组为 Cap2， [0.3, 0.7)H  的序列重组为 Cap3，

[0.7, 0.9)H  的序列重组为 Cap4。方法 3：Hurst
指 数 [0.9,1.0]H  的 序 列 重 组 为 Cap1 ， H   
[0, 0.6) 的序列重组为 Cap2， [0.6, 0.9)H  的序列

重组为 Cap3。这种重组在很大程度上不仅可以降

低数据的维数，而且充分保留了 CEEMDAN 所获

得的有效信息。为了验证提出的 3 种方法的对比，

使用 CS36 号电池数据进行验证，划分数据集为

3:7，最终计算出的结果误差如图 5 所示，故本文

选择方法 2 进行序列重组。CS36 号电池容量经

CEEMDAN 分解的结果如图 6 所示。表 2 为 4 种电

池在各个分量上的 Hurst 指数计算结果。以 CS36
号电池为例，通过表 2 计算出各个分量的 Hurst 指

数结果，按照方法 2 重组后的 4 组容量退化数据如

图 7 所示。图中展现了不同频段下容量的变化规

律，CS36 号电池经分解得到了一系列的波动分量，

以及 1 个能表示原始容量退化趋势的残差分量。 

 

图 5 3 种重组方法误差对比 
Fig. 5 Comparison of errors among three  

reconstruction methods 

 
图 6 CEEMDAN 分解序列 

Fig. 6 CEEMDAN decomposition sequence 

4.4 预测结果对比分析 
为了进一步验证本文提出方法的有效性，选择

LSTM、C-LSTM 和 CHWLSTM 进行实验对比。使

用预测误差和预测阶段消耗的时间进行对比分析，

B05 和 B06 号电池因循环次数较少，使用 5:5 划分

训练集和测试集，CS35 和 CS36 号电池因循环次数

较多，分别使用 3:7 和 5:5 的方式划分训练集和测

试集。图 8 是 3 种算法在 B05 和 B06 号电池上的

剩余容量预测结果曲线。图 9 是 3 种算法在 CS35
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和 CS36 号电池上的剩余容量预测结果曲线。 

 
图 7 Hurst 重构子序列 

Fig. 7 Hurst reconstruction sub-sequence 

由图 8 和图 9 可以看出，本文提出算法预测的

结果明显更接近实际电池容量值，由此可得 CHW- 

LSTM 模型的性能明显优于其他算法。这也表明，

该方法可以解决容量再生、子序列叠加烦琐及

LSTM 参数确定等问题。 

从表 3 的消融实验结果来分析，针对 B05 号电

池，因其循环组数较少且在 RUL 附近容量波动较

小，3 种算法均表现出不错的效果，本文设计的

CHWLSTM 算法虽然 RUL 误差为 1 个循环，但是

其容量的预测精度和时间均有一定的优势，B06 号

电池在未来容量预测精度和时耗上均体现出和

B05 号电池相同的优势，因剩余寿命点在训练集

内，故不分析其 errorRUL 。针对 CS35 和 CS36 号电

池，本文设计的 CHWLSTM 表现出了较好的效果，

不仅提高了预测的精度，同时在时耗性能上也体现

出优势，只是在 CS35 号电池上 RUL 预测误差超

过 30。因为训练集仅仅占了总数据的 30%，更大

的原因是 CS35 号电池在剩余寿命阈值附近波动较

大，造成预测不准确，但是针对于 50%训练集和

CS36 号电池模型精度有了一定提升且提高了锂电

池 RUL 预测的准确性。本文设计的 CHWLSTM 算

法在预测阶段的时间介于 LSTM 和 C-LSTM 之间，

但预测精度有提升，由于锂电池寿命预测阶段对时

间的实时性要求并不是很高，因此该方法具有一定

实际意义。 

为进一步验证该方法的有效性，使用 CS35 和

CS36 锂电池的数据，将该方法与现有方法进行比

较。采用 MAE、RMSE 和剩余寿命预测误差 3 种

评价指标对各方法的预测性能进行评估，具体比较

结果见表 4。 
表 2 各个分量的 Hurst 指数计算结果 

Tab. 2 Calculation results of Hurst exponent for each component 

电池 IMF1 IMF2 IMF3 IMF4 IMF5 IMF6 IMF7 IMF8 Res 重构后个数 

B05 0.325 9 0.476 1 0.310 9 0.409 0 0.603 2 — — — 0.905 8 2 
B06 0.332 6 0.367 8 0.325 7 0.398 5 0.546 6 0.809 7 — — 0.916 5 3 

CS35 0.345 0 0.474 4 0.313 8 0.373 8 0.557 2 0.573 1 0.727 7 0.831 4 0.913 8 3 
CS36 0.360 2 0.497 8 0.269 9 0.334 0 0.481 2 0.582 0 0.748 5 0.815 9 0.941 9 4   
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图 8 NASA 数据预测结果对比 

Fig. 8 Comparison of prediction results based on NASA data 

 
图 9 马里兰大学数据预测结果对比 

Fig. 9 Comparison of prediction results based on data from 
the University of Maryland 

从表 4 中可以看出，相同条件下所提方法 
表 3 消融实验结果比较 

Tab. 3 Comparison of results of ablation experiment 

电池 评价指标 MAE RMSE 时间/s RULerror/循环 

 LSTM 0.022 5 0.150 0 1.443 2 0 
B05 C-LSTM 0.021 6 0.146 9 8.658 9 1 

 CHWLSTM 0.021 5 0.146 7 2.924 4 1  
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表 3（续） 

电池 评价指标 MAE RMSE 时间/s RULerror/循环 

 LSTM 0.021 1 0.145 3 1.128 4 — 
B06 C-LSTM 0.020 9 0.144 7 7.855 6 — 

 CHWLSTM 0.017 4 0.131 8 3.344 4 — 
 LSTM 0.058 0 0.240 9 3.693 2 115 

CS35(3:7) C-LSTM 0.047 4 0.217 6 34.213 3 89 
 CHWLSTM 0.046 4 0.215 5 11.222 4 37 
 LSTM 0.078 9 0.280 9 2.981 6  114 

CS35(5:5) C-LSTM 0.075 0 0.273 8 26.862 6 45 
 CHWLSTM 0.057 1 0.239 0 10.287 6 7 
 LSTM 0.123 8 0.351 8 3.269 5 73 

CS36(3:7) C-LSTM 0.115 3 0.339 5 29.425 8 7 
 CHWLSTM 0.101 9 0.319 2 13.278 8 5 
 LSTM 0.130 7 0.361 6 3.274 4 114 

CS36(5:5) C-LSTM 0.112 3 0.335 1 29.886 6 9 
 CHWLSTM 0.081 8 0.281 6 13.297 6 4 

表 4 本文算法与现有算法的结果对比 
Tab. 4 Comparison of results between the proposed method and existing methods 

算法 
CS35(3:7) CS36(3:7) 

MAE RMSE RULerror/循环 MAE RMSE RULerror/循环 
BP 0.106 6 0.326 4 68 0.228 9 0.546 7 198 

RNN 0.092 2 0.215 3 57 0.164 9 0.427 6 77 
GRU 0.070 0 0.264 7 49 0.123 8 0.351 9 65 

CHWLSTM 0.046 4 0.215 5 37 0.101 9 0.319 2 5 
 

CHWLSTM 的 MAE、RMSE 和剩余寿命预测误差

结果均最小。预测误差越小，该方法的预测精度

越好，从实验仿真结果及不同方法对比的结果来

看，提出的方法对锂电池 SOH 预测精度有较大提

升，进而提升了锂电池剩余寿命预测的准确性。 

5 结语 

针对锂电池容量序列在退化过程中的容量再

生现象影响 LSTM 网络的预测精度问题，本文设计

了 1 种基于 CHWLSTM 神经网络构建锂电池剩余

使用寿命的预测模型，使用 CEEMDAN 技术对原

始容量序列进行分解，消除了容量回升效应，可提

高后续模型预测精度。对于产生的多个子模态，使

用 Hurst 指数方法进行重构叠加，从而降低了模型

预测阶段的烦琐和耗时缺陷。该模型采用了 WOA 

优化 LSTM 的超参数，这一过程有助于为每个重组

子序列分别建立 WOA-LSTM 预测模型。最后，通

过仿真实验分析在 NASA 和马里兰大学的锂电池

失效数据集上进行验证且进行消融实验对比，验证

了本文设计的 CHWLSTM 模型的有效性，结果表

明其具有高效和预测精度高的优势。本文提出的方

法为锂电池 RUL 预测提供了 1 种高精度、低时耗

的预测思路，可以较为准确地输出预测结果，确保

锂电池的安全运行。但对于线性数据，由于训练集

和测试集的数据分布有一定跨度，因此 LSTM 预测

的容量会比真实容量偏高，未来将针对该问题对锂

电池 RUL 预测开展进一步的研究。 
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