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摘要：基于增量容量 IC(incremental capacity)的分析方法通过将电压平台转换为特征峰，实现了对锂离子电

池老化机制的有效解析。然而，IC 曲线对噪声的免疫能力较差，其提取的健康特征易受到噪声峰的干扰。为解

决此问题，结合集成学习模型提出 1 种基于抗噪声干扰的概率密度函数 PDF(probability density function)特征提

取的健康状态 SOH(state-of-health)估计方法。首先，通过对电压曲线计算概率密度函数得到 PDF 曲线，然后通

过设置不同信噪比对 PDF 和 IC 曲线提取的不同峰特征进行分析对比。其次，利用极限学习机的学习速度和随

机性，构建集成学习模型框架来降低单一模型的预测误差。最后，在 CALCE 数据集上进行了不同噪声条件下  

的 SOH 估计实验，证明了该方法具有较高的精度和可靠性。 
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储能锂离子电池因其能量密度高、循环寿命长

等优势，被广泛应用到各个领域。然而由于老化和

外部环境的影响，锂离子电池的性能会逐渐退化，

可能会导致不可预估的安全事故[1]。因此，预测和

了解电池当前的健康状态 SOH(state-of-health)对于

提高电池系统的可靠性和稳定性十分必要。 
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目前，关于储能锂离子电池健康状态的估计

方法可以分为 3 类：①基于模型的方法；②基于

数据驱动的方法；③基于特征信号分析的方法。

基于模型的方法一般通过建立电池的等效电路模

型来分析电池容量衰减和内阻之间的关系。多数

文献通过卡尔曼滤波[2]、粒子滤波[3]及它们的扩展

形式来获取电池的内阻和容量参数，实现锂离子

电池 SOH 的在线估计。此类方法虽具有许多优

点，但是其预测结果受噪声干扰大，准确性取决

于构建模型的精度和鲁棒性，且建立的模型只适

用于特定的电池，因此不具备通用性，不适合广

泛应用[4]。 
基于数据驱动的方法通过挖掘电池老化数据

中隐藏的演化规律，无需考虑电池内部复杂的化学

变化，直接建立健康特征 HF(health feature)和 SOH
之间的潜在关系。为此，许多研究利用高斯过程回

归 GPR(Gaussian process regression)[5]、支持向量机

SVM(support vector machine)[6] 和 长 短 期 记 忆

LSTM(long short-term memory)循环神经网络[7]等

机器学习方法建立电池老化模型，通过检测电池的

外部特性提取 HF 来映射电池的 SOH。文献[8]提出

基于核岭回归建立充电电压片段和 SOH 之间的非

线性映射关系，只需采用实际电池使用工况中容易

获得的充电电压片段，就能够实现快速准确的 SOH
估计。然而，从质量参差不齐的多维数据中提取高

质量健康特征非常耗时[9]。为了提取适当和可靠的

特征，基于特征信号分析的方法通过对电池数据进

行二次特征分析，可以有效缩短计算时间和降低成

本。文献[10]通过增量容量分析，将变化平缓的电

压曲线转换为增量容量 IC(incremental capacity)曲
线峰值来提取 HF 以实现 SOH 的准确估计。然而，

实际电压的测量噪声会大大增加 IC 曲线的计算成

本和复杂性，阻碍了峰值信号的提取和分析。 
考虑到上述问题，本文提出 1 种基于概率密度

函数 PDF(probability density function)特征提取的

锂离子电池 SOH 估计方法，首先通过计算充电电

压曲线的概率密度，将电压曲线转换为具有明显峰

值特性的 PDF 曲线，不但可以降低噪声的干扰，还

能获得与 IC 方法类似的结果。此外，为了克服传

统机器学习模型参数设置复杂的问题，选择具有随

机学习特点的极限学习机 ELM(extreme learning 
machine)作为集成学习的子模型，并通过 1 个可信

度评价规则来剔除不可信的估计结果。最后，使用

马里兰大学先进生命周期工程中心 CALCE(center 
for advanced life cycle engineering)的锂离子电池老

化数据集进行实验验证，结果表明本文所提方法具

有较高的可靠性和准确性。 

1 健康特征提取 

1.1 CALCE 锂离子电池老化数据集介绍 
选择 CALCE 提供的锂离子电池老化数据集中

的 3 块电池数据作为实验数据[11]。老化实验过程采

取恒流充电加恒压充电模式，恒定充电电流设置为

0.5C，充电截止电压为 4.2 V 和充电电流下降至

0.05 A 时停止充电；放电阶段均采取 1C 进行放电，

直至放电电压达到截止电压 2.7 V 停止放电，重复

上述过程。将锂离子电池的 SOH 定义为当前最大

可用容量与出厂额定容量的比值，CS_35、CS_36
和 CS_37 电池的 SOH 随循环次数变化曲线如图 1
所示。 

 
图 1 锂离子电池 SOH 变化曲线 

Fig. 1 SOH curves of lithium-ion batteries 

1.2 电池充电数据分析 
构建电池老化模型的关键是选择合适的健康

特征，图 2(a)为锂离子电池的恒流充电电压随电

池老化的变化曲线。针对多维数据，采取容量增

量的分析方法可以将电压平缓的变化过程有效
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转换为更为明显的峰值特征。图 2(b)为滤波之后

的 dQ/dV 曲线，可以看出峰值随电池老化加重不

断降低。 

 

图 2 电池充电电压、dQ/dV 和 PDF 随 SOH 变化曲线 
Fig. 2 Curves of battery charging voltage, dQ/dV and PDF 

varying with SOH 

IC 曲线的计算过程可表示为 
d d( ) d
d d d d / d

Q It I t I

V V V V t
    (1) 

式中：Q 为电池容量；V 为电压；I 为电流；t 为     
时间。 

然而，在进行 IC 曲线分析时，存在的测量噪

声可能会导致 dV 的计算值接近 0，使得 IC 曲线出

现较大的噪声峰值，阻碍峰值特征的提取。为解决

此问题，选择抗噪能力更强的 PDF 分析方法来进

行特征提取，通过计算充电电压曲线上各电压的概

率密度，并将电压曲线转换为具有明显峰值特性的

PDF 曲线。假设存在 1 个 x 的概率密度函数 f(x) [12]，

其中 x 为 1 个[a, b]之间的随机变量，则区间中 x

的概率 P 的计算公式为 

{ } ( )d
b

a
P a x b f x x ≤ ≤  (2) 

电池运行过程中的充放电电压数据为一维连

续随机变量，为 PDF 的应用提供了理论依据，只

需计算特征电压点的概率密度就能较好地反映电

池的健康状态。从图 2(c)可以看出，未经滤波处理

的 PDF 曲线具有明显的峰值特性且随老化峰值不

断向右上方移动。PDF 和 IC 分析方法都是反映

电池退化情况简便有效的方法，在本文的研究

中，从不同程度的 PDF 曲线中提取峰位、峰值及

20%的峰域面积作为 HF1、HF2、HF3，IC 曲线

的峰位和峰值作为 HF4、HF5，健康特征的定义

如图 3 所示。 

 

图 3 基于 PDF 和 IC 曲线的特征提取 
Fig. 3 Feature extraction based on PDF and IC curves 

实际上，外界环境因素和传感器误差会直接

影响健康特征的质量，使得锂离子电池的 SOH

估计误差增加，因此所选特征要具备一定的抗噪

能力。图 4 为不同信噪比 SNR(signal-to-noise 

ratio)的噪声干扰下，锂离子电池恒流充电电压

的变化曲线。信噪比通常指信号与噪声的比值，

实际工程中往往希望 SNR 越大越好，SNR 的表

达式为 

s
NR

n

10lg P
S

P
   (3) 

式中：Ps 为信号的功率；Pn 为噪声的功率。 

不同的 SNR 值，对于 PDF 和 IC 曲线中提取

的 HF 影响程度也不同，图 5 为无噪声、SNR=50、

SNR=40 及 SNR=30 情况下 HF1~HF5 的变化曲线。

可以看出，基于 PDF 曲线提取的 HF1、HF2、HF3
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随着 SNR 值的降低，HF 并未产生剧烈变化，仅在

SNR=30 时，出现了小幅度波动。对于从 IC 曲线

中提取的 HF4、HF5，无噪声时 HF 与 SOH 呈现较 

 

图 4 不同 SNR 下的充电电压曲线 
Fig. 4 Charging voltage curves under different values  

of SNR 

 

图 5 不同 SNR 下的健康特征提取 

Fig. 5 HF extraction under different values of SNR 

强的相关性。然而，当 SNR=50 时，HF5 基本与

SOH 失去了相关性，出现了较大噪声峰；且随着

SNR 值降低至 40 以下时，HF4 的衰退曲线也出现

了较大的噪声峰。此时，从 IC 曲线中提取的 HF

基本失去了与 SOH 的相关性。 

为了定量评价不同 SNR 值对 HF 的影响程度，

选择 Pearson 相关性系数指标进行分析，计算结果

见表 1。可以看出，在无噪声的情况下，HF1 和

HF4 的相关性系数均大于 0.98，HF5 也在 0.90 以

上；当 SNR=50 时，只有 HF1 和 HF4 保持在 0.95

以上；当 SNR 降低至 30 时，HF1 仍保持 0.98 的

高度相关性，而其余 HF 均低于 0.90。由此可见，

HF1 在不同程度噪声干扰的情况下仍保持高度相

关性，因此，本文选择 HF1 来反映锂离子电池的

老化状态。  
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表 1 不同 SNR 下 HF 的相关性系数计算 
Tab. 1 Calculation of correlation coefficient of HF under different values of SNR 

噪声类型 电池编号 HF1 HF2 HF3 HF4 HF5 

无噪声 

CS_35 0.99 0.86 -0.78 0.99 -0.93 
CS_36 0.98 0.84 -0.76 0.98 -0.93 
CS_37 0.99 0.78 -0.71 0.98 -0.92 

SNR=50 

CS_35 0.99 0.85 -0.77 0.98 -0.11 
CS_36 0.98 0.81 -0.74 0.95 -0.25 
CS_37 0.99 0.78 -0.71 0.97 -0.18 

SNR=40 

CS_35 0.99 0.85 -0.76 0.92 -0.18 
CS_36 0.98 0.81 -0.74 0.85 -0.25 
CS_37 0.99 0.78 -0.68 0.82 -0.32 

SNR=30 

CS_35 0.98 0.83 -0.63 0.78 -0.12 
CS_36 0.98 0.80 -0.64 0.68 -0.20 
CS_37 0.98 0.84 -0.60 0.74 -0.21 

 

2 集成学习模型 

2.1 极限学习机 

极限学习机 ELM 是 1 种单隐藏层的前馈神经

网络结构，其输入权重和偏置为随机给定，输出矩

阵则是通过简单的矩阵计算得到。对于单个 ELM

单元，其隐藏层输出表达式可表示为 

( ) ( )        ,n
i i i i ih x g w x b w b   R R  (4) 

式中：hi(x)为 ELM 第 i 个隐藏层节点输出，x 为输

入；g(·)为激活函数；wi 为随机输入权重；bi 为隐

藏神经元偏置。ELM 的输出 Y 可表示为 

1
( ) ( )

L

L i i
i

f x h x


  Y H  (5) 

式中：k 为隐藏层节点数；β 为隐藏层到输出层之

间的连接权重，β=[β1  β2 βk]
T；H 为隐藏层输出，

H=[h1(x)  h2(x) hk(x)]。ELM 的学习目标是找到使

得训练误差最小的输出权重 ，最优 的求解公式为 
* β H Y   (6) 

式中，H+为 H 的广义逆矩阵。可以看出 ELM 的学

习过程不需要像传统神经网络训练算法那样去迭

代计算神经网络的权重，且需要优化的参数仅有隐

藏神经元数量和激活函数，使得 ELM 具有更优秀

的学习速度和泛化性能。 

2.2 集成极限学习机模型 
虽然 ELM 在学习速度和泛化能力上具有天然

优势，但是其连接权重的随机给定会增加输出结果

的不可靠性。为了克服这个问题，考虑到 ELM 的

随机算法正好适合集成学习的理想条件，因此选择

单个 ELM 作为集成学习模型(EnELM)的单元模

型。集成学习的基本框架如图 6 所示，其中每个

ELM 模型的输入权重、偏置和隐藏层节点数都是

随机给定的。 

 

图 6 集成 ELM 框架 
Fig. 6 Framework of ensemble ELM 

首先，从 PDF 曲线中提取特征输入到 N 个

ELM 单元模型中，由此可以得到 N 个电池 SOH 的

估计值。然后，根据拉依达准则设计了 1 套可信度

评价规则来剔除不可信的估计值。最后，将筛选后

剩余估计结果的平均值作为模型的最终输出，可信

度决策规则的计算过程为 

2

1

ˆ[ ( ) ( )]
N

j i i
j

y x y x

T
N







 (7) 
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ˆ| ( ) ( ) | 3       
ˆ| ( ) ( ) | 3        

m i i

m i i

y x y x T

y x y x T




 

可信

不可信

≤
 (8) 

1

1( ) ( )
p

i j i
j

G x g x
p 

   (9) 

式中：xi 为第 i 次循环下所提取的 PDF 特征；ym(xi)

为第 m 个子模型的估计结果； ŷ (xi)为 N 个子模

型估计结果的中值；T 为标准差。当第 m 个模型

的估计结果与中值相差小于 3 倍标准差时，认为

该结果可信，反之则不可信，集成模型的最终输

出结果 G(xi)为经过决策后剩余 p 个估计结果的

均值。 

3 实验验证和分析 

3.1 集成学习模型数量分析 

为了使集成学习模型更加准确，其个体学习模

型的数量要足够多。为了在占用尽可能少的计算资

源下保持较高的精度，采取遍历法对子模型个数进

行了实验分析，误差结果如图 7 所示。可以看出，

当子模型数量达到 200 时，均方根误差 RMSE (root 

mean square error)逐渐趋于稳定。因此，经过权衡

计算资源和准确性 2 个方面后，将子模型数量定

为 200。 

 

图 7 集成模型在不同 ELM 数量下的误差计算 

Fig. 7 Error calculation of ensemble model under different 

numbers of ELMs 

3.2 SOH 估计实验 

选择 CALCE 锂离子电池老化数据集中的 CS_ 

35、CS_36 和 CS_37 电池数据，作为集成学习模型

的训练和测试数据。实验采取多电池实验验证，即

每次使用 1 块电池进行测试，另外 2 块电池用作训

练，最大限度模拟实际运行工况，数据集划分如  

图 8 所示。 

 

图 8 SOH 估计实验训练集和测试集划分 
Fig. 8 Division of training and test sets for SOH  

estimation experiment 

验证实验一共分为 4 类，分别为无噪声、SNR= 
50、SNR=40、SNR=30 情况下的 SOH 估计实验，

图 9 为基于 ELM 模型和集成学习模型的 SOH 估计

结果和误差。将所有电池第一次循环时的容量设置

为额定容量，初始 SOH 为 100%。从图 9 可以看出，

基于集成学习模型的 SOH 估计结果具有较好的精

度和稳定性，而随着容量的非线性退化趋势越来越

强，除少数点外，大部分误差仍保持在 2%以内。

从实验 1、实验 2 和实验 3 的估计结果可以看出，

噪声的加入几乎没有影响到 SOH 估计的结果，集

成学习模型均能够准确追踪到电池的主要退化趋

势和局部的波动部分。在实验 4 中 SNR=30 时，虽 

 

图 9 SOH 估计结果及误差 
Fig. 9 Results and errors of SOH estimation 
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然局部出现了噪声峰干扰，但集成学习模型估计误

差依旧保持在 3%以内。此外，可以看到在 SOH 低

于 50%后，模型的估计误差均会增大，这是由于电

池容量退化非线性趋势加剧造成的，一般在实际使

用过程中电池容量低于 70%就应及时更换，因此不

会影响模型的正常运行。 
估计结果的平均绝对误差 MAE(mean absolute 

error)、平均绝对百分比误差 MAPE(mean absolute 
percentage error)和 RMSE 见表 2，相比于单一的

ELM 模型，集成学习模型依靠可信度规则筛选， 使
得误差显著下降，估计的稳定性大幅提高。结果表

明，在实验 1~实验 4 的条件下，集成学习模型的

MAE、MAPE 和 RMSE 均保持在 3%以内，表明本

文所构建的健康特征和集成学习模型框架在噪声

干扰下仍具有较高的估计精度和可靠性。 

表 2 SOH 估计误差指标计算结果 
Tab. 2 Calculation results of error indexes for  

SOH estimation 

实验

类别 
模型 MAE/% MAPE/% RMSE/% 

实验 1 
ELM 3.35 5.65 4.18 

EnELM 0.85 1.41 1.12 

实验 2 
ELM 2.80 6.26 4.85 

EnELM 1.12 2.76 1.58 

实验 3 
ELM 2.65 5.46 4.24 

EnELM 0.87 1.70 1.19 

实验 4 
ELM 5.02 8.33 6.11 

EnELM 1.60 2.59 2.11 

为了验证所提模型的性能，在同等实验条件下

选择与 LSTM、GPR 和 ELM 进行对比，结果见   
表 3。其中 RMSEav 为 RMSE 平均值，ta 为平均计

算时间。可以看出，EnELM 模型的平均误差最低，  

表 3 不同模型的估计误差和计算时间 
Tab. 3 Estimation errors and calculation time of  

different models 

方法 RMSEav/% ta/s 

LSTM 1.91 25.94 
GPR 1.73 26.25 
ELM 4.58 0.84 

EnELM 1.31 1.96 

计算时间相比于 LSTM 和 GPR 更短，且无需进行

超参数的寻优，具有更好的泛化能力。EnELM 计

算速度虽慢于 ELM，但通过可信度规则的筛选， 模
型精度大幅提高。 

4 结论 

储能锂离子电池的 SOH 估计是保证电池安全

稳定运行的关键。本文考虑实际运行过程中可能出

现的噪声干扰情况，提出 1 种基于 PDF 特征提取

和集成学习模型的 SOH 估计方法，主要结论如下。 
(1)通过应用 PDF 曲线分析电池的健康状态，

可以从多维数据中有效快速地提取高质量的 PDF
峰位特征，具有一定的抗噪声干扰能力，能够实现

SOH 的准确估计。 
(2)为解决单一 ELM 模型随机算法引起输出不

稳定的问题，提出集成学习模型提高了估计精度。

相比于传统神经网络模型，集成学习模型无需调节

参数的特点，使其拥有更优秀的泛化能力。 
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