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摘要：作为储能系统中最常用的锂离子电池，其健康状态 SOH(state-of-health)是电池管理系统中所监测的重

要电池参数，除了预测准确性，模拟用户的随机充电行为，实现任意时刻下的实时评估也十分重要。基于用户

的随机充电行为，从获取数据完整性的角度出发，将电池健康状态预测分为基于完整充电周期数据、基于片段

充电数据、基于片段充电数据还原完整数据 3 种方法。使用 NASA 电池老化实验数据充电过程中电池容量变化

的均值与方差作为不同预测模型的特征输入，比较分析 3 种方法的预测结果。结果表明，完整的充电数据特征

具有较高的预测准确度，片段数据提取特征的质量与片段采集时长有关，经过还原网络可在较短时间获得完整

数据特征，但预测准确度受还原网络的影响。此外，实际的预测需要对充电行为的随机性与预测结果的实时性

进行考虑。 
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Abstract: Lithium-ion batteries are the most commonly used batteries in an energy storage system, and their 
state-of-health (SOH) is an important battery parameter monitored in a battery management system. In addition to the 
accuracy of prediction, the simulation of a user’s random charging behavior for realizingreal-time evaluation at any time 
is also very important. Based on the user’s random charging behavior and from the perspective of obtaining the data 
integrity, the SOH prediction methods are divided into three types, which are based on complete charging cycle data, 
segment of charging data and segment of charging data restored complete data, respectively. The mean and variance of 
battery capacity changes during the charging process of NASA battery aging experimental data are used as feature 
inputs of different prediction models, and the prediction results obtained using three methods are compared and 
analyzed. Results show that the complete charging data features have high prediction accuracy, and the quality of 
features extracted from segment data is related to the segment collection time. The complete data features can be 
obtained in a short time through the restoration network, but the prediction accuracy is affected by the restoration 
network. In addition, the actual prediction needs to take into account the randomness of charging behavior and the 
real-time performance of prediction results. 
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1新能源技术的不断发展推动了储能技术的创 
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新和应用[1]，如太阳能储能、风能储能等。目前，

全球储能技术正在快速发展。未来，储能技术将成

为电力系统稳定性和可靠性的重要保障。电池作为

储能系统中不可缺少的一部分，其稳定性和安全检 
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测十分重要[2-3]。近年来，由于人工智能和大数据

技术的兴起，基于数据驱动的电池健康状态 SOH 
(state-of-health)评估方法[4-5]开始得到广泛关注。这

种方法通过收集大量的电池运行数据，利用机器学

习和深度学习等技术模型来预测电池的寿命和性

能，不需要建立复杂的数学模型，能够更准确地预

测电池的健康状态。由于储能的应用在国外较早被

推进，因此他们对于电池健康状态预测的起步和研

究较早，提出和改善了许多预测模型[6-7]，而国内

对电池健康状态寿命的研究近几年也逐渐得以发

展[8-10]。 
由文献[11]可知，在充放电过程中，电流、电

压、温度在不同充电周期下的变化不同，迄今为止

提出的各种电池健康状态的评估方法都是需要提

取充放电过程中这 3 种数据，经过数据处理和特征

提取，构建相关的预测模型，然后经过大量的数据

训练进行预测。本文就电池健康预测的随机充电行

为、预测准确性和实时性问题进行研究，使用数据

完整度来模拟不同的充电行为，通过对公开数据集

进行特征提取，使用常见机器学习和神经网络模型

对处理的特征进行预测，分别比较不同数据完整度

下的模型预测性能。 

1 特征提取 

1.1 电池数据集相关介绍 
本文使用美国国家航空航天局 NASA(National 

Aeronautics and Space Administration)在探究电池

循环充放电过程变化所收集的数据，由 1 组锂离子

电池(B0005，B0006，B0007)在室温下的充电、放

电和阻抗数据构成。由于电池放电过程中各个参数

变化比较复杂，动态性强，不可控因素较多[12]，因

此仅选择较为稳定的各个循环周期的充电过程进

行研究。在储能系统中，用户会在任意时刻进行电

池充电，因此实际的充放电行为是随机的，需要考

虑在任意时刻进行充电后的电池健康状态的预测

结果的更新。针对预测的实时性和充电的随机性，

需要从数据采集和特征提取方面进行研究，由于充

放电过程具有持续性和周期性，因此将电池充放

电的特征提取主要分为 3 种类型：①获取完整充

放电周期的数据，通过提取相关特征用于模型预

测；②获取充放电周期中的部分数据，通过提取代

表完整周期的特征用于模型预测；③获取充放电周

期中的部分数据，将部分数据还原为完整周期数

据，特征提取用于模型预测。 
1.2 基于完整充电数据的特征提取 

电池充电过程的电压电流曲线如图 1(a)所示，

即恒流恒压 CC-CV(constant current-constant voltage)
充电模式，大约 3 000 s 之前电池处于 CC 充电阶段，

电流恒定在 1.5 A 左右，而电压逐渐上升，3 000 s
之后转为恒压充电，达到截至电压 4.2 V 并保持不

变，电流逐渐下降。尽可能减少充电过程的诸多变

化因素的影响，选择在 CC 阶段进行处理和特征提

取，如图 1(b)所示。 

 

图 1 充电过程的电流、电压变化曲线 
Fig. 1 Curves of current and voltage during charging 

process 

图 2 为 CC 充电阶段电池容量与电压的变化关

系，可以看出相同电压间隔下电池充电时间不同，

而图 2 则表明随着周期循环，老化程度增加，终端

电压达到 4.2 V 所需的时间会减少，因此电池的充
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电容量逐渐减少，从图上显示的是逐渐向下移动，

因此恒流充电过程中某一电压范围内的充电时间

与电池 SOH 具有明显的关系。 

 

图 2 不同循环周期容量与电压的关系曲线 
Fig. 2 Curves of relationship between capacity and voltage 

in different cycle periods 

研究 1 个电压范围内电池容量的变化需要分

别确定起始电压和终止电压。从电压起始点看，不

同周期的起始电压不同，一般情况下，为了提高使

用安全性、延长使用寿命，应避免电池放电过度，

电池荷电状态 SOC(state of charge)降低到 10%~ 
20%时，会进行充电。测试数据[12]显示，当起始电

压为 3.6 V 时，电池 SOC 约为 20%。因此，本研

究统一选择了 3.6~4.2 V 常用电压范围内的充电容

量来研究预测电池的 SOH。 
选择 0.01 V 的电压间隔，记录下每 1 个电压变

化处的电池容量如图 3(a)所示，每个循环周期都可

以用 1 个容量变化序列 0 1( , , , )nQ Q Q Q  表示，充

电起点并不固定，因此在实际应用中无法计算出准

确的(或绝对的)充电容量值，将其转为容量增量

1 0 0(0, , , )nQ Q Q Q Q    ，每一段容量增量序列

都是从 0 开始的变化量。为更好地描述 3.6~4.2 V
的充电过程，将每 1 个容量增量序列 seg Q 分别取 

 

图 3 充电容量变化 
Fig. 3 Changes in charging capacity 

其均值和方差，即 seg seg(ave _ ,std _ )Q Q  ，对应 1

个充电周期的容量变化，将其作为后续电池 SOH
预测模型的输入。 
1.3 基于片段充电数据的特征提取 

使用完整的充电周期数据所提取的特征，能很

好地描述整个周期的充电行为，同时能较大程度地

反映不同周期下充电的差异，理论上有助于提高电

池 SOH 预测的准确性。由 NASA 数据可知，3.6~4.2 
V 的充电时长约为 1 500~3 200 s(取决于充电的循

环周期)，预测当前周期的 SOH 需要经历较长时间

的数据采集及特征提取，还需要考虑实时预测和随

机充电行为。 
将 3.6~4.2 V 提取的容量变化序列 0( ,Q Q  

1, , )nQ Q 分为若干个片段 seg1 0 1( , , , )pQ Q Q Q  ，

seg2 1 2 1( , , , )pQ Q Q Q   ，， seg 1( , , ,m m mQ Q Q    

)nQ ，同样将这若干个片段转为容量增量， seg1Q , 

seg2Q , , segmQ ，每 1 段容量增量序列都是从 0

开始的变化量。同 1.2 节中将每 1 个容量增量序列

segiQ 分别取均值和方差，以此描述每个片段充电

过程的容量变化情况。如图 4 所示， seg(ave _ ,iQ  

segstd _ )iQ 对应 1 个充电周期的某个片段，此外再

加上该片段电压范围的均值，以表示当前充电所处

的片段[13]。将其作为输入，这样便在一定程度上减

少数据采集时间，并且对随机的充电行为有较好地

模拟。 

 

图 4 电池充电容量片段 
Fig. 4 Segment of battery charging capacity 

进一步研究充电片段与 SOH 预测准确性的关

系 ， 以 B0005 电 池 为 例 ， 先 对 所 提 取 的 特 征

seg seg(ave _ ,std _ )i iQ Q  与预测的 SOH 使用皮尔逊

相关系数计算进行相关性分析。考虑任意充电过程
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中，充电数据的完整度对 SOH 预测精确度的影响，

理论上片段越多，每片段所包含的充电信息越少，

预测准确度会随之降低。如图 5 所示，在完整恒流

充电过程(m=1)所提取的特征相关性均大于 0.99，

为保证尽可能精确的预测准确度，均值片段 m<15
时，每片段与 SOH 的相关性都达到 0.98 以上，而

方差片段 m<25 时，每片段与 SOH 的相关性则都

达到 0.98 以上。但实际情况下可划分至更多片段，

如 m<30，此时均值与方差片段与 SOH 的相关性都

达到 0.90 以上，即使预测精度要求较低，但对于随

机充电行为的模拟效果更好。选择 1 个适中的段数

(m=12)为例进行分析，具体每一片段与 SOH 的相关

性如图 6 所示，若干片段所提取特征与待预测 SOH
的相关系数达到 0.99 以上，使用回归分析构建的预

测模型会具有较好的预测结果。提取的特征见表 1。 
1.4 基于片段充电数据还原的特征提取 

由于电池的内部结构不同充电片段差异程度

不同，因此理论上会导致不同的预测准确度[14]。

在某一充电周期内充电时间越长，包含该周期的

充电信息越多，预测结果也会越准确，即准确度

较高的片段充电时间较长。较长的充电时间又导

致数据采集和特征提取时间变长，不利于保证电

池 SOH 预测的实时性。因此需要考虑既能快速采

集提取数据特征，又尽可能使其包含更多完整充

电周期的信息。 

 

图 5 不同段数与 SOH 的相关性 
Fig. 5 Correlation between different segment numbers and SOH 

 

(续) 
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图 6 每一片段特征与 SOH 的相关性 
Fig. 6 Correlation between each segment feature and SOH 

表 1 提取特征 
Tab. 1 Extracted features 

ave_△Q std_△Q ave_△V SOH/% 

0.278 0 0.312 3.856 100.000 

0.297 0 0.326 3.866 100.000 

         
0.285 0 0.317 3.856 99.453 

0.304 2 0.332 3.866 99.453 

        
0.183 0 0.213 3.964 71.376 

文献[15]中提出了 1 种深度神经网络 DNN(deep 

neural networks)，通过多层结构设计，使其输入充

电过程中某一片段的充电信息，输出完整充电过程

的充电信息。对于电池 SOH 的预测，将容量序列

Q 分为若干个片段 seg1Q , seg2Q , , segmQ ，每 1 个片

段序列表示间隔 0.01 V 的相同电压范围下充电容

量的变化，通过构建的网络输入尽可能短的片段序

列，输出完整充电周期的(V, Q)。该方法可以保证

准确度的同时尽可能获取较短时间的充电片段，还

原完整周期下的充电信息，进而通过特征提取进行

预测，理论上既保证了数据获取及处理后预测的实

时性，又保证了预测结果的准确性。 

2 实验结果与分析 

分别使用机器学习算法 MLR[16]、GPR[8-9]、

RFR[17]和深度学习算法 LSTM[18-20]对 3 种方法进行

比较分析。将 B0005、B0006 电池数据作为训练集，

B0007 电池数据作为测试集，比较 3 种方法在各个

预测模型中的准确性。通过误差分析对模型进行评

估，使用拟合优度 R2、均方根误差 RMSE(root mean 
squared error)、平均绝对误差 MAE(mean absolute 
error)来度量误差大小。由于随机抽取训练和用于

测试验证的样本不同，模型预测的误差也会不同，

因此要进行多次测量，通过多次随机抽样预测后，

将所有结果取平均值进行验证。 
(1)基于完整充电数据的特征提取的预测分析 
从图 7(a)中可以直观看出，使用将整个周期充

电过程容量变化的均值与方差作为特征在 4 个预

测模型下都具有较好的估计效果，而从图 7(b)中可

以看出，除了个别的残差较大至 6%左右，几种模

型的误差都控制在 4%以内。 
表 2 为模型的误差分析，每个模型的 R2 都达

到了 0.9 以上，其余误差表现也较好。不同模型下，
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LSTM 的 R2 达到 0.978，所预测的 SOH 误差最小，

同时相对具有较长的训练时间，在保证低误差的前

提下，模型的训练时间达到 2 s 左右。误差次于

LSTM 的 GPR 模型预测时间仅为 0.007 s 左右，因

此数据量不大的前提下，GPR 模型可以更好地保证 

 
图 7 预测结果与误差 

Fig. 7 Prediction results and errors 

表 2 模型评估 
Tab. 2 Model evaluation 

算法 R2 RMSE/% MAE/% 

MLR 0.952 1 1.605 6 1.438 6 

GPR 0.942 8 2.224 3 1.933 8 

RFR 0.940 5 1.981 8 1.848 3 

LSTM 0.978 2 1.063 3 1.253 5 

准确性与实时性。 
(2)基于片段充电数据的特征提取的预测分析 
不同片段所需的充电时间不同，采样时间也不

同，通过训练 B0005、B0006 和预测 B0007 的同一

片段，以研究充电过程中不同片段对于模型预测结

果的影响。 
由预测图 8(a)可以看出，当分为 12 段时，不

同片段在各个模型中预测结果依然较好，图8(b)中
显示每段的预测误差大部分都能控制在 5%以内。

说明将完整充电周期进行分段处理，可以在缩短采

样时间的同时得到较好的预测准确度。由表 3 可 
知，在相同充电片段中，LSTM 模型预测效果最好，

但预测时间较长，GPR 模型其次。实际预测过程中，

不同片段代表随机的充电行为，因此最终预测的准

确度也会有差异。 

 

(续) 
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图 8 不同片段的预测结果与误差 

Fig. 8 Prediction results and errors of different segments 

表 3 不同片段模型评估 
Tab. 3 Model evaluation of different segments 

段

序

号 

MLR GPR RFR LSTM 

R2 RMSE% MAE% R2 RMSE% MAE% R2 RMSE% MAE% R2 RMSE% MAE% 

1 0.934 5 2.166 6 2.005 9 0.944 3 1.996 8 1.792 1 0.928 9 2.256 8 1.991 2 0.970 3 1.452 5 1.208 1 
2 0.937 0 2.124 0 1.966 4 0.946 9 1.950 0 1.744 7 0.925 1 2.315 0 2.049 9 0.978 9 1.224 5 0.992 0 
3 0.939 6 2.079 8 1.924 1 0.949 5 1.902 4 1.705 1 0.924 2 2.330 1 2.042 1 0.979 7 1.199 3 0.981 8 
4 0.941 9 2.039 6 1.885 8 0.950 1 1.889 9 1.689 1 0.930 2 2.236 1 1.979 6 0.971 5 1.421 3 1.208 8 
5 0.944 8 1.988 6 1.835 5 0.949 2 1.907 2 1.696 6 0.927 3 2.282 3 2.031 9 0.969 9 1.459 9 1.245 8 
6 0.947 3 1.943 4 1.790 1 0.948 4 1.920 9 1.700 8 0.926 9 2.288 3 2.013 8 0.966 2 1.547 6 1.346 6 
7 0.950 0 1.892 1 1.737 5 0.947 1 1.946 6 1.707 4 0.929 9 2.240 5 1.937 8 0.962 5 1.631 5 1.427 2 
8 0.951 7 1.859 5 1.703 7 0.943 0 2.019 1 1.781 5 0.930 3 2.233 3 1.933 7 0.958 5 1.715 1 1.513 9 
9 0.953 0 1.835 0 1.677 5 0.934 8 2.161 2 1.920 1 0.924 7 2.321 2 2.007 1 0.955 2 1.782 5 1.578 4 

10 0.954 9 1.797 0 1.636 1 0.930 3 2.234 5 1.993 7 0.924 4 2.326 5 2.036 8 0.953 1 1.825 2 1.612 0 
11 0.956 9 1.757 1 1.590 7 0.926 5 2.295 1 2.047 8 0.920 5 2.386 3 2.111 1 0.949 0 1.903 1 1.691 0 
12 0.958 8 1.718 8 1.545 6 0.921 6 2.369 9 2.117 9 0.922 2 2.360 7 2.083 8 0.919 7 2.387 0 2.122 1 

 
(3)基于片段充电数据还原的特征提取的预测

分析 
还原的 DNN 网络采用 Adam 算法进行训练，

输入数据为完整周期下设置可调节的滑动窗口分

为的若干充电片段，即窗口长度下对应的电压和容

量，在输入网络之前对数据进行标准化处理。批量

大小设置为 400，损失函数为充电曲线的均方误差。

同样将B0005和B0006电池数据作为训练集、 B0007
电池数据作为测试集，由于需要将 3 组电池的电压

容量数据分为若干片段，作为模型输入，会有部分

不同片段对应相同的完整数据，因此对应若干完整

的电压容量数据作为输出。图 9 为在等循环周期间

隔下随机抽取某片段数据经过网络还原了各自充

电周期下的完整数据，尽管还原的充电数据与真实
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的充电数据相比有所偏差，但是为了实现快速采集

处理数据的预测，这个偏差是可以接受的。该网络

能够最短将 20 个数据点即 200 mV 的电压片段以

较高准确度还原为完整充电曲线。 

 

图 9 完整充电曲线还原 
Fig. 9 Restoration of complete charging curve 

构建和训练模型的过程中，由于需要将完整充

电数据分为若干片段，因此产生了大量的数据集。

为了使得 3 种方法的预测结果方便比较，在 SOH
预测阶段，使用与完整预测和片段预测相同数量

的训练集、测试集，对 3 组电池的片段还原将产

生若干的完整充电数据，因此等间隔从若干完整

数据中得到所有充电周期下完整的电压容量曲

线，以便进一步进行特征提取。预测结果如图 10(a)
所示，将片段数据还原为完整的充电数据，通过

提取整个周期充电过程容量变化的均值与方差作

为特征在 4 种预测模型下都具有较好的估计结果，

而在图 10(b)中也表明其预测的大部分误差精度控

制在 5%以内。由表 4 知，每个模型的 R2 都达到

了 0.9 以上，误差较低，表明构建的预测模型效果

较好。不同于之前的 2 种方法，该方法提取的特

征数据在 MLR 模型中具有最高的误差，原因是还

原网络还原的完整数据存在误差，但理论上其相

关性相比于原始数据发生了变化，但关联性较好，  

 
图 10 充电片段还原后的预测结果与误差 

Fig. 10 Prediction results and errors after restoration of 
charging segments 

表 4 还原模型评估 
Tab. 4 Model evaluation of restoration 

算法 R2 RMSE/% MAE/% 
MLR 0.960 5 4.581 2 2.109 5 
GPR 0.934 9 3.217 0 1.979 7 
RFR 0.916 7 3.942 0 2.085 7 

LSTM 0.933 8 2.368 3 1.992 4 

使得该方法在 MLR 模型下具有更短的预测时间

和较高的误差精度。 

3 讨论 

将第 2 节中的 3 种方法进行比较分析，如     

图 12(a)所示，从误差(RMSE)角度分析，完整充电

周期数据提取的特征经过预测的准确度在 3 种方

法中总体较好，误差相对较低，经过片段还原的

方法预测误差相对较高，证明了数据完整度越高

预测准确性越好，更确切地说，相同的片段高质

量特征需要更长的采集时间，而将片段数据进行

还原的过程中，预测结果受到还原模型和预测模

型 2 个模型同时影响，因此产生的误差更大。其

中，LSTM 模型在 4 种预测模型中预测准确度都

是最低的，这是由于 LSTM 模型在处理长数据过

程中效果较好，且对于电池 SOH 的预测，某一周

期的 SOH 预测结果会受到上一周期预测结果的影

响，因此误差最低。 

如数据采集时间图 11(b)所示，完整充电周期

的数据采样时间较长，随着充电循环，电池逐渐老
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化，采样时间由 3 178 s 逐渐降低至 1 953 s，即需

要约 0.5~1.0 h 的数据采集时间。片段的充电数据

相对于完整周期数据的采集时间较少，由于电池内

部结构导致在不同电压处的特征差异不同，准确度

越高的片段采样时间越长。而仅考虑快速采集，最

快也需要 1 236~2 520 s，约 20~40 min。通过任意

充电片段进行完整数据还原，大大提升了数据采集

的效率，保证在尽可能短的 200 mV 的电压片段中，

最快可在 5~155 s 完成片段采集，以进行后续充电

还原、特征提取和预测。 

 

图 11 3 种方法的比较分析 

Fig. 11 Comparative analysis of three methods 

4 结论 

本文叙述了 3 种电池预测过程中数据采集和

特征提取的方法，并进行了详细的预测分析和误差

评估，3 种方法的优缺点如下。 
(1)使用完整周期数据更能代表电池充电过程，

进行特征提取预测准确度高，但需要进行长时间的

数据采集，不符合实际充电行为。 
(2)使用片段充电数据进行特征提取，可以较好

地模拟随机充电行为，但预测准确度与所采集的片

段有关，相同片段长度下，高质量特征片段需要经

过更长时间的数据采集。 
(3)将片段数据经过 DNN 网络还原该周期完整

数据，解决了完整周期数据采集时间长的问题，可

以在很短时间内进行较高准确度的预测，但预测准

确度取决于 DNN 网络还原的完整数据的精确度。 
考虑充电随机性的实时预测，片段数据进行完

整还原预测的方法更好，即使与完整数据和片段数

据的预测方法相比误差相对较高，但能将充电的任

意片段进行还原，减少了数据采集的时间，对任意

充电行为也进行了很好的模拟，误差变大也是可以

接受的。在考虑基本的预测算法中，依据各模型的

特点，LSTM 在处理具有时间序列的电池数据方面

有明显优势，可作为首选预测模型。而实际的复杂

情况下，在样本较少且实际环境的非线性因素影响

的情况下，选择 GPR 模型在几种方法中都具有稳

定且较低的预测准确度，可以计算出预测模型的置

信水平，使得预测结果更加准确。MLR 和 RFR 2
种模型分别在特征与 SOH 线性关系明确和相对复

杂的情况下供以选择。 
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