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摘要：锂离子电池 LIBs( lithium-ion batteries )健康状态 SOH( state-of-health )是表征电池实际寿命的关键参数。

为了提高锂离子电池 SOH 估计精度，提出了 1 种基于健康因子和改进的长短期记忆 LSTM( long short-term  
memory )神经网络的 SOH 估计方法。首先选取 10 个与 SOH 变化高度相关的健康因子作为 SOH 特征，然后引入

粒子群优化 PSO( particle swarm optimization )算法对 LSTM 超参数进行寻优，构建 PSO-LSTM 估计模型，最后用

提取的健康因子作为模型输入实现 SOH 的准确估计。结果表明，分别以整个样本 70%、60%和 50%的数据作为

训练集，剩余数据作为测试集，其 SOH 估计误差主要分布在 2%以内。同时与现有的 LSTM 和前馈神经网络

FNN( feed-forward neural networks )相比，PSO-LSTM 表现出较高的估计精度和较好的鲁棒性。1 
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Abstract: The state-of-health ( SOH ) of lithium-ion batteries ( LIBs ) is a key parameter that characterizes their real 
lifespan. To improve the accuracy of SOH estimation for LIBs, a novel SOH estimation method based on health factors 
and improved long short-term memory ( LSTM ) neural network is proposed. First, ten health factors that are highly 
correlated with the changes in SOH are selected as the characteristics of SOH. Second, the particle swarm optimization 
( PSO ) algorithm is introduced to optimize the hyper-parameter of the LSTM neural network, and an estimation model 
based on PSO-LSTM is constructed. Finally, the extracted health factors are used as model input to achieve an accurate 
estimation of SOH. Results show that when 70%, 60% and 50% of data from the whole sample are taken as the training 
set respectively and the remaining data is taken as the test set, the SOH estimation errors are mainly distributed in a 
range of less than 2%. Meanwhile, the PSO-LSTM model demonstrates higher estimation accuracy and better 
robustness compared with the existing LSTM and feed-forward neural networks ( FNN ). 
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锂离子电池 LIBs( lithium-ion batteries )因其具

有循环寿命长、无记忆效应、能量密度高和功率密

度高等优点，在电网储能电站、电动汽车及智能电

子设备中得到广泛的应用[1-2]。然而在实际运行中，

LIBs 的性能会随着电化学反应的改变而发生不可逆

的退化，导致整个储能系统的性能下降，甚至带来

安全问题[3-4]。LIBs 的健康状态 SOH( state-of-health )
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作为电池管理系统的关键参数，其准确估计可以为

电池管理系统提前做出合理的决策，降低电池故障

发生的概率，保证整个电池系统的安全运行[5-6]。 
LIBs 的 SOH 估计主要有直接测量法和模型  

法[7-8]。直接测量法采用电池测试系统对与电池老

化有关的参数( 如容量、阻抗 )进行测试，然后通过

简单的函数映射得到 SOH，具有直观、计算量少

等优点[9]。但是其需要大量的试验来分析电池的老

化行为，鲁棒性较弱，估计精度在很大程度上依赖

测量技术，不适用于实时的 SOH 估计。模型法主

要包括基于自适应滤波的 SOH 估计和基于数据驱

动的 SOH 估计[10]。在自适应滤波算法的 SOH 估计

中，大多需要建立电池的等效电路模型或电化学等

效模型，其准确估计依赖于模型的精度和参数的准

确度，同时其在线应用能力较差[11-12]。Zhou 等[13]

建立电池的电化学等效模型，利用扩展卡尔曼滤波

算法对电池 SOH 进行估计，显示出较低的误差，

但该模型需要辨识较多参数，增加了计算量，仅适

合实验室研究。目前也有诸多等效电路模型被应用

于 SOH 估计，但这些模型参数缺乏实际的物理化

学意义，难以在复杂工况下保持较高精度[14]。相比

之下，基于数据驱动的方法受到更多关注，该方法

利用测量获得的电池电压、电流和温度数据，提取

与 SOH 变化高度相关的特征，并将特征数据作为

训练集构建 SOH 估计模型[15]。在 SOH 估计过程中

无需对电池内部的复杂电化学机理进行建模，具有

更大的灵活性和较好的鲁棒性。 
目前，常用的数据驱动算法主要有支持向量

机、高斯过程回归、长短期记忆 LSTM( long short- 
term memory )神 经 网 络 等 [16] 。 在 这 些 方 法 中 ， 
LSTM 网络对时间序列数据的处理具有较强的建

模和分析能力，在电池 SOH 的估计中具有巨大的

潜力和应用前景[17]。文献[18]提出了 1 种融合卷

积神经网络对数据强大的特征提取能力和 LSTM
对时序数据处理能力的电池 SOH 估计方法；文献

[19]提出了 1 种基于 LSTM 和电化学阻抗谱的

SOH 估计方法；文献[20]采用 LSTM 结合经验模

态分解对电池进行 SOH 估计，减小了容量自恢复

效果的影响，显示出较高的精度。但上述方法的

主要局限性在于几乎均需人为设置网络的超参

数，随机性较大，会降低模型的估计效果。文    
献 [21]利用充放电过程的电压曲线和容量增量

IC( incremental capacity )曲线提取 5 个健康指标，

最后采用 LSTM 对电池进行 SOH 估计，然而该

方法考虑的健康因子 HFs( health factors )不全面，

易造成 SOH 估计不准确。 
为了进一步提高 SOH 的估计精度，本文提出

了 1 种基于 HFs 和 PSO-LSTM 的储能电池 SOH 估

计方法。首先采用实测的 HFs 和计算的 HFs 来描述

LIBs老化过程，利用皮尔逊相关系数 PCC( Pearson 
correlation coefficient )数值分析 HFs 与 SOH 的相关

性。然后选取相关性高的 HFs 作为 LSTM 模型的

输入数据，同时采用 PSO 优化 LSTM 网络中的超

参数，构建改进的 LSTM 以挖掘 HFs 与 SOH 之间

的潜在关系来实现 SOH 的估计。最后在美国国家

航空航天局 NASA( National Aeronautics and Space 
Administration )和麻省理工学院 MIT( Massachusetts 
Institute of Technology )提供的电池测试数据集上进

行模型有效性的验证。 

1 电池 SOH 估计算法和评估指标 

1.1 LSTM 模型 
LSTM 网络有效地解决了传统神经网络梯度

消失和梯度爆炸的问题[22]。LSTM 的核心思想是引

入 1 种称为“门”的机制，这些门可以根据输入数据

和先前的状态来控制信息的流动，从而实现时序数

据处理。LSTM 网络结构如图 1 所示，由遗忘门、

输入门和输出门组成。LSTM 单元中各个门和状态

更新的计算过程可表示为 
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式中： tf 、 ti 、
tC 和 to 分别为遗忘门、输入门、输

入节点及输出门的输出； fW 、 iW 、 cW 和 oW 为权

值参数； tx 为 LSTM 网络在 t 时刻的输入，在本文

中指所提取的 10 个 HFs 数据，具体 HFs 见表 1； 1th 

和 th 分别为 1t  和 t 时刻的输出门； fb 、 ib 、 cb 和

ob 为偏置参数； tC 和 1tC  分别为 t 和 1t  时刻的单

元状态； 和 tanh 表示激活函数，分别为 Sigmoid
函数和 tanh 函数。 

 

图 1 LSTM 网络结构 
Fig. 1 Structure of LSTM network 

表 1 B0005 号电池的 PCC 计算结果 
Tab. 1 Calculation results of PCC for No. B0005 battery 

HFs   PCC 
充电过程电流-时间曲线所包围的面积 0.907 7 
恒流充电电流-时间曲线所包围的面积 0.939 2 
恒压充电电流-时间曲线所包围的面积 -0.987 5 

相同时间电压变化量 -0.960 3 
恒流充电过程所需时间 0.939 6 
恒压充电过程所需时间 -0.911 5 

恒流充电占总充电时间的比例 0.944 4 
充电过程的最大温度 -0.935 3 

IC 曲线的峰值 0.881 7 
IC 曲线峰值对应的电压 0.955 8 

1.2 PSO-LSTM 的 SOH 估计模型 
Greff 等[23]探讨了 LSTM 网络相关超参数的设

置。结果表明，学习率是 LSTM 最关键的超参数，

而动量梯度对最终结果影响不大。为了使 LSTM 模

型与 LIBs 的数据特性相匹配，本研究构建了 PSO- 
LSTM 的 SOH 估计模型。以隐藏层神经元数( ls  )、
初始学习率( lr  )、最大训练周期( ep  )、学习率下降

因子( lrdf  )和学习率下降周期( lrdp  )作为粒子群优

化目标。PSO-LSTM 的估计流程如图 2 所示，其具

体步骤如下。 

 

图 2 PSO-LSTM 估计流程 

Fig. 2 Flow chart of estimation based on PSO-LSTM 

步骤 1 数据预处理。不同输入数据的单位量

纲不同，数值的差异可能较大，这将影响模型的训

练速度和精度，有必要对采集到的数据进行归一化

处理。在本研究中，首先将提取的 10 个 HFs 数据

和 SOH 数据映射到[0, 1]区间，然后将归一化的实

验数据分为训练集和测试集。 
步骤 2 PSO 算法优化 LSTM 网络的超参数。 
( 1 )参数初始化。确定粒子维数 D 、种群大小

N 、迭代次数 M 、学习因子 1c 和 2c 、惯性权重 w 。 
( 2 )初始化粒子的速度 v 和位置 x ，随机生成种

群粒子 ( , , , , )x ls lr ep lrdf lrdp 。 
( 3 )取均方误差作为粒子的适应度值 fitness ，

根据粒子的适应度值计算初始个体极值 ijp 和全局

极值 gip 。均方误差可表示为 

2
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式中：T 为序列的长度； ky 为 k 时刻电池 SOH 的

真实值； LSTM( )kx 为 k 时刻电池 SOH 的估计值。 
( 4 )更新粒子位置 ijx 和速度 ijv ，然后根据新位

置计算适应度值，更新个体极值和全局极值，即 
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式中，r1 和 r2 为 2 个[0, 1]区间上的随机数。 
( 5 )判断是否满足终止条件。如果满足，输出

优化结果 best ( , , , , )x ls lr ep lrdf lrdp ；否则，返回步
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骤 2 中的第( 3 )步。 

步骤 3 利用 PSO 优化的参数建立改进的 LSTM

网络，并对该网络进行训练。 

1.3 电池 SOH 估计评价指标 

在本研究中，取电池测试数据的前 70%、60%

和 50%分别作为训练集，剩余数据作为测试集。利

用训练集和测试集对 PSO-LSTM 模型进行训练和

估计，并对模型误差进行评估。为了证实 PSO- 

LSTM 模型的有效性，采用均方误差 MSE( mean 

square error )、平均绝对误差 MAE( mean absolute 

error )、均方根误差 RMSE( root mean square error )

和平均绝对百分比误差 MAPE( mean absolute perc- 

enttage error )作为评价指标，对模型的 SOH 估计效

果进行评价[24]。评价指标的计算方法为 
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式中： iy 为 i 时刻电池 SOH 的真实值； ˆiy 为 i 时刻

电池 SOH 的估计值； n 为样本数量。估计的结果

越接近真实值，其 MSE、MAE、RMSE 和 MAPE
值越小，说明模型越好。 

2 电池老化实验数据分析及健康因子

提取 

2.1 电池数据测试与分析 
本研究利用 NASA 预测中心和 MIT 的开源电

池数据集进行电池 SOH 的估计[25-26]，该数据集主

要包含了在不同温度下充电和放电测试的电流、电

压、温度及放电容量数据。 
本文通过电池的 SOH 来确定电池的老化程

度，其 SOH 可以通过容量的比值计算得到，即 

0

SOH(%) 100%jC
C

   ( 5 ) 

式中： 0C 为电池的初始放电容量； jC 为第 j 次循

环时的放电容量。 

2.2 电池 SOH 估计的健康因子选取 

在实际应用中，电池放电过程具有较强的随机

性和动态性，而充电过程相对稳定，通常在电池的

整个生命周期内采取相同的充电策略。因此，本文

选取电池充电数据进行 SOH 估计。图 3 是 NASA

的 B0005 号电池在不同循环次数下的充电曲线，包

括电压-时间、电流-时间、温度-时间曲线。从图 3

中可以看出，随着电池的不断循环，其电压比起始

循环更早达到 4.2 V。同样，经过多次循环后的电

池电流比起始循环更早开始下降。此外，随着电池

不断老化，其温度能更快达到最高值。以上分析表

明，充电过程的电压、电流和温度曲线依赖于电池

SOH。 

 

图 3 电池在不同循环下的充电曲线 

Fig. 3 Charging curves of battery under different cycles 

通过对电压、电流和温度的充电曲线进行分

析，选取实测和计算得到的 10 个 HFs 进行电池  

SOH 估计。NASA 的 B0005 号电池的 PCC 计算结

果见表 1，提取的 HFs 从不同角度反映了电池老化

过程。 

为了进一步证实选取的 HFs 与电池 SOH 之间

的相关程度，采用统计学中的 PCC 计算各个 HFs

与 SOH 之间的相关性[1]，可表示为 
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式中： ix 和 iy 分别为 HFs 和 SOH 的真实值； x 和

y 分别为 HFs 和 SOH 的均值。 
PCC 的绝对值越大，代表其相关性越强。由表 1

可以看出，B0005 号电池选取的 HFs 与 SOH 呈现

出强关联度，其 PCC 绝对值均大于 0.8，说明了选

取 HFs 的有效性。 

3 仿真结果分析 

为了验证PSO-LSTM模型的有效性， 选取NASA
预测中心的 B0005、B0018 号电池及 MIT 电池数据

来测试模型性能。对于电池测试数据，分别选取其

前 70%、60%和 50%的数据作为训练集，剩余数据

作为测试集。 
图 4 为 PSO-LSTM 模型应用于 B0005 号电池

的 SOH 估计曲线和误差曲线。从图 4( a )~( d )中可

以观察到，以 70%、60%和 50%的电池数据作为训

练集的估计均显示出较高的估计精度；在图 4( a )~ 
( c )中，PSO-LSTM 模型估计的 SOH 曲线与参考曲

线具有较高的一致性，曲线几乎重合，充分体现了 

 

图 4 B0005 号电池 SOH 估计曲线和误差 
Fig. 4 SOH estimation curves and errors for  

No. B0005 battery 

本研究所提模型的有效性。此外，图 4( d )显示了该

方法的估计误差，从图中可以看出，在不同训练集

下，PSO-LSTM 估计的相对误差主要分布在-1.0%~ 
1.0%之间，表明 PSO-LSTM 模型显示出较低的误

差。相似地，本文也将 PSO-LSTM 模型应用于

B0018 号电池。从图 5( a )~( c )中可以发现，PSO- 
LSTM 模型估计的 SOH 曲线与参考曲线高度一致，

进一步说明该方法具有较高的估计能力；图 5( d )  
显示了 B0018 号电池的估计误差，其范围主要分布

在-1.5%~1.0%之间。 

 

图 5 B0018 号电池 SOH 估计曲线和误差 
Fig. 5 SOH estimation curves and errors for  

No. B0018 battery 

为了进一步验证所提方法的优势，本文还采用

了 LSTM[22]和前馈神经网络 FNN( feed-forward neu- 
ral networks )[27]方法对锂电池进行 SOH 估计。图 6
和图 7 分别为 B0005 和 B0018 号电池在 3 种方法

下，以不同比例的数据集作为训练集的 SOH 估计

结果。从图中可以看出，本研究所提方法具有较高

的精度，在不同训练集下，PSO-LSTM 估计曲线与

真实曲线几乎重合。与 LSTM 和 FNN 方法相比，

本文所提方法的估计结果更接近于 SOH 参考曲

线，误差更小。 
此外，还计算了不同估计模型的估计精度，采

用 RMSE、MAE、MAPE 和 MSE 指标进行对比分 
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图 6 B0005 号电池在不同模型下的 SOH 估计曲线和 

误差曲线 
Fig. 6 SOH estimation and error curves for No. B0005 

battery under different methods 

析，结果见表 2。PSO-LSTM 估计模型对 B0005 和

B0018 号电池在不同训练集比例下进行的 SOH 估

计要优于 LSTM 和 FNN 估计模型，具有更小的估

计误差。具体而言，B0005 号电池在 70%数据比例

的训练集下进行估计，本文所提 PSO-LSTM 相较

于传统 LSTM 和 FNN 估计模型，RMSE 分别降低

了 66.9%和 78.5%；MAE 分别降低了 74.6%和

80.8%；MAPE 分别降低了 74.7%和 81.0%；MSE
分别降低了 8.0%和 41.1%。同样，在数据比例为 
60%和 50%下进行估计时，PSO-LSTM 估计模型得

到的 RMSE、MAE、MAPE 和 MSE 均得到有效  

降低。 
在 B0018 号电池中，使用 70%数据比例的训 

练集进行估计，本文所提 PSO-LSTM 相较于传统

LSTM、FNN 估计模型，RMSE 分别降低了 46.1%
和 56.9%；MAE 分别降低了 46.5%和 55.0%；MAPE

分别降低了46.5%和 54.6%；MSE 分别降低了 48.0%
和 58.1%。将 60%和 50%的数据作为训练集，同样

基于 PSO-LSTM 模型的误差更小，显示出更高的

估计精度。 

 

图 7 B0018 号电池在不同模型下的 SOH 估计曲线和 
误差曲线 

Fig. 7 SOH estimation and error curves for No. B0018 
battery under different methods 

为了进一步验证所提方法的有效性，采用

B0005 号电池数据作为训练集、B0018 号电池数据

作为测试集来验证 PSO-LSTM 模型的估计能力。  
图 8( a )显示了 B0018 号电池在不同方法下的估计 
曲线，从图中可以看出，PSO-LSTM 模型的估计曲

线能较好地与参考曲线重合，而 LSTM 和 FNN 模

型的估计曲线与参考曲线偏差较大。图 8( b )为 3 种

方法对应的误差曲线，PSO-LSTM 显示出较低的误

差，而 LSTM 和 FNN 模型在循环 60 次之后，估计

误差明显偏大。3 种方法的估计结果见表 3。PSO-  
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表 2 B0005 和 B0018 号电池在不同估计模型下的 SOH 估计结果 
Tab. 2 SOH estimation results of Nos. B0005 and B0018 batteries under different estimation methods     % 

训练数据

比例 
估计模型 

B0005 B0018 
RMSE MAE MAPE MSE RMSE MAE MAPE MSE 

70 
PSO-LSTM 0.58 0.41 0.57 0.230 0.82 0.68 0.91 0.13 

LSTM 1.75 1.61 2.25 0.250 1.52 1.27 1.70 0.25 
FNN 2.69 2.13 3.00 0.390 1.90 1.51 2.02 0.31 

60 
PSO-LSTM 0.63 0.45 0.61 0.076 0.66 0.50 0.66 0.31 

LSTM 2.33 2.11 2.90 0.280 2.63 2.29 3.06 0.37 
FNN 3.77 3.05 4.20 0.400 2.43 1.91 2.55 0.34 

50 
PSO-LSTM 0.78 0.45 0.59 0.300 0.47 0.34 0.45 0.06 

LSTM 3.92 3.52 4.79 1.500 4.18 3.52 4.68 0.52 
FNN 4.24 3.73 5.09 0.460 3.80 3.47 4.59 0.47 

 
LSTM 模型的 RMSE、MAE、MAPE、MSE 分别为

1.14%、0.81%、0.92%和 0.50%；相较于 LSTM 模

型，其值分别降低了 50.4%、59.7%、61.8%和 54.5%；

相较于 FNN 模型，其值分别降低了 62.0%、61.1%、

63.9%和 5.6%。结果表明，PSO-LSTM 以 B0005

号电池数据作为训练集，对 B0018 号电池进行 SOH

估计时，依然能显示出较高的估计精度和估计  

能力。 

 

图 8 不同模型下电池 SOH 估计曲线和误差曲线 

Fig. 8 SOH estimation and error curves for battery under 

different methods 

表 3 不同估计模型下的 SOH 估计结果 

Tab. 3 SOH estimation results under different  

estimation methods                % 

训练

数据 

测试

数据 
估计模型 RMSE MAE MAPE MSE 

B0005 B0018 
PSO-LSTM 1.14 0.81 0.92 0.54 

LSTM 2.30 2.01 2.41 1.10 
FNN 3.00 2.08 2.55 0.53 

本文同时采用 MIT 提供的数据集进行验证[26]。

从图 9( a )~( c )中可以观察到，以 70%、60%和 50%

的电池数据作为训练集的估计均显示出较高的估

计精度。SOH 在 88%~98%之间时，PSO-LSTM 估

计曲线与参考曲线保持较高的一致性，说明所提方

法显示出较高的估计能力。图 9( d )显示了该方法的

估计误差，在不同训练集下，PSO-LSTM 估计的相

对误差主要分布在-2%~1%之间。所提方法在不同

训练数据比例下的估计结果见表 4，在不同训练数

据比例下，其 RMSE 值均小于 1%，显示出满意的

结果。 

 

图 9 MIT 电池 SOH 估计曲线和误差 

Fig. 9 SOH estimation curves and errors based on battery 

data from MIT 
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表 4 MIT 电池在不同训练数据比例下的 SOH 估计结果 

Tab. 4 SOH estimation results based on battery data from  

MIT at different proportions of training data     % 

训练数

据比例 
RMSE MAE MAPE MSE 

70 0.31 0.23 0.39 0.019 8 
60 0.52 0.36 0.40 0.029 1 
50 0.89 0.67 0.73 0.044 6 

4 结语 

本文提出了 1 种基于健康因子和 PSO-LSTM
的储能电池 SOH 估计方法，分析了充电循环过程

中的电压、电流和温度曲线，从中提取 10 个特征

作为 HFs，通过皮尔逊相关系数法分析发现这些

HFs 与 SOH 具有较强的相关性。将这些 HFs 作为

PSO-LSTM 神经网络的输入来建立 SOH 估计模 
型，利用 PSO 算法优化 LSTM 网络的超参数，实

现 SOH 的准确估计。然后以 NASA 和 MIT 数据集

为依托，验证了该方法的有效性。该方法对不同比

例的数据进行 SOH 估计，显示出较强的鲁棒性和

稳定性，电池 SOH 估计的均方根误差均低于 2%。

同 时 与 LSTM 和 FNN 估 计 模 型 相 比 ， 所 提

PSO-LSTM 方法显示出更高的估计能力和更低的

估计误差。在未来的工作中，将进一步探索更多神

经网络模型来对电池的 SOH 进行估计，提升电池

SOH 估计的精度与模型的泛化性能。 
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