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考虑容量再生的锂离子电池健康状态 
估计方法 
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摘要：在锂离子电池正常使用过程中，受内部化学反应和外部环境等因素影响，锂离子电池容量会在短期

内出现再生现象。针对未考虑锂离子电池容量再生现象导致电池健康状态 SOH( state-of-health )估计不精确等问

题，提出基于层数的最优变分模态分解策略 OVMD( optimal variational mode decomposition )，聚类容量反映整体

老化趋势的低频平稳序列和反映局部容量再生的高频非平稳序列。考虑容量高频和低频分量，引入加权向量平

均 INFO( weighted mean of vectors )方法改进支持向量回归 SVR( support vector regression )，建立锂离子电池短期

SOH 估计模型。选取 NASA 电池老化数据集，设计基于反向传播 BP( back propagation )神经网络、SVR、INFO-SVR、

OVMD-INFO-SVR 的短期锂离子电池 SOH 估计实验对比方案。结果表明，在减少容量训练集的情况下，基于

高频和低频分量的 OVMD-INFO-SVR 模型在锂离子电池短期 SOH 的估计上具有更高的准确性。 
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Abstract: During the normal utilization of a lithium-ion battery, its capacity will be regenerated in a short term due 
to factors such as internal chemical reactions and external environment. Aimed at the problems including the inaccurate 
estimation of state-of-health ( SOH ) which results from the ignorance of capacity regeneration, an optimal variational 
mode decomposition ( OVMD ) strategy based on the number of optimal layers is proposed. The low-frequency stable 
capacity sequence reflects the overall aging trend, while the high-frequency non-smooth capacity sequence reflects the 
local capacity regeneration. With the consideration of high- and low-frequency components and by introducing the 
weighted mean of vectors ( INFO ) algorithm to improve the support vector regression ( SVR ), a short-term SOH 
estimation model for lithium-ion battery is established. With the selection of NASA battery aging data sets, contrast 
schemes for short-term lithium-ion battery SOH estimation experiment are designed based on BP ( back propagation ), 
SVR, INFO-SVR and OVMD-INFO-SVR. Results indicate that in the case of reducing the capacity training sets, the OVMD- 
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锂离子电池具有能量密度高、输出电压高、自

放电低等优点，被广泛应用于电动汽车等领域[1]。
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锂离子电池循环使用时，内部锂库存损失及正负极

活性物质损失会导致性能退化。锂离子电池健康状

态 SOH( state-of-health )是表征老化程度的重要指 

标[2-3]，准确估计锂离子电池的健康状态，可对达

到失效阈值的电池及时进行更换，有效避免因电池

性能下降造成的危害。 
基于模型的锂离子电池 SOH 估计方法多基于

等效电路模型和电化学模型。以电气元件为基础，

利用理想电压源、电阻、电容等元件构建等效电路

模型，模拟电池充、放电特性。文献[4]将单粒子模

型中偏微分方程等效为常微分方程，设计模型观测

器，进行固相表面锂离子浓度和电极锂离子浓度估

计，确定锂离子电池 SOH 状态；文献[5]通过化学

计量比计算电池正极容量，基于伪二维模型参数估

算方法，建立基于化学计量比的电池正极容量计算

法则；文献[6]基于 Galerkin 投影法将液相和固相中

体现扩散的偏微分方程近似为低阶常微分方程组，

简化锂离子电池电化学模型。基于等效电路模型的

SOH 估计方法结构简洁，但精度受模型拓扑结构

的限制；基于电化学模型的 SOH 估计方法具有良

好精度，但复杂的微分方程组占用过多计算资源，

不利于非实验条件下的模型运算[7-9]。  
基于数据驱动的锂离子电池 SOH 估计方法无

需考虑电池内部复杂的化学反应，直接从可监测的

电池历史数据中发掘反映电池老化的特征量，进行

SOH 估计。文献[10]对锂电池不同健康状态估计方

法进行了总结，基于数据驱动方法的研究主要包括

支持向量回归 SVR( support vector regression )、高斯

回归、反向传播 BP( back propagation )神经网络等人

工智能方法；文献[11]基于高斯回归建立电池老化

数据驱动模型，进行生命初期 SOH 估计，利用估

计值拟合指数经验模型，估计各循环周期 SOH，该

方法可在减轻电池监测设备负担的前提下保持高

水平估计精度；文献[12]基于 dB5 小波抑制电池容

量衰减数据的噪声信号，引入改进萤火虫算法

IGSO( improved glowworm swarm optimization )优化

支持向量机模型参数进行锂离子电池 SOH 估计；

文献[13]将电池容量分解为低频和高频信息，改进

长短期记忆神经网络 LSTM-RNN( long short-term 
memory-recurrent neural network )模型，忽略高频信

息，基于低频信息估计SOH；文献[14]引入核极限

学习机，在保留了极限学习机优点的基础上，提高

了预测的精度。基于数据驱动的锂离子电池健康状

态估计方法可有效避免模型精度和计算复杂度之

间的矛盾，但目前健康状态估计方法缺少容量再生

的考虑，容量再生直接影响短期内锂离子电池的健

康状态，甚至会使容量短期内出现较大回升，导致

短期健康状态估计偏离实际较大[15-16]，因此考虑容

量再生的短期健康状态的准确估计可为电池的及

时维修和更换提供有效参考。 
本文选取锂离子电池容量作为健康因子，分析

容量再生问题，设计基于最优变分模态分解 OVMD 
( optimal variational mode decomposition )的数据预

处理方法。基于数据驱动，考虑锂离子电池容量分

解序列维度，引入加权向量平均 INFO( weighted 
mean of vectors )方法，建立基于支持向量回归的锂

离子电池 SOH 短期估计模型。设计基于美国国家

航空航天局 NASA( National Aeronautics and Space 
Administration )卓越估计中心电池退化数据和实验

室实测数据的实验方案，验证 SOH 短期估计方法

的有效性。 

1 问题分析 

定义锂离子电池 SOH 为当前最大容量 Qc 与额

定容量 Qrated 之比，即 

c
OH

rated

100%QS
Q

    ( 1 ) 

电池容量定义了电动汽车每次充电的里程数

或便携式电子产品每次充电的服务时间，通过描述

实际容量和基本循环次数之间的关系，可估计锂离

子电池健康状态，因此本文确定容量作为锂离子电

池 SOH 估计的健康因子。锂离子电池可用容量指

锂离子电池内部活性锂离子的数目。生命周期内固

体电解质界面膜 SEI( solid electrolyte interface )增

生、正极还原相变等现象，导致活性锂离子损失，
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电池容量下降。文献[10]指出电池内部化合物反应

使活性锂离子数目增加，因此下一循环出现容量再

生现象。 
NASA 电池容量变化如图 1 所示。锂离子电池

容量与充放电循环次数密切相关，受电磁干扰、充

放电倍率差异、外部环境变化及化学反应等因素影

响，全寿命周期内，容量整体呈现下降趋势，同时

有容量再生现象贯穿。容量序列与循环周期为非线

性不平稳关系，尖峰阶段容量再生可达到正常下降

趋势最大可用容量的 10%。 

 

图 1 NASA 电池容量衰减曲线 
Fig. 1 NASA battery capacity decay curves 

2 基于 OVMD 的容量预处理方法 

锂离子电池容量全生命周期呈明显下降趋势，

基于原始容量数据难以精确捕捉容量再生特征。忽

略容量再生产生的高频分量的 SOH 估计会造成电

池使用寿命的浪费。本文引入 OVMD 方法，将容

量序列由正常老化产生的线性信号和容量再生产

生的非线性信号分解为低频分量和高频分量，分别

体现生命周期锂离子电池 SOH 的整体老化趋势和

容量再生特征。 
基于 OVMD 方法，将容量迭代分解为不同固

有模态，并提出中心频率比较法，解决分解后高低

频信号混叠问题。基于 OVMD 方法的锂离子电池

容量序列分解步骤如下。 
将容量序列 C( t )分解为有限个中心频率不同、

带宽有限的子序列{Ck( t )}，k=1, 2, , K，K 为容量

序列分解模态总数，获取老化趋势和容量再生的容

量高频和低频分量，即 

   

2
j

,

jmin ( ) ( ) e
π

s.t.

k

k k

t
t kC k

k
k

t C t
t

C C




 

                 
 




 ( 2 ) 

式中：Ck 和 ωk 分别为第 k 个模态的时域信号和中

心频率； t 为 t 的偏导； ( )t 为 Dirac 函数；C 为

原始信号。为求解式( 2 )容量分解结果的约束变分优

化问题，引入拉格朗日乘子 λ 和二阶惩罚因子 α，

获取容量分解结果最优解，即 
2j({ },{ }, ) [ ( )]e k t

k k t k
k

L C T C t         

    
2

( ) ( )  ( ), ( ) ( )k k
k k

s t C t t s t C t     

  ( 3 )  
式中：  为拉格朗日乘子更新步长；T= ( ( )t   

j π )t 。利用交替乘子算法，连续更新锂离子电池

各模态分量及其中心频率，分别计算不同分解层数

每个分量中心频率，确定最优分解层数，即 
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 ( 5 )  

式中：n+1 为迭代次数 ； ={ω1, , ωk}为各分量

的中心频率，ωk 为模态分量 k 的中心频率。 

3 基于 OVMD-INFO-SVR 的锂离子

电池容量短期估计模型 

锂离子电池容量再生致使高频信号存在较多

波动，本文结合容量序列中的高、低频信号，引入

SVR，建立具有较强鲁棒性的 SOH 短期估计模型，

降低波动信号对容量估计模型的影响。为解决 SVR
模型易陷入局部最优及模型泛化能力不高的问题，

引入 INFO，优化 SVR 参数，使该模型在处理容量

短期小样本上具有出色的泛化能力和较快的收敛

速度。 
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建立基于 OVMD-INFO-SVR 的锂离子电池

健康状态短期估计模型，如图 2 所示，具体步骤

如下。 

 

图 2 基于 OVMD-INFO-SVR 的短期估计模型 
Fig. 2 Short-term estimation model based on 

OVMD-INFO-SVR 

步骤 1 采用 OVMD 将锂离子电池容量原始序

列分解为低频分量和高频分量。根据式( 6 )，利用

残差指标最小化方法，确定拉格朗日乘子更新步

长 τ，解决分解过程中由于 τ 不确定出现残差的

问题；利用中心频率法，确定容量分解层数 K，

分解电池容量序列，得到低频分量和高频分量，

可表示为 

1 1 1

1min ( )
N k k

k k
i k k

R u t u
N   

 
  

 
    ( 7 ) 

式中：N 为分解信号的长度； ku 为第 k 种模态。 
步骤 2 根据锂离子电池容量序列分解后的数

据特征，按照一定比例进行不同训练集和测试集的

划分。 
步骤 3 划分分解后锂离子电池容量的输入层

和输出层，如图 3 所示。图中：Ci1, Ci2, …, Cik 分别

为第 i 次循环的容量分解后结果；输入层单次输入

m 次循环的容量，Cm+1 为通过前 m 次循环得到的

第 m+1 次循环的容量。 

 

图 3 锂离子电池容量输入输出划分 
Fig. 3 Division of input and output for lithium-ion battery 

capacity 

步骤 4 基于锂离子电池容量分解后的结果，分

别建立容量低频分量和高频分量的 SVR 回归函数，

可表示为 
T( ) ( )f c  c b   ( 8 ) 

式中：ω 为权值；ϕ( c )为容量序列由低维空间向高

维空间的函数；b 为偏移量。引入结构风险最小化

原则，SVR 问题可转化为 

2
1, 1

1min [ ( ), ]
2
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i i
i

Z l f c c 


 b
  ( 9 ) 

式中：Z 为惩罚因子，用来调节分解后容量序列高

低频模型的复杂性及拟合精度；l 为不敏感损失函

数，用来衡量 SVR 问题中各个样本的损失； ic 为

第 i 个容量分解结果。引入松弛变量 i 和 î 简化目

标函数，可表示为 
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 ( 10 ) 

式中，ε 为分解后各容量序列模型允许的最大误差。

利用对偶原理，同时引入拉格朗日乘子，对式( 9 )
进行改写，根据 KKT( Karush-Kuhn-Tucker )条件，

可得分解后容量序列的回归函数为 

1

ˆ( ) ( ) ( , )
n

i i i j
i

f c K c c 


   b  ( 11 ) 
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式中： ˆi i 、 为拉格朗日乘子；K( ci，cj )为核函数，

本文采用径向基核函数 RBF( radial basis function )，

表示为 
2

22( , ) e
i jc c

g
i jK c c




   ( 12 ) 

式中，g 为高斯核函数宽度。 

步骤 5 引入 INFO 优化 SVR 模型的惩罚因子

Z 和核函数宽度 g：设置向量规模 NP 和最大迭代次

数 M，并随机生成初始向量。 

步骤 6 设置适应度函数为实际值与 SVR 模型

估计结果的误差绝对值的平均值，可表示为 

   
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步骤 7 对各向量的位置进行更新，更新最优 

向量为 

1
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式中： 1

g
lz 和 2

g
lz 为第 g 代第 l 次循环得到的新位置

向量； g
lx 为第 g 代第 l 个向量； g

bx 为第 g 代第 b

个向量； bsx 和 btx 分别为最优解和次优解； RM 为

均值规则向量； ( )F x 为向量 x 的适应度函数；xa1、

xa2、xa3 为随机选择的 3 个向量；a1≠a2≠a3≠1，是从

[1, NP]中随机选择的不同整数；ra 是 1 个标准正态

分布随机值；σ 为向量缩放率， a2 r    ，
4 /2 e g M   。 

新向量进行合并，可表示为 

1 1 2 a1 a2

2 1 2 a1 a2

a1

        0.5,  0.5

         0.5,  0.5

        0.5

g g g
l l l

g g g g
l l l l

g
l

r r

r r

r





          


≥

z z z

u z z z

x

  ( 16 )  
式中： g

lu 为局部搜索得到的新向量；μ=0.05∙ran。 

步骤 8 通过不断迭代，输出全局最优向量，将

最优位置的参数赋给 SVR 模型的惩罚因子 Z 和核

函数宽度 g。 

步骤 9 建立基于 INFO-SVR 的 SOH 短期估计

模型，统计锂离子电池低频分量和高频分量估计

值，获得锂离子电池 SOH 估计结果。 

步骤 10 采 用 均 方 根 误 差 RMSE( root mean 

squared error )、平均绝对误差 MAE( mean absolute 

error )对模型进行评价。 

4 算例验证 

4.1 模态分解结果验证 
采用 NASA 提供的 B0005、B0006 号 18650 钴

酸锂电池老化数据及实验室实测18650 三元锂电池

老化数据进行验证，电池参数见表 1。 

表 1 锂离子电池参数 
Tab. 1 Parameters of lithium-ion batteries 

型号 温度/℃ 截止电压/V 额定容量/ 
( A∙h ) 

B0005 24 2.7 2.0 
B0006 24 2.5 2.0 

实测电池 24 2.5 1.8 

基于 OVMD 方法对锂离子电池容量序列进行

分解。惩罚因子 α 及噪声容限 tau 等值为变分模态

分解模型中的参数，根据文献[17]，惩罚因子近似

为采样长度，α 取 150；由于无需严格重构或强背

景噪声，tau 取 0；DC 为直流分量，由于变分模态

分解模型的容量输入信号不含常量，DC 为 0；tol
为收敛容错准则，控制误差大小的常量，本文取

0.000 001，保证精度及迭代次数。对 NASA 数据

集不同电池容量序列进行 OVMD 分解，分别计算

不同模态数的中心频率，基于中心频率获取最优分
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解模态数，结果见表 2~表 4。 

表 2 B0005 号电池不同 K 值时的中心频率 
Tab. 2 Central frequency of B0005 battery with different 

values of K 

分解层 K=3 K=4 K=5 K=6 K=7 
1 0 0 0 0 0 
2 0.140 0 0.084 6  0.074 1 0.073 6 0.072 2 
3 0.357 2 0.211 5 0.174 8 0.171 6 0.164 7 
4 — 0.399 1 0.300 7 0.287 2 0.246 7 
5 — — 0.437 0 0.395 9 0.316 0 
6 — — — 0.473 5 0.402 4 
7 — — — — 0.473 6 

表 3 B0006 号电池不同 K 值时的中心频率 
Tab. 3 Central frequency of B0006 battery with different 

values of K 

分解层 K=3 K=4 K=5 K=6 K=7 
1 0 0 0 0 0 
2 0.090 6 0.078 0 0.060 5 0.060 0 0.040 3 
3 0.275 6 0.218 6 0.158 9 0.155 4 0.102 2 
4 — 0.418 0 0.270 5 0.256 6 0.179 9 
5 — — 0.437 0 0.363 5 0.269 1 
6 — — — 0.452 5 0.357 7 
7 — — — — 0.457 9 

表 4 实测电池不同 K 值时的中心频率 
Tab. 4 Central frequency of test battery with different 

values of K 

分解层 K=3 K=4 K=5 K=6 K=7 
1 0 0 0 0 0 
2 0.180 6 0.158 4 0.151 1 0.148 9 0.147 7 
3 0.387 3 0.335 4 0.308 3 0.293 7 0.307 1 
4 — 0.423 6 0.411 9 0.387 3 0.369 2 
5 — — 0.449 9 0.447 0 0.394 6 
6 — — — 0.456 9 0.429 1 
7 — — — — 0.451 4 

由表 2~表 4 可知，不同模态之间出现中心频

率相近现象，即出现容量序列过分解。B0005、

B0006、实测电池当 K=6 时，中心频率分别分解到

0.473 5、0.452 5、0.456 9；K=7 时，中心频率分别

分解到 0.473 6、0.457 9、0.451 4，说明从 K=6 开

始，各模态中心频率已经稳定。因此，基于对中心

频率的计算及对比，锂离子电池容量分解模态总数

取 6。 

基于容量数据，模态分解数为 6 时各电池的分

解结果如图 4 所示。由图 4 可知，NASA 电池与实

测电池化学物质不同，导致电池衰减速度存在差

异，钴酸锂电池的循环周期更短。但不同锂电池的

低频分量 IMF1 均呈现较平滑的下降趋势，即反映

了锂离子电池容量序列的整体下降趋势，而高频分 

 

图 4 电池容量分解结果 

Fig. 4 Decomposition results of battery capacity 
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量 IMF2~IMF6 则均反映老化过程中容量波动信

息，即容量再生现象。 
4.2 健康状态估计模型验证 

基于 BP、SVR、INFO-SVR、OVMD-INFO-SVR
的锂离子电池健康状态估计模型，设计对比实验，

基于循环周期选取不同估计起点，对不同模态容量

进行估计。基于 NASA 数据的 4 种 SOH 估计方法

的结果对比如图 5 和图 6 所示，基于实验室实测数

据的 4 种 SOH 估计方法的结果对比如图 7 所示。

由图 5~图 7 可知，相同估计条件下，本文提出的

基于 OVMD-INFO-SVR 的健康状态估计结果更接

近实际 SOH 曲线，误差集中在 0 轴附近，估计精

度优于基于 SVR、BP、INFO-SVR 这 3 种方法的

估计。以图 5( a )为例，当锂离子电池循环次数为 150
时出现容量再生，SOH 实际值为 0.72，但基于 SVR、 

 
图 5 B0005 锂离子电池 SOH 估计结果 

Fig. 5 SOH estimation results of B0005 lithium-ion battery 

 

图 6 B0006 锂离子电池 SOH 估计结果 

Fig. 6 SOH estimation results of B0006 lithium-ion battery  
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图 7 实测锂离子电池 SOH 估计结果 

Fig. 7 SOH estimation results of test lithium-ion battery 

BP 方法的 SOH 估计值分别为 0.92 和 0.86，误差

分别达到 27%和 19%；基于 INFO 改进的 SVR 方

法，SOH 估计值为 0.79，估计误差为 9.7%，估计

误差虽有所降低，但存在较大偏差，因此该方法无

法精确描述容量再生现象。而基于 OVMD 的 B0005

容量数据预处理，循环次数为 150 时，OVMD- 

INFO-SVR 方法的 SOH 估计值为 0.718，与实际值

误差最小，仅为 0.2%。B0006 与实测电池的 SOH

估计结果分析类似。验证了 OVMD-INFO-SVR 的

SOH 估计模型的有效性。 

根据 MAE 和 RMSE 进行整体误差分析，分别

计算基于图 5~图 7 中 4 种方法估计的 MAE 和

RMSE，结果见表 5。由表 5 可见，不同估计起点

时，基于 SVR、BP、INFO-SVR 的锂离子电池 SOH 

表 5 4 种方法 SOH 估计结果对比 
Tab. 5 Comparison of SOH estimation result among four methods 

电池型号 估计起点 估计方法 RMSE/% MAE/% 

B0005 

T=70 

BP 22.02 20.44 
SVR 26.99 24.59 

INFO-SVR 8.23 7.77 
OVMD-INFO-SVR 1.96 1.56 

T=80 

BP 10.86 9.01 
SVR 21.27 20.37 

INFO-SVR 2.73 1.79 
OVMD-INFO-SVR 1.03 0.81 

T=100 

BP 9.00 7.72 
SVR 8.43 7.15 

INFO-SVR 2.58 1.65 
OVMD-INFO-SVR 1.35 1.03 

B0006 

T=70 

BP 33.86 31.64 
SVR 22.42 20.91 

INFO-SVR 22.07 19.58 
OVMD-INFO-SVR 1.93 1.73 

T=80 

BP 19.52 18.34 
SVR 22.86 20.05 

INFO-SVR 2.86 2.15 
OVMD-INFO-SVR 1.92 1.42 

T=100 

BP 23.95 20.23 
SVR 11.71 9.45 

INFO-SVR 2.38 1.76 
OVMD-INFO-SVR 1.57 0.87 

实验实测 

T=300 

BP 15.09 15.26 
SVR 14.31 13.95 

INFO-SVR 2.69 1.99 
OVMD-INFO-SVR 1.91 1.32 

T=400 

BP 16.04 14.33 
SVR 6.39 4.57 

INFO-SVR 2.08 1.38 
OVMD-INFO-SVR 1.98 1.09 

T=500 

BP 4.37 3.70 
SVR 3.04 1.83 

INFO-SVR 1.57 0.91 
OVMD-INFO-SVR 1.92 0.82   
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估计结果存在差异，估计起点越大，训练集数目越

多，模型的估计精度更高。但基于本文提出的

OVMD-INFO-SVR 估计方法，即使在训练集大小

变化的情况下，SOH 估计结果的 RMSE 和 MAE
均可以控制在较小的波动范围内。以实验室实测容

量数据为例，预测起点分别为 300、400、500 时，

RMSE 分别为 1.91%、1.98%、1.92%，估计精度高、

变化小。NASA 电池的 SOH 估计结果分析类似，

反映了本文 OVMD-INFO-SVR 估计方法具有很好

的稳定性。 
由图 5~图 7 可知，NASA 和实验室实测电池

存在不同化学成分，全寿命周期循环次数差异显

著；实测电池循环次数较大，全寿命周期内容量再

生现象更频繁。但本文提出的 OVMD-INFO-SVR
估计方法，针对不同类型的锂离子电池的不同变化

特征，均可保持较高的估计精度。不同估计起点下，

基于 NASA 数据集的 SOH 估计结果 RMSE 和 MAE
均可控制在 1.96%和 1.73%以内，实验室实测电池

的 SOH 估计结果 RMSE 和 MAE 可控制在 1.98%
和 1.32%以内，误差均小于其他 3 种方法的估计误

差。验证了本文提出的锂离子电池 OVMD-INFO- 
SVR 的 SOH 估计方法具有普适性。 

5 结语 

本文针对锂离子电池的容量再生问题进行分

析，提出基于 OVMD 的锂离子电池容量序列分解

方法，获取容量序列的低频和高频分量，分别反映

锂电池老化长期趋势和容量再生信息；考虑容量高

频和低频分量，建立 SVR 估计模型，引入 INFO
优化 SVR 模型的惩罚因子 Z 和核函数宽度 g，解

决 SVR 模型易陷入局部最优的问题。基于 NASA
和实验室实测的锂离子电池容量老化数据，考虑不

同估计起点，设计基于 BP、SVR、INFO-SVR 及

OVMD-INFO-SVR 的不同健康状态估计实验方案，

验证本文提出的考虑容量再生的健康估计模型的

优越性和迁移性。结果表明，相同估计条件下，相

比其他估计方法，基于 OVMD-INFO-SVR 方法进

行健康状态估计，能够更好地捕捉短期内锂离子电

池的容量再生，取得很好的预测效果，MAE 和

RMSE 分别控制在 1.73%和 1.96%以内，最低为

0.87%和 1.35%，可有效提高锂离子电池 SOH 短期

估计准确性。 
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