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摘要：随着储能电站在新型电力系统中的大范围应用，提高锂离子电池荷电状态 SOC( state-of-charge )预测

精度对提升储能电站乃至电力系统安全稳定具有重大意义。提出 1 种结合多尺度卷积神经网络 CNN( convo- 
lutional neural network )和残差长短期记忆 LSTM( long short-term memory )网络的电池 SOC 预测方法，首先利用多

尺度 CNN 自动提取传感器数据中的不同类型特征，然后将特征输入 LSTM 网络挖掘时间维度的关联性，同时

在 LSTM 网络两端加入残差连接以避免模型过拟合。在储能系统实测数据上的对比实验表明，所提出的模型在

各指标下均取得了最好的预测结果，特别是在电池处于复杂工作情况时更能提取关键特征，从而表现出更优秀

的预测性能。1 
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Abstract: With the widespread applications of energy storage plants in new power systems, improving the 
prediction accuracy of lithium-ion battery state-of-charge ( SOC ) is of significance for enhancing the safety and stability 
of energy storage plants and power systems. A battery SOC prediction method is proposed, which combines a 
multi-scale convolutional neural network ( CNN ) and a residual long short-term memory ( LSTM ) network. First, the 
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随着我国“碳达峰、碳中和”战略目标的快速

推动，以新能源为主体的新一代电力系统正在蓬勃

发展[1]。储能电站在新型电力系统调峰调频、抑制

新能源波动等方面发挥着重要作用，是电网安全稳

定运行的关键支撑。储能电站通常工作在高电压、

大电流的严峻环境下，单体电池极易出现故障进而
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迅速蔓延成为大型安全事故[2]，因此，储能电站运

行状态的准确评估对构建安全可靠的新型电力系

统至关重要。 
锂离子电池荷电状态 SOC( state-of-charge )反 

映了在 1 个充放电循环中电池剩余电荷量，不准确

的 SOC 估计会导致电池发生过充电和过放电，损

害电池容量和使用寿命，在极端情况下会诱发电池

产生短路或热失控，接着引起储能电站大规模燃烧

或爆炸，严重影响电网安全运行[3]。此外，锂离子

电池内部是 1 个非线性时变电化学系统，SOC 仅能

根据电流、电压和其他可测量状态来估计[4]。因此，

提高电池 SOC 估计准确率一直是电池状态估计的

重点研究方向。 
研究人员对电池 SOC 估计算法进行了广泛研

究，目前电池 SOC 估计算法可分为直接法、模型

法和数据驱动法 3 类[5]。直接法的主要代表为安时

积分法和开路电压法。安时积分法根据电流随时间

变化估计电池 SOC，但估计精度严重依赖于初始值

选取，积分结果对传感器测量误差敏感[6]。开路电

压法利用电池开路电压与 SOC 的映射关系来获取

SOC 估计值，但电池工作时测得开路电压误差过

大，不能满足 SOC 实时准确估计的要求。基于模

型的 SOC 估计算法采用电化学或等效电路模型描

述电池内部反应特性[7]，并在此基础上结合状态观

测与滤波方法实现 SOC 在线估计。文献[8]在扩展

卡尔曼滤波 EKF( extended Kalman filter )框架中引

入鲸鱼优化算法 WOA( whale optimization algorithm )
对关键参数进行优化配置，以改善 SOC 估计精度

与收敛稳定性；文献[9]针对等效电路参数随工况变

化引起的滤波退化问题，提出基于阻容参数滤波优

化的无迹卡尔曼滤波 UKF( unscented Kalman filter )
方法，以提升动态适应能力；文献[10]采用联合参

数辨识的粒子群优化扩展粒子滤波实现 SOC 估计，

增强了非线性与噪声条件下的鲁棒性；文献[11]提
出双自适应扩展粒子滤波器用于电池状态联合估

计，可在一定程度上缓解参数漂移与噪声不确定性

对估计性能的影响。此外，面向老化与机理复杂性，

文献[12]进一步研究了基于分数阶模型的 SOC 与 

电池健康状态 SOH( state-of-health )联合在线估计，

为提升电池全寿命周期状态估计精度提供了思路。

然而，电化学或物理模型参数普遍较少，无法准确

建模电池内部反应和外部环境对电池性能的影响，

模型泛化性能差。 
基于数据驱动的 SOC 估计算法利用机器学习

方法挖掘电池历史测量数据与 SOC 间的非线性映

射关系，不依赖于先验知识，避免了复杂的建模过

程。近年来，深度学习凭借出色的特征提取和非线

性拟合能力，在图像处理、自然语言处理和目标检

测方面取得显著成果，已成为最广泛使用的机器学

习方法[13]。文献[14]利用人工神经网络 ANN( arti- 
ficial neural network )挖掘历史电压电流数据与电

池 SOC 的映射关系，并结合 EKF 实时更新电池

SOC 估计值；文献[15]采用长短期记忆 LSTM( long 
short-term memory )网络学习电池历史数据中的时

序依赖性，取得了比 ANN 模型更好的预测效果；

为减少数据噪声对网络预测性能的影响，文献[16]
提出了 LSTM-UKF 估算模型，结果表明 UKF 算法

能有效滤除 LSTM 网络的输出噪声，提升电池 SOC
预测稳定性；文献 [17]利用门控循环单元 GRU 
( gated recurrent unit )神经网络来预测动态负载下的

电池 SOC，该方法在未知初始 SOC 和不同温度下

表现出较强的准确性和鲁棒性；文献[18]提出了基

于卷积神经网络 CNN( convolutional neural network )
和 GRU 的深度神经网络预测模型，模型利用一维

CNN 提取特征，并通过叠加多个 GRU 层进行电池

SOC 预测；文献[19]将卷积网络与双向长短期记忆

BiLSTM( bidirectional long short-term memory )网络

结合，BiLSTM 网络从前后 2 个方向挖掘时间序列

特征，增强了模型对序列长期依赖关系的学习能

力，从而提升了模型预测精度。 
上述基于数据驱动的方法在电池 SOC 估计上

实现了更高的精度，但仍存在以下不足：①电池电

压电流时序特征随 SOC 变化而动态变化，而上述

网络常采用单一尺度卷积核或固定节点的单元来

学习特征，导致网络未充分挖掘历史传感器数据的

多尺度时序特征；②部分模型仅是将 2 种常用神经 
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网络进行简单拼接，破坏了数据内部的时间结构，

造成网络性能退化。针对上述不足，本文提出 1 种

基于多尺度卷积神经网络和残差 LSTM 网络组合

的电池 SOC 估计方法，简称 MCRL( multiscale CNN 

with residual LSTM )模型。MCRL 模型首先使用多

尺度卷积核并行处理输入数据，通过不同的卷积核

感受野提取多个特征，接着采用自适应池化操作对

所有特征进行采样，增强特征的稳定性和泛化性；

然后将特征输入至 LSTM 网络中挖掘数据内部的

长期时间依赖关系，同时在 LSTM 网络输入和输出

间添加残差连接来增强模型学习能力；最后利用全

连接层实现电池 SOC 的精确预测。实验结果表明，

与 LSTM 和 CNN-LSTM 等网络相比，MCRL 网络

能更充分地提取输入数据的时序特征，准确建模输

入数据和电池 SOC 间的映射关系，从而提高了模

型预测性能。 

1 多尺度 CNN 和残差 LSTM 网络的

电池 SOC 估计模型 

1.1 CNN 模型 

CNN 网络是深度学习中应用最广泛的算法之

一[20]，其主要由卷积层和池化层组成，如图 1 所示，

卷积层利用多个卷积核与输入数据间的卷积运算

实现特征提取，同时卷积层间参数共享，降低了网

络复杂度和训练成本。池化层对特征进行采样操

作，既能凸显特征中的关键信息，又能降低特征维

度，防止模型过拟合。通过独特的设计结构，CNN  

 

图 1 CNN 特征提取示意 
Fig. 1 Schematic of CNN feature extraction 

网络能层次化地提取电池历史数据时序特征，提升

模型预测精度。 
卷积层是 CNN 网络的核心层之一，包括线性

和非线性操作，即卷积运算和激活函数。假定输入

数据为 1 2[ ] n m
i nx x x x    X ，则其卷积

可定义为 

r c
r c

, ,
1 1

gm
k k

i l j l i j
l l

k bu  
 

  X W  ( 1 ) 

( )k kz u   ( 2 ) 

式中：uk 为第 k 个卷积核的输出；lr 和 lc 分别为卷

积窗口在时间维与传感器维上的偏移索引；g 为卷

积核大小；m 为传感器数量； ,
k

i jW 为第 k 个卷积核

在( lr , lc )处的权重系数；bk 为对应偏置。 

接着使用线性整流函数 ReLU( rectified linear 

unit ) 对特征图实现非线性变换，得到卷积层提取

的特征 Z = [z1  z2   zn]。池化层通过对特征 Z 的

缩放映射过滤特征中的无效信息。由于卷积核尺寸

不同，因此卷积层提取的特征大小也不同，为保证

多尺度卷积核输出的一致性，模型采用自适应池化

方法处理特征 Z。自适应池化计算可表示为 

pool( , , )p sY Z   ( 3 ) 

式中：Y 为 CNN 网络输出的时序特征； pool( ) 为

自适应池化函数；p 和 s 分别为池化大小和步长。p

通过特征 Z 的长度除以 Y 的长度计算得到，使得

每个特征 Z 经过池化层后均具有相同的长度。 
1.2 残差 LSTM 模型 

循环神经网络 RNN( recurrent neural network ) 

利用反馈机制捕获序列中非线性时间依赖关系，常

用于建模时序问题。但在经典循环神经网络中梯度

会随循环次数增加呈指数增长或衰减，导致网络无

法学习序列的长期依赖性[21]。为克服 RNN 的局限

性，研究人员改进了 RNN 的信息存储方式，并提

出了 LSTM 网络。LSTM 网络的信息存储单元由 3

个独特设计的输入门、遗忘门和输出门组成，其结

构如图 2 所示。输入门提取网络当前输入时刻数据

的有效信息并记录至信息存储单元，遗忘门决定历

史信息的保留或遗忘程度，输出门将细胞隐藏状态
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有选择性地映射到输出值，作为下一个时刻信息存

储单元的输入。这 3 个门相互配合以更新单元信

息，确保关键信息在时间维度的准确传递，使网络

具备学习序列长期依赖性的能力。LSTM 网络具体

计算过程可表示为 

1( )t f t f t f   f W h V x b  ( 4 ) 

1( )t i t i t i   i W h V x b    ( 5 ) 

1( )t o t o t o   o W h V x b    ( 6 ) 


1tanh ( )t a t a t a  c W h V x b    ( 7 ) 


1t t t t t  c f c i c    ( 8 ) 

tanh ( )t t t h o c    ( 9 ) 
( )t y t y y W h b    ( 10 ) 

式中： tf 、 ti 、 to 分别为遗忘门、输入门和输出门

的激活向量， tf 决定前一时刻信息的保留程度， to

决定当前时刻状态 tc 与网络隐藏状态 th 的相关度；

( )  和 tanh( ) 分别表示 sigmoid 激活函数和双曲正

切激活函数； , , , ,f i o a yW 、 , , ,f i o aV 和 , , , ,f i o a yb 为 LSTM

模型参数，随模型迭代不断更新； tc 为 t 时刻的信

息存储单元状态，根据前一时刻状态 1tc 和当前时

刻输入信息 
tc 加权得到； ty 为 LSTM 网络在 t 时刻

的输出值； 表示向量中元素按位相乘。 

 

图 2 LSTM 模型的网络结构 
Fig. 2 Network structure of LSTM model 

残差连接是 1 种有效提升网络学习能力的方

法，其通过跳跃连接促进信息在网络中的流动，避

免模型出现过拟合和梯度消失问题。残差 LSTM 网

络是在 LSTM 网络基础上添加 1 条直接从输入到输

出的恒等映射通道，如图 3 所示。残差 LSTM 网络

的输出由 LSTM 网络的输出和原始输入数据的恒

等映射 2 个部分组成，2 个特征拼接后即得到整个

网络输出 y ，即 
( , )F y x W x    ( 11 ) 

式中： x 为网络原始输入；W 为 LSTM 模型内部

参数；F(·)为 LSTM 网络的非线性映射函数。 

 
图 3 残差 LSTM 结构 

Fig. 3 Structure of ResLSTM 

当模型达到最佳训练效果时，数据通过恒定映

射在网络内部直接传输，因此残差 LSTM 网络简化

了训练模型的参数，提高了模型的效果。 
1.3 MCRL 模型 

本文结合卷积网络和残差 LSTM 网络的优点，

提出了 1 种基于多尺度卷积网络和残差 LSTM 网络

的 MCRL 深度学习模型。多尺度卷积网络主要负

责从原始数据中提取多种时序特征，残差 LSTM 网

络主要负责挖掘特征的长期依赖性，最终利用全连

接网络实现电池 SOC 预测，模型结构如图 4 所示。

由于电池电压、电流和温度数据随 SOC 变化而变

化，在不同 SOC 时具有不同尺度的时序特征，此

外，传感器采集信号中含有各种噪声，它们会扭曲

或淹没信号原始特征，进一步增加了模型特征提取

难度。如果仅使用单一大小卷积核提取输入数据时

序特征，那么不可避免地会导致预测精度降低。为

此，本文利用 3 个不同路径的 CNN 网络并行提取

输入数据时序特征。3 个 CNN 网络除分别设置 3
种卷积核( 2*1、3*1、5*1 )外，还具有相同的网络

结构和超参数设置。在每个卷积路径中，卷积层数 

 
图 4 MCRL 模型的网络结构 

Fig. 4 Network structure of MCRL model 
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设置为 3，各层通道数分别为 3、6 和 9，最后卷积层

提取特征经过最大池化层后输入至残差 LSTM 网络。 
在残差 LSTM 网络部分，为充分挖掘数据特征

的长期依赖性，文中采用 4 层 LSTM 网络，每层中

隐藏节点分别是 8、16、32 和 64。同时，在每层

输入和输出间添加残差连接，提升模型训练速度和

预测性能。最后将残差 LSTM 网络输出通过全连接

神经网络映射到电池 SOC，完成端到端的电池 SOC
预测。 

2 算例分析 

本文选用实验室储能系统历史运行数据作为

测试算例，数据经过预处理后输入 MCRL 模型预

测电池 SOC，并使用多种指标分析模型性能。其中，

MCRL 模型通过 Linux 系统中 Python 3.8 环境和

Pytorch 1.9.0 框架构建，并在 Intel( R )Xeon( R )E5- 
2620 v3 CPU 的高性能计算平台完成计算和分析。 
2.1 储能系统电池测试数据 

为验证算法的有效性，本文以实验室储能系统

电池运行历史数据对算法进行测试。储能系统工作

设置如下：①10:00—16:00 为充电时间段，将光伏

发电输出能量全部存储至系统中，当电池 SOC 达

到 90%后不再充电；②16:00—18:00 电池静置；  

③18:00—22:00 利用储能系统为实验室供电，保障

实验室日常工作，当电池 SOC 小于 10%后不再放

电，改为市电供应；④22:00—第二天 10:00 电池静

置，系统 SOC 全天工作在 10%~90%区间。 
在测试过程中，电池管理系统 BMS( battery 

management system )以 0.5 Hz 采样率记录储能系统

端电压、电流、温度、容量、输出功率、电池 SOC
等状态量，其中端电压、电流、温度和 SOC 的工

作范围和分辨率见表 1。电压、电流、温度和 SOC
某 1 天的测量数据如图 5 所示。由图 5( a )和( b )可
见，储能系统充放电时不是恒定变化，而是根据负

载功率实时调整，表明储能系统充分模拟了储能电

站实际工作状况。算例选取储能系统 2021 年 6~12
月的运行历史数据，其中前 5 个月作为训练集，后

2 个月数据用作测试集。 

表 1 电池各参数正常运行范围及分辨率 
Tab. 1 Normal operating range and resolution of each 

battery parameter 

参数 运行范围 分辨率 
电压/V 700~800 0.1 
电流/A 0~150 0.1 
温度/℃ 15~30 0.1 
SOC/% 10~90 0.1 

 
图 5 数据集各参数波形 

Fig. 5 Waveforms of parameters for data set 

2.2 电池数据预处理 
电池 SOC 估计是 1 个多变量时间序列预测问

题，模型输入数据由不同传感器采集获得，它们通

常具有不同的量纲和数值范围。如果直接使用原始

数据训练模型，序列中某些数值较小的特征会被数

据噪声淹没，并且网络收敛难度增大。数据归一化

通过对原始数据进行等比例缩放，在保持数据结构

特性不变的情况下把原始数据转化为无量纲数据，

有助于提高神经网络收敛速度和学习效果。本文使

用最大最小归一化将输入数据线性变换至 [ 1,1] ，

其定义为 

min
norm

max min





X XX

X X
  ( 12 ) 

式中： X 和 normX 分别为原始数据和归一化后的数

据； maxX 和 minX 分别为序列中的最大值和最小值。 
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不同时刻的传感器数据具有较强的依赖关系，

与单个时间步采集多变量数据相比，更长时间步采

集形成的高维数据中包含更多时间序列特征。为尽

可能捕获序列中的特征信息，本文使用滑动时间窗

方法对原始数据进行划分。滑动时间窗算法通过固

定长度窗口在原始数据上滑动生成输入样本，每个

样本中最后时刻对应的电池 SOC 即为标签。然而，

时间窗过大会增加模型计算成本，综合考虑时间窗

的信息量和模型计算复杂度后，本实验中窗口大小

和滑动步长分别设置为 160 和 1。原始数据经过归

一化和滑动时间窗处理后即可输入 MCRL 模型预

测电池 SOC。 

2.3 模型评价指标 

为全面评估模型性能，本文选用平均绝对误差

MAE( mean absolute error )、均方根误差 RMSE( root 

mean square error )和决定系数 R2( R-squared )作为模

型预测电池 SOC 的评价指标，分别表示为 

1

1MAE ( ) ( )
N

i

y i y i
N 

    ( 13 ) 

2

1

1RMSE [ ( ) ( )]
N

i

y i y i
N 

    ( 14 ) 

2

12

2

1

[ ( ) ( )] /
1

[ ( )] /

N

i

N

i

y i y i N

R

y y i N





   
  
  
 




   ( 15 ) 

式中： ( )y i 和 ( )y i 分别为第 i 个时刻电池 SOC 的

预测值和真实值； y 为所有真实电池 SOC 的平均

值。MAE 反映预测结果偏差程度；RMSE 反映模

型预测结果精度；R2 为回归平方和与总离差平方和

的比值，反映模型拟合效果。 
2.4 预测结果分析比较 

为验证 MCRL 模型预测电池 SOC 的有效性，

本文分别选用自适应扩展卡尔曼法 AEKF( adaptive 
extended Kalman filter )、支持向量机 SVM( support 
vector machine ) 、 多 层 感 知 机 MLP( multi-layer 
perceptron )、CNN、LSTM、BiLSTM 和 GRU 共 7
个模型与 MCRL 模型进行电池 SOC 预测误差对

比。为保证实验公平，各模型采取相同数据集和数

据预处理方式，同时每个模型在最优超参数下各训

练 20 次以避免预测结果的偶然性，最终将预测平

均值作为模型结果。每个模型在 11 月和 12 月数据

上的测试结果见表 2。从表 2 中可知，MCRL 模型

取得了最好的预测效果，与其他模型最优预测性能

相比，MCRL 模型的 RMSE 和 MAE 分别下降了

15.45%和 17.02%，R2 上升了 0.011，表明 MCRL
模型具有更好的特征提取和非线性映射能力。同

时，表 2 显示商业电池中常用的 AEKF 算法比

SVM、MLP 和 CNN 模型具有更高的预测精度，但

随着神经网络深度增加和拟合能力增强，表 2 中的

LSTM、BiLSTM、GRU 和 MCRL 神经网络模型在

测试中展现出更小的预测误差，这表明了神经网络

模型在电池 SOC 预测中相较于传统电池模型结合

卡尔曼滤波算法的有效性和优越性。此外，通过对

比 MCRL 模型与标准 CNN 模型和 LSTM 模型预测

性能发现，多尺度 CNN 和残差 LSTM 网络的组合

能较大地促进单个模型预测准确性，证明了 2 种网

络组合的有效性。 

表 2 锂离子电池 SOC 估算模型对比结果 
Tab. 2 Results of comparison among lithium-ion battery 

SOC estimation models 

数据 
来源 

模型 RMSE/% MAE/% R2 

11 月 

AEKF 2.619 1.924 0.960 
SVM 4.141 3.214 0.913 
MLP 3.455 2.493 0.942 
CNN 2.624 1.938 0.958 

LSTM 2.593 1.864 0.966 
BiLSTM 1.981 1.563 0.976 

GRU 2.037 1.631 0.969 
MCRL 1.675 1.297 0.987 

12 月 

AEKF 2.692 1.985 0.959 
SVM 4.375 3.371 0.904 
MLP 3.349 2.458 0.949 
CNN 2.733 1.996 0.953 

LSTM 2.561 1.862 0.967 
BiLSTM 1.995 1.574 0.970 

GRU 2.103 1.639 0.968 
MCRL 1.593 1.203 0.991 

为进一步观察模型 SOC 的预测效果，从 11 月
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和 12 月中各随机选取 1 天绘制各模型预测值曲线，

分别如图 6 和图 7 所示。由图 6 和图 7 可见，各个

模型均能准确预测电池 SOC 变化趋势，但在

16:00—18:00 阶段，不同模型间预测性能存在明显

差异。由于 BiLSTM 和 CNN 模型学习性能较差，

将 16:00—18:00 这一段归纳为放电阶段，使模型的

SOC 预测值呈现下降趋势并伴随较大的波动。相

反，AEKF 算法根据物理模型能准确模拟电池端电

压特性，SOC 预测值较为平稳，但由于实际场景中

电池传感器信号存在误差和电池状态的高度非线

性，使得 SOC 预测值与真实值间存在较大误差。

MCRL 模型中的多尺度卷积和 LSTM 模型能够充

分学习数据特征，有效减小噪声影响，因此在这一

阶段表现出比其他模型更小的预测误差。 

 

图 6 11 月 15 日电池 SOC 估计结果 
Fig. 6 Estimation results of battery SOC on November 15 

 

图 7 12 月 15 日电池 SOC 估计结果 

Fig. 7 Estimation results of battery SOC on December 15 

2.5 消融实验 
消融实验是 1 种通过删除网络中部分结构后

研究网络性能变化的方式。本文根据 MCRL 模型

变换得到了 6 个新的模型，并记为网络 1~6。其中，

网络 1 仅使用多尺度卷积网络；网络 2 仅使用残差

LSTM；网络 3 不包括残差连接；网络 4 不包括 2*1
卷积核；网络 5 不包括 3*1 卷积核；网络 6 不包括

5*1 卷积核。所有网络均使用相同的数据集和超参

数在 11 月份电池数据上进行测试，每个网络训练

10 次，然后将平均值作为网络预测结果，结果见

表 3。 

表 3 消融实验结果 
Tab. 3 Results of ablation experiment 

模型 RMSE/% MAE/% R2 

网络 1 2.356 1.995 0.953 
网络 2 2.593 2.134 0.946 
网络 3 1.784 1.401 0.968 
网络 4 1.856 1.417 0.962 
网络 5 1.811 1.405 0.965 
网络 6 1.794 1.382 0.977 
MCRL 1.675 1.297 0.987 

从表 3 中可知，网络 2 在没有多尺度卷积网络

特征提取的情况下在所有网络预测结果中表现最

差，相较于 MCRL 模型，网络 2 的 RMSE 和 MAE
分别上升了 54.81%和 64.53%，R2 下降了 0.041。其

次是网络 1，其性能也有较大下降，说明仅通过多

尺度卷积网络无法完全挖掘序列中的时间特征。网

络 3~6 由于保留了 MCRL 模型的大部分结构，其

性能下降较少，再次证明了卷积网络和 LSTM 网络

组合的有效性。通过组合多尺度卷积网络和残差

LSTM 网络，MCRL 模型既能充分挖掘序列中的各

种特征，又能学习特征间的长期依赖性，取得了最

好的效果。 

3 结语 

本文提出了 1 种基于多尺度 CNN 和残差 LSTM
网络的电池 SOC 估算方法。该方法以电池电压、

电流和温度数据作为输入，接着利用多尺度 CNN
提取传感器数据中的不同特征，然后将特征输入

至残差 LSTM 网络挖掘时间维度上的长期依赖关

系，最终使 MCRL 准确建模电池传感器采集数据

与 SOC 间的映射关系，提高了电池 SOC 估算精

度。通过 MCRL 模型和其他模型在电池储能系统
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实测数据上的测试可知，MCRL 模型的预测结果

在各评价指标下均取得了最好的成绩。特别是

MCRL 模型能够准确识别电池静置区间和放电区

间，解决了诸多模型在充电电压恢复区间特征提

取难和预测结果差的问题，充分体现了模型的优

越性和鲁棒性。 
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