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基于 HPO-LSTM 网络的锂电池健康 
状态估计 
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摘要：电池健康状态 SOH( state-of-health )是评价电池性能的重要指标。针对电池健康状态难以准确估算的问

题，提出猎人猎物优化 HPO( hunter-prey optimizer )算法和长短期记忆 LSTM( long short-term memory )神经网络相

结合的锂电池健康状态估计方法。通过分析电流、温度对容量增量 IC( incremental capacity )曲线的影响，引入 IC
曲线中最高峰的峰值及其对应的电压、温度、电流作为模型输入，利用 HPO 算法对 LSTM 网络进行动态调

参，最后采用储能环境下削峰填谷工况的电池充放电数据进行实验验证。结果表明：基于 HPO-LSTM 网络

的锂电池健康状态估计方法相较传统的 LSTM 网络方法具有更高的估算精度，在不同网络训练量下具有较

好的鲁棒性。 
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State-of-health Estimation for Lithium-ion Battery Based on 
Hunter-prey Optimizer Algorithm and Long Short-term 

Memory Neural Network 
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Abstract: The state-of-health ( SOH ) of batteries is an important indicator for evaluating their performance. Aimed 
at the difficulty in accurately estimating the SOH of batteries, a novel SOH estimation method for lithium-ion batteries 
was proposed by combining the hunter-prey optimizer ( HPO ) algorithm and long short-term memory ( LSTM ) neural 
network. Through the analysis of influences of current and temperature on the incremental capacity ( IC ) curve, the peak 
value of the highest peak in the IC curve and the corresponding voltage, temperature and current were introduced 
as the model input, and the dynamic parameters of LSTM neural network were adjusted using the HPO algorithm. 
Finally, the battery charging and discharging data under the condition of peak cutting and valley filling in the 
environment of energy storage were used for experimental verification. Results indicate that the SOH estimation 
method for lithium-ion batteries based on HPO-LSTM neural network has higher estimation accuracy compared 
with the traditional LSTM network methods, and it also has good robustness under different network training 
amounts. 

Keywords: Lithium-ion battery; state-of-health ( SOH ); incremental capacity ( IC ) curve; hunter-prey optimizer 
( HPO ) algorithm; long short-term memory ( LSTM ) neural network 

                                                                 
收稿日期：2023-03-14；修回日期：2023-06-25；录用日期：
2023-08-26；网络首发日期：2023-10-23 
基 金 项 目 ： 国 网 江 苏 省 电 力 有 限 公 司 科 技 资 助 项 目
( J2022159 ) 
This work is supported by Science and Technology Project of 
State Grid Jiangsu Electric Power Co., Ltd. under the grant 
J2022159  

在“碳中和”背景下，储能产业迎来井喷式发

展，其中以锂离子电池为代表的电化学储能技术成

为了主流。锂离子电池相比其他电化学储能元件来

说具备高比能量、高充放电效率、长寿命、低自放

电率等优点，在储能场景中往往以成组的形式出

现。由于电池存在生产工艺、排布位置等差异，在
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电池使用过程中会产生电压、温度等不一致的问

题，从而影响电池老化速度。随着时间推移，电池

组内的电池健康状态 SOH( state-of-health )两极分

化，电池组容量利用率下降，安全隐患增加[1-2]。因

此，准确地进行电池 SOH 估计对电池管理及储能

系统安全至关重要。 
关于电池 SOH 估计方法的研究，主要分为电

化学模型 EM( electrochemical model )、等效电路模

型 ECM( equivalent circuit model )[3]和数据驱动[4-5]

模型 3 大类。电化学模型基于电化学基础理论建

立，如基于宏观均质多孔电极理论建立的伪二维

P2D( pseudo-two-dimension )模型等，虽然具有一定

的物理意义，但建模门槛高、参数复杂的缺点限制

了算法的应用。等效电路模型是电池性能诊断领域

的主流方法，主要为多阶 RC( resistor-capacitance )
电路模型，其包含的欧姆内阻可以解释电池的欧姆

压降，模型中的 RC 网络用来描述电池的电化学极

化、浓差极化等极化效应。范刘洋等[6]在储能系统

建模的过程中发现磷酸铁锂电池的欧姆内阻与电

池 SOH 近似为线性关系，可用线性公式对其进行

估算。数据驱动模型主要以神经网络为代表，其通

过大量数据训练来达到预设精度。徐元中等[7]利用

模拟退火SA( simulated annealing )算法优化反向传播

BP( back propagation )神经网络训练过程中易陷入

局部最优解的问题，从而提高了模型估算电池 SOH
的精度。随着深度学习的快速发展，对时序数据具

有长短期记忆 LSTM( long short-term memory )的网

络得到了广泛应用。胡天中等[8]通过经验模态分解

EEMD( ensemble empirical mode decomposition )与
相关性分析 CA( correlation analysis )将电池数据分

为主趋势数据和波动数据，分别选取深度置信网络

DBN( deep belief network )和 LSTM 网络对其进行估

算，结果表明该方法能对电池 SOH 趋势进行有效学

习及预测。周才杰等[9]采用深灰色关联度分析法对

容量增量曲线的特征进行筛选分析，采用 LSTM 网

络进行训练，该模型具有较好的准确性及鲁棒性。 
本文提出了 1 种基于猎人猎物优化 HPO( hunter- 

prey optimizer )算法与 LSTM 网络相结合的电池

SOH估计方法。该方法通过分析电池容量增量曲线

的变化趋势，提取其最高峰的峰值及其对应的电

压、温度、电流作为模型输入。在 HPO 算法对网

络参数的调整下，LSTM 网络易陷入局部极小值的

问题得到了改善。最后，该模型在磷酸铁锂电池削

峰填谷的工况数据下完成了验证。结果表明，基于

HPO-LSTM 网络的电池 SOH 估计方法相较传统

LSTM 网络具有更高的估算精度与实际应用价值。 

1 电池健康状态影响因素 

电池健康状态定量描述了电池的退化程度，决

定了电池的可用容量。实验室环境中采用电池核容

的方式对电池 SOH 进行测量，而在工程应用中往往

无法具备电池核容的条件，因此电池 SOH 在线估计

方法尤为重要。锂电池容量增量 IC( incremental 

capacity )曲线分析法是研究电池 SOH 变化的常用

方法[10]，其计算公式为 

1

1

dIC =
d

t t t t
t

t t t t

Q Q Q Q
V V V V





 
 
 

 ( 1 ) 

式中：ICt 为 t 时刻的容量增量值；Qt、Qt-1 分别为

t 和 t-1 时刻的电池容量；Vt、Vt-1 分别为 t 和 t-1

时刻的电池端电压。在电池恒流充电过程中，IC

曲线中的峰值能够描述锂电池的电压平台信息，反

映电池健康状态的变化。以磷酸铁锂电池为例，如

图 1 所示，IC 曲线会随着电流倍率的升高而发生

右移，这是因为电流增大会导致电池内阻上的分压

增加。另外，IC 曲线的多峰峰值均随着倍率的增 

 

图 1 25 ℃下不同倍率的 IC 曲线 
Fig. 1 IC curves with different magnifications at 25 ℃ 
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加而减小，这是由于大电流下电池电解液中的锂离

子无法在正负极中充分地进行嵌入和脱出，从而造

成容量损失。 
图 2 是磷酸铁锂电池在不同温度下以 0.2C 电

流倍率进行恒流充电所获得的 IC 曲线，由图可知

IC 曲线随着温度的增高而左移，这是因为温度升

高会导致电池内阻降低，电池端电压减小；图 2 中

IC 曲线的多峰峰值随着温度的下降而降低，反映

了温度下降导致锂离子扩散速度变慢的问题[11]。 

 

图 2 0.2C 倍率下不同温度的 IC 曲线 

Fig. 2 IC curves with magnification of 0.2C at different 

temperatures 

通过 IC 曲线可以分析电池内部的电化学变

化，因此本文结合 IC 曲线最高峰峰值及其对应的

电压、电流、温度这 4 个变量对电池 SOH 估计方

法进行研究。 

2 基于 HPO-LSTM 网络的电池 SOH
估计方法 

2.1 HPO 算法 
HPO 算法是由 Naruei 等[12]于 2022 年提出的 1

种优化搜索算法。该算法受肉食动物捕猎行为的启

发，其具体方案如下。 
首先需要初始化猎物种群位置，其中猎物种群

第 i 个猎物的位置 xi 的初始化为范围[l, u]内的随机

数，即  

rand(1, ).* ( )ix d u l l    ( 2 ) 

式中，rand(1,d)为 1×d 的随机矩阵，d 为变量的维

度。当初始化种群位置后，需根据目标函数 f( x )确

定适应度。 

猎人搜索机制为 

, , pos ,( 1) ( ) 0.5{[2 ( )]i j i j i jx t x t CZP x t      

    , ,[2(1 ) ( )]}i j i jC Z x x t   ( 3 ) 

式中：xi,j( t )为猎人的当前位置； ,i jx 为所有猎物位

置的平均值；xi,j( t+1 )为猎人的下一个位置；Ppos

为猎物位置；平衡参数 C 和自适应参数 Z 为  
0.98Iter1
MaxIter

C     ( 4 ) 

1P R C


    ( 5 ) 

IDX ( 0)P    ( 6 ) 

2 3IDX ( ~ IDX)Z R R


     ( 7 ) 

式中：Iter 为算法的当前迭代次数；MaxIter 为算法

的最大迭代次数； 1R


和 3R


为[0, 1]内的随机向量；

R2 为[0, 1]内的随机数；P 为 1R C


 的索引值；IDX

为满足 ( 0)P  条件的 1R


索引值。 

然后，猎人选取离种群平均位置最远的猎物

作为捕猎目标，需计算各成员的欧几里得距离

euc ( )D i 为 

2
euc , ,

1
( ) ( )

d

i j i j
j

D i x x


   ( 8 ) 

最后，考虑猎物被捕获后猎人会继续移动到新

猎物位置，因此加入递减机制，具体为 

=round( )k C N   ( 9 ) 

式中： round 为四舍五入取整函数；N 为搜索代理

数量。随着迭代次数的变化，猎物位置 posP


不断更

新，具体为 

pos euc= |  is sorted ( )iP x i D k
   ( 10 ) 

猎物的位置更新公式为 

, pos 4 pos ,( 1) cos(2π ) [ ( )]i j i jx t T CZ R T x t      

  ( 11 ) 
式中：R4 为[0, 1]内的随机数；Tpos 为全局最优位

置。猎人猎物优化算法在寻找全局最优解的过程

中，根据参数 R5 及调节参数 β 的大小来选择猎

人和猎物，其中 R5 为[0, 1]内的随机数。当 R5<β
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时，搜索代理为猎人，选取式( 3 )进行位置更新；

否则，搜索代理为猎物，通过式( 11 )进行位置更新。 
2.2 LSTM 网络模型 

LSTM 网络是 1 种时间循环神经网络，具有

很强的非线性拟合能力[13]。作为一般循环神经网

络 RNN( recurrent neural network )的变种，LSTM 网

络引入门控机制和细胞状态，增强序列前后的相

关性，使网络具备长期记忆，在一定程度上缓解

RNN 网络梯度消失、难以处理序列长期依赖的 

问题。 
LSTM 网络结构如图 3 所示，分为遗忘门、输

入门、存储单元和输出门 4 部分。遗忘门决定上一

时刻单元状态 Ct-1保留到当前时刻单元状态 Ct的比

例，即 

1sigmoid( )t fh t fx t ff W h W x b      ( 12 ) 

式中：ft 为遗忘门；Wfh 和 bf 为遗忘门的权值和偏

置； fxW 为输入到遗忘门的权值；ht-1 为上一个单元

的输出；xt 为当前时刻的输入。 

 
图 3 LSTM 网络结构 

Fig. 3 Structure of LSTM network 

输入门负责调控当前时刻网络的输入 xt 传递

到当前时刻单元状态 Ct 的比例，即 

1sigmoid( )t ih t ix t ii W h W x b      ( 13 ) 

式中：it 为输入门；Wih 和 bi 为输入门的权值和  

偏置； ixW 为输入到输入门的权值。 
存储单元主要用来存储序列的相关信息，计算

公式为 

1tanh( )t Ch t Cx t CC W h W x b      ( 14 ) 

式中： tC 为存储单元；WCh 和 bC 分别为存储单元

的权值和偏置； CxW 为输入到存储单元的权值。当

前时刻单元状态 Ct 的更新为 

1t t t t tC f C i C      ( 15 ) 

输出门控制当前时刻单元状态 Ct 传递到当前

输出值 ht 的比例，具体为 

1sigmoid( )t oh t ox t oo W h W x b      ( 16 ) 

式中：ot 为输出门；Woh 和 bo 分别为输出门的权值

和偏置； oxW 为输入到输出门的权值。单元输出 ht

的更新为 

tanht t th o C    ( 17 ) 

2.3 基于 HPO-LSTM 的模型搭建 

LSTM 网络的性能受学习率、神经元数量、迭

代次数的影响，为了提升网络估计精度，本文利用

HPO 算 法 对 上 述 参 数 进 行 寻 优 ， 构 建 了 基 于

HPO-LSTM 的模型框架，如图 4 所示。模型由数

据处理、HPO-LSTM 网络和电池 SOH 估计 3 个部

分组成。 

模型的数据处理过程中，首先需要对电池的

电压、温度、电流进行数据清洗，其中包含数据

降噪和恒流充电片段的筛选；然后对筛选后的数

据片段进行 IC 曲线解析，提取对应 IC 曲线中最

高峰峰值及其对应的电压、电流、温度作为 LSTM

网络的输入；最后再对输入数据集进行训练集和

测试集的划分，输入 HPO-LSTM 网络进行训练。 

模 型 的 HPO-LSTM 网 络 模 块 的 主 要 流 程  

如下。 

步骤 1 将 LSTM 网络中的学习率、神经元数

量、迭代次数输入 HPO 算法并初始化 HPO 算法的

种群。 
步骤 2 将LSTM 网络的误差函数均方误差MSE 

( mean-square error )函数作为 HPO 算法的适应度函

数计算适应度，并记录当前种群位置作为历史最优

位置。 

步骤 3 更新 HPO 算法中的种群位置。 

步骤 4 按照当前的学习率、神经元数量、迭代

次数进行 LSTM 网络训练。 

步骤 5 根据训练结果计算适应度，更新种群

历史最优位置。 

步骤 6 判断结果是否满足终止条件，若满足  
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图 4 基于 HPO-LSTM 的模型框架 

Fig. 4 Model framework based on HPO-LSTM 

则将当前结果作为全局最优网络参数并输出；否

则，返回步骤 3 继续执行，直至满足终止条件。 
在完成 HPO-LSTM 网络的训练后，得到了电

池 SOH 估计模型。模型在线运行阶段中，通过电

池管理系统对实时数据进行清洗，以获取相应输入

数据并导入训练好的 LSTM 网络中，实现了电池

SOH 的在线估计。 

3 实验及结果分析 

实验平台由 NBT5V200AC8-T 电池测试系统、

THM120K 多通道无纸记录仪、ZTH100R 恒温箱

及上位机组成。算法在 MATLAB R2016b 中搭建，

电脑配置为：Intel( R ) Core( TM ) i5-9400 CPU @ 
2.90 GHz、16 GB 运行内存、64 位 Windows 10 专

业版操作系统。测试电池选取力神公司生产的磷酸

铁锂电池，其额定容量为 180 Ah。实验采用削峰填

谷工况对电池进行循环充放电实验，如图 5 所示，

实验过程中恒温箱的温度设定为 25 ℃。 
考虑到电池健康状态衰减较为缓慢，实验中每 

 

图 5 削峰填谷电流工况 

Fig. 5 Working condition of peak cutting and valley  

filling for current 

50 次削峰填谷工况就要进行一次核容，计算核容

过程中 IC 曲线最高峰峰值及其对应的电压、电流

和温度；实验工况共循环了 2 350 次( 对应 48 组输

入数据 )，首先对数据集进行归一化处理，将所有

特征映射到[0,1]范围内，这样做能够消除量纲差异

的影响并使特征具有相同的度量尺度，有助于加速

模型收敛、提升模型准确率[14]；在 HPO-LSTM 网

络模型的训练过程中，将前 1 000 次的循环数据作

为训练集，剩余循环数据作为测试集，采用 HPO
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算法不断调整 LSTM 网络的学习率、神经元数量、

迭代次数，从而实现 LSTM 网络模型精度的提高。 
3.1 准确性分析 

为了体现 HPO-LSM 网络对电池 SOH 的估计

效果，实验中引入传统 LSTM 网络进行对照，2 种

网络的评价指标选择神经网络回归预测模型中 2
种常见的度量标准：平均绝对误差 MAE( mean 
absolute error )和均方根误差 RMSE( root-mean-square 
error )，其计算公式为 

1

1 ˆMAE | |
n

i i
i

y yn 

   ( 18 ) 

2

1

1 ˆRMSE ( )
n

i i
i

y yn 

   ( 19 ) 

经训练，2 种网络的电池 SOH 估计结果如图 6
所示，其评价指标见表 1。由图表可知，本文提出

的 HPO-LSTM 网络在 MAE 和 RMSE 2 种指标上均

优于 LSTM 网络，表明其对于电池健康状态的估计

效果更好，与真实值更接近。 

 
图 6 2 种网络的电池 SOH 估计结果 

Fig. 6 SOH estimation results of battery based on two 
kinds of networks 

表 1 2 种网络的电池 SOH 估计误差 
Tab. 1 SOH estimation errors of battery based on two 

kinds of networks 

网络类别 MAE RMSE 
LSTM 0.002 8 0.003 6 

HPO-LSTM 0.002 0 0.002 4 

3.2 鲁棒性分析 
HPO-LSTM 网络一方面采用 HPO 算法对超参

数进行寻优，解构了输入变量间的关联特征；另一

方面，网络选取 IC 曲线最高峰峰值及其对应的电

压、电流、温度作为输入变量，增强了网络输入与

网络输出之间的映射关系；综上，网络在不同网络

训练量下具有较好的鲁棒性。 

为了验证基于 HPO-LSTM 网络的电池健康状

态估计方法的鲁棒性，分别挑选前 400 次、前 700

次、前 1 000 次的循环数据对 HPO-LSTM 网络进

行训练，剩余数据用于网络验证，其训练结果如图

7 所示。由图可知，随着训练数据的增加，网络预

测误差减小，但即使在较少的训练数据下，网络预

测结果表现的趋势仍具有较好的一致性，体现了其

具备较好的鲁棒性。 

 

图 7 不同网络训练量下的电池 SOH 估计结果 

Fig. 7 SOH estimation results of battery under different 

network training amounts 

4 结语 

本文提出基于 HPO-LSTM 网络的锂电池健康

状态估计模型，解决了 LSTM 网络易陷入局部极小

值的问题。通过分析对电池健康状态具有强相关性

的 IC 曲线，确定引入 IC 曲线最高峰峰值及其对应

的电压、电流、温度作为电池健康状态的特征，最

后采用储能场景下削峰填谷的工况对模型进行验

证。实验结果表明，该模型比基于传统 LSTM 网络

的方法具有更高的估计精度，在不同网络训练量下

具有较好的鲁棒性，对于储能应用下的电池健康状

态估计具有一定的实际应用价值。 
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