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一种改进的 CNN-Seq2Seq 电池荷电与 
健康状态联合估计方法 

张 宇，周天宇，张永康，吴铁洲 
( 湖北工业大学电气与电子工程学院，武汉 430068 ) 

摘要：为保证电动汽车长期安全稳定运行，降低锂电池故障率，针对电动汽车电池管理系统能否精准有效

地检测电池荷电状态 SOC( state-of-charge )与电池健康状态 SOH( state-of-health )这 2 个重要参数的问题，提出了 1
种基于卷积神经网络-长短期记忆 CNN-LSTM( convolutional neural networks-long short-term memory )神经网络改

进的卷积神经网络-序列到序列 CNN-Seq2Seq( CNN-sequence-to-sequence )神经网络的锂电池 SOC 与 SOH 联合估

计方法。在公共数据集上的对比实验表明，该方法提高了锂电池 SOC 与 SOH 估计结果的稳定性与准确性。 
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Improved CNN-Seq2Seq Joint Estimation Method for SOC 
and SOH of Batteries 
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( College of Electrical and Electronic Engineering, Hubei University of Technology, Wuhan 430068, China ) 

Abstract: To ensure the long-term safe and stable operation of electric vehicles and reduce the failure rate of 
lithium-ion batteries, aimed at the issue of whether the battery management system of electric vehicles can accurately 
and effectively detect the two important parameters of batteries, i.e., state-of-charge ( SOC ) and state-of-health ( SOH ), 
an improved convolutional neural networks-sequence-to-sequence ( CNN-Seq2Seq ) neural networks joint estimation 
method for the SOC and SOH of lithium-ion batteries based on CNN-long short-term memory ( CNN-LSTM ) neural 
networks was proposed. The results of comparative experiments on the public data set show that the proposed method 
improves the stability and accuracy of SOC and SOH estimation results for lithium-ion batteries. 

Keywords: State-of-charge ( SOC ); state-of-health ( SOH ); convolutional neural networks ( CNN ); sequence-to- 
sequence ( Seq2Seq ); lithium-ion battery; deep learning 

1电动汽车的安全运行依赖于电池管理系统。而

电池管理系统主要依靠监控电池荷电状态 SOC 

( state-of-charge )与电池健康状态 SOH( state-of- 

health )这 2 项重要指标来控制电池的工作状态使其

保持在安全系数之内[1]。目前车载锂电池 SOC 与

SOH 联合估算的主要方法为数据驱动法，数据驱 
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动法主要包括神经网络法和卡尔曼滤波法[2]。随着

信息时代的到来，数据驱动法克服了其对数据要求

量大和全面的缺点，与各种传统的 SOC 与 SOH 估

算方法相比，基于数据驱动的方法无需考虑锂电池

内部复杂的化学反应过程，因此得到国内外学者的

广泛关注与研究[3-5]。 
以神经网络为主要框架的研究方法中，循环神

经网络 RNN( recurrent neural network )主要以长短

期记忆 LSTM( long short-term memory )神经网络为

研究对象[6]，是 1 种能够有效预测时序数据的神经

网络。LSTM 网络的优势在于，缓解了 RNN 在训
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练长序列数据过程中会出现的梯度消失和梯度

爆炸等问题[7]。同时，其劣势在于，LSTM 网络

中存在递归结构，当输入的数据序列过长或过短

时，其多特征输入的并行网络的预测效率和损失

率收敛效果会不稳定[8]。序列数据需要依次通过

每个处理单元以提取有用的特征，这会不可避免

地导致忘记重要信息的问题，造成该网络在学习

长期依赖性方面效果较差[9]。因此，提出 1 种基于

CNN-LSTM 网络的锂电池 SOC 与 SOH 联合估计

方法，通过结合卷积神经网络 CNN( convolutional 
neural networks )与 LSTM 神经网络，克服了 LSTM
神经网络并行效果差的缺点，使得预测结果的精度

进一步提高[10]。 
在实际情况中，由于测量后用于估算锂电池

SOH 的数据量远远小于锂电池 SOC 的数据量，因

此用于估算锂电池 SOH 的模型需要另外搭建[11]。

为降低建模难度的同时进一步优化 RNN 神经网络

的梯度消失与梯度爆炸问题，本文提出 1 种基于

CNN-LSTM 网络改进而来的 CNN-Seq2Seq 网络，

使用 Seq2Seq 网络代替 LSTM 网络，经实验验证，

该模型的估算精度更高。 

1 基本原理 

1.1 锂电池 SOC 与锂电池 SOH 的关联性分析 
锂电池 SOC 和 SOH 均为表示锂离子电池状态

的定义量，而不是具体物理量[12]。在汽车电池管理

系统中电池 SOC 指的是当前可用总电荷量与当前

可用最大电荷容量之比，不同时刻 t 的 SOC 的定

义为 

MAXSOC( ) ( ) / ( )t Q t Q t  ( 1 ) 
式中：Q( t )为当前锂电池可用总电荷量；Q( t )MAX

为当前锂电池可用最大电荷容量。 
锂电池健康状态 SOH 指的是当前循环可用最

大电荷容量与锂电池生产出厂时的额定最大电荷

容量之比，其定义为 

MAX NSOH( ) ( ) /C Q C Q  ( 2 ) 

式中：C 为锂电池充放电循环次数；Q( C )MAX 为当

前循环可用最大电荷容量；QN 为锂电池生产出厂

时的额定最大电荷容量。 

在锂电池的使用过程中，单次循环的 SOH 由

于变化较小可以忽略不记[13]，在估算过程中每次循

环的 SOH 为固定值，因此 Q( C )MAX 可以等同于

Q( t )MAX，所以锂电池 SOC 又可以由式( 2 )推导为 

NSOC( ) ( ) / [ SOH( )]t Q t Q C   ( 3 ) 

由上述重新推导的式( 3 )可以看出，锂电池

SOH 与锂电池 SOC 有非常强的线性关系，因此本

文提出将锂电池 SOH 作为特征估算锂电池 SOC，

以提高预测得到的锂电池 SOC 的精度。 

1.2 一维卷积神经网络 

本文所使用的一维卷积神经网络 1D-CNN 

( one-dimensional CNN )模型如图 1 所示。将锂电池

的输入电流 I、电压 V、温度 T、时间 t 和健康状态

SOH 通过 CNN 提取出隐含特征，由卷积 计算输

入数据 d
tx R  ，得到一维特征向量 ft,i，其公式为 

,t i i t ix b  f   ( 4 ) 

 

图 1 一维卷积神经网络结构 

Fig. 1 Structure of 1D-CNN 

式中：*为卷积计算；bi 为偏置项；ft,i 为将 M 个卷

积核组合得到的一维 CNN 输出的特征向量，具 

体为 

, ,1 ,2 , ,{ , , , , } M
t i t t t i t Mf f f f R   f  ( 5 ) 

1.3 长短期记忆神经网络 

LSTM 神经网络是 1 种 RNN 网络的变体。一
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个 LSTM 网络由不同的单元状态和门结构组成，门

结构为遗忘门、输入门和输出门。通过单元状态储

存不同时间步的不同序列特征，遗忘不重要信息并

以此循环更新输入，来克服 RNN 网络的梯度消失

或者梯度爆炸问题。图 2 为单个 LSTM 神经网络结

构的原理图，单元状态 Ct 的主要功能为记忆不同

时间步的特征信息，其直接与输入门、遗忘门和输

出门相连。所有门结构都有 1 个 sigmoid 激活函数

使得输入值被归一化到 0~1 之间，使得数据的保留

程度在 0~100%之间变化，以此来筛选信息给单元

状态 Ct。 

 

图 2 LSTM 神经网络结构 

Fig. 2 Structure of LSTM neural networks 

如图 2 所示， 1 为遗忘门，输入为上一时刻的

隐藏状态 Wf 和当前时刻的输入数据 xt； 2 为输入

门，输入门将选择输入新信息的保留度，并将其输

入到单元状态 Ct； 3 为输出门，输出门通过计算

上一层隐藏层的状态和当前的输入来输出结构，其

公式及实现过程为 

1( [ , ] )t f t t ff h x b  W  ( 6 ) 

1( [ , ] )t i t t ii h x b  W  ( 7 ) 

1tanh( [ , ] )t c t t cC h x b  W  ( 8 ) 

1 1* *t t t t tC f C i C     ( 9 ) 

1( [ , ] )t o t t oo h x b  W  ( 10 ) 

* tanh( )t t th o C   ( 11 ) 

式中：Wf、Wi、Wc、Wo 和 bf、bi、bc、bo 分别为不

同输入状态的权重系数矩阵与偏置；σ 和 tanh 为

sigmoid 函数的双曲与正切激活函数； tC 为备用更

新内容；ht 为 LSTM 神经网络的输出值； to 为输出

门的输出，用于控制当前时刻单元状态 tC 传递到

隐藏状态 ht 中的信息量。 

1.4 序列到序列模型 

Seq2Seq 模型由编码器-解码器这 2 个模块组

成，基本思路就是利用 2 组 RNN 网络，一组作为

编码器，另一组作为解码器。编码器将输入特征序

列提取压缩成指定长度的向量，这个过程称为编

码。解码器则负责根据输入与输出的映射关系生成

指定的序列，这个过程也称为解码。编码器与解码

器一般通过状态编码器连接，本文经实验验证后发

现状态编码器会降低估算的精度，因此没有加入该

结构。通常组成 Seq2Seq 模型的 RNN 网络有许多

不同的选择，由于 LSTM 网络能够在一定程度上解

决 RNN 网络在训练的过程中产生的梯度爆炸或消

失问题，因此本文选用 LSTM 网络来构建 Seq2Seq

模型。Seq2Seq 神经网络的基本结构如图 3 所示。 

1.5 基于改进 CNN-Seq2Seq 的锂电池荷电与健康

状态联合估计方法 

本文所提出的基于 CNN-Seq2Seq 模型的锂电

池 SOC 与 SOH 的联合估计具体流程如图 4 所示，

分为 SOC 与 SOH 估算 2 部分。首先输入选定的锂

电池 SOH 估算特征矩阵 Z，经由一维卷积神经网

络进行特征提取，形成一维特征向量 zi，然后分步

输入到序列到序列模型，经过编码器重新编码，形

成权重函数，并输出锂电池 SOH 预测值。再将 SOH

估算值作为待选特征与选定的锂电池 SOC 估算特

征组成新的特征矩阵 yi，经过同样的计算流程得到

SOC 的预测值。此种模型意在解决 CNN-LSTM 网

络对于输入特征的长程依赖问题，因为单 LSTM 网

络在面对多特征输入的序列预测问题时，并行效果

差，输入序列过长时误差大。CNN-LSTM 网络通

过一维卷积神经网络解决了该问题，但是依旧在输

入序列过长时会产生误差过大的问题。锂电池的

SOC 在实际估算过程中，由于输入序列过长，LSTM

网络会产生遗忘早期重要特征等问题。因此本文提

出用 Seq2Seq 模型来取代 LSTM 模型，并结合锂电

池 SOH 以提高锂电池 SOC 的总体估算精度。  
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图 3 Seq2Seq 神经网络结构 
Fig. 3 Structure of Seq2Seq neural networks 

 

图 4 CNN-Seq2Seq 模型训练流程 
Fig. 4 Flowchart of CNN-Seq2Seq model training 

2 实验与分析 

2.1 锂离子电池数据集 

本文使用了牛津电池老化数据集( Oxford bat- 

tery degradation dataset )[14]，该数据集使用 ARTE- 

MIS[15]市区行驶工况对锂离子电池进行 2C( 1C= 

740 mA )的恒流充放电，锂电池一共分为 8 个组，

每块电池均为 Kokam 公司生产的额定容量为

740 mA·h 的钴酸锂离子电池，其充放电的工作环

境尽量控制在 40 ℃左右的恒温环境中。具体记录

的数据类型为电压、电流、温度、电量等。最终的

总数据量在 15 万左右，其中包含了 517 条曲线。

为了对本文提出的模型效果进行验证，本节将在此

公共数据集上进行验证实验，并通过不同的神经网

络模型进行横向对比实验，以证明该模型的精确度

与实用性。 
2.2 特征提取与数据集预处理 

本节的实验流程为训练预测锂电池 SOH 并将

其作为特征之一来预测锂电池 SOC。本文选取的特

征提取方法为差热伏安分析法 DTV( differential 
thermal voltammetry )。该方法的优势在于通过温度

来测量热力学信息，具有新颖性，考虑到传统电压
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对锂电池健康状态影响的同时，也考虑到锂电池表

面温度对于锂电池的健康状态的影响[16-17]。该方法

的特征的提取过程如下。 
第一步：从数据集获取锂电池的温度和电压 

数据。 
第二步：计算 DTV 曲线，由于该数据集的电

压温度数据采集密度过大，因此为降低计算时间和

难度，改为每 30 个数据取 1 个有效值，其计算公

式为 
d ( ) d ( ) d ( )DTV( )
d ( ) d ( ) d ( )
T i V i T ii
t i t i V i

   ( 12 ) 

式中：DTV( i )为第 i 个时刻的 DTV 值；T 为电池

表面温度；t 为数据集采样时间；V 为电池充放电

电压。 
通过 MATLAB 提取出的牛津老化数据集电池 1

的 DTV 曲线在局部加权平滑处理后如图 5 所示。 

 
图 5 DTV 曲线 

Fig. 5 DTV curves 

该曲线的特征为每个循环都有 1 个明显的峰

值和谷值，其位置也发生明显变化，定义峰值和峰

值位置为 DTV_max 和 DTV_p-max，谷值和谷值位

置为 DTV_min 和 DTV_p-min，并选用 Pearson 分

析法分析 DTV_max 和 DTV_p-max、DTV_min 和

DTV_p-min 与锂电池 SOH 的相关性。 
Pearson 相关分析主要用于量化 2 个连续变化

的向量之间的关系。在自然科学领域中，皮尔逊相

关系数广泛用于度量 2 个变量之间的相关程度，其

值介于[-1,1]。绝对值越接近 1，则代表两者相关性

越 强 ， 令 2 个 变 量 分 别 为 a=( a1,a2, ,ai ) 和

b=( b1,b2, ,bi )，其计算公式为 

1
1
22 2

1 1

( )( )

( ) ( )

N

i i
i

N N

i i
i i

a a b b

a a b b

 

 

 

 

  
 



 
 ( 13 ) 

计算结果见表 1，由表 1 可以得出 DTV_min、

DTV_max 和 DTV_p-max 与 SOH 的关联度较高，

故将其选为特征来估计锂电池 SOH，并将其组合

成特征矩阵。 

表 1 Pearson 分析结果 
Tab. 1 Results of Pearson correlation analysis 

特征值 Cell1 Cell2 Cell3 Cell4 
DTV_max 0.945 5 0.904 3 0.880 9 0.938 6 

DTV_p-max -0.972 3 -0.971 0 -0.952 9 -0.953 1 
DTV_min -0.931 1 -0.913 7 -0.886 1 -0.933 7 

DTV_p-min 0.687 6 0.047 7 0.745 9 0.883 4 

锂电池 SOC 的特征选取为传统的电压 V、电

流 I、温度 T、时间 t 及锂电池的 SOH 组成的 SOC

特征矩阵，由上文可知，在单次循环中锂电池 SOH

视为定值。另外，所有用于训练的序列特征在输入

到神经网络前都要进行归一化处理，使所有特征值

压缩在[0,1]。其计算公式为 

min

max min

ˆ i
i

x xx
x x





  ( 14 ) 

式中： ˆix 为归一化后的特征值；xi 为特征原始值；

xmax 为该特征的最大值；xmin 为该特征的最小值。 

2.3 硬件配置与参数设置 

本文所用的硬件平台为 AMD 锐龙 7-5800H 

CPU 和 NVIDIA GTX 3060 GPU，编程语言为

Python，虚拟环境使用 Pycharm 为环境配置器。采

用平均绝对误差 MAE( mean absolute error )和均方

根误差 RMSE( root mean square error )这 2 个值作为

评价模型预测性能的指标。MAE 和 RMSE 的计算

公式为 

1

1 ˆMAE
m

i i
i

y y
m 

   ( 15 ) 

2

1

1 ˆRMSE ( )
m

i i
i

y y
m 

   ( 16 ) 

式中：yi 为预测结果的真实值； ˆiy 为预测值。 
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由于从牛津电池老化数据集中提取的锂离子

电池 SOH 与 SOC 特征数据结构不同，因此训练预

测该数据集的 SOH 与 SOC 的神经网络的参数配置

也不同[18-19]。经过反复实验，测得的最优参数配置

为：SOC 与 SOH 预测与训练网络的一维 CNN 层

卷积核个数为 64，添加最大池化层，设置其窗口

长度为 2；搭建 Seq2Seq 所用的 LSTM 网络模型的

层数为 2，神经元个数为 50，隐藏层神经元个数为

25；2 个网络均采用 Adam 优化算法，且设置默认

参数；SOC 的单次输入数据长度为 200，迭代次数为

50；SOH 的输入历史数据长度为 30，迭代次数为 70。 

2.4 实验结果 

为了验证本文所提估算方法的优势，通过

Pycharm 软件搭建了 3 种不同的神经网络模型，分

别为 CNN-Seq2Seq 模型、Seq2Seq 模型和 CNN- 

LSTM 模型。同时使用这 3 种模型进行联合估计训

练预测，并反复实验测算模型最佳参数，使每个模

型的预测结果达到最优，具体的参数配置不再赘

述。各模型的 SOC 与 SOH 预测误差见表 2，本文

所提模型的各项评价模型预测性能指标都为最优。 

表 2 各模型的预测误差 
Tab. 2 Prediction errors of each model 

模型 SOC&SOH MAE/% RMSE/% 

CNN-Seq2Seq 
SOC 0.08 0.10 
SOH 0.17 0.23 

Seq2Seq 
SOC 0.45 0.59 
SOH 0.43 0.55 

CNN-LSTM 
SOC 0.79 0.93 
SOH 0.57 0.74 

图 6( a )所示为各个模型的 SOH 预测结果及误

差分布图。由于数据集限制及 SOH 特征提取的需

要，8 个锂电池除去有明显测量误差的数据外一共

提取了 515 条数据。使用前 7 个锂电池的特征数据

为训练集，最后 1 个电池为测试集。一般锂电池的

寿命终止 SOH 值为 80%，由于样本量小，其他模

型在锂电池 SOH 达到 80%以前与真实 SOH 均有较

好 的 拟 合 效 果 ， 但 是 随 着 循 环 次 数 的 增 加

CNN-LSTM 模型与 Seq2Seq 模型的拟合效果明显

下降。另外，从模型的误差分布图中可以明显看出，  

 

图 6 SOH 与 SOC 对比试验结果 
Fig. 6 Results of SOH and SOC comparative experiments  
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CNN-LSTM 模型的预测误差能够始终保持在±0.01
以内，误差离散更加稳定。结果证明在数据样本较

少的情况下，该模型的预测结果依旧能保持较高的

精确度和稳定性。 
图 6( b )所示为本次实验各个模型的 SOC 预测

的部分结果。由于 SOC 数据量十分庞大，本次结

果仅取电池 1 的部分数据，数据量为 34 287 行，其

中前 70%为训练集，后 30%为测试集。从图中可以

明显看出 CNN-Seq2Seq 模型在 SOC 的预测上拟合

效果明显优于其他模型，且误差分布更加稳定。在

锂电池连续工作时，CNN-LSTM 模型与 Seq2Seq
模型在预测结果上均有拟合度明显不足的情况。从

以上实验可以得出，CNN-Seq2Seq 模型相比于

CNN-LSTM 模型与 Seq2Seq 模型，在处理多特征、

长序列数据和短序列数据集时，均有更加准确、稳

定的预测结果。 

3 结语 

为提高锂电池的 SOC 与 SOH 联合估计精度，

本文提出了 1 种基于 CNN-LSTM 模型改进的 CNN- 

Seq2Seq 模型。首先通过结合一维卷积解决了

LSTM 网络并行效果差的问题，其次在锂电池的

SOH 预测中引入了差热伏安法提取锂电池特征，提

高了锂电池 SOH 的预测精度。通过对比实验证明，

该模型预测 SOC 与 SOH 的 RMSE 和 MAE 值仅为

0.08%、0.10%和 0.17%、0.23%，在精度上有了进

一步提升，相比于之前提出的 CNN-LSTM 模型，

MAE 和 RMSE 在 SOC 与 SOH 上的误差分别降低

了 89.9%、70.2%和 89.2%、73.7%，解决了输入的

数据序列过长或过短时，其多特征输入的并行网络

的预测效率和损失率收敛效果不稳定的问题。通过

以上分析本文证明了该模型的优势与可行性，下一

步将探究该模型在实际运用中的效果。 
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