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摘要：为了准确判断电池可用容量，采用长短期记忆神经网络对电池容量进行估算。首先分析电池各参数

全生命周期变化曲线，计算其与电池容量之间的皮尔逊相关系数，选择电池电压、内阻、等压降时间等参数作

为健康因子构建电池容量估计模型。使用美国先进寿命周期工程中心 CALCE( Center for Advanced Life Cycle 
Engineering )电池数据集进行模型训练并估算电池容量，估计模型的平均百分误差为 1.19%。分析估算误差产生

的原因，通过电池初始容量参数修正和电池老化参数修正进行模型优化。优化结果表明，使用电池电压、内阻、

恒流充电时间和 4.0~3.4 V 等压降时间构建模型估计误差在 0.55%左右。 
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Abstract: To accurately determine the battery capacity, long short-term memory ( LSTM ) neural network was used 
to estimate the battery capacity. First, the life-cycle curves for different battery parameters were analyzed. The Pearson 
correlation coefficients between the parameters and battery capacity were calculated, and the battery voltage, internal 
resistance, equal voltage drop time and other parameters were selected as health factors to construct a battery capacity 
estimation model. Then, the Center for Advanced Life Cycle Engineering ( CALCE ) battery data set was used for 
model training and capacity estimation, and the average percentage error of the estimation model was 1.19%. The 
causes of estimation errors were analyzed, and the model was optimized by revising the battery’s initial capacity 
and aging parameters. The optimization results show that the estimation error of the model constructed using 
battery voltage, internal resistance, constant-current charging time and 4.0–3.4 V equal voltage drop time was 
about 0.55%. 
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1近年来，新能源汽车越来越普及，其中锂电池

电动汽车占据了重要地位[1]。随着电池内部老化加

剧，电池伴随着漏电、爆炸等危险[2]，因此需要在

电池达到极限使用寿命时对其进行退役、报废处

理，回收其中贵重的有价金属[3]。 
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电池老化的基本指标就是电池容量的衰减，电

池容量反映内部可移动锂离子的数量，直接决定了

电池充满 1 次电后可放出的最大能量。电池容量通

常是衡量电池寿命的主要参数，一般认为当电池容

量降至标称容量的 80%以下时，该电池已经到达寿

命终点 EOL( end of life )[4]。在计算电池容量时常使

用电池健康状态 SOH( state-of-health )[5]。田口義晃 
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等[6]研究了基于威布尔分布定律的电池容量预测

方法，采用带温度函数的计算公式，使用老化天数

对电池容量进行预测，适用于长期连续工作的轨道

电车锂电池；He 等[7]使用电池前几周期循环的容量

数据来建立预测模型，对电池剩余使用寿命RUL 

( remaining useful life )进行估算；庞景月等[8]使用电

池前 30%~70%数据中的等压降放电时间序列计算

与容量的对应关系，给出电池 RUL 预测值；周  

梦[9]提取电池在老化过程中的特征参数，使用小样

本数据建立容量预测模型并对电池全老化过程进

行容量预测。这几种容量预测方法的精度和耗时取

决于建立模型的样本量大小，需要电池从初始状态

进行一段周期的循环才能进行容量的估算，具有一

定的局限性；朱一多[10]建立了等压降放电时间与电

池容量之间的关系，通过预测等压降时间来间接预

测电池 SOH，采用单一健康因子进行容量预测，  

预测精度仍有一定提升空间；Zhang 等[11]使用了二

阶 RC 等效电路模型，并提取老化电池的电阻、容

量等 6 个物理特征进行剩余寿命预测，实验结果表

明，在电池工况未知条件下，该模型通过 6 个采样

数据点预测的平均百分误差为 9.61%，预测模型的

耗时较短但误差偏大；韦海燕等[12]用 2 块相同批次

电池进行老化实验，提取电池的欧姆内阻、极化内

阻和极化电容为训练数据，采用灰色神经网络建立

模型，通过估算电池容量退化量来估算另一块电池

的 SOH，该模型在不同老化循环实验温度下仍具

有较好精度，但受限于温度波动的范围，当实验温

度差异较大时，其预测精度难以保证；Li 等[13]通

过提取电池 IC 峰值曲线中的特征参数来预测电池

SOH，采用 2 块电池全生命周期中的部分数据建立

模型，并估算其他电池健康状态，实验结果表明，

利用电池随机 60%的数据建立的模型具有较好的

预测精度，但测算 IC 峰值曲线数据较困难，模型

建立耗时较长。综上所述，提取电池特征参数作为

寿命预测健康因子的方法可以实现有效、准确的电

池 SOH 估计，更短耗时、更高精度的预测模型是

研究重点。 

基于上述研究与电池老化的特征，本文比较分

析了电池各性能参数在电池全循环中的变化，找寻

表征电池容量变化的健康因子。与之前的研究相

比，本文更着重于建立多种不同特征参数的长短期

记忆 LSTM( long short-term memory )容量估算模

型，并分析不同模型输入参数与误差的关系、估算

误差产生的原因和老化规律，最后以此对模型进行

优化和改进。 

1 电池老化分析 

传统的电池老化程度的判断基于电池当前最

大可用容量，一般使用容量定义 SOH[14]进行计算，

可表示为 

rated

SOH C

C
   ( 1 ) 

式中： ratedC 为电池出厂时的容量；C 为电池当前容量。 

当估算电池 SOH 和剩余寿命时，需将电池完

全充电后进行放电实验得到电流随时间变化的函

数 ( )i t 、放电开始时间 0t 和放电结束时间 1t ，并计

算电池当前容量 C，即 
1

0
( )d

t

t
i t tC     ( 2 ) 

但这种计算电池容量的方法存在充放电时间

长、实验数据量大等缺点，当电流产生偏差时，容

量计算产生误差并逐步累积。在批量估算电池寿命

中不适用这种方法，而需要 1 种测试周期短、估算

准确率高的方法来估算电池 SOH。 

在电池容量估算过程中，不同的充电策略

( CC-CV、MSCC、PC 等 )、充放电电流的大小、放

电深度、环境温度等在电池充放电循环过程中会使

容量产生不一致的衰减，这在电池容量估算过程中

造成的误差是复杂多变、难以估计的。在本文容量

估算算法的研究中，为减少影响容量衰减的因素，

讨论电池单一工况下的容量估算方法，对电流大小、

充放电深度、充放电策略进行限制。本文的研究对

象选取了马里兰大学美国先进寿命周期工程中心 
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CALCE( Center for Advanced Life Cycle Engineering )
公开电池组充放电实验的数据，对电池数据集

CS2-35~CS2-38 进行分析，4 组电池的充电策略均

为 CC-CV，充电电流大小为 0.5C；放电时使用 1.0C
的电流恒流放电至截止电压 2.7 V。绘制 4 组数据

的电性能参数曲线，如图 1~图 3 所示。 

 
图 1 电池充放电循环中主要特征参数曲线 

Fig. 1 Curves of main characteristic parameters in battery 
charge-discharge cycle 

 

图 2 电池循环放电的电压变化 
Fig. 2 Changes in voltage during battery discharge cycle 

 

图 3 电池循环充电的电流变化 

Fig. 3 Changes in current during battery charge cycle 

在图 1( a )和( b )中，4 组电池在前 600 次充放电

循环时容量和电阻变化较为平缓，到 600 次循环之

后容量衰减和内阻升高明显变快，若对内阻曲线进

行翻折，不同组别的电阻曲线均能与其容量曲线大致

重合。因此可以得出：电池的容量与内阻之间存在高

相关性，可以依此来估算电池容量；这组电池在历经

600 次充放电循环后进入快速老化状态，快速老化状

态下，电池容量和电阻变化幅度更大。图 2 放电电

压变化曲线中，随着充放电循环次数的增加，在电 
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池经历第 600 次循环之后，电池放电曲线产生了明

显偏移。在快速放电阶段中，第 500 次与第 600 次、

第 600 次与第 700 次放电循环曲线的偏移值分别为

168、420 s，从第 600 次开始电池单次放电时间减

少得更快，表明电池开始急剧老化，这也与分析图

1 得到的结论相符。在锂离子电池全生命周期中，

其充放电容量会随着充放电循环次数的增加逐渐

变小。采取相同充放电策略和电流大小的电池在循

环过程中，电池放电时间逐渐减少，电池放电过程

中从某一电压值下降到另一电压值的时间也会随

之变短，即电池等压降放电时间会随着电池寿命缩

短。基于此现象，有人提出采取恒定电流大小充放

电的电池等压降放电时间作为间接因子估算电池

容量[8]，分析得到电池等压降放电时间与电池容量

之间的相关系数，通过建立两者之间的相关方程，

从而用电池等压降放电时间来估算电池当前容量。

电池放电时采用 1.0C 大小的电流进行恒流放电至

截止电压 2.7 V，随着循环次数的增加，电池放电

的电流大小始终为 1.1 A，而放电时长随着循环次

数不断衰减。图 3 充电电流变化曲线中，电池先经

历了 0.5C 的恒流充电，达到充电截止电压后改为

恒压充电。随着充放电循环次数增加，恒流充电时

间和恒压充电时间都逐渐缩短，峰值电流不断波动

变化。提取充放电电流中的恒流放电时间、恒流充

电时间、恒压充电时间、峰值电流大小、恒压充电

平均电流作为特征参数，以表征充放电循环中电流

的变化规律。 

基于上述结论，分析电池的各电性能参数相关

度。考虑到这些性能参数的实际意义与参考价值，

选用电池的充放电电阻、电池放电时长、电池等压

降放电时间、充电平均电压大小、恒流充电时间、

恒压充电时间、峰值电流大小、恒压充电平均电流

大小作为健康因子与电池容量进行 Pearson 相关系

数计算，计算结果见表 1。其中：R 为电池的充放

电电阻；T0 为电池放电时长；T1 为电池放电循环过

程中电池电压从 4.0 V 降至 3.4 V 经历的时间；T2

为电池放电循环过程中电池电压从 3.9 V 降至

3.6  V 经历的时间；T3 为电池放电循环过程中电池

电压从 3.7 V 降至 3.4 V 经历的时间；V 为充电平

均电压；C1 为恒压充电时的平均电流；C2 为充电

时的峰值电流；Tcc 为恒流充电时长；Tcv 为恒压充

电时长；Q 为电池容量。在表 1 电池容量 Q 的相关

系数一栏中，R、T0、T1、T2、T3、V、Tcc 与 Q 显

著相关，T0、T1、V、Tcc 与 Q 的相关性较大，相关 

表 1 电池健康因子相关系数 

Tab. 1 Correlation coefficients between battery health factors 

健康因子 R T0 T1 T2 T3 V C1 C2 Tcc Tcv Q 

R 1.000 0 -0.979 8 -0.978 4 -0.970 6 -0.959 4 0.979 0 -0.169 0 0.005 8 -0.9823 0.865 6 -0.982 2 

T0 -0.979 8 1.000 0 0.998 5 0.986 7 0.976 9 -0.991 8 0.117 4 -0.079 2 0.996 8 -0.867 0 0.998 6 

T1 -0.978 4 0.998 5 1.000 0 0.983 3 0.981 8 -0.992 1 0.115 7 -0.076 6 0.994 4 -0.859 9 0.996 4 

T2 -0.970 6 0.986 7 0.983 3 1.000 0 0.934 3 -0.977 6 0.056 1 -0.159 4 0.989 4 -0.917 1 0.984 8 

T3 -0.959 4 0.976 9 0.981 8 0.934 3 1.000 0 -0.969 1 0.213 5 0.055 1 0.964 9 -0.762 4 0.974 9 

V 0.979 0 -0.991 8 -0.992 1 -0.977 6 -0.969 1 1.000 0 -0.084 2 0.112 9 -0.995 4 0.885 1 -0.994 6 

C1 -0.169 0 0.117 4 0.115 7 0.056 1 0.213 5 -0.084 2 1.000 0 0.806 9 0.085 1 0.168 7 0.113 9 

C2 0.005 8 -0.079 2 -0.076 6 -0.159 4 0.055 1 0.112 9 0.806 9 1.000 0 -0.118 2 0.417 5 -0.083 6 

Tcc -0.982 3 0.996 8 0.994 4 0.989 4 0.964 9 -0.995 4 0.085 1 -0.118 2 1.000 0 -0.896 6 0.998 7 

Tcv 0.865 6 -0.867 0 -0.859 9 -0.917 1 -0.762 4 0.885 1 0.168 7 0.417 5 -0.896 6 1.000 0 -0.873 5 

Q -0.982 2 0.998 6 0.996 4 0.984 8 0.974 9 -0.994 6 0.113 9 -0.083 6 0.998 7 -0.873 5 1.000 0 
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系数均为 99.5%，T2、R 相关性其次。再分析健康

因子的互相关度：T1 对于其他健康因子的相关度较

高，其平均相关系数的绝对值为 0.983，这表明 T1

是 1 个影响全局的健康因子。在图 2 放电时间曲线

中，随着电池充放电循环次数增加，放电曲线在

4.2~4.0 V 初始放电阶段时无明显区别；当电池处

于 4.0~3.4 V 稳定放电阶段时，放电曲线在 600 次

放电循环前基本一致，在电池 600 次放电循环后出

现分层现象，其表现为充放电循环次数越多、老化

程度越高的电池放电电压下降越快；而电池处于

3.4~2.8 V 快速放电阶段时，电池放电即将结束，不

同循环次数的放电曲线均急速下降，最终完全放

电。上述分析说明 T1 是最能代表电池容量变化的

等压降区间，获取 T1 仅需测量部分电池的放电时

间，能够节省估计容量的时间，也避免了放电初期

和放电末期电流与电压突变误差。同样，Tcc 与 Q

和其他健康因子相关性也较大，电池在恒流充电阶

段中电流大小不变，Tcc 大小与这个阶段中电池增

加的电荷量成正比。综上所述，T1 和 Tcc 能作为准

确估计电池容量的间接指标。 

2 容量估算模型建立 

为了对电池容量进行准确估算，对电池的强相

关健康因子建立 LSTM 神经网络，采取分组的方式

建立电池老化的估算模型来对比各模型的估计精

度。通过电池的 V、R、T1、Tcc 构建了 5 组容量估

算模型，并使用 LSTM 神经网络深度学习使神经网

络迭代。通过恒定放电电流 1.1 A 和 T0 构建了第 6

组容量估算模型，采用式( 2 )安时法计算，作为训

练模型的对照组。这 6 组电池容量估算模型的建立

和训练均使用电池数据集 CS2-35，并使用电池数

据集 CS2-35~CS2-38 对训练模型进行自验证和参

照验证。首先对每组模型进行多次训练，并进行自

拟合验证，拟合误差 e 可表示为 

e 0

0

| | 100%C C
e

C


   ( 3 ) 

式中： eC 为训练模型电池容量估算值； 0C 为电池

容量实际值。 

训练后误差结果见表 2。分析每组估算误差与

模型耗时，输入参数越多的模型估算误差越低，训

练模型的耗时也更长；采用 LSTM 训练的模型估算

误差远小于采用经验公式模型的估算误差；输入参

数数量相同的模型，第 2 组精度略高，虽然在相关

度分析中 C1 的相关系数远小于 V、R，但与其他高

相关健康因子的模型之间估算误差相差微小，其

原因可能是模型在训练的过程中不断迭代更新，

将相关度低健康因子的权重不断降低，以提高模

型的预测精度。因此，在建立和训练模型的过程

中要注意：①尽量减少输入参数量以提高模型的

训练速度；②应输入与预测量相关性较大的健康因

子，避免输入无关变量。绘制电池容量拟合曲线，

如图 4 所示。在自拟合曲线( 图 4 中间坐标区 )中，

各训练模型估计曲线与电池容量变化曲线基本重

合，但在曲线拐点附近存在离群点( 图 4 虚线方框 )，

每组模型的估计曲线会在此处有 0.9%~1.5%的误

差，这是测试电池容量时的误差，但 LSTM 神经

网络的训练模型变化比较平滑。在自拟合曲线的

4 个局部放大图中可以看出，5 组训练模型容量

估计拟合曲线基本重叠。 

表 2 训练模型估算误差 

Tab. 2 Estimation errors of training model 

组别 模型变量 
估算 

误差/% 
耗时/s 

第 1 组 V、R、T1、Tcc 0.37 55 

第 2 组 V、T1、Tcc 0.43 54 

第 3 组 R、T1、Tcc 0.44 52 

第 4 组 C1、T1、Tcc 0.45 54 

第 5 组 R、T1 0.59 50 

第 6 组( 对照 ) T0 3.06 — 
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图 4 训练模型曲线自拟合 
Fig. 4 Self-fitting curves of training model 

3 容量估算模型训练 

电池数据集 CS2-35~CS2-38 是对同种电池进

行充放电实验，充放电曲线具有相似性，对另外 3
组电池使用本文训练模型进行容量估计，检验此模

型的适用性。首先对各数据集通过 Hampel 滤波器

进行噪声去除，将数据集 V、R、T1、C1 和 Tcc 输入

至 LSTM 神经网络模型中，得到容量估计值 Ce，再

与实际值计算误差，结果见表 3。表中，电池数据

集 CS2-35 为自拟合，估计误差最小；CS2-36~ CS2- 
38 整体误差均比自拟合大，其中 CS2-36 和 CS2-37
的训练模型误差较小，CS2-38 的估计误差整体偏

大，甚至大于经验公式的估计误差。一般来说，电

池容量估计误差在 2%以内，说明此估计算法能

够大致估计容量，但容量估计模型要达到良好的

应用精度，估计误差需要均小于 1%甚至更低。

需要注意的是，第 6 组模型作为实验对照组，在

容量估计时应用式( 2 )进行计算，估计误差与放

电时间 T0 成正比。但在电池老化循环的实验过

程中存在测量误差，实际电池放电时间、电流大

小与测量值存在偏差并逐步累积，导致第 6 组模

型误差整体偏大。 

表 3 电池数据集估计误差 
Tab. 3 Estimation errors of battery data sets 

% 

组别 
电池数据集 

平均值 
CS2-35 CS2-36 CS2-37 CS2-38 

第 1 组 0.37 0.61 0.86 2.90 1.19 
第 2 组 0.43 0.87 0.93 1.64 0.97 
第 3 组 0.44 0.84 0.93 2.88 1.27 
第 4 组 0.45 0.92 0.92 2.17 1.12 
第 5 组 0.59 1.66 2.22 7.56 3.01 
第 6 组 3.06 2.29 2.30 2.33 2.46 

为了探究导致估计误差偏大的原因，绘制了估

计误差较大的第 5 组电池容量估计值曲线与实际

值曲线、电池容量估计误差针状图，分别如图 5 和

图 6 所示。除 CS2-35 外，各电池数据集估计值曲

线均高于容量实际值曲线，2 条曲线的走势和拐点

基本相同，初步分析这是因为每块电池出厂时的标

称容量存在一定微小的差异，故可以对模型进行初

始容量修正使估计误差更小。在图 5( d )电池数据集

CS2-38 曲线中，出现了 2 段异常区间( 图 5( d )虚线

方框 )，估计值在第 100 次循环附近有明显的上偏

移，在第 800 次循环后 2 条曲线出现了分叉。在 
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图 5 电池容量估计值曲线与实际值曲线 

Fig. 5 Estimation and real curves of battery capacity 

 

图 6 电池容量估计误差针状图 

Fig. 6 Stem plots of battery capacity estimation error 

图 6 中，CS2-36~CS2-38 估计误差分布在正区间，

且在快速老化阶段的误差较大( 图 6( b )~( d )实线方

框 )。分析图 6( d )的电阻曲线，当输入参数 R 存在

异常数据时，基于 R 构建的训练模型均受异常值的

影响，导致整体估计误差偏大。这解释了表 3 中电

池数据集 CS2-38 第 5 组训练模型误差明显偏大的

问题。 

4 容量估算模型优化 

上述电池容量估算中产生的误差主要包括 3
个方面：①由局部电阻异常引起的整体误差偏大；
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②由初始电池容量不一致引起曲线偏移；③由进入

快速老化阶段时间不一致引起的老化末期误差偏

大。因此，可对这 3 个方面进行模型修正：①判断

电池数据异常值，进行异常值舍去修正；②根据每

块电池的初始容量进行修正；③在电池快速老化阶

段加入老化系数修正。首先对估计值进行初始容量

修正，即 

e

0,235

0,235

' x

x
x x

C C

C C
C

C





 
   


 ( 4 ) 

式中： 'C 为修正后的估计值； x 为电池数据集 x 的

初始修正系数； xC 为电池数据集 x 的初始容量；

0,235C 为电池数据集 CS2-35 的初始容量。 

设置电池 R、V、T1 的上下限，对于异常值

进行舍去修正。在电池老化分析中，电池老化阶

段约在电池充放电循环 600~700 次发生，对在

这个区间的估计值进行老化系数修正。使用优化

后的训练模型再次估算容量，结果如表 4、图 7
和图 8 所示。 

表 4 模型优化后电池数据集估计误差 
Tab. 4 Estimation errors of battery data sets after  

model optimization 

% 

组别 
电池数据集 

平均值 
CS2-35 CS2-36 CS2-37 CS2-38 

第 1 组 0.37 0.61 0.59 0.64 0.55 

第 2 组 0.43 0.80 0.66 0.87 0.69 

第 3 组 0.44 0.84 0.65 0.84 0.69 

第 4 组 0.45 0.90 0.68 0.92 0.74 

第 5 组 0.59 1.32 1.51 1.47 1.22 

第 6 组 3.06 2.29 2.30 2.33 2.46 

 
图 7 模型优化后拟合曲线 

Fig. 7 Fitting curves after model optimization 

优化后的第 1~5 组模型的估计误差明显变小， 
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图 8 模型优化后误差针状图 

Fig. 8 Stem plots of error after model optimization 

估计误差基本小于 1%，最大估计误差为 1.51%。

其中第 1 组估计误差平均值为 0.55%，同时由于舍

去了 CS2-38 数据集的部分异常电阻数据，使得 CS2- 
38 中以电阻 R 为输入量的第 1、2、5 组模型估计

误差更明显降低，且第 5 组模型的误差降低幅度更

大。证明了输入参数的异常会较大程度影响模型的

估算误差，而输入参数种类较少的容量估算模型

受影响的幅度更大。在图 7 模型优化后的拟合曲

线中，真实值与预测值紧密贴合，预测值曲线与

真实值曲线高度重合；在图 8 模型优化后的误差

针状图中，大多数预测值的误差在 1%以内，对应

4 块电池的整体估算误差均较低。优化后的第 1~5
组训练模型平均误差比第 6 组更低，证明了本文

研究的容量估算模型比传统经验公式计算容量精

度更高。 

5 结语 

本文针对锂离子电池老化循环和容量估计，研

究同等放电深度与恒定电流下循环充放电的电池

数据集，提出了多健康因子的 LSTM 电池容量估

计方法。分析电池在充放电循环过程中的容量、

内阻、电压和电流变化曲线，提取了电池老化过

程中的特征参数，并建立多参数容量估计模型。

经过模型的训练与自拟合验证，得到各组模型的

估计误差分别为 0.37%、0.43%、0.44%、0.45%和

0.59%，与传统经验公式的容量估计算法相比，具

有较好的估算精度。根据拟合曲线中误差较大的

部分，分析误差产生的原因。同种型号的电池在

同一充放电条件下容量衰减曲线具有相似性，但

各电池初始容量和快速老化阶段不一致，训练模

型在估计容量时会有明显偏差，因此对容量估计

算法进行了初始容量修正和老化修正。模型优化

后的估计误差均有改善，且采用电压、电阻、

4.0~3.4 V 等压降放电时间和恒流充电时间建立的

容量估算模型精度最高，该模型对各电池容量估

计误差平均为 0.55%。此外，本文研究中的不足

之处为未对不同放电倍率和不同工作温度下的电

池充放电循环进行容量衰减分析，在未来的研究

中应考虑不同放电电流和不同梯度工作温度在容

量衰减中的耦合作用，建立复杂工况下的电池容量

估算模型。 
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