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摘要：电池的健康状态 SOH( state-of-health )和剩余使用寿命 RUL( remaining useful life )是衡量电池性能和状

态的重要指标，对它们的准确预测具有很高的实用价值。电池的电化学阻抗谱 EIS( electrochemical impedance 
spectroscopy )测试能够揭示电池内部的电化学反应和过程，为评估电池的健康状况提供重要信息。EIS 可用于预

测 SOH 和 RUL，但测试成本高、数据量少。采用变分自编码器 VAE( variational autoencoder )进行数据增强，可

以扩充 EIS 数据的数量，有助于提升模型的泛化能力并减少过拟合的风险。EIS 数据通常是高维的且可能包含冗

余信息，主成分分析 PCA( principal component analysis )可以用来降低数据的维度，同时保留关键信息。卷积神经

网络 CNN( convolutional neural network )能够识别 EIS 数据中的空间特征，而双向长短期记忆 BiLSTM( bidirectional 
long short-term memory )网络能够捕捉时间序列数据中的特征。注意力( Attention )机制则可以加强模型对数据上下

文关系的理解。研究结果表明，结合 PCA、CNN、BiLSTM 和 Attention 的模型，在加入增强数据后，能够更有

效地预测电池的 SOH 和 RUL。所提 EIS 数据增强方法也可以被应用于其他模型，以提高预测性能。1 
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Abstract: The state-of-health ( SOH ) and remaining useful life ( RUL ) of batteries are important indicators for 
measuring their performance and conditions, and an accurate prediction of these indicators has high practical value. The 
electrochemical impedance spectroscopy ( EIS ) test of batteries can reveal the electrochemical reactions and processes 
inside them, providing important information for evaluating their SOH. EIS can be used to predict SOH and RUL, but it 
has high testing costs and limited data volume. The use of variational autoencoder ( VAE ) for data augmentation can 
expand the volume of EIS data, which helps improve the model’s generalization capability and reduce the risk of 
overfitting. Due to the fact that the EIS data is usually high-dimensional and may contain redundant information, 
principal component analysis ( PCA ) can be used to reduce the dimensionality of data while retaining the key 
information. Convolutional neural network ( CNN ) can recognize the spatial features in the EIS data, while bidirectional 
long short-term memory ( BiLSTM ) network can capture features within the time series data. The Attention mechanism 
can enhance the model’s understanding of data contextual relationships. The research results indicate that the model 
combining PCA, CNN, BiLSTM network and Attention mechanism can more effectively predict the SOH and RUL of 
batteries with the addition of augmented data. The proposed EIS data augmentation method can also be applied to other 
models to improve the predictive performance. 
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电化学阻抗谱 EIS( electrochemical impedance 

spectroscopy )是 1 种用于分析电池电化学特性的技

术，广泛应用于电池健康状态 SOH( state-of-health )

和剩余使用寿命 RUL( remaining useful life )的预 

测。在特征选取上，可以通过 EIS 的实部和虚部

数据直接进行 SOH 或 RUL 的预测[1-9]。在特征降

维方面，从 EIS 所涵盖的多个频率中，选择具有

代表性的频率可以显著降低模型复杂度。然而，

代表性频率的选择通常具有主观性，缺乏科学的

依据 [10]。在模型选择上，传统机器学习模型 [11]

对于 SOH 的预测具有良好的效果，但其预测精 

度有待提升。 

对电池阻抗谱数据进行测试时，必须依靠专

业的实验仪器，并且测试的条件要求严格，导致

测试数据的获取成本较高，因此可用的测试数据

量通常较少。鉴于已有测试数据数量有限，探索

使用数据增强技术来扩充电池阻抗谱数据集具有

重要意义 [12]。 

本研究的创新之处体现在 2 个方面：( 1 )应用

变分自编码器 VAE( variational autoencoder )模型对

实际的 EIS 测试数据进行增强，扩大了训练数据集

的规模，进而增强了模型在面对未知数据时的适应

能力，同时提高了模型对扰动的抵抗力，并有效减

少了模型对训练数据过度依赖的风险；( 2 )在主成

分分析-卷积神经网络-双向长短期记忆网络-注意

力 PCA-CNN-BiLSTM-Attention( principal compon-  

ent analysis - convolutional neural network - bidirec-  

tional long short - term memory network - Attention )
模型上，对比了引入 EIS 增强数据前后对电池 SOH

和 RUL 预测效果的差异，结果表明加入增强数据

后模型的预测精度显著提高。本文的研究成果为

EIS 数据增强提供了 1 条可行路径，也为 SOH 和

RUL 预测提供了 1 种参考模型。所提出的 EIS 数

据增强方法具有普适性，可以应用于其他模型以提

升其预测性能。 

1 数据采集 

在选择和校准 EIS 测试设备时，确保精确度至

关重要。例如，可以使用电化学分析测试仪来进行

EIS 测试，这样可以保证所获得的测试数据是准确

的。EIS 测试通常会在不同的温度和频率下进行，

以便收集到电池在不同条件下的阻抗谱。本文设定

测试的温度分别为 25、35、45 ℃，频率范围为 10−2~ 

105 Hz，在这个范围内选取 60 个具体的频率值，

频率值的详细信息见表 1。 

表 1  EIS 频率取值( Hz ) 
Tab. 1 Values of EIS frequency ( Hz ) 

第 1 组 第 2 组 第 3 组 第 4 组 第 5 组 

20 004.40 1 203.840 72.517 0 4.369 41 0.262 61 

15 829.10 952.865 57.368 1 3.456 86 0.207 91 

12 516.70 754.275 45.362 9 2.735 47 0.164 52 

9 909.44 596.718 35.931 3 2.160 54 0.130 07 

7 835.48 471.963 28.409 0 1.709 52 0.103 09 

6 217.24 373.208 22.482 0 1.353 52 0.081 53 

4 905.29 295.472 17.796 1 1.070 79 0.064 43 

3 881.27 233.877 14.068 1 0.847 34 0.051 02 

3 070.98 185.059 11.144 8 0.670 72 0.040 42 

2 430.77 146.358 8.817 7 0.530 67 0.031 92 

1 923.15 115.778 6.975 4 0.419 76 0.025 28 

1 522.43 91.672 5.517 3 0.331 83 0.019 99 

在进行 EIS 测试时，必须注意保持测试条件( 温
度、电池状态等 )的一致性，这是为了保证测试结

果的准确性和可重复性。在数据采集过程中，对电

池进行多次完整的充电和放电循环测试，并记录每

个频率点对应的阻抗数据，以及相应的电池 SOH
和 RUL 数据。 

2 EIS 数据增强 

2.1 VAE 模型 
VAE 是 1 种生成模型，可以学习数据的隐空间

分布，并从中随机采样生成新数据，这种随机生成
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过程可以实现数据的增强。VAE 模型结构如图 1
所示，通过在潜在分布进行采样，利用解码器将采

样的潜在向量转换成新的数据样本。编码器将输入

数据 x 映射到潜在分布 q( z|x )中，然后将潜在分布

映射到符合均值 μ 和方差 σ 的高斯分布 N( μ, σ )中，

对高斯分布进行采样，对采样样本加入服从 N( 0.00, 
0.01 )的随机扰动，得到采样样本即潜在向量 z；解

码器将潜在向量 z 还原为 x̂ ，此时解码器中的变量

服从分布 p( x̂ |z )。 

 

图 1  VAE 模型结构 
Fig. 1 Structure of VAE model 

2.2 EIS 数据增强模型 

基于 VAE 模型的 EIS 数据增强模型结构如图

2 所示。图中，real1~real60 表示阻抗数据的实数

部分，imaginary1~imaginary60 表示阻抗数据的

虚数部分，两者构成输入数据。首先，输入数据

连接到编码器，编码器将输入数据映射到潜在分

布 q( z|x )中；然后将潜在分布映射到高斯分布中，

分别连接至均值 μ 和方差 σ；接着对高斯分布进

行采样，加入服从 N( 0.00, 0.01 )的随机扰动，生

成采样样本 z，即潜在变量；最后将采样得到的

潜在变量 z 输入到解码器中，解码器输出预测的

数值，即增强数据。本文中，由于预测值为连续

数值，VAE 模型中的重构误差为均方误差 MSE 

( mean square error )，因此整个模型的损失函数为

均方误差与潜在变量的 KL 散度( Kullback-Leibler 

divergence )误差之和。 

 

图 2  基于 VAE 模型的 EIS 数据增强模型结构 
Fig. 2 Structure of EIS data augmentation model based on 

VAE model 

本文基于 VAE 模型进行的 EIS 数据增强方法

的优点在于：( 1 )VAE 模型可以学习到数据中的潜

在变量，因此可以生成全新的样本，而不是简单地

重复输入数据；( 2 )增强数据中，只对输入数据 EIS
进行预测，不对预测目标进行预测，减少了预测误

差的发生概率。 

3 电池 SOH 和 RUL 预测 

3.1 电池 SOH 和 RUL 预测流程 
基于 PCA-CNN-BiLSTM-Attention 模型和 EIS

数据预测电池 SOH 和 RUL 的流程图如图 3 所示。

第 1 步，通过实验收集电池的 EIS、SOH 和 RUL
的数据；第 2 步，使用 VAE 对 EIS 数据进行增强，

以增加数据的多样性和信息量；第 3 步，使用 PCA
对原始 EIS 数据和经过增强的数据进行降维，以提

取主要特征；第 4 步，使用 CNN 从 EIS 数据中提

取空间特征；第 5 步，使用 BiLSTM 网络提取 EIS
数据中的时间序列特征；第 6 步，使用 Attention
模型识别 EIS 数据中最关键的特征；第 7 步，基于

提取出的特征预测电池的 SOH 和 RUL。 
3.2 构建 SOH 和 RUL 预测模型 

本文使用的 PCA-CNN-BiLSTM-Attention 模型

结构如图 4 所示[13]。输入数据由 2 部分组成：real1~ 
real60 表示阻抗数据的实数部分，imaginary1~ 
imaginary60 表示阻抗数据的虚数部分。这些数据 
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图 3  预测电池 SOH 和 RUL 流程 

Fig. 3 Flow chart of prediction of battery SOH and RUL 

 
图 4  预测电池 SOH 和 RUL 的模型结构 

Fig. 4 Structure of model for predicting battery SOH  

and RUL 

集包含了原始的 EIS 测量结果及经过数据增强处

理的数据。P1~P10 为通过对数据进行 PCA 后得到

的主要成分，其被输入到 1 个 2 层卷积神经网络，

该网络使用 ReLU 作为激活函数，并通过最大池化

操作来提取关键特征。然后，将这些特征进行扁平

化操作，转换成 1 组一维数组，随后输入到使用

ReLU 作为激活函数的 BiLSTM 结构中。BiLSTM
的输出被送入Attention模型，以帮助模型识别序列

中各个时间步的相对重要性。最后，通过 1 个线性

回归层来预测电池的 SOH 或 RUL。 

3.2.1  PCA 提取电化学阻抗谱主成分 
在进行 EIS 测试时，每个测试频率都会产生 1

个包含实部和虚部的阻抗值，总共形成 120 个数据

点作为分析的基础。但是，这 120 个数据点并非都

对评估电池的 SOH 有贡献；某些频率下的数据可

能与预测目标无关，或者含有噪声，可能会对预测

结果的准确性产生负面影响。因此，为了提升预测

的精确度，输入数据可以通过降维来保留对预测电

池 SOH 最有用的特征。 
PCA 是 1 种线性降维方法[13]，通过正交变换

将数据从高维降至低维，同时保留大部分信息。  
图 5 展示了 PCA 的降维过程，其中圆圈代表样本

点，在 XY 平面上分布，其分散性由变量方差衡量。

PCA 通过线性转换将数据映射至新坐标系，使数据

在此坐标系中方差最大。 

 

图 5  PCA 几何解释示意 

Fig. 5 Schematic of geometric interpretation for PCA 

PCA 将原始数据转换为 1 组新的相互正交的

特征向量，这些特征向量被称为主成分。PCA 的目

标是在减少数据维度的过程中，尽可能地保持数据

的信息完整性。 
在本研究中，通过 PCA 提取了 EIS 的 10 个主成

分，它们共同解释了输入数据中 99%的方差，实现了

高效率的数据降维，同时几乎 100%保留了原始信息。 

3.2.2  CNN 模型提取 EIS 数据的时空特征 
CNN 能够自动识别输入数据的局部特征并提
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取更高层次的抽象信息。本研究设计了 1 个 CNN
模型，包含 2 个卷积层和 1 个池化层[13]，在每个卷

积层使用了 ReLU 激活函数，并配备了 32 个过滤

器，每个过滤器的核大小为 1。此外，池化层同样

采用了大小为 1 的池化窗口。这种结构设计有助于

网络从输入数据中学习到有效的特征标识[13]。 
图 6 为卷积计算示意图，输入的 6×6 特征图

经过 3×3 卷积核处理，生成 4×4 的输出特征图[13]。

这个过程通过计算卷积核与输入特征图对应区域

的张量积并移动卷积核完成。池化层通过最大池化

或平均池化减少特征图尺寸，如图 7 所示，本文采

用最大池化。最终，通过扁平化层将多维特征转换

为一维向量，作为 EIS 数据的空间特征表示。 

 

图 6  卷积计算示意 

Fig. 6 Schematic of convolution calculation 

 

图 7  池化计算示意 

Fig. 7 Schematic of pooling calculation 

在本文中，首先使用 PCA 模型对原始 EIS 数

据和经过增强的 EIS 数据进行降维处理，然后将这

2 组降维后的数据分别以 8:2 的比例划分为训练集

和测试集。接着，将这 2 套训练集合并，作为 CNN
模型的输入数据。针对回归预测模型，对每 1 行数

据，即每个一维向量，进行卷积和池化计算[13]。 

3.2.3  BiLSTM 模型提取 EIS 的时间序列变化规律 
BiLSTM 模型由前向和后向 2 个 LSTM 网络组

成。LSTM 模型结构如图 8 所示，其主要构成包括

6 部分[13]：①输入门，负责决定当前输入的哪些信

息可以传递到状态单元中；②遗忘门，负责决定

状态单元中的哪些信息应该被丢弃；③状态单

元，是保存历史信息的关键部分；④输出门，负

责决定状态单元中的哪些信息应该被传递到下

一个隐藏层；⑤激活函数，用于进行非线性处理；

⑥输出层，与输入数据相对应，负责生成 LSTM
的最终输出。 

 

图 8  LSTM 模型结构 
Fig. 8 Structure of LSTM model  

BiLSTM 模型由前向和后向 LSTM 单元构成，

每个单元处理序列的不同方向。这 2 个方向的隐藏

状态随后合并，产生模型的输出状态[13]，如图 9
所示。输入数据 X，通过拼接前向 LSTM 的隐藏状

态 hf 
i 和后向 LSTM 的隐藏状态 hb 

n−i，实现在第 i 个

时间步输出 hi=[hf 
i ·hb 

n−i][13]。 

 

图 9  BiLSTM 模型结构 

Fig. 9 Structure of BiLSTM model 

CNN-BiLSTM 模型结合了 CNN 和 BiLSTM，

能够从 EIS 降维后的数据中提取空间和时间维度 
的特征，即时空特征。 

3.2.4  Attention模型提取EIS时空特征的重要部分 
CNN-BiLSTM 模型成功提取了 EIS 数据的时

空特征。这些特征随后被送入 Attention 模型，
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Attention 模型的作用是评估这些特征的重要性，并

为重要的特征分配更高的权重，这样就能强调出特

征中最为关键的部分[13]。 
本 文 采 用 的 Attention 机 制 基 于 Bahdanau 

Attention 模型，其运作流程包括训练权重向量、应

用权重调整序列隐藏状态的贡献度、聚焦关键信息

的表征。Bahdanau Attention 模型的具体结构如   
图 10 所示。 

 

图 10  Bahdanau Attention 模型结构 
Fig. 10 Structure of Bahdanau Attention model 

Bahdanau Attention 模 型 分 为 Encoder 和

Decoder 2 个计算模块。 
( 1 )Encoder 模块可表示为 

1tanh( [ , ])i i ixh W h  ( 1 ) 

softmax( )i io Vh   ( 2 ) 

式中： ih 为 i 时刻输入 ix 的隐藏状态向量； io 为 i

时刻隐藏状态的归一化输出向量；W 和 V 为待学

习的权重矩阵。 
CNN-BiLSTM 模型已经从 EIS 数据中提取出

了对应的时空特征。接下来，将 CNN-BiLSTM 的

输出结果用作 Attention 模型的输入，即 Encoder
模块中的 ix 。 

( 2 )Decoder 模块分 2 步完成。 
第 1 步，生成 t 时刻的语义向量，即 

1

T

t ti i
i

 c h   ( 3 ) 

1

exp( )

exp( )

ti
ti T

tk
k




e

e
   ( 4 ) 

T
a a 1tanh( [ , ])ti t ie V W s h  ( 5 ) 

式中： tc 为 t 时刻的语义向量； tie 为编码器中第 i

时刻隐层状态向量 ih 对解码器中第 t 时刻隐层状态

ts 的影响程度； ti 为通过 softmax 函数将 tie 归一化

之后的值； aW 为待学习的权重矩阵； aV 为待学习

的权重向量。 

第 2 步，传递隐层信息并预测，即 

1 1tanh( [ , , ])t t t t s W s y c  ( 6 ) 

softmax( )t ty Vs   ( 7 ) 

式中， ty 为注意力模型根据特征的相对重要性为其

分配的权重，最终输出加权的特征向量[13]。 

3.2.5  预测电池 SOH 或 RUL 
在注意力模型处理后，模型添加了 1 个全连接

层，这个层会进一步从 Attention 模型的输出中提

取特征，以便得到时间序列的高级特征表示。这个

全连接层有 16 个神经元，每个神经元都使用 ReLU

作为激活函数。 

在全连接层后是模型的最后一层，即输出层，

它是 1 个线性回归层，专门用于预测电池的 SOH

或 RUL。输出层使用 Linear 作为激活函数，这样

可以保证模型的输出是 1 个连续的数值。 
在训练过程中，模型采用了 MSE 作为损失函

数，该函数通过计算预测值与实际目标值之间差异

平方的平均值来衡量模型的准确性。为了优化模型

参数，选择 RMSProp 优化算法，该算法适合于递

归神经网络。在评估模型的性能时，使用平均绝对

误差 MAE( mean absolute error )指标，通过求取目标

值与预测值之间差的绝对值之和来评价模型的预

测能力。 

4 预测效果展示 

本文通过公开的数据集合[14]进行了模型效果

检验，利用该数据集中的阻抗数据分别对电池的

SOH 和 RUL 进行预测。测试数据包含了 120 个特

征，这些特征的编号为 f1~f120。其中，f1~f60 表

示阻抗数据的实部，f61~f120 表示阻抗数据的虚

部，二者均按频率从高到低排序。 
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4.1 预测数据展示 

4.1.1  预测 SOH 的 EIS 原始数据和增强数据展示 
基于 VAE 模型对真实的 EIS 数据进行增强，

数据增强模型的整体均方根误差为 0.184 7，误

差较小，数据还原效果较好。预测 SOH 的 EIS
数据集合样例( 部分 )见表 2，其中，f1~f120 表示

原始 EIS 阻抗数据，f1_aug~f120_aug 表示增强

后的 EIS 阻抗数据。 

表 2  预测 SOH 的 EIS 数据集合样例( 部分 ) 

Tab. 2 Sample of EIS data set for predicting SOH ( part ) 

f1/Ω f1_aug/Ω f2/Ω f2_aug/Ω f120/Ω f120_aug/Ω SOH/(A·h) 

0.384 70 0.374 499 77 0.391 56 0.380 515 87 0.327 95 0.335 009 43 37.20 

0.388 86 0.381 822 82 0.393 43 0.388 099 46 0.323 00 0.334 569 40 36.22 
 

4.1.2  预测 RUL 的 EIS 原始数据和增强数据展示 
基于 VAE 模型对真实的 EIS 数据进行增强，

数据增强模型的整体均方根误差为 0.180 0，误差

较小，数据还原效果较好。值得注意的是，用于预

测 SOH 和 RUL 的阻抗谱 EIS 数据并不完全相同。

预测 RUL 的 EIS 数据集合样例( 部分 )见表 3。 

表 3  预测 RUL 的 EIS 数据集合样例( 部分 ) 

Tab. 3 Sample of EIS data set for predicting RUL ( part ) 

f1/Ω f1_aug/Ω f2/Ω f2_aug/Ω f120/Ω f120_aug/Ω RUL/次 

0.384 70 0.379 538 77 0.391 56 0.384 051 44 0.327 95 0.332 721 83 234 

0.752 11 0.769 263 80 0.760 74 0.776 251 90 0.291 80 0.293 092 94 0 
 

4.2 PCA 提取 EIS 主成分 

4.2.1  PCA 提取预测 SOH 的 EIS 主成分 
分别对 EIS 原始数据和增强数据的 120 维度数

据进行 PCA 计算，得到 10 个主要成分，样例见   

表 4。其中，P1~P10 表示 EIS 原始数据的 10 个主

成分，P1_aug~P10_aug 表示 EIS 增强数据的 10 个

主成分。 

表 4  预测 SOH 的电池 EIS 原始数据和增强数据 PCA 

计算结果样例( 部分 ) 

Tab. 4 Sample of original battery EIS data and PCA 

calculation results of augmented data for predicting SOH 

( part ) 

P1 P1_aug P2 P2_aug P10 P10_aug 

−0.825 7 0.509 4 0.497 9 −0.015 6 0.007 3 0.077 1 

−0.766 7 0.543 1 0.480 0 −0.074 1 0.005 1 0.057 4 

4.2.2  PCA 提取预测 RUL 的 EIS 主成分 
对预测电池 RUL 的 EIS 原始数据和增强数据

的 120 维度分别进行 PCA，提取出 10 个主成分，

示例见表 5。 

表 5  预测 RUL 的电池 EIS 数据 PCA 计算结果样例( 部分 ) 

Tab. 5 Sample of PCA calculation results of battery EIS 

data for predicting RUL ( part ) 

P1 P1_aug P2 P2_aug P10 P10_aug 
−0.961 4 −0.731 9 0.063 5 −0.604 5 0.009 0 0.002 5 
−0.906 7 −0.732 2 0.092 5 −0.650 4 0.003 4 0.000 3 

将 EIS 的真实数据和增强数据的 PCA 模型计

算结果，均按照 8:2 的比例分成训练集合和测试集

合。在生成训练集合和测试集合时，以上 2 套数

据按照相同的数据分割方式进行分割，即随机数

生成器的随机种子保持相同，保证训练数据不会

发生泄漏。在真实数据和增强数据的训练集合的

并集上训练预测模型，在真实数据的测试集合上

测试效果。 

4.3 预测结果展示 

4.3.1  不同数据模型效果对比 
在 SOH 预测中，只通过真实 EIS 数据进行训练，

预测集合和测试集合的均方根误差为 0.146 8 A·h，

而加入增强数据之后，模型的均方根误差减少为

0.123 8 A·h；在 RUL 预测中，只通过真实 EIS 数
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据进行训练，预测集合和测试集合的均方根误差为

3.303 0 次，而加入增强数据之后，模型的均方根

误差减少为 2.901 9 次，说明增强数据可以提升模

型的预测精度。对比结果见表 6。 

表 6  不同数据模型效果对比 
Tab. 6 Comparison of effect among models using different 

data 

所用数据 
SOH 预测模型均 
方根误差/(A·h) 

RUL 预测模型均 
方根误差/次 

EIS 数据 0.146 8 3.303 0 
EIS 数据

+EIS 增强

数据 
0.123 8 2.901 9 

4.3.2  预测样例展示 
在 SOH 的测试数据集中，平均值为 30.577 3 A·h，

标准差为 4.066 1 A·h；在预测数据集中，平均值为

30.599 8 A·h，标准差为 4.013 2 A·h。对于 RUL 的

测试数据集，平均值为 147.828 6 次，标准差为

103.062 1 次；在预测数据集中，平均值为 147.822 4
次，标准差为 102.230 4 次。这些统计数据表明，

预测数据与实际数据的均值和标准差都比较接

近，2 组数据的分布状态相近，说明模型的预测效

果良好。 

预测样例见表 7，效果图如图 11 和图 12 所示。

从表 7、图 11 和图 12 可以看出，SOH 和 RUL 的

预测误差均较小，预测效果良好。 

表 7  预测样例(部分) 
Tab. 7 Sample of prediction results (part) 

参数 样例 1 样例 2 样例 3 样例 4 

SOH 真实值/ 
(A·h) 

29.16 24.75 27.31 28.09 

SOH 预测值/ 
(A·h) 

29.35 25.02 27.35 28.21 

SOH 预测 
误差/(A·h) 

−0.19 −0.27 −0.04 −0.12 

RUL 真实值/ 
次 

30 204 136 258 

RUL 预测值/ 
次 

32 206 134 261 

RUL 预测 
误差/次 

2 2 −2 3 

 

图 11  电池 SOH 预测结果样例 

Fig. 11 Sample of battery SOH prediction results  

 

图 12  电池 RUL 预测结果样例 

Fig. 12 Sample of battery RUL prediction results 

5 结语 

本文使用 VAE 模型对 EIS 数据进行增强，使

用 PCA 模型提取 EIS 数据的主要特征成分，然后

在 CNN-BiLSTM-Attention 模型上对比了使用原始

EIS 和加入 EIS 增强数据之后的 SOH 和 RUL 预测

效果。结果表明，加入 EIS 增强数据之后，模型效

果有明显提升。本文提出的 EIS 数据增强方法可以

推广至其他的预测模型中使用。 
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