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摘要：针对单一算法在估计锂电池荷电状态 SOC( state-of-charge )时估计性能低的问题，提出 1 种结合天鹰

算法改进的深度极限学习机 AO-DELM( aquila optimizer-deep extreme learning machine )与扩展卡尔曼滤波

EKF( extended Kalman filter )算法优势的混合算法，用于锂电池 SOC 估计。首先，采用带遗忘因子的递推最小二

乘法辨识电池模型参数；然后，基于高加速循环( US06 )工况数据，将电流、电压与 EKF 算法提取到的多种电池

状态特征作为输入、实际 SOC 作为输出训练 AO-DELM；最后，将训练完成的 AO-DELM 模型与 EKF 算法组

成闭环的SOC实时估计系统。结果表明，在4种动态工况下，所提的AO-DELM-EKF算法较EKF算法、DELM-EKF
算法显著提升了 SOC 估计精度，均方根误差不超过 0.49%。1 

关键词：锂电池；荷电状态估计；扩展卡尔曼滤波算法；天鹰算法改进的深度极限学习机；混合算法 

Real-time SOC Estimation of Lithium-ion Batteries Based on 
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Abstract: Aimed at the poor estimation performance of single algorithms in estimating the state-of-charge ( SOC ) 
of lithium-ion batteries, a hybrid algorithm which combines the advantages of deep extreme learning machine optimized 
by the aquila optimizer ( AO-DELM ) and the extended Kalman filter ( EKF ) algorithm is proposed for the SOC 
estimation of lithium-ion batteries. First, the recursive least squares method with forgetting factor is used to identify the 
parameters of the battery model. Then, based on the data under a high acceleration cycle( US06 ) condition, the 
AO-DELM is trained using the current, voltage and various battery state features extracted by the EKF algorithm as 
input and the actual SOC as output. Finally, the trained AO-DELM model and the EKF algorithm are used to form a closed-  
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loop real-time SOC estimation system. Results show that
compared with the EKF and DELM-EKF algorithms, the
proposed AO-DELM-EKF algorithm significantly improves
the SOC estimation accuracy under four dynamic conditions,
with the root mean square error not more than 0.49%. 
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电池目前剩余可用电量的多少，是电池管理系统

BMS( battery management system )的核心指标之一，

SOC 的准确估计对电动汽车的安全稳定运行至关

重要[1-2]。 
常用的 SOC 估计方法包括电流积分法、数据

驱动法、卡尔曼滤波法等[3]，随着电动汽车技术的

持续发展和升级，这些方法已难以满足 BMS 的高

要求。为此，国内外学者对结合多个算法估计 SOC
的混合算法进行了大量研究。刘兴涛等[4]提出采用

扩展卡尔曼滤波 EKF( extended Kalman filter )算法

估 计 SOC 时 的 部 分 参 数 建 立 支 持 向 量 机 SVM 
( support vector machine )算法模型，并利用其矫正

EKF 算法的估计值；该方法提高了传统 EKF 算法

的 SOC 估计精度，但因 SVM 存在参数调优难等缺

点，导致 SVM 的误差补偿能力有限。Zhang 等[5]

利用基于数据驱动法搭建的长短期记忆 LSTM 
( long short-term memory )网络模型预测到的电池

SOC 作为电流积分法中的初始 SOC；该方法改善

了传统电流积分法的估计性能，但该方法同样会因

LSTM 模型的不精准产生累积误差。高峰等[6]将基

于门控循环单元 GRU( gated recurrent unit )建立的

SOC 与电池电流 I、端电压 U、温度 Tc 之间的非线

性关系作为无迹卡尔曼滤波 UKF( unscented Kalman 
filter )算法的观测方程，电流积分法的 SOC 计算方

程为状态方程；该算法无需建立电池模型，但 UKF
算法对噪声敏感且参数调优困难。Ren 等[7]利用卡

尔曼滤波 KF( Kalman filter )在遗传算法优化的极限

学习机 GA-ELM( genetic algorithm-extreme learning 
machine )估计 SOC 的过程中自适应地调整噪声，获

得了优于单一使用 GA-ELM 的估计结果；但其本

质上是基于数据驱动开展的，缺乏足够的泛化性。

Tian 等[8]首先利用 LSTM 学习 SOC 与多种电池变

量的非线性关系，然后利用自适应容积卡尔曼滤波

ACKF ( adaptive cubature Kalman filter )平滑 LSTM
模型的估计值；该算法实现了稳定的 SOC 估计，

但实现 LSTM 与 ACKF 的协调整合较为复杂，且

ACKF 超参数调优困难。Feng 等[9]将使用开路电

压法获得的 SOC 估计值作为电流积分法估计 SOC

时的初始值；该方法降低了电流积分法因初始值

不准确产生的累积误差，但需为电池提供一定的

静置时间，不适用于对实时性要求高的电动汽车。

Zheng 等[10]提出了 1 种由 EKF 与 UKF 组成的双

滤波器估计 SOC 的方法，其中 EKF 用于辨识电

池模型参数，UKF 用于 SOC 估计；该方法在提高

单一滤波器 SOC 估计精度的同时，也引入了更高

的计算复杂度。 
综上，混合算法相较于单一的 SOC 估计方法

的性能有了极大改善，但也存在一些短板。目前的

研究表明，基于数据驱动与电池模型结合的混合算

法有更好的性能[11-12]。基于电池模型的 EKF 算法

的估计精度虽较差，但滤波出的状态参数可反映电

池的内部状态特性[13]。此外，传统的数据驱动法因

受可测得的电池参数较少的限制，无法建立高稳定

性的估计模型[14-15]。 
受上述研究动机的驱使，本文提出 1 种 EKF

算法与天鹰算法 AO( aquila optimizer )优化的深度 
极限学习机 DELM( deep extreme learning machine )
结合的混合算法估计 SOC。拟将 EKF 算法提取到

的多种特征参数连同 I 和 U 作为输入、实际 SOC
作为输出对 AO-DELM 进行训练，从而得到基于

AO-DELM-EKF 算法的 SOC 实时估计模型。本文

旨在增加传统数据驱动模型的特征输入，增强模型

的抗干扰能力，组合得到高泛化性和鲁棒性的 SOC
估计算法。 

1 SOC 估计算法 

1.1 EKF 算法 
EKF 算法根据系统动力学方程和测量方程的

估计值和观测值对系统状态进行递推估计[16-17]。首

先，搭建如图 1 所示的二阶 RC 等效电路模型。图

中：UOCV 为电池的开路电压，在下文中表述为 OCV 
( Open Circuit Voltage )；RP 为欧姆内阻；C1 和 C2

为极化电容；R1 和 R2 为极化电阻；IP 和 Ut 分别为

负载电流和端电压。其次，将带遗忘因子的递推最

小二乘法 FFRLS( recursive least squares method with 
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forgetting factor )辨识到的等效电路模型参数引入

到状态空间模型中[18]，其中遗忘因子为 0.99。然后，

将 SOC 和 2 个 RC 环节的极化电压作为系统状态

变量，电池负载电压为观测量，由图得到系统的状

态方程和观测方程分别为 
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式中：xk+1 为状态空间方程；yk 为观测方程；ΔT 为

采样周期；U1,k 和 U2,k 分别为 k 时刻 R1 和 R2 两端

的电压； OCVk 为开路电压；Cn 为电池额定容量；

wk 为过程随机噪声；vk 为端电压测量噪声。 
最后，EKF 算法通过 k-1 时刻的系统状态估计

值和 k 时刻系统的输入值 uk、观测值 yk 得出 k 时刻

的状态估计值。 

 

图 1  二阶 RC 等效电路模型 
Fig. 1 Second-order RC equivalent circuit model 

扩展卡尔曼滤波的一次迭代递推步骤为 
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式中： k
x 和 k

x 分别为 k 时刻的状态向量的状态先

验估计值和后验状态估计值； k
P 和 kP 分别为误差

协方差先验估计值和后验估计值；Ak 为状态方程矩

阵；Qk 和 Jk 分别为过程噪声误差矩阵和观测误差

矩阵；Kk 为卡尔曼增益；ek 为端电压估计误差；Ck

为线性化后的观测方程；E 为单位矩阵。 

1.2 AO-DELM 
1.2.1  AO 算法 

AO 算法是 Abualigah 等提出的 1 种基于仿生

学原理的新型智能优化算法[19]。它的灵感源于天鹰

的 4 个自然狩猎行为，通过群体协作和适应度来寻

找问题的最优解。提出者证明了 AO 算法在摆脱局

部极值和缩短收敛时间等方面优于其他同类现有

算法，相应的数学模型如下。 
( 1 )初始化种群位置矩阵。天鹰算法的寻优规

则从随机生成的种群位置矩阵 X 开始，具体为 

1,1 1, 1,Dim 1 1,Dim

2,1 2, 2,Dim

,

1,1 1, 1,Dim

,1 , ,Dim 1 ,Dim

j

j

i j

S S j S

S S j S S

x x x x
x x x

x

x x x
x x x x



  



 
 
 
 

  
 
 
 
  


 

   
    

 


X  ( 4 ) 

( )ij j j jR   X U L L  ( 5 ) 

式中：X 为 1 个候选解；R 为[0, 1]之间的随机数；

Dim 为搜索空间的维度；Xij 为第 j 个种群中第 i 个

天鹰的位置；Uj 和 Lj 分别为给定问题的第 j 个上界

和下界，j∈[1, Dim]；S 为种群的规模，i∈[1, S]。 
( 2 )扩大勘探。当 t≤2/3T 且 R<0.5 时，天鹰以

翱翔高空的方式来扩大勘探范围，描述这种行为的

数学公式为 

1 b M b( 1) ( ) [ ( ) ( ) ]1 tt t t t R
T

       
 

X X X X  

  ( 6 ) 
式中：t 和 T 分别为算法的当前迭代次数和最大迭

代次数；X1( t+1 )为算法在扩展搜索阶段第 t+1 次迭

代中得到的解；XM( t )和 Xb( t )分别为算法在第 t 次

迭代中获得的解的平均值和最优解。 
( 3 )缩小勘探。当 t≤2/3T 且 R≥0.5 时，天鹰

通过在存在猎物的区域上空盘旋来缩小狩猎区域，

描述这种行为的数学公式为 
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2 b( 1) ( ) Levy( ) ( ) ( )Rt t D t y x R      X X X

  ( 7 ) 
式中：Levy(D)为飞行分布函数；XR(t)为在第 t 次迭

代时获得的随机解；y 和 x 用来描述搜索区域的形状。 

( 4 )扩大开采。当 t>2/3T 且 R<0.5 时，天鹰以缓

慢降落的方式攻击猎物，描述这种行为的数学公式为 

3 b M( 1) [ ( ) ( )]t t t R     X X X  

    [( ) ]R    U L L  ( 8 ) 

式中，α 和 δ 均为( 0, 1 )范围内的随机数。 

( 5 )缩小开采。当 t>2/3T 且 R≥0.5 时，天鹰随机

地捕食陆地上的猎物，描述这种行为的数学公式为 

4 b 1 2( 1) ( ) ( ) ( )t Q t t F t R F       X X X  

    1Levy( )D R F   ( 9 ) 

式中：Q( t )为在第 t 次迭代时的平衡搜索策略的质

量函数；F1 和 F2 分别为天鹰的飞行形式和速度。 

1.2.2  DELM 
ELM 是 1 种训练速度快的单隐层前馈神经网

络，但单隐层的结构限制了其对复杂数据显著特征

的捕捉能力[20]。DELM 是对 ELM 的扩展和改进，

其在保留 ELM 优点的基础上，堆栈了多个 ELM 层

来构建深度神经网络，并基于自编码 AE( autoen- 

coding )的思想以无监督的方式进行特征表达学  

习[21]。包含 h 个隐含层的 DELM 的结构如图 2 所示。 

DELM 的学习目标是通过逐层训练来无限降 

 

图 2  DELM 结构 
Fig. 2 DELM structure 

低重构误差，进而使输出值 Xi 无限接近期望值 P。

模型将原始输入 X 作为第一层 ELM-AE 的期望输

出，并计算出第一层的输出权值矩阵 β1，然后将第

一层隐含层的输出 H1 作为第二层 ELM-AE 的期望

输出，以此类推得到最终的输出 Y。G 为最后一层

ELM-AE 的输出，w 为输入权重，且 wi=βiG。输出

权值矩阵 β 为 

   
 

E H XH H
C

  ( 10 ) 

式中：C 为正则化参数；H 为隐含层输出。 

但 DELM 的预测性能依赖于其由正交矩阵随机

获得的初始输入层权重和阈值的合理性。因此，本文

提出利用 AO 算法寻求 DELM 的最佳初始参数设置，

并根据训练数据自适应地学习出隐含层神经元的数

量[22]。AO 算法对 DELM 的改进流程如图 3 所示。 

 

图 3  AO 算法优化 DELM 的流程 
Fig. 3 Flow chart of using AO algorithm to optimize DELM 
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首先，AO 算法将种群位置作为 DELM 的权值

和阈值，通过比较种群在迭代更新过程中的适应度

值来获取全局最优解。然后，利用最小二乘法结合

输入层权值和阈值求解出输出层的权重，得到

DELM 的最优初始化参数。 

2 基于 AO-DELM-EKF 算法的 
锂电池 SOC 估计 

2.1 实验设计 
传统的数据驱动法在估计电池 SOC 时，不考

虑电池的内部结构特征，而是将在特定条件下测得的

I、U、Tc 等作为 SOC 估计的状态特征。虽然其在训

练工况下的估计效果较好，但泛化性较差。基于等效

电路模型的 EKF 算法有良好的泛化性和实时性，但

其估计精度常受滤波发散等的干扰。本文提出的

SOC 估计混合算法由 EKF 算法和 AO-DELM 组成。

考虑到电池模型和 EKF 算法的相关参数能在很大

程度上反映电池的内部状态特性，因此其可增强

AO-DELM 对电池特征的学习能力，从而得到更精

准的多种变量与 SOC 的映射关系。本文实验设计

如下： 
( 1 )在 MATLAB/Simulink 中搭建基于 FFRLS

算法辨识二阶 RC 等效电路模型参数的 EKF 算法

SOC 估计模型，同时将 EKF 算法估计 SOC 的初始

值设为 0.8； 
( 2 )在实验平台中对电池进行不同工况下的充

放电实验，并记录时间、电流和电压等数据； 
( 3 )利用等容量充放电实验工况下的数据提取

对应的 SOC 值与 OCV 值，通过拟合得到 SOC- 
OCV 曲线； 

( 4 )利用城市动力驾驶循环 UDDS( Urban Dy- 
namometer Driving Schedule ) 工 况 下 的 数 据 对

FFRLS 算法的参数辨识精度进行验证，UDDS 工况

数据包含较多的测量噪声和干扰信号，可对 FFRLS
算法的性能进行全面的测试和评估； 

( 5 )将能深层次反映汽车实际驾驶状态的高加

速循环( US06 )工况下的数据导入到步骤( 1 )搭建的

SOC 估计模型中进行实验，并记录电池内阻 RP、

OCV、卡尔曼增益K、端电压误差e和估计值SOCEKF； 
( 6 )把步骤( 5 )中的 I、U、RP、OCV、K、e 和

SOCEKF 作为输入、实际 SOC 作为输出，对 AO- 
DELM 进行训练，US06 工况具有高动态性和复

杂性，可帮助模型学习到电池在不同工况下的 

特性； 
( 7 )将训练好的 AO-DELM 与步骤( 1 )中建立的

SOC 估计模型联立，组成闭环的实时 SOC 估计模型。 
2.2 SOC 估计实现 

AO-DELM-EKF 算法 SOC 估计的流程如图 4
所示。首先，实验采集到的电池电流、电压数据被

同时输送到 FFRLS 参数辨识模块和 EKF 状态估计

模块。其次，FFRLS 算法在 k 时刻辨识出等效电路

模型中的各种参数，并将其用于更新 EKF 算法中

的状态方程和测量方程，再经过一系列的计算，得

到 EKF 在 k 时刻估计到的 SOC 估计值 SOCEKF,k。

然后，k 时刻的多种特征参数被输入到训练完成的

AO-DELM 中，得到 k 时刻的 SOC 估计值 SOCk。

最后，结合 SOC-OCV 关系曲线获得 OCV，并将 

 

图 4  AO-DELM-EKF 算法估计 SOC 流程 
Fig. 4 Flow chart of using AO-DELM-EKF algorithm to 

estimate SOC 
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其用于 FFRLS 算法在下一时刻的参数辨识，从而

形成闭环的 SOC 估计系统。 

3 实验验证 

3.1 实验平台 
本文通过如图 5 所示的实验平台来获取研究

所需的电池电流、电压等数据。实验对象为型号为

INR18650-20R 、 标 称 电 压 / 额 定 容 量 为 3.6 V/ 
2 000 mAh 的锂电池。测试设备为 LAND-CT2001A
电池测试仪，充放电过程可通过 PC 软件控制，实

现恒流、恒压、动态循环等工作模式。恒温设备为

TC-C-150 高低温试验箱，用于保证电池在恒定温

度下充放电。实验在常温 25 ℃下进行。本研究主

要对锂电池进行了等容量间歇充放电、UDDS、

US06、联邦城市循环 FUDS( Federal Urban Driving 
Schedule ) 、 北 京 动 态 应 力 测 试 BJDST( Beijing 
Dynamic Stress Test )和动态应力测试 DST( Dynamic 
Stress Test )等 6 种不同激励电流的充放电实验。 

 
图 5  实验平台 

Fig. 5 Experimental platform 

3.2 SOC-OCV 关系 
SOC 与 OCV 之间的映射关系是后续参数辨识

和 SOC 估计的必要组成部分[23]。本实验每次以

0.5 C 的倍率充电/放电 12 min，再静置 120 min 后

测量 OCV，这样每次充入/放出了 10%的电量，以

此循环，直至电池充满/放空。然后将每次充/放电

测得的 OCV 取平均值，在 MATLAB 中对得到的

SOC-OCV 值进行多项式拟合，拟合得到的均方根

误差为 0.57%的 8 阶多项式为 

2

3 4

5 6

OCV 3.264 2 3.414 3 SOC 20.309 3 SOC
102.054 5 SOC 366.512 6 SOC
805.279 7 SOC 997.792 9 SOC

     

   

   

　　　

　　　

    7 8640.156 5 SOC 165.374 4 SOC    ( 11 ) 
3.3 参数辨识精度验证 

利 用 实 验 测 得 的 UDDS 工 况 数 据 来 验 证

FFRLS 辨识电池模型参数的精度。图 6 为 FFRLS
辨识得到的端电压值与辨识误差。从图中可以看

出，辨识误差主要集中在-10~10 mV 之间。在放电

末期，电池内部反应不稳定，辨识的误差较大，但

不超过 100 mV。由此可见，FFRLS 具有优异的参

数辨识能力，可以满足后续估计 SOC 的需要。 

 

图 6  FFRLS 参数辨识结果 
Fig. 6 Parameter identification results based on FFRLS 

3.4 AO-DELM 与 DELM 训练 
根据第 2 节中的实验设计，利用 US06 工况的

相关数据对 AO-DELM 与 DELM 进行训练。经反

复的参数调优测试，对 AO-DELM 的参数进行设

置：将样本数据归一化处理至( 0, 1 )，隐含层数设

为 2，每层的隐含层节点数分别设为 5 和 4，种群

数量设为 40，种群规模的上限和下限分别设为 1
和-1，迭代次数设为 80，随机取 80%为训练集， 
20%为测试集。图 7 中展示了 2 种预测模型在测试

集下的估计结果，从图中可以看出 DELM 的测试

集误差主要集中在-0.002 5~0.005 0，而 AO-DELM
则主要集中在-0.002 5~0.002 5，且 AO-DELM 与

DELM 在测试集上的均方根误差分别为 0.001 7 和

0.004 2。此外，DELM 的绝大多数参数在训练过

程中保持不变，训练速度快，仅耗费了 0.059 8 s。

经 AO 算法在搜索空间中动态优化 DELM 的初始

化参数，AO-DELM 的训练效率降低明显，耗费了 
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图 7  US06 工况下的测试集误差 

Fig. 7 Test set error under US06 condition 

87.904 8 s。虽然 AO-DELM 的计算复杂度有所增

加，但通过上述的误差分析发现它有更优异的预测

性能。 

3.5 SOC 估计精度验证 

将从上述实验平台测得的 UDDS、BJDST、DST

和 FUDS 等 4 种工况数据分别输入到前述建立的闭

环 SOC 实时估计模型中，对所提方法的准确性与

泛化性进行验证。同时，将 EKF 算法与 DELM-EKF

算法的估计结果作为对比。图 8~图 11 为 3 种算法

在 4 种验证工况下的估计结果，表 1 中罗列了相关

的估计性能对比。其中，SOC 真实值由电流积分法

得到，误差分布直方图的分组大小为 0.05。 

 

图 8  UDDS 工况下的估计结果 

Fig. 8 Estimation results under UDDS condition 

 
图 9  BJDST 工况下的估计结果 

Fig. 9 Estimation results under BJDST condition 

 

图 10  DST 工况下的估计结果 
Fig. 10 Estimation results under DST condition 

从图 8~图 11 中可以观察到传统的 EKF 算法因

受滤波发散等因素的干扰，在整个放电过程中的估

计值与真实值偏离较大，估计误差主要集中在

-1.5%~-2.0%，而 DELM-EKF 算法和 AO-DELM- 
EKF 算法在不精确初值和噪声的干扰下得到了准 
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确的估计值。当初值设为 0.8 时，2 个算法在 4 个

动态工况下经过 100 s 的收敛计算后，最大估计误

差均可降低到 1%以内，这表明混合算法在不精确

初值的条件下具有良好的快速收敛能力。DELM- 
EKF 算法在放电开始阶段的估计结果优于 AO- 
DELM-EKF 算法，而在电池内部反应不稳定的放 

电后期，开路电压变化剧烈的情况下，AO-DELM- 
EKF 算法展现了更好的估计精度和鲁棒性。整体

上，由于 DELM 易受随机初始化参数等的影响，

估计性能不如 AO-DELM-EKF 算法。这也表明

AO 算法有效地优化了 DELM 的非线性拟合能

力，且所提的 AO-DELM-EKF 算法充分结合了

EKF 算法和 AO-DELM 的优点，估计误差大都集

中在 0~0.5%。 

 

图 11  FUDS 工况下的估计结果 

Fig. 11 Estimation results under FUDS condition 

经表 1 分析，AO-DELM-EKF 算法在 UDDS、

BJDST、DST 和 FUDS 工况下的均方根误差 RMSE 
( root mean square error )相较于 EKF 算法分别降低

了 82.42%、86.71%、79.39%、70.83%，平均绝对

误差 MAE( mean absolute error )相较于 EKF 算法分

别降低了 86.96%、91.72%、84.05%、78.18%。此

外，在 3 种算法估计 SOC 所耗费的时间方面，AO- 

DELM-EKF 算法所用时间最长，但它仅比 EKF 算

法多了 2~3 s，表明该混合算法在显著提高 SOC 估

计精度的同时并没有消耗过多的计算资源。并且，

本文中所有的算法均在同一台计算机( CPU 为 i5- 
8265U，RAM 为 8 GB )上运行，因此执行时间的评

估 是 有 效 的 。 通 过 对 比 评 价 指 标 ， 可 知 AO- 
DELM-EKF 算法较 EKF 算法在不同工况下均有明

显的精度提升，在锂电池 SOC 估计方面有更好的

准确性。 

表 1  不同算法的 SOC 估计结果 
Tab. 1 SOC estimation results of different algorithms 

工况 评价指标 
估计结果 

EKF DELM- 
EKF 

AO-DELM- 
EKF 

UDDS 
RMSE 0.016 5 0.005 1 0.002 9 
MAE 0.016 1 0.004 0 0.002 1 

执行时间/s 9.669 1 11.882 2 11.971 6 

BJDST 
RMSE 0.017 3 0.004 6 0.002 3 
MAE 0.016 9 0.002 6 0.001 4 

执行时间/s 10.554 3 12.855 7 12.869 7 

DST 
RMSE 0.016 5 0.005 8 0.003 4 
MAE 0.016 3 0.003 5 0.002 6 

执行时间/s 11.037 6 13.451 6 13.501 1 

FUDS 
RMSE 0.016 8 0.006 8 0.004 9 
MAE 0.016 5 0.004 4 0.003 6 

执行时间/s 10.754 6 13.026 8 13.088 4 

3.6 对比其他 SOC 估计方法 
为进一步展示所提算法在 SOC 估计方面的优

越性，将 AO-DELM-EKF 算法与文献[24-25]中所

提算法的估计结果进行对比。文献[24]基于粒子群

算法优化的径向基神经网络 PSO-RBFNN( particle  
swarm optimization-radial basis function neural netw-  
ork )，将 I、U 和 Tc 作为输入，真实 SOC 作为输出，

建立数据驱动模型用于 SOC 估计。文献[25]使用自

适 应 无 迹 卡 尔 曼 滤 波 AUKF( adaptive unscented 
Kalman filter )算法估计 SOC，AUKF 算法结合了 

UKF 与 自 适 应 滤 波 技 术 。 PSO-RBFNN 算 法 与 

AUKF算法分别是基于数据驱动法和卡尔曼滤波法

开展的，应用较多，故选择其与本文研究的算法进

行对比。表 2 中列举了相关的估计误差，通过分析

表 2 可知，在相同的对比工况下，本文所提的估计
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方法的误差均低于 PSO-RBFNN 算法与 AUKF 算

法。相较于 PSO-RBFNN 算法，AO-DELM-EKF 算

法中的 AO-DELM 输入包含 EKF 算法输出的电池

动态特征参数，可更好地理解和解释电池的行为及

状态变化，且完整的 AO-DELM-EKF 算法只需 I
和 U，无需 Tc 就能实现更精准的 SOC 估计。AUKF
算法的性能优于 UKF 算法，而因其需要不断地调

整噪声协方差矩阵，进一步增加了计算复杂度，高

计算复杂度会导致数值计算稳定性差，从而影响

SOC 估计的实时性和精度，而 AO-DELM-EKF
算法通过 EKF 算法和 AO-DELM 分摊计算任务，

在降低了计算复杂度的同时，保证了更好的估计

性能。 

表 2  对比其他算法的 SOC 估计误差 
Tab. 2 Comparison of SOC estimation error with  

other algorithms 

对比工况 对比算法 MAE RMSE 

UDDS 
PSO-RBFNN[24] 0.002 3 0.003 1 

AO-DELM-EKF 0.002 1 0.002 9 

DST 
PSO-RBFNN 0.004 9 0.006 2 

AO-DELM-EKF 0.002 6 0.003 4 

BJDST 
AUKF[25] 0.006 4 0.006 9 

AO-DELM-EKF 0.001 4 0.002 3 

FUDS 
AUKF 0.008 1 0.008 2 

AO-DELM-EKF 0.003 6 0.004 9 

4 结语 

为进一步提升锂电池 SOC 的估计精度，本文

提出了 1 种结合 EKF 算法与 AO-DELM 诸多优点

的混合算法来估计锂电池 SOC。首先，利用 FFRLS
精准地辨识到二阶 RC 等效电路模型的参数，在

UDDS 工况下的端电压辨识误差不超过 100 mV。  
其次，通过 AO 算法优化 DELM 的超参数，得到

了具有强大预测能力的 AO-DELM 模型。最后，将

电池 I、U 和 EKF 算法输出的能反映电池动态特性

的参数作为 AO-DELM 的输入特征，建立了闭环的

SOC 实时估计模型。实验结果表明，在 SOC 初值

失真的情况下，AO-DELM-EKF 算法在 4 种动态验

证工况下的 MAE、RMSE 分别小于 0.36%、0.49%，

相较于 EKF 算法、DELM-EKF 算法及另外 2 种主

流估计算法有更好的估计精度。总之，该算法融合

了 EKF 算法的滤波特性和 AO-DELM 良好的非线

性拟合能力，具有广泛的工程应用价值。 
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