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摘要：剩余寿命能够监控锂电池使用能力与使用安全的瞬时状态。因此，掌控锂电池的剩余寿命情况对电

池使用的安全性具有十分重要的意义。针对锂电池容量初次分解中高频振荡分量预测优度低的问题，提出 1 种

基于高频信号二次分解联合机器学习预测模型的非线性非平稳信号处理办法。首先将原始信号由完全自适应噪

声集合经验模态分解 CEEMDAN( complete ensemble empirical mode decomposition with adaptive noise )算法分解，

再将其中的高频随机扰动信号利用变分模态分解算法二次分解，然后由长短期记忆 LSTM( long short-term 
memory )网络对分量预测。基于美国国家航天局 NASA( National Aeronautics and Space Administration )的 4 个数据

集实验验证，结果表明目标方法具有很高的预测精度。相对于一次分解预测模型 CEEMDAN-LSTM，序列预测

的拟合优度决定系数 R2 相对提高了 1.25%；平均绝对误差 MAE( mean absolute error )、均方根误差 RMSE( root mean 
square error )与平均绝对百分比误差 MAPE( mean absolute percentage error )分别相对降低了 39.34%、49.43%和

41.44%。通过马里兰大学高级生命周期工程中心 CALCE( Center for Advanced Life Cycle Engineering )的 2 个数据

集证明目标方法对高频信号的有效预测具有鲁棒性。1 
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Abstract: The remaining useful life can monitor the instantaneous state of the performance and safety of lithium 
battery. Therefore, controlling the remaining useful life of lithium battery is of significance for the safety of battery use. 
In response to the low predictability of high-frequency oscillation components in the initial decomposition of lithium 
battery capacity, a nonlinear and non-stationary signal processing method based on the secondary decomposition of 
high-frequency signals combined with machine learning prediction models is proposed. First, the original signal is 
decomposed by the complete ensemble empirical mode decomposition with adaptive noise ( CEEMDAN ) algorithm. 
Then, the high-frequency random disturbance signals are further decomposed using the variational mode decomposition 
algorithm, followed by the prediction of components using the long short-term memory ( LSTM ) network. Experimental 
verification based on four NASA datasets shows that the proposed method has high prediction accuracy. Compared with 
those obtained by the CEEMDAN-LSTM model for single decomposition prediction, the value of R2 of the sequence 
prediction is improved by 1.25%, while the values of MAE, RMSE and MAPE are reduced by 39.34%, 49.43% and 
41.44%, respectively. The proposed method is robust for the effective prediction of high-frequency signals, as 
demonstrated by experiments on two CALCE datasets. 
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osition; long short-term memory ( LSTM ) network 

锂电池作为常见的储能元件，具有能量密度

高、自放电率低、循环寿命长、环境污染小等优  

点[1]，被广泛应用于储能设备中，并在汽车运输与

智能电网领域发挥重要作用。然而在长期循环放电

过程中，锂电池内部的不可逆电化学反应会引起器

件损伤和组织老化，加速电池容量的退化，最终可

能导致锂电池在使用过程中发生自燃爆炸，引发严

重事故。因此，通过对锂电池剩余寿命进行预测，

可以监控电池的容量退化情况，从而提高电池的安

全性能。 

目前，锂电池剩余寿命估计方法主要基于模型

驱动法与数据驱动法。模型驱动法侧重于建立影响

电池剩余寿命的内部电化学过程，由于不同电极材

料和电解质化学性质的差异[2]，同时受环境和无规

律容量再生现象的影响[3]，建立用于寿命预测的精

确模型充满挑战。与之相比，数据驱动法无需考虑

锂电池内部的退化原理，仅需通过信号分解与网络

模型等建立容量序列与剩余寿命之间的相关性[4]
。

文献[5-7]分别基于双向门控循环单元、长短期记忆

LSTM( long short-term memory )与高斯过程回归混

合模型、混合优化算法的多核支持向量回归模型对

剩余寿命进行单一预测。原始信号采用集合经验模

态分解 EEMD( ensemble empirical mode decompo- 

sition )、变分模态分解 VMD( variational mode deco- 

mposition )分解为多个模态分量，分别融合多核相

关向量机、LSTM 对电池剩余寿命进行预测[8-9]。 

Cai 等[10]首先利用完全自适应噪声集合经验模态分

解 CEEMDAN( complete ensemble empirical mode 

decomposition with adaptive noise )，再将其中的退

化分量联合深度神经网络预测，其余随机扰动信号

联合 transformer 机制估算；文献[11]采用 VMD 分

解出若干分量，利用门控循环单元与 LSTM 混合网

络输出预测值。然而，这些数据驱动方法中一次分

解得到的高频信号具有振荡性强、密度集中等特

点，此类特征会导致预测网络对高频信号的追踪能

力弱，进而影响剩余寿命预测精度。 

针对锂电池容量中高频分量捕捉不精准的问

题，本文提出 1 种基于 CEEMDAN-VMD-LSTM 的

锂电池剩余寿命预测方法。首先利用 CEEMDAN
将容量序列分解为多个模态分量，并将振荡性强、

密度集中的高频信号通过 VMD 进行二次分解，进

而对各个分量利用 LSTM 方法进行预测。最终先重

构二次分量得到高频信号的预测值，然后重构低频

信号与高频信号得到电池剩余寿命的预测值。与单

一的 LSTM、VMD-LSTM、CEEMDAN-LSTM 模

型相比，本文方法具有更高的精度并且有效性更有

保障。 

1 基于二次分解联合 LSTM 的锂电池

RUL 预测 

1.1 算法框架 

通常情况下，锂电池寿命结束定义为剩余容量

达到初始值的 70%~80%，锂电池在达到失效阈值

前剩余的充放电循环次数为电池的剩余寿命[12]。因

此，本文基于目标数据集，在 Windows10 系统下

利用 Python 3.8 版本配置 TensorFlow 环境展开锂电

池剩余寿命预测实验。从图 1 可以看出，本文方法

可以分为数据处理、模型训练、容量预测与重构 3

个阶段。其中，C 为锂电池容量序列，LSTM( C )为

锂电池容量预测序列，LSTM( IMFi )为分量预测序

列，具体步骤如下。 

( 1 )利用 CEEMDAN 方法，得到锂电池容量序

列的一次分量，即 

( ) 1 2 3 4CEEMDAN C IMF IMF IMF IMF   

  ( 1 ) 

( 2 )利用 VMD 方法对高频分量 IMF1、IMF2  

进行分解，得到锂电池容量序列的二次分量，即 

1 { 1_1, 1_ 2, 1_ 3, 1_ 4}IMF IMF IMF IMF IMF  

  ( 2 ) 
2 { 2 _1, 2 _ 2, 2 _ 3}IMF IMF IMF IMF  ( 3 )  
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图 1 锂电池剩余寿命预测流程 
Fig. 1 Flow chart of remaining useful life prediction for lithium battery 

 ( 3 )各分量联合 LSTM 网络进行训练及预测，

最终重构得到锂电池容量预测值，即 
4

1
( 1) ( 1_ )

i

LSTM IMF LSTM IMF i


   ( 4 ) 

3

1
( 2) ( 2 _ )

i

LSTM IMF LSTM IMF i


   ( 5 ) 

4

1
( ) ( )

i

LSTM C LSTM IMFi


   ( 6 ) 

1.2 CEEMDAN 理论 
Torres 等[13]提出了CEEMDAN 算法，针对性解

决了经验模态分解 EMD( empirical mode decom- 
position )中模态混叠与 EEMD、互补集合经验模态

分解方法中残留少量白噪声等问题，CEEMDAN
分解理论步骤如下。 

首先，在原始信号 [ ]x n 中加入零均值白噪声，

得到待分解信号 0[ ] [ ]ix n n  ，利用 EMD 对新序

列进行分解，记 1 [ ]iIMF n 为一阶模态分量，即 

1 1 0[ ] ( [ ] [ ]) 1, 2, ,i iIMF n E x n n i I    　　  

  ( 7 ) 
其次，对 EMD 方法得到的 I 个模态分量取算术

平均，记为 CEEMDAN 的首个本征模态函数，即 

1 1
1

1[ ] [ ]
I

I

i

IMF n IMF n
I 

   ( 8 ) 

计算 CEEMDAN 首个本征模态函数外的残差

1[ ]r n 为 

1 1[ ] [ ] [ ]r n x n IMF n    ( 9 ) 

在 1[ ]r n 中加入高斯白噪声后通过 EMD 分解，

产生 CEEMDAN 分解的第二个本征模态，即 

2 2 1 1
1 1

1 1[ ] [ ] [ [ ]
I I

i

i i

IMF n IMF n E r n
I I 

     

    1 1( [ ])]iE n    ( 10 ) 

上述步骤循环 K 次，获取 CEEMDAN 分解的

第 1k  个模态分量，即 

1 1 1
1 1

1 1[ ] [ ] [ [ ]
I I

i
k k k

i i

IMF n IMF n E r n
I I 

 

     

    ( [ ])]i
k kE n    ( 11 ) 

迭代上述步骤直至获得残差的极值点个数少

于 2 个，最终残差为 

1
[ ] [ ]

K

k
k

R n x n IMF


    ( 12 ) 

待分解信号  x n 可重构为 
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1
[ ] [ ]

K

k
k

x n IMF R n


    ( 13 ) 

式中： ( )jE  为经 EMD 分解后得到的第 j 个模态分

量； k 为信噪比， 1,2, ,k K  为循环次数； i 为

高斯白噪声信号， 1,2, ,i I  为加入白噪声的次

数； kIMF 为经 CEEMDAN 分解后得到的第 k 个模

态分量。 
1.3 VMD 理论 

VMD 是 Dragomiretskiy 等[14]在 2014 年提出的

1 种有效的信号分解方法。该方法对模态个数的选

取相对自由，当各模态中心频率相近时，模态个数

为最优。VMD 方法的实质是寻求各模态带宽之和

最小，具体理论构建可转化为寻求最值问题。 
通过希尔伯特变换得到 ( )ku t ，并利用指数修

正至对应的基频带。引入 ( )ku t 的高斯平滑度，估

算每个 ( )ku t 的宽度，构造约束变分问题，可表  

示为 

   2j

, 1

1

min [( ( ) j / π ) * ( )]e

s.t.

k

k k

K
t

t k
u t

k

K

k
k

t t u t

u f




 





   











 ( 14 ) 

式中： ku 为 VMD 分解得到的第 K 个模态函数，

1, 2, ,k K  ； k 为 各 模 态 分 量 的 频 率 中 心 ，

1, 2, ,k K  ； ( )t 为狄拉克函数；*为卷积运   
算符。 

为将约束变分问题转化为非约束变分问题，通

过引入二次惩罚因子 和拉格朗日算子 ( )t ，得到

拉格朗日表达式为 
2

j

1
({ }, , ) [( ( ) j / π )* ( )]e k

K
t

k k t k
k

L u t t u t     



     

    
2

1 1
( ) ( ), ( )

K K

k k
k k

f t u t f t u
 

     ( 15 ) 

采用交替乘子方向法解决上述变分问题，通过

动态交替更新 1n
ku  、 1n

k
 、 1n

k
 可得 

1
ˆ( )ˆˆ ˆ( ) ( ) ( )

2
n
k

i k

u f u
   



 
    
 

  

    2
1

1 2 ( )k   
 ( 16 ) 

式中， 1ˆn
ku  、 ˆ ( )f  和 ˆ( )  分别为 1( )n

ku t 、 ( )f t 和

( )t 的傅里叶变换。 
1ˆ ( )n

ku  是通过当前剩余量 ˆ ˆ( ) ( )
i k

f u 


 进

行 Wiener 滤波器处理得到，中心频率通过各算法

功率谱的重心重新估计，更新 1n
k
 的表达式[15]为 

2

1 0
2

0

ˆ ( ) d

ˆ ( ) d

kn
k

k

u

u

  


 




 


 ( 17 ) 

1.4 LSTM 网络 
LSTM 是 1 种循环神经网络 RNN( recurrent ne- 

ural network )的特殊变体，具有“门”结构，通过

门单元的逻辑控制来判断是否更新或丢弃数据。相

比于传统 RNN，LSTM 克服了权重影响过大、梯

度消失和梯度爆炸等问题，使得网络收敛更快，预

测精度也得以提高[16-18]。LSTM 网络结构拥有 3 个

门，分别为遗忘门 tf 、输入门 ti 、输出门 tO ，以此

决定每一时刻信息的记忆与遗忘。输入门决定有多

少新的信息加入到细胞当中，遗忘门控制每一时刻

信息是否会被遗忘，输出门决定每一时刻是否有信

息输出。LSTM 网络结构如图 2 所示。网络输入序

列为{ }Tx ，隐含层状态为{ }Th 。 

 

图 2 LSTM 网络结构 
Fig. 2 Structure of LSTM network 

LSTM 网络结构中，各单元和门控的计算式可

分别表示为 

1( [ ] )t f t ff h b  w  ( 18 ) 

1( [ , ] )t i t t ii h x b  w  ( 19 ) 

1tanh ( [ , ] )t c t t cC h x b  w  ( 20 ) 

1t t t t tC f C i C     ( 21 ) 

1( [ , ] )t o t t oO h x b  w  ( 22 ) 
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tanh ( )t t th O C   ( 23 ) 

式中：σ 为 sigmoid 函数，其作用是将 tf 、 ti 、 tO

的值限定为 [0,1] 上的实数；w 为权重矩阵；b 为偏

置项； tanh 函数的作用是将输出值限定在区间

[ 1,1] 上[19]。 

2 结果与讨论 

2.1 涉及数据集 

本文采用美国国家航天局 NASA( National Aer- 

onautics and Space Administration )艾姆斯氏研究中

心公开的 B0005、B0006、B0007 和 B0018 这 4 个

数据集验证提出的方法。NASA 数据集获取的实验

中，选取了 1.5 A 的恒定电流模式完成充电过程，

当电池电压达到 4.2 V 时，保持恒定电压模式持续

充电，直到充电电流下降到 20 mA 时停止充电。放

电过程则利用 2 A 的恒定电流模式，直到电池的电

压分别降至 2.7、2.5、2.2 和 2.5 V 时停止。图 3 为

B0005、B0006、B0007 和 B0018 号锂电池在充放

电循环周期内的容量衰退序列，锂电池在容量衰退

过程中出现一定循环周期的容量再生现象，展现了

锂电池容量退化数据的非线性、非平稳性。图中“○”

符号为容量再生现象。 

 
图 3 锂电池容量退化序列 

Fig. 3 Capacity degradation sequences of lithium battery 

采用马里兰大学高级生命周期工程中心CALCE 
( Center for Advanced Life Cycle Engineering )电池

循环测试中的 CS2_36 与 CS2_37 数据集，验证本

文方法对非平稳信号有效预测的稳定性。CS2_36
与 CS2_37 号电池采用相同的充电模式，这是一个

标准的恒流或恒压协议，恒流率为 0.5C，直到电压

达到 4.2 V，然后维持 4.2 V，当充电电流降至 0.05 A
以下时停止充电。 
2.2 评价指标 

本文选取拟合优度决定系数 2( )R 、均方根误差

RMSE( root mean square error ) 、 平 均 绝 对 误 差

MAE( mean absolute error )和平均绝对百分比误差

MAPE( mean absolute percentage error ) 4 个评价指

标来量化本文方法的有效性。计算公式分别为 

2
*

2 1

2
*

1

( )
1

( )

n

i
i
n

i

y y
R

y y






 






 ( 24 ) 

2
*

1

1RMSE ( )
n

i
i

y y
n 

   ( 25 ) 

*
1

1MAE
n

i
i

y y
n 

   ( 26 ) 

*

1 *

1MAPE
n

i

i

y y

n y


   ( 27 ) 

式中：y 为锂电池容量预测值； iy 为锂电池容量真

实值； y 为锂电池容量的均值； n 为锂电池序列的

样本量。 

RMSE、MAE 和 MAPE 分别反映了真实值与

预测值间的偏差、绝对误差的期望值及相对误差损

失的均值。这 3 个指标均用于评估预测结果和真实

数据的接近程度，数值越小表示预测效果越好。并

利用 2R 刻画拟合效果， 2R 越接近于 1 表示预测值

对真实值的解释效果越好，同样表明模型的预测性

能更优。 

2.3 CEEMDAN 分解 

CEEMDAN 算法中信噪比 0.005k  ，循环次

数 3k  ，添加白噪声次数 100i  。以 B0005 号锂

电池为例，将原始数据集通过 CEEMDAN 方法分

解为 4 个模态分量，分解结果如图 4 所示，IMF3

和 IMF4 为低频分量、IMF1 和 IMF2 为高频分量。

其中，IMF4 为锂电池容量主要退化分量，分布形

式单一；IMF3 为锂电池容量退化波动分量，分布

均匀，融合深度学习能力强；IMF1 和 IMF2 为锂

电池容量的随机扰动分量，其特点为频率高、振荡
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强，联合深度学习精度低。 

 

图 4 B0005 号锂电池 CEEMDAN 分解 

Fig. 4 CEEMDAN decomposition of B0005 lithium battery 

2.4 VMD 分解 
将高频分量 IMF1 和 IMF2 通过 VMD 方法二

次分解，缓解信号高频压力，削弱序列非平稳性。

VMD 算法参数设置见表 1。 

表 1 VMD 参数设置 
Tab. 1 Setting of VMD parameters 

输入

信号 
带宽 
限制 

噪声

容限 
模态

数量 
初始化

 值 
控制 
误差 

合成信

号常量 

IMF1 168×2 0 4 1 10-7 0 
IMF2 168×2 0 3 1 10-7 0 

将 IMF1 二次分解为 4 个二次分量，IMF2 分

解为 3 个二次分量，图 5 为二次分解结果。 

 

图 5 高频分量二次分解 
Fig. 5 Secondary decomposition of high-frequency 

components 

2.5 LSTM 预测 
本文的预测分为 2 类：第 1 类是低频分量的

LSTM 预测；第 2 类是高频分量二次分解后模态分

量的 LSTM 预测，包含 IMF1 与 IMF2 二次分解后

的各个模态分量。LSTM 网络参数设置见表 2。 

表 2 LSTM 参数设置 
Tab. 2 Setting of LSTM parameters 

输入 输出 网络层数 神经元个数 迭代次数 批量大小 优化器 损失函数 窗口值 
高频二次分量 电池容量 2 100×2 300 [8, 16] Adam mse 10 

IMF3 电池容量 2 100×2 300 [16, 32] Adam mse 10 
IMF4 电池容量 1 200 90 64 Adam mse 10 
 

2.5.1 低频信号预测 
对于 IMF3 与 IMF4，将数据集的前 50%作为

训练集，后 50%作为测试集，对分量进行 LSTM 预

测，图 6 为预测结果，图中虚线为预测起点。 

 
图 6 IMF3 与 IMF4 分量的 LSTM 预测 

Fig. 6 LSTM prediction of components IMF3 and IMF4 

2.5.2 高频信号预测 
IMF2 通过 VMD 二次分解出的 IMF2_1、
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IMF2_2 与 IMF2_3 的 LSTM 预测结果如图 7 所示。 

 

图 7 IMF2 的二次分量 LSTM 预测与重构 
Fig. 7 LSTM prediction and reconstruction of secondary 

component of IMF2 

图 7( a )、( b )与( c )分别为 IMF2 的 3 个二次分

量的预测结果，表明了 LSTM 预测方法的高学习率

和精准性。图 7( d )分别展示了二次分量 IMF2_1、

IMF2_2 与 IMF2_3 重构为 IMF2 的预测值与 IMF2
未二次分解直接进行 LSTM 预测的估计值，其对比

效果体现了高频信号二次分解预测重构后的稳健

性、精确性。 

IMF1 二次分解得到的 IMF1_1、 IMF1_2、

IMF1_3 与 IMF1_4 的预测结果如图 8 所示。其中，

图 8( e )中为 IMF1 二次分解后对二次分量分别进行

LSTM 预测重构后的预测值，图 8( f )中为 IMF1 未

进行二次分解直接联合 LSTM 网络的预测值。  

图 8( e )与( f )的对比表明二次分解削弱了高频分量

的集中性，从而提高了网络模型对高频分量的预测

优度。 
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图 8 IMF1 的二次分量 LSTM 预测 

Fig. 8 LSTM prediction of secondary component of IMF1 

2.6 信号重构与方法评价 

NASA 数据集 4 个型号锂电池运用本文方法的

预测效果如图 9 所示，结果表明：单一 LSTM 预测

在 B0005、B0006、B0007 号锂电池中预测值偏大，

在 B0018 号锂电池中预测值偏小，序列追踪能力

差；VMD-LSTM 模型在 4 类电池中循环周期末端

预测效果较差；CEEMDAN-LSTM 方法预测结果显

示整个序列的容量再生现象捕捉较弱，主要原因为

高频信号预测效果差；本文方法的预测值与真实值

契合度更高，容量再生信号预测精准，序列预测优

度高。 

 

图 9 B0005、B0006、B0007 和 B0018 号锂电池 

4 组实验对比 

Fig. 9 Comparison among four groups of experiment for 

B0005, B0006, B0007 and B0018 lithium batteries 

为了验证本文方法的优越性，将 LSTM、

CEEMDAN-LSTM 和 VMD-LSTM 模型与本文模型

进行对比验证。选取 2R 、MAE、RMSE 和 MAPE
这 4 个评价指标来分析目标方法与对比方法的预

测效果，见表 3。由表 3 可知，对于 B0005 号锂电

池 50%训练集预测结果，VMD-LSTM 方法的拟合

优度最低，表明该组合模型的稳定性较差，具体表

现在循环周期末的预测上，该段区域偏差大。
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CEEMDAN-LSTM 方法的 MAE、RMSE、MAPE
仅次于本文目标方法，但仍存在明显差距。针对

30%训练集预测效果，由于训练集划分偏小，各个

模型对网络输入序列的参照范围减少，导致预测优

度降低。然而，本文方法在一定程度上对高频分量

的集中性仍有削减，上述 2 类训练集划分下，目标 

表 3 B0005 号锂电池 4 组模型实验结果 

Tab. 3 Results of 4 groups of model experiment for B0005 lithium battery 

模型指

标分类 
CEEMDAN-VMD-LSTM LSTM CEEMDAN-LSTM VMD-LSTM 

训练集 30% 50% 30% 50% 30% 50% 30% 50% 

2R  0.955 1 0.995 5 0.727 8 0.958 2 0.951 2 0.983 0 0.842 5 0.904 8 

MAE 0.023 5 0.003 7 0.057 2 0.011 6 0.022 8 0.006 1 0.039 1 0.017 0 

RMSE 0.024 1 0.004 4 0.059 4 0.013 4 0.025 2 0.008 7 0.042 6 0.020 3 

MAPE 0.122 6 0.002 6 0.172 9 0.008 5 0.123 7 0.004 4 0.141 3 0.012 7 

 
方法评价指标相对最优。 

如图 10 所示，本文提出的方法在 B0005、

B0006、B0007 和 B0018 这 4 块电池上的 MAE 分

别为 0.37%、0.58%、0.33%和 0.56%，RMSE 分别

为 0.44%、0.76%、0.41%和 0.68%，MAPE 分别为

0.26%、0.43%、0.22%和 0.39%，表明本文所提方

法能精准预测锂电池剩余寿命。 
 

图 10 各个模型指标对比 
Fig. 10 Comparison among model indexes 

2.7 方法验证 

本文方法在 NASA 锂电池 4 个数据集上表现了

剩余寿命预测的有效性。为验证本文方法有效性的稳

健性，利用 CALCE 数据集中 CS2_36 与 CS2_37 这 2

组锂电池容量衰退数据，划分 50%训练集，基于目

标方法预测电池剩余寿命。预测结果如图 11 所示，  
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图 11 CALCE 数据集预测 

Fig. 11 Prediction based on CALCE datasets 

CS2_36 数据集剩余寿命预测的 2R =99.97%，CS2_37
数据集剩余寿命预测的 2R =99.95%，表明本文方法对

非平稳数据预测有效性具有稳定性。 

3 结语 

锂电池剩余寿命是评判电池能否健康使用的

重要指标，本文提出 1 种基于高频信号二次分解融

合机器学习的方法预测锂电池剩余寿命。首先将原

序列由 CEEMDAN 分解为 4 个分量，降低容量序

列的非平稳性，进而将分量中的高频信号利用

VMD 二次分解降低高频信号频率压力，通过

LSTM 模型来训练各一次、二次分量。最后，将预

测值重构，得到锂电池剩余寿命的预测序列。实验

结果表明，二次分解融合网络模型相对提高了高频

信号的预测精度，在预测序列中能较好体现锂电池

退化信号的容量再生现象。本文还利用 CALCE 数

据集证明 CEEMDAN-VMD-LSTM 模型的有效预

测具有泛化性。 
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