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基于LSTM-GNN组合模型的电动汽车短期

充电负荷预测 
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宜昌 443002；3.国网湖北省电力有限公司营销服务中心( 计量中心 )，武汉 443080 )  

摘要：在新能源时代背景下，针对电动汽车充电负荷对电网的影响这一热点问题，提出 1 种基于长短期记

忆法-图神经网络 LSTM-GNN( long short-term memory network and graph neural network )组合模型的电动汽车短

期充电负荷预测方法，以解决现有模型的不足。首先，运用科普拉( Copula )理论对 3 种典型日负荷进行相关性分

析，构建包含主要因素与充电站历史负荷的特征输入矩阵，并建立滑动窗口数据集。然后，利用 LSTM 与 GNN
对特征输入矩阵进行特征提取和图数据构建，图神经网络层完成特征聚合并输出预测负荷值及误差评价指标。

算例结果表明，该模型在不同区域充电站能有效提取充电负荷关键特征，相较传统模型具有更好的预测效果和

泛化能力。1 
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Abstract: In the context of new energy era, aimed at the hot issue of the impact of electric vehicle charging loads 
on power grid, a short-term charging load forecasting method for electric vehicles based on a combined long short-term 
memory network and graph neural network ( LSTM-GNN ) model is proposed to address the shortcomings of existing 
models. First, three typical daily loads are correlated using the Copula theory, a feature input matrix containing the main 
factors and historical loads of charging stations is constructed, and a sliding window data set is established. Second, 
LSTM and GNN are used for feature extraction and graph data construction of the feature input matrix, and the GNN 
layer completes the feature aggregation and outputs the predicted load value and error evaluation indexes. The results of  
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an example show that the proposed model can effectively
extract the key features of charging load at charging
stations in different regions, and it has better forecasting
performance and generalization capability than traditional
models. 
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随着全球气候变化和各国“碳达峰、碳中和”

环保政策的推进，新能源汽车的普及率逐渐升高。

电动汽车充电站在各城市的铺展普及，其产生的充

电负荷对电网带来的波动成为研究重点。准确预测

大规模电动汽车充电负荷[1]对于电力系统的规划、

运营和管理至关重要，有助于有效平衡电网负荷，

维持电网安全稳定运行。 
电动汽车充电负荷预测相较于传统电力系统

负荷预测更具挑战，因其变化性、随机性及复杂性

较高。目前已有预测方法包括基于统计学的传统方

法，如贝叶斯统计和回归分析；基于模型的方法，

如蒙特卡洛模拟[2]和马尔科夫出行链[3]；基于机器

学习的方法，如支持向量机 SVM( support vector 
machine )、聚类分析等。此外，结合传统时序模型

和深度学习的方法( 如自回归移动平均数 ARIMA 
( autoregressive integrated moving average model )与
深度学习结合[4] )也有应用，但传统模型在处理非平

稳性和数据特征提取方面的能力有限。现代预测方

法如图神经网络 GNN( graph neural networks )[5-6]、

深度强化学习和长短期记忆 LSTM( long short-term 
memory )网络也逐渐被采用。LSTM 网络能有效捕

捉时间序列中的长期依赖，卷积神经网络 CNN( con- 
volutional neural network )[7]处理历史数据时能捕获

本地化模式和特征，结合 K-Medoids 聚类算法和

CNN 的模型[8]及结合 LSTM、自注意力机制和图卷

积网络 GCN( graph convolutional network )[9]的模型

在预测中效果较为理想，但存在对高维特征提取不

足等问题。近年来，GNN 在不同领域的应用[10]显

示出其潜力，将其与 LSTM 结合应用于电动汽车充

电负荷预测亦成为可能。 
综上所述，考虑电动汽车历史充电负荷数据与

气温、日期特征数据的复杂性，本文提出并建立了

1 种结合 LSTM[11]与 GNN[12-13]的 LSTM-GNN 组合

预测模型。通过算例实验对改进前后及与其他传统

典型模型的对比，本文方法能够较为精准地预测一

定时间内 3 个不同区域电动汽车充电站的充电负

荷。通过统计各误差评价指标与典型日预测结果得

出，本模型的预测精度更高，为电网与电力系统运

行提供了有效的预测数据支持，验证了本文方法的

正确性和有效性。 

1 理论基础 

1.1 长短期记忆网络 
LSTM 网络是 1 种深度学习模型，用于处理序

列数据，特别是在处理具有长时依赖关系的序列数

据时表现优越。LSTM 的基本思想是通过引入记忆

单元( memory cell )和门控机制来控制信息流。这有

助于模型更好地记住长期依赖关系，同时防止梯度

消失和梯度爆炸。本文中 LSTM 模型设计为双向层

数可调，其结构如图 1 所示。 

 

图 1 LSTM 网络结构 
Fig. 1 Structure of LSTM network 

LSTM 中的记忆单元是网络的关键组件，它负

责存储和输出信息。记忆单元能够保留先前的信

息，并且可以选择性地丢弃或添加新的信息。模型

中的 3 个输入量，包括当前时刻输入样本 Xt，上一

时刻的短期记忆信息 Ht−1 和上一时刻的长期记忆

Ct−1。信息的保留与舍弃则由 LSTM 内部的 3 个门

来控制，分别为遗忘门、输入门及输出门。这些门

通过 Sigmoid 激活函数产生 0~1 之间的值，用于控

制信息的流动。门控机制的设计使得网络可以学习

决定何时更新记忆单元中的信息、何时读取信息及

何时忘记信息，LSTM 的表达式为  

1
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式中：It 为输入门；Ot 为输出门；Ft 为遗忘门；Wx

和 Wh 分别为 3 个门的权重矩阵；bi、bo、bf 分别为

3 个门的偏置项；σ 为 Sigmoid 激活函数。 
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1.2 图神经网络 
GNN 是一类专门用于处理图结构数据的深度

学习模型，与传统的深度学习模型相比，GNN 可

以将特征量之间的复杂关系进行敏锐获取，并能执

行相应复杂特征提取任务，适用于社交网络、生物

网络、知识图谱等。 
图神经网络的基本原理核心在于通过学习节

点的特征表示向量，从而对节点和边的特征向量信

息进行转移和聚集，节点可以通过聚合相邻节点的

特征信息而改变其表示，其表达式为  

( ,{ ( )})i i j j ih f x h v N v   ( 2 ) 

式中：xi 为节点 vi 的属性；hj 为 vi 的邻居节点的表

示；f 为聚合函数。 
基于 GCN 的传统方法主要利用矩阵卷积运 

算，传统方法的优点为可通过局部信息更新节点特

征向量，同时其主要依赖于节点的特征矩阵进行卷

积操作，当特征维度较高时，会导致计算和存储成

本增加，因此其缺点为较难处理高维和动态特征，

GCN 引入了卷积运算来更新节点表示向量。节点

vi 的更新规则表示为 

 

( 1) ( ) ( )1
deg( ) deg( )i

l l l
i j

j N v i j

h h
v v





     
 W  ( 3 ) 

式中：deg( vi )为节点 vi 的度；W( l )为权重矩阵。 

1.2.1 图数据生成法 
图数据生成过程如图 2 所示。使用上一层结果

作为节点，计算节点特征矩阵的内积，并将其通过

softmax 函数计算的结果作为权重，得到邻接矩阵。 

 

图 2 图数据生成过程 
Fig. 2 Process of graph data generation 

softmax 函数将含有 K 个实值的向量转换为 K
个总和为 1 的实值向量。向量的 K 个输入值可以是

正数、负数、0 或大于 1，softmax 函数能将它们转

换为 0~1 的值，因此它们可以被解释为概率。如果

其中 1 个输入较小或为负，则 softmax 函数将其变

成小概率，反之为大概率，但始终保持在 0~1 之间，

其公式可表示为 

1

e( )
e

i
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z

i K
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
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式中：zi 为输入向量的元素，可以取任何数值；e iz

为标准指数函数，应用于输入向量的每个元素； z

为 softmax 函数的输入向量，由( z0, z1, , zK )组成；

公式底部的项为归一化项，确保函数的所有输出值

总和为 1，从而构成有效的概率分布。 
比较典型的步骤为将特征全图数据变为局部

图数据，过程如图 3 所示。该过程主要分为 3 个步

骤：第一步为在 B2 层选择节点 a；第二步为在 B1

层抽样 3 个邻居节点 c、f、j；第三步为在 B0 层抽

样 6 个邻居节点 d、e、h、i、l、k。最终通过局部

图数据更好地进行下一步分析预测。 

 
图 3 特征全图转局部图过程 

Fig. 3 Process of transforming full feature graph to  

local graph 

1.2.2 图采样与聚合法 
目前提出的新技术方法也涉及图采样与聚合

GraphSAGE( graph sample and aggregate )方法和图

注意网络 GAT( graph attention network )方法[12]，其

优点是可以更加灵活地使用维数减特征的动态图

系统，增强对模型的适应性。本文选择 GraphSAGE
法来实现图神经网络的应用。 
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GraphSAGE 结 构 由 采样与 聚 合 卷 积 SAGE- 
Conv( sample and aggregate convolution )和 ELU 激

活函数共同构成。SAGEConv 方法主要是用来构建

GraphSAGE 算法的卷积层，并以上一层的输出作

为节点。其中 SAGEConv 的算法原理为 

( 1)
(dst) src srcaggregate( , (dst) )l l

Nh h N    ( 5 ) 
( 1) ( 1)
dst dst (dst )( concat( , ) )l l l

Nh h h   W b  ( 6 ) 
( 1) 1
dst dstnorm( )l lh h    ( 7 ) 

式中： ( 1)
(dst )

l
Nh  为目标节点 N 在第 l+1 层的特征； src

lh

为源节点在第 l 层的特征；N( dst )为目标节点 N 的

集合； src 为任意源节点；W 为权重矩阵； dst
lh 为

目 标 节 点 在 第 l 层 的 特 征 ； b 为 偏 置 向 量 ；
( 1)

dst (dst)concat( , )l l
Nh h  为将聚合后的特征与第 l 层的目

标节点和第 l+1 层的目标节点拼接在一起； ( 1)
dst

lh 

为目标节点在第 l+1 层的特征。式( 5 )~式( 7 )为对 

式( 2 )的改进。 
其中源节点特征 feat_src 和目标节点特征

feat_dst 需要根据图类型被指定。接着经过 ELU 激

活函数层，ELU 激活函数是对 ReLU 激活函数的

改进版本，解决了 ReLU在负数区域出现的梯度截

断问题，其公式为 
        0

ELU( )
(e 1)        0x

x x
x

x


 

 ≤
 ( 8 ) 

相较于以往的 GCN 方法，节点 i 与邻居节点 j

可以通过使用不同的特征维度，映射到 1 个完全

不同的特征空间。最终将节点自身的特征与聚合

得到的邻居表征结合，更新节点的最终表征。

GraphSAGE 法通过对式( 2 )节点更新规则的改进，

使得每个节点的表征能够包含其局部邻域的信

息，从而更好地捕捉数据集中的特征。 

2 LSTM-GNN 组合模型 

本文对充电站多位特征向量及时序序列特征

进行分析后建模，提出了 LSTM-GNN 组合模型，

主要目标是挖掘历史数据中的有用特征信息，最终

根据历史充电负荷信息和多种特征影响因素预测

未来 24 h 的充电负荷。 
2.1 模型结构及预测流程 

本文的组合模型 LSTM-GNN 主要由输入层、

LSTM 层、全连接层 1、GraphSAGE 层、全连接层

2 和输出层构成，模型网络结构如图 4 所示。 

 

图 4 模型网络结构 
Fig. 4 Network structure of model 

本文提出的组合模型将历史时空序列以特征矩

阵形式进行输入，构建 t=24 的滑动窗口数据集，随

后经过 LSTM 层对时序特征进行处理，并通过全连

接层完成低维特征与高维特征之间的转换；在图数据

生成层中完成对图数据的构建，形成局部图与图邻接

矩阵，最后经过 GraphSAGE 层训练得到最终输出结

果，设置在最后的全连接层输出预测未来时空序列。 
LSTM-GNN 组合模型的预测流程可分为 3 个

主要步骤，分别为原始数据分类、构建图数据和生

成负荷预测。预测流程如图 5 所示。按照 3 个不同

区域对滑动窗口数据集进行划分，然后按周期以
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24 组数据为 1 组构建特征输入矩阵，同时对特征

因素进行相关性分析，通过构建图邻接矩阵 A 形成

时空图数据，在模型中训练的目的是通过前 24 h
历史充电负荷来进行未来 1 h 充电负荷预测，最终

通过均方误差损失函数生成 3 个区域充电站电动

汽车负荷预测值。 

 
图 5 模型预测流程 

Fig. 5 Flow chart of model prediction 

2.2 参数设置 
网络模型参数按照 LSTM 层、全连接层 1、图

数据生成层、SAGEConv 层和全连接层 2 进行设置，

其设置见表 1。LSTM 层采用双向结构，能够更全

面地捕捉到序列数据中的上下文信息；图数据生成

层使用 softmax 函数，因为在节点分类任务中，图

神经网络的输出通常是每个节点所属类别的概率分

布，使用 softmax 函数可以将输出的原始得分转换

为概率，从而确定每个节点的类别；GraphSAGE
层激活函数使用 ELU 函数，因为 ELU 函数与 ReLU
函数相比，其在负区间的输出为指数衰减，使得它

能够有效缓解梯度消失问题；对于 SAGEConv 层

输入特征，在预处理阶段，首先通过特征选择和

提取技术来减少特征的数量，通过预测特点从而

选择最重要的特征，最终输出特征数确定为 100
个；对于 SAGEConv 层输出特征，通常根据具体任

务需求来确定，选择 128 个输出特征是为了确保模

型具有足够的表达能力，但同时又不会引入过多的

参数，避免过拟合；全连接层实际上执行的是 1 种

线性映射，与线性回归的本质相同，因此可以直接

用于回归任务，因此全连接层 1 与 2 分别设置为 1
层与 2 层线性回归，且全连接层 2 为通过 LSTM- 
GNN 预测模型输出的单个时刻电动汽车充电负荷

值，故神经元个数设置为 1。 

表 1 LSTM-GNN 网络模型参数 

Tab. 1 Parameters of LSTM-GNN network model 

参数 设置 
LSTM 层 双向结构，层数 1 层 

全连接层 1 使用 1 层线性回归 
图数据生成层 softmax( x*x_T ) 

GraphSAGE
层激活函数 

        0
ELU( )

(e 1)        0x

x x
x

x

 
 ≤

，α 取值为 1 

SAGEConv 层 
输入特征数为 100，输出特征数为 128，

层数 2 层 
全连接层 2 使用 2 层线性回归，神经元个数为 1 

在实际应用中，超参数的设置往往也需要通过

实验和调优来确定。可以通过交叉验证、网格搜索

等方法找到最优的输出特征数。对于本文实验中进

行对比的其余模型，通过特征处理与实验调优，超

参数设置情况及依据见表 2。 

表 2 各对比模型网络模型参数 

Tab. 2 Network model parameters for each  

comparative model 

模型 设置情况及依据 

CNN-LSTM
模型 

层数共 5 层，CNN 卷积层设置 2 层，针

对多阶输入特征；CNN 池化层大小 2×2，缩

减特征图维度，神经元个数 1；LSTM 层，

双向结构，层数 1 层，避免梯度消失或爆炸 
LSTM-CNN

模型 同 CNN-LSTM 模型 

SVM 模型 
核函数类型为高斯核( RBF )，适用于非线

性数据；正则化参数 C 取值为 200，通过网

格搜索验证 

GNN 模型 
层数共 3 层，参考 LSTM-GNN 模型中设

置；隐藏单元数为每层中神经元数量 128，

通过实验确定 

LSTM 模型 
层数共 3 层，LSTM 为双向结构；单元数

为 128，通过实验确定；时间步长为 24，依

据为预测时间间隔 
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通过以上介绍，可总结得出本文 LSTM-GNN
组合模型设计的创新点主要在于：第一，结合了

LSTM 和 GNN 的优点，首先使用 LSTM 层获取时

序数据的长程依赖，然后使用图神经网络学习上

一步的时空关联信息；第二，对于 LSTM 层和

GNN 层均为可调节层数的超参数设置；第三，图

神经网络层 GNN 使用的是 GraphSAGE 结构，其

中的 2 层 SAGEConv 层的层数也为可调节超参

数，使用 LSTM 结合图神经网络层，既保持了经

典时序 LSTM 在时序数据集上的重要作用，又发

挥了图神经网络 GNN 在时空关联上的作用，更好

地提升了预测结果。 

3 算例验证 

选择美国 ACN-DATA 公开数据集[13-14]中 3 个

分别位于加州理工大学、NASA 实验室和办公区的

电动汽车充电站历史充电负荷数据集进行验证实

验，周日期信息和是否双休日则由实际日期得到，

气温信息由当地气象局历史数据得到。 
3.1 原始数据集分析设置 

基于数据集中 3 个不同典型区域( 大学、实验

室、办公区 )的电动汽车充电站历史负荷信息具有

各自不同的特点，参考现有文献对于电动汽车充电

负荷预测特征因素的分析，选取了历史气温、周日

期信息、是否双休日信息及充电站历史充电负荷共

同构成特征输入矩阵。 

3.1.1 原始数据集预处理 
基于 LSTM-GNN 组合模型的电动汽车短期充

电负荷预测方法，将采样间隔时间设为 1 h。使用

Python 中 Pandas 包对原始数据中无用信息进行清

洗处理，原始数据集文件为 JSON 格式，清洗处理

后数据集文件为 CSV 格式。仅保留每辆电动汽车

开始充电时间、结束充电时间及充电电量信息；同

时使用 Python 对数据集进行重新分类整理，将所

有电动汽车充电负荷信息进行统计并依次划分，使

用均值法将每日 24 h 充电负荷进行拆分并分配至

每小时，以显示每 1 日 24 h 中每小时的充电负荷。

清洗前后数据效果对比如图 6 与图 7 所示。 

 

图 6 数据清洗处理前效果 
Fig. 6 Effect of data cleaning before processing 

 

图 7 数据清洗处理后效果 
Fig. 7 Effect of data cleaning after processing 

3.1.2 特征因素相关性分析 
采用科普拉( Copula )理论对原始数据集中提取

3 类典型日负荷数据，即工作日负荷、双休日负荷、

高温日负荷进行相关性分析。 
科普拉函数的一般形式为 

1 1 2 2[ ( ), ( ), ( )]n nC u x u x u x,  ( 9 ) 
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式中： 1 1 2 2( ), ( ), ( )n nu x u x u x, 为各变量的累计概率

函数；C 为科普拉函数。同时定义边缘分布函数

1 1 2 2( ), ( ), ( )n nV x V x V x, 作为函数 C 对各变量边缘

分布作用的结果，得到等式为 

1 2 1 1 2 2( , , , ) [ ( ), ( ), ( )]n n nV x x x C u x u x u x ,  ( 10 ) 

成功定义出本模型下科普拉函数后，引入斯皮

尔曼秩相关系数[15]作为相关性分析评价指标，其公 

式为 
1 1

0 0
12 [ ( ), ( )]d[ ( )]d[ ( )] 3C V x W y V x W y     ( 11 ) 

式中，V( x )、W( y )分别为随机变量 x、y 的边缘分

布函数。整体相关性分析计算流程如图 8 所示。 

 

图 8 相关系数计算流程 

Fig. 8 Flow chart of correlation coefficient calculation 

通过以上公式和计算流程，最终可得到工作日

负荷、双休日负荷、高温日负荷间的相关性系数，

见表 3。可以看出，3 种典型日负荷之间相关性系

数的数值均超过了 0.6，在以往对相关性系数及变

量间相关性强度研究中，当相关性系数介于 0.6~ 
0.8 之间即可认为变量间具有强相关关系[16-20]。因 

表 3 工作日、双休日、高温日负荷之间相关性系数值 

Tab. 3 Values of correlation coefficients among loads on 

weekday, weekend and high-temperature day 

对比条件 相关性系数 
工作日负荷-工作日负荷 1.000 0 
工作日负荷-双休日负荷 0.688 7 
工作日负荷-高温日负荷 0.721 2 
双休日负荷-双休日负荷 1.000 0 
双休日负荷-高温日负荷 0.708 9 
高温日负荷-高温日负荷 1.000 0 

此本文所选取 3 种典型日所具有的日期、气温等

特征因素，可以很好地代表负荷影响因素间的耦

合信息，利用不同负荷间的耦合信息可以有效提

高模型预测精度与效果。 

3.1.3 特征输入矩阵的构建 
在对气温、日期等量纲异化型数据进行分析后，

为了提升模型收敛与训练速度，对本文中周日期和

是否双休信息进行独热编码( one-hot encoding )，即

使用 N 位状态寄存器来对 N 个状态进行编码，每

个状态都有自己独立的寄存器位，且在任意给定时

间内只有 1 个寄存器位是有效的，即只有一位是 1，

其余都是 0。 
处理好的数据集以 t=24 划分为滑动窗口数据

集，按 24 组数据为 1 组，输入为 24 h 数据，输出

为对未来 1 h 的预测值，为下步模型训练做好准备。

同时设计由多种特征数据共同构成的输入特征矩

阵，输入特征矩阵 X 为 

( 1) 1 ( 1) 1 ( 1) 1 ( 1) 7            n n n nK J          X w T  ( 12 ) 

式中：每个训练样本 X 为( n+1 )×10 阶的矩阵；

w( n+1 )×1 和 T( n+1 )×1 分别为历史充电负荷和历史气温

序列的列向量，其元素 Wj 和 Tj( j=1, 2, …, n+1 )分别

为当地历史充电负荷值和气温；Ki 为 1 位代码 0 或

1，0 代表当天为工作日，1 代表当天为双休日；

J( n+1 )×7 为 7 位二进制代码，代表周一到周日，如

0000100 代表周五。模型的输入由若干个 24×10 的

输入特征矩阵组成的输入向量构成。 

3.1.4 数据的准备与划分 
在对 3 个不同区域充电站历史充电负荷数据

集进行处理与分析后，整个输入数据集按照 8:1:1
的比例划分训练集、验证集和测试集。 

3.2 误差评价指标的选取 

为了综合评估模型的效果，按照负荷预测里关

于时间序列预测方面的惯用指标，综合考虑本预测

模型的特点，合理考虑不同区域与不同典型日下负

荷状态情况，并针对电动汽车充电负荷预测数据特

征，选取了均方根误差 RMSE( root mean squared 

error )、平均绝对百分误差 MAPE( mean absolute 
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percentage error )和 R2( R-squared )这 3 个评价指标来

判断模型的预测效果。3 个指标( RMSE、MAPE 和 R2 )

计算公式分别为 

 2
MSE

1

1 q

k k
k

R w w
q 

   ( 13 ) 

APE
1

ˆ1 100%
q

k k

k k

w wM
q w


   ( 14 ) 

2

2 1

2

1

ˆ( )
1

( )

q

k k
k
q

k k
k

w w
R

w w






 






 ( 15 ) 

式中：k 为预测各时刻，预测间隔为 1 h； kw 为真

实的 k 时刻的充电负荷； ˆ kw 为 LSTM-GNN 模型预

测的 k 时刻充电负荷； kw 为充电负荷真实数据平

均值；q 为测试数据集中数据点数。 

3.3 实验结果分析 

在进行实验训练时，为验证所提 LSTM-GNN

模型的有效性，分别选择了 SVM、GNN、LSTM、

CNN-LSTM、LSTM-CNN 与所提 LSTM-GNN 模型

进行未来 1 h 的电动汽车短期充电负荷预测，并通

过分析预测误差、计算误差评价指标值进行对比。

使用控制变量法，所有方法除使用模型不同外，输

入特征矩阵数据、训练网络层数、特征维度、特征

指标等完全相同。 

3.3.1 误差评价指标对比分析 

通过模型训练得到预测误差指标的各项数据

见表 4，可以得到本文所提 LSTM-GNN 模型在 3

个不同区域充电站的预测评价指标均能达到最佳

值，RMSE 和 MAPE 指标与传统模型 CNN-LSTM、

LSTM-CNN、LSTM、GNN、SVM 等相比，均得

到了较大幅度下降，而 R2 指标则得到了较明显的

提升，代表着预测负荷与真实负荷值拟合程度的提

升。尤其在受工作日和双休日因素影响较大的办公

区域体现最为明显；同时在预测时间 3~4 月加州天

气波动情况较大和 7~8 月高温日情况下，所提出的

预测模型仍有着较好的解释度。 

表 4 3 个区域各模型预测误差指标对比 
Tab. 4 Comparison of forecast error indexes across three 

regions among different models 

区域 预测模型 RMSE/MW MAPE R2 

大学 

CNN-LSTM 5.895 2 2.601 8 0.742 5 
LSTM-CNN 9.640 0 4.375 0 0.311 5 

LSTM 6.989 8 2.582 8 0.638 0 
GNN 5.242 0 3.417 8 0.704 3 
SVM 6.536 0 3.209 3 0.683 5 

LSTM-GNN 5.184 5 2.544 2 0.800 9 

实 
验 
室 

CNN-LSTM 11.994 8 8.895 4 0.920 8 
LSTM-CNN 14.316 0 8.803 6 0.887 1 

LSTM 24.321 0 9.263 4 0.674 2 
GNN 13.532 8 9.459 0 0.807 3 
SVM 15.667 3 11.287 0 0.864 8 

LSTM-GNN 11.750 9 8.704 3 0.924 0 

办公 

CNN-LSTM 2.095 4 2.991 0 0.365 7 
LSTM-CNN 2.110 7 3.324 0 0.356 5 

LSTM 2.151 1 2.864 8 0.331 6 
GNN 1.844 8 3.731 7 0.508 4 
SVM 2.200 5 3.829 1 0.300 5 

LSTM-GNN 1.771 8 2.760 2 0.546 5 

3.3.2 预测结果对比分析 
在对模型进行训练后，得到每个区域不同模型

预测结果与实际负荷预测结果对比图，并从预测数

据中随机选取了典型日预测结果数据进行分析，由

于特征影响因素为气温、日期、是否双休日，且经

过 3.1.2 节相关性分析，故典型日分别选取工作日、

双休日、高温日 3 类，短期负荷预测结果取 48 h
预测结果作为参考。  

大学区域典型日预测结果对比如图 9 所示，由

图 9( a )和( b )可以看出，双休日负荷峰值小于工作

日。在整体充电负荷较大的工作日和高温日夜间时

段，LSTM-CNN、CNN-LSTM 和 LSTM 的预测结

果与实际负荷结果相差较大；LSTM-GNN、GNN
和 SVM 模型的预测结果与真实负荷更加拟合。由 

图 9( c )可以看出，在负荷波动较大的高温日时段，

白天 SVM 和 LSTM 的预测效果较差，同时 LSTM- 
GNN 和 GNN 的 MAPE 值均在 3%以内，且在夜间

时段 LSTM-GNN 的部分点 R2 达到 0.8, 对于模型

的解释度达到 80%，具有最好的拟合性，达到最佳
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预测效果。 

 

图 9 大学区域典型日预测结果对比 
Fig. 9 Comparison of forecast results on typical days in 

college area 

实验室区域预测结果对比如图 10 所示，可知

实验室区域负荷在 3 种典型日的波峰波谷变动都

较为规律。由图 10( b )和( c )可以看出，存在双休日

夜间充电负荷较小和高温日负荷波动较大的情况。

对于波峰负荷预测方面，LSTM 模型表现出最差的

预测效果，与真实负荷曲线基本背离；其余模型整

体都具有较好的拟合度，但 SVM 的部分点 MAPE
值超过了 10%，LSTM 的也接近 9%；LSTM-CNN
则在双休日夜间负荷波谷区具有较差的拟合度，同

时 LSTM-GNN 的 RMSE 值仅为 11.750 9，且在高 

 

图 10 实验室区域典型日预测结果对比 
Fig. 10 Comparison of forecast results on typical days in 

laboratory area 

温日内部分点 R2 达到 0.924，对模型的解释度超过

90%，具有最佳的预测效果。 
办公区域预测结果对比如图 11 所示。由图 11( a )

和( b )可以看出，办公区域负荷受工作日与双休日

影响较大，休息日充电负荷整体处于较低水平。

总体上只有 LSTM-GNN 与 GNN 预测结果与真实

负荷曲线有着较高的拟合度，但在 MAPE 数值方

面，GNN 的部分点超过了 3.5%，由此可见单一

模型存在不确定性。由图 11( c )可以看出，在高

温日负荷波峰区域，其他模型的预测精度均与真

实值相差较大，只有 LSTM-GNN 的部分点 R2 超

过了0.5，在样本数量较少的情况下，只有 LSTM- 
GNN 有着较高的模型解释度，达到最佳的预测 

效果。 
LSTM-GNN 模型预测效果更好的原因在于：

LSTM-GNN 模型更好地结合了不同模型的优点，

避免了因异常数据与用户行为习惯差异导致的不

能较好进行学习分析的问题。与单一的 LSTM、

SVM 与 CNN-LSTM、LSTM-CNN 模型相比，LSTM- 
GNN 模型通过引入 GraphSAGE 算法，允许对节点

特征进行灵活的采样和聚合，通过在每一层采样一

部分邻居节点并聚合它们的特征，模型可以逐步汇

聚全局信息，同时降低特征维度，使得模型更容易处
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理高维特征和动态图结果，提高了模型的适用性。 

 

图 11 办公区域典型日预测结果对比 
Fig. 11 Comparison of forecast results on typical days in 

office area 

4 结论 

本文首先分析现有电动汽车短期充电负荷预

测方法的特点和存在的问题，提出 1 种 LSTM-GNN

组合预测模型；此外，考虑到不同区域电动汽车充

电站的特征输入不同，提出使用 GraphSAGE 算法

将特征向量进行分类与聚合，并通过图神经网络中

的聚合框架进行训练，最终通过算例仿真输出预测

结果，得出以下结论。 

( 1 )从模型设计上，首先使用 LSTM 层获取长

程依赖的时序数据，然后使用图神经网络学习上一

步的时空关联信息，同时对 LSTM 层和 GNN 层均

采用可调节层数的超参数设置，既保持了经典时序

LSTM 在时序数据集上的重要作用，又发挥了图神

经网络 GNN 在时空关联上的作用，更好地提升了

预测结果。 

( 2 )考虑不同区域充电站用户充电差异，对原

始数据集进行了预处理，同时根据 3 种典型日负荷

进行了相关性分析和特征因素选取，设计了以历史

气温、日期类型、周末因素与历史充电负荷构成的

10 阶特征输入矩阵。 

( 3 )通过对算例实验结果中典型日预测结果的

分析，在工作日、双休日与高温日，该模型的预测

方法与 SVM、LSTM、GNN、CNN-LSTM、LSTM- 

CNN 模型相比，预测精度更高，各预测评价指标

结果均更优，能够对电力系统的稳定运行起到参考

作用。在后续研究中，还可考虑引入更多的特征因

素，如充电站地理位置、出行规律、电动汽车电池

SOC 状态、不同时段电价等，通过丰富输入特征矩

阵，更加完善总体充电负荷预测模型，以达到提升

预测模型精度的目的。 
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