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摘要：荷电状态 SOC( state-of-charge )是电动汽车安全运行和能量管理的关键。传统基于卡尔曼滤波与循环

神经网络的 SOC 估算算法需要一定量的数据来保证估算结果的收敛性，且无法准确估算起始点附近的 SOC 值。

基于此，提出 1 种使用 U-Net 结构的卷积神经网络 SOC 估算方法，该方法可以处理可变长度的输入数据，输出

等长的 SOC 估算结果，同时也能在起始点处准确估算 SOC。此外还提出了 1 种全变分损失函数，在不增加模型

复杂度的情况下，仅通过优化损失函数来提高估算的稳定性，并显著降低了最大误差。采用 5 种恒温条件下的

动态驾驶循环数据对该模型进行训练，在恒温和变温条件下的 SOC 估算结果均具有较高的精度。在恒温条件下，

SOC 估算的平均绝对误差 MAE( mean absolute error )在 1.1%以内，均方根误差 RMSE( root mean square error )在
1.4%以内。在变温条件下，SOC 估算的 MAE 在 1.5%以内，RMSE 在 1.8%以内。 
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Abstract: The state-of-charge ( SOC ) is key to the safe operation and energy management of electric vehicles. The 
traditional SOC estimation algorithm based on Kalman filter and recurrent neural network requires a period of data to 
ensure the convergence of estimation results and cannot accurately estimate the SOC value near the starting point. A 
convolutional neural network SOC estimation method using U-Net structure is proposed, which can deal with 
variable-length input data and output the equal-length SOC estimation results. Meanwhile, it can also accurately 
estimate SOC at the starting point. In addition, a full-variance loss function is put forward, which can improve the 
estimation stability only by optimizing the loss function without increasing the model complexity and significantly 
reduce the maximum error. This model is trained with dynamic driving cycle data under five constant-temperature 
conditions, and the SOC estimation results are highly accurate under both the constant-temperature and variable-temperature  
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conditions. Under the constant-temperature condition, the
mean absolute error ( MAE ) and root mean square error
( RMSE ) of SOC estimation were within 1.1% and 1.4%,
respectively. Under the variable-temperature condition, the
MAE and RMSE were within 1.5% and 1.8%, respectively. 
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随着全球气候变化带来的影响愈发严重，传统

燃油车尾气污染问题越来越被重视，在此背景下，

新能源汽车产业得到了大力发展。锂离子电池凭借

其材料易于获取、寿命周期长、容量大、能量密度

高、环境污染小等特点，广泛应用于电动汽车[1]。

为了监测电池状态、预测剩余里程和优化能量分

配，电动汽车使用电池管理系统 BMS( battery mana- 
gement system )对电池进行监测和安全保护。电池

的荷电状态 SOC( state-of-charge )是 BMS 中最重要

的参数，准确的 SOC 估算可以提高电池的安全性、

防止异常充放电、提高行驶里程，并缓解里程焦  
虑[2]。但是，SOC 无法直接测量且具有很强的非线

性[3]，只能通过电池的电流和电压间接估算电池的

SOC，因此准确的 SOC 估算是 BMS 的核心要求[4]。

多年来，众多学者对电池 SOC 的估算方法进行了

研究，许多成果得到了一致认可。总的来说，这些

方法可以分为 4 类：安时积分法、开路电压法、基

于模型的估算方法、数据驱动法。其中数据驱动法

将电池系统看作 1 个黑箱模型，不考虑电池的内部

机制，而是依靠输入和输出的映射关系，建立预测

模型，典型的数据驱动法有神经网络[5]、随机森  
林[6]和支持向量机[7]等。这类方法的优点是不需要

考虑电池内部的电化学反应机理，而缺点在于估算

结果严重依赖于训练数据，很难外推。 
随着人工神经网络 NN( neural networks )的发

展，深度学习在电池领域得到了应用[8-9]。与传统

机器学习方法相比，深度学习可以提取更多的隐藏

特征，从而提高模型的准确性。Dong 等[10]利用

BP( back propagation )神经网络基于电池的电压、电

流和温度预测 SOC，但他们只验证了恒流充电情况

下的准确性；Xu 等 [11]采用随机模糊神经网络

SFNN( stochastic fuzzy neural network )代替对噪声

输入有滤波作用的传统神经网络对电池进行非线

性动态建模，与基于模型的估算方法相比，神经网

络的缺点是输出不稳定，波动性很大。为了解决这

一问题，一些学者将神经网络与其他传统方法相结

合。Zhang 等[12]在 BP 神经网络之后引入了粒子滤

波过程，提高了输出结果的稳定性；Charkhgard 等[13]

将神经网络与卡尔曼滤波相结合，提高了估算精

度 。 尽 管 神 经 网 络 ， 特 别 是 递 归 神 经 网 络

RNN( recurrent neural networks )在 SOC 估算方面具

有显著优势，但它们也存在 1 个严重的缺点，即需

要长时间的历史数据序列才能有稳定的输出[14-15]，

在数据序列的开始阶段，无法准确估算 SOC，且存

在类似收敛的过程[16]。在数据分析过程中，通常需

要估算整个时间段内所有点的 SOC。在使用 RNN
时，起始阶段的输出不稳定，因此需要丢弃起始阶

段的 SOC 估算结果。如果没有准确的 SOC 初值，

RNN 需要一段时间的数据来让估算结果收敛，使

输出值达到精度要求需要的数据长度取决于网络

的拓扑结构，从几十秒到几百秒不等，这会影响对

电池启动阶段状态的分析。同时，这些网络中有全

连接层，使得输入数据的长度只能是固定值，并且

估算过程中使用的数据长度必须与训练过程中所

使用的数据长度相同。如果估算数据比训练数据

长，则需要裁剪数据，反之，则无法使用训练好的

模型估算 SOC。 
为了解决上述问题，本文提出了 1 种基于纯卷

积神经网络 CNN( convolutional neural network )的

SOC 估算方法。该方法的输出 SOC 长度与输入数

据长度相同，无循环神经网络的收敛过程，能够同

时对每个点进行 SOC 估算，输出结果在所有点( 包
括起始点 )都保持高精度。此外，该方法仅使用卷

积神经网络结构，大大加快了模型推理速度，可以

实现训练和估算过程的可变长度的输入和输出。为

了提高 SOC 估算精度并降低波动性，本文在网络

的训练过程中添加了全变分损失函数作为惩罚因

子，在不增加模型复杂度的情况下，提高网络输出

的稳定性。 

1 基于 CNN 的 SOC 估算网络 

1.1 使用 CNN 估算 SOC 的动机 
基于神经网络的 SOC 估算方法通常使用电池

的电流、电压和温度作为神经网络的输入，SOC
作为网络的输出。为了获得准确的估算结果，神经
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网络对输入数据的长度有一定的要求。如果数据长

度不足，则会导致估算结果的稳定性下降。这种

SOC 估算方法可以描述为  

1 2ˆ ( , , , )k m k k k my f    x x x  ( 1 ) 

式 中 ： ˆk my  为 k m 时 刻 的 SOC 估 算 结 果 ；

[     ]k k k kI V Tx 为输入数据，包括电流、电压和温

度；m 为神经网络所需输入数据的长度，与网络设

计有关。如果 m 较小，则输出稳定性较低，如果 m

较大，则输出的长度较短，因此，不能准确估算起

始点附近的 SOC。 
为了估算整个时间段内所有点的 SOC，提出从

数据段到数据段的 SOC 估算方法，该方法以整个

电池数据作为输入，估算整个时间段内各点的

SOC，计算公式为 

1 2 1 2ˆ ˆ ˆ[ , , , ] ( , , , )k k k m k k k my y y f      x x x  ( 2 ) 

本文仅使用卷积结构构建神经网络用于状态

估算，并一次估算包括起始点在内的每个输入点的

SOC。所提方法与传统方法的对比如图 1 所示，2
种方法的原始数据长度相同，但由于结构差异，段

到点的方法无法估算起始点附近的 SOC，即图 1 ( a )
中的虚线部分。 

 

图 1  2 种不同的 SOC 估计方法 
Fig. 1 Two different SOC estimation methods 

1.2 U-Net 网络结构 
本文设计了使用 U-Net 结构的卷积神经网络

用于锂离子电池 SOC 估算。U-Net 结构源于“全卷

积网络”[17]，该网络结构诞生于计算机视觉领域，

主要针对生物医学图像的分割任务。传统的图像识

别任务只能对图像进行整体分类，而 U-Net 可以对

图像中的每个像素点进行分类预测，从而实现准确

的语义分割。卷积层是 CNN 的核心组成，它是大

多数计算发生的地方，一维卷积可以描述为 

( )*a a b a b
b

F I K K I     ( 3 ) 

式中：F 为特征映射，是卷积运算的输出；a 为特

征映射的索引；I 为输入数据；K 为卷积核；b 为

内核的索引。 
U-Net 结构被广泛应用于语义分割问题，其输

入是二维图像，输出本质上是对每个像素点执行分

类任务。参考这一思想，本文设计了用于电池 SOC
估算的 U-Net 网络，其中输入数据为一维电池测量

数据，输出则变为回归任务，即 SOC 估算。本文

还对所提出的估算方法进行了一系列改进，以提高

估算结果的连续性和稳定性。SOC 估算网络的结构

如图 2 所示，左侧是输入数据，包含一段时间内电

流、电压和温度测量数据，同一种类型的数据称为

通道，使用电压、电流、温度 3 种数据，即输入通

道数为 3；右侧为输出数据，为一段时间的 SOC
估算结果，输出数据是一维的，且只有 1 个通道。

图中实线圆圈为卷积层和池化层组成的下采样模

块，在下采样过程中，时间信息减少，特征信息增

加。每次下采样后，网络的感知域扩大，可以提取

更多的特征。这种多层卷积结构可以从局部到全局

在多个时间尺度上提取信息。虚线圆圈为上采样模

块，包含卷积层、池化层和上采样层。在上采样过 

 

图 2  使用 U-Net 结构的 SOC 估算网络 
Fig. 2 SOC estimation network with U-Net architecture 
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程中，特征信息逐渐恢复为时间信息，直到与输入

数据大小相同。网络中同一行的模块具有相同的输

出大小，越靠近底部的模块尺寸越小，但其能获取

的信息越深。虚线箭头表示跳跃连接，可以用于连

接相同大小的模块，以便更好地提取特征。 
本文构建的 U-Net 网络细节见表 1。表中第 1

列为具有右侧结构的节点名，同一行的节点具有相

同的结构，因此被放在一起。第二列以[Conv( 5,128 ) 
BatchNormalization( 128 )]×3 为例进行说明，其中

Conv( 5,128 )表示 1 个核大小为 5、层数为 128 的卷

积层，BatchNormalization( 128 )表示输入和输出大

小为 128 的批量归一化层，乘以 3 表示重复此卷积

归一化过程 3 次。 

表 1  U-Net 的实现细节 
Tab. 1 Implementation details of U-Net 

节点 结构 
C( 0,0 ) C( 0,1 ) 
C( 0,2 ) C( 0,3 ) 

[Conv( 5,128 ) 
BatchNormalization( 128 )]×3 

C( 1,0 ) C( 1,1 ) 
C( 1,2 )  

[Conv( 5,256 ) 
BatchNormalization( 256 )]×3 

C( 2,0 ) C( 2,1 )  [Conv( 5,384 ) 
BatchNormalization( 384 )]×3 

C( 3,0 )  [Conv( 5,512 ) 
BatchNormalization( 512 )]×3 

1.3 使用 CNN 估算 SOC 的优点 
全连接 FC( fully connected )网络是最基本的且

应用最广泛的神经网络，网络中上层的每个节点都

与下层的所有节点相连[18]。许多问题可以使用 FC
层得到解决，如经典的手写数字识别问题。许多

SOC 估算网络结构都包含 FC 层，但 FC 层的缺点

是在网络构建阶段输入和输出的维度是确定的。训

练过程结束后，整个网络的输入和输出维数也是固

定的，影响了泛化能力。CNN 的优点是输入和输

出维度是可变的，CNN 的每个卷积层有 2 个参数：

权重和偏置，参数数量仅与卷积核的数量相关。这

个特性使得 CNN 能处理可变长度的数据。然而在

神经网络体系结构中，只要存在 1 个 FC 层，网络

的输入输出维度就必须是固定的。Shelhamer 等[19]

在 2014 年首次提出了 1 种仅由卷积层组成的神经

网络，称为全卷积神经网络 FCN( fully convolutional 
neural network )。 

本文提出的 SOC 估算方法借鉴了 FCN 的核心

思想，仅使用卷积结构构建神经网络，从而能够处

理变长度的电池测量数据。该方法包含卷积层、池

化层、归一化层和上采样层，这 4 种层都能够处理

任意维度的输入和输出。U-Net 的对称结构使得输

入和输出具有相同的长度，该特性允许所搭建的神

经网络能同时估算所有数据点的 SOC，而不需要逐

点递归或收敛过程。与 FC 相比，CNN 的另一个优

点是计算速度快。FC 层中每个节点都与下一层的

所有节点相连，其中包含大量的可训练参数，相反，

CNN 中只有卷积核有可训练的参数。当输入数据

的维数较大时，这种参数数量上的差异更为明显。

此外，同时对所有数据点进行运算提高了计算速

度，降低了计算成本。 

2 实验步骤 

2.1 数据集 
本文使用 1 个公开的锂电池测试数据集[20]验

证所提方法。该数据集使用了全新的 2.9 A∙h 松下

18650PF 电池，该电池的标称电压为 3.6 V，正极( 阴
极 )使用锂镍锰钴氧化物材料，负极( 阳极 )使用碳材

料。倍率( C )为电池充放电电流和额定容量的比值，

在实验中常用来表示充放电电流的大小，该数据集的

最大电流约为 6C，收集的数据包括-20 ℃~25 ℃的  
5 种不同温度下的实验结果。对于每组测试，电池

单元都先充满电，然后按照相应的工况充放电。该

数据集包含 4 个标准驾驶循环，分别是：UDDS、

HWFET、LA92 和 US06。数据集中还包括 5 个手

动创建的驾驶循环，它们是 4 个标准驾驶循环的随

机组合。数据集包含电池的电流、电压、温度和电

池的安时数，所有采样频率均为 10 Hz。在每种温

度下的每次驾驶循环前，电池均在室温下恒流恒压

充至满电，因此，假设每次实验前的电池 SOC 均

为 100%。 
SOC 是通过电池额定容量和安时数计算出来

的，本文使用 25 ℃下的额定容量来计算不同温度

下的 SOC，确保在不同温度下，电池在不充电或放
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电时具有完全相同的 SOC。图 3 为 25 ℃下的 1 段

驾驶工况数据，可以看出在这种工况下电池的 SOC
具有很强的非线性。 

 

图 3  25 ℃下的 1 段驾驶工况数据 
Fig. 3 Part of data under driving conditions at 25 ℃ 

为了提高模型训练效率和模型精度，对输入数

据进行了标准化处理，即 

std
x u

x



   ( 4 ) 

式中： stdx 为标准化数据；x 为原始数据；u 为平均

值； 为标准差。设输入数据的均值 u = 0，标准

差 = 1，将标准化过程应用于数据集中的所有数

据。由于网络的输出是 SOC 估算结果，已经在[0, 1]
区间内，因此只需对输入数据进行标准化。 
2.2 全变分损失函数 

为了充分利用 SOC 在时间尺度上的连续性，

且不增加模型复杂度，本文在神经网络的训练过程

中增加了全变分损失函数作为额外的罚函数，对于

一维离散信号 iy ，惩罚函数可定义为  

1

( )
i i

i

y y
V y

i

 



 ( 5 ) 

神经网络一般采用均方根误差 RMSE( root 
mean square error )或 平 均 绝 对 误 差 MAE( mean 
absolute error )作为损失函数，本文使用 MAE，通

过将上述惩罚函数增加至神经网络训练的损失函

数中，可以增加估算结果的连续性。当相邻 2 个数

据点之间的差异较大时，惩罚函数会令损失函数变

大，进而迫使神经网络向着提高估算结果连续性的

方向演变。加上惩罚项后的总损失函数可表示为 

oss oss,MAE oss,TVl l l   ( 6 ) 

式中： ossl 为训练过程中的总损失函数； oss,MAEl 为

MAE 损失； oss,TVl 为总变分损失； 为正则化权重，

决定了总变分项的比例。当 趋于 0 时，平滑效果

较差，模型的输出波动较大；当 趋于无穷时，总

变分项的比重变大，输出结果更加平滑，甚至输出

恒定值。 
图 4 为 3 个不同权重因子下的模型验证结果。

可以看出，当 0  ，即没有惩罚项时，估算结果

接近真实值，但存在明显的波动，最大误差较大；

当 50  时，估算结果接近真实值且波动被抑制，

最大误差显著减小；当 500  时，估算结果更平

滑但偏差较大。在之后的实验中，选取 50  来平

衡平滑效果和估算精度。 

 

图 4  不同权重因子下的模型验证结果 
Fig. 4 Model validation results with different  

weighting factors 

2.3 超参数与训练 
超参数对网络精度影响很大，卷积层数、卷积

核大小等超参数都会影响 SOC 估算结果，常用的

超参数优化方法有网格搜索、随机搜索和贝叶斯优

化等。使用网格搜索对超参数优化会耗费大量时

间，使训练成本变高，为在合理的时间内实现超参

数优化，本文使用贝叶斯优化算法。贝叶斯优化的

主要思想是建立目标函数的概率模型，通过不断添



 
第 7 期 靳明旭，等：基于 U-Net 结构的卷积神经网络锂离子电池 SOC 估算 309 

 

加样本点来更新目标函数的后验分布。本文选择的

最优超参数见表 2。 

表 2  最优超参数选择 
Tab. 2 Selection of optimal hyperparameters 

超参数 取值 
卷积核大小( Kernel size ) 5 

U-Net 深度( U-Net depth ) 3 

收缩比例( Shrink ratio ) 5 

激活函数( activation function ) ReLU 
λ 50 

初始学习率( Initial learning rate ) 1E-3 

均方误差 MSE( mean squared error )是神经网络

中常用的模型误差指标。MSE 的变化可以表示模

型是否收敛、是否过拟合。图 5 为训练过程中训练

集 MSE 和验证集 MSE 的变化，可以看出，MSE
在训练开始时迅速下降，随后下降速度变缓。通过

对 y 轴取对数可以得出，训练误差和验证误差在 80
次训练后的变化很小，因此在 100 次时停止训练。

模型的决定系数 R2 为 0.997，证明模型具有很高的

精度。 

 

图 5  训练集 MSE 和验证集 MSE 

Fig. 5 MSE of training and validation sets 

3 实验结果 

3.1 恒温条件下的估算结果 
本文使用除 US06 驾驶循环之外的 5 种环境温

度下的实验数据来训练 SOC 估算网络，模型的训

练时间约为 20 min。训练结束后，使用 US06 驾驶

循环作为验证数据验证 SOC 估算结果。 
本文方法既可用于实时 SOC 估算，也可用于

离线 SOC 估算。在实时估算的情况下，该方法的

计算复杂度与其他基于神经网络的方法没有显著

差异。在离线估算的情况下，所有的数据都可以通

过 1 次计算估算出来，计算复杂度较低。离线 SOC
估算过程是将整个时间序列的电池数据输入到模

型中，并一次估算所有数据点的 SOC，而不需要

RNN 网络的循环估算过程，从而减少了耗时。由

于本实验中所有的电池数据都是离线获取的，因此

本文采用了计算速度更快的离线方法。图 6 和图 7
分别为在 25 ℃和 0 ℃环境温度下，US06 驾驶循

环工况下的 SOC 估算结果和误差。25 ℃下的 MAE
为 1.1%，RMSE 为 1.4%，最大误差为 7.4%。0 ℃
下的 MAE 为 0.9%，RMSE 为 1.1%，最大误差为

3.4%。2 种不同温度条件下的估算结果均具有较高

的精度，验证了该方法在恒温条件下的有效性。全

变分损失函数惩罚项提高了模型的稳定性，与没有

惩罚项的模型相比，最大误差得到了大幅减小。 

 

图 6  恒温条件下的 SOC 估算结果( 25 ℃ ) 

Fig. 6 SOC estimation result at constant  

temperature ( 25 ℃ ) 

 

图 7  恒温条件下的 SOC 估算结果( 0 ℃ ) 
Fig. 7 SOC estimation result at constant  

temperature ( 0 ℃ ) 

3.2 变温条件下的估算结果 
在训练过程中引入变温数据可以使模型获得

泛化能力。本文从数据集中选择了 1 组变温实验数

据，其中环境温度从 10 ℃逐渐升高至 25 ℃。变

温下的 SOC 估算结果如图 8 所示。在整个放电过

程中，放电腔内温度从 10 ℃逐渐升高至 23 ℃，
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电池温度从 10 ℃逐渐升高至最高 25 ℃。SOC 估

算的 MAE 为 1.0%，RMSE 为 1.3%，最大误差为

4.2%。图 9 为另一组变温数据下的 SOC 估算结果，

实验中环境温度从-20 ℃逐渐升高至 10 ℃。在此

过程中，MAE 为 1.2%，RMSE 为 1.5%，最大误差

为 5.0%。随着温度的升高，有很多温度点数据在  
训练时无法获得，在变温条件下，SOC 估算结果仍

然具有较高的精度，证明了该模型具有泛化能力。 

 
图 8  变温条件下的 SOC 估算结果( 10~25 ℃ ) 

Fig. 8 SOC estimation result at variable  

temperature ( 10–25 ℃ ) 

 

图 9  变温条件下的 SOC 估算结果( -20~10 ℃ ) 
Fig. 9 SOC estimation result at variable  

temperature ( -20–10 ℃ ) 

3.3 温度对 SOC 估算的影响 
在本文提出的模型中，电池的电流、电压和温

度数据作为输入，但在实际的电动汽车中，温度传

感器很少，大多数电池没有准确的温度数据。因此，

本文构建了 1 个仅以电流和电压为输入的模型，并

使用 5 种不同环境温度下的实验数据对模型进行

了训练，其中输入数据只有 2 个维度，即归一化电

流和电压。2 种模型在变温条件下的 SOC 估算结果

见表 3，可以看出，无论是否引入温度作为输入，

所提出的模型都具有很高的估算精度。当忽略温度

影响时，估算精度降低，但仍在可接受的范围内，

证明了该方法对不同数据的适应性。本文所提方法

作为 1 种数据驱动算法，泛用性也受到训练数据的

影响。模型在训练数据涵盖的场景下能保持较高精

度，但外插性能较差，对于超出训练数据的场景，

例如温度高于 25 ℃或低于-20 ℃时无法保证估算

精度。 

表 3  8 种不同环境温度下的估计结果 
Tab. 3 Estimation results at eight different ambient 

temperatures 

工况 
起始 

温度/℃ 
结束 

温度/℃ 
MAE/RMSE/% 

( 考虑温度 ) 
MAE/RMSE/% 

( 忽略温度 ) 

工况 1 10 23 1.2/1.5 1.4/1.8 
工况 2 10 22 1.0/1.3 1.2/1.6 
工况 3 10 22 1.5/1.8 1.1/1.4 
工况 4 10 22 1.2/1.6 1.3/1.7 
工况 1 -20 11 1.1/1.4 1.4/2.0 
工况 2 -20 10 1.2/1.5 1.6/2.1 
工况 3 -20 8 1.2/1.5 1.5/2.2 
工况 4 -20 11 1.3/1.6 1.5/1.8 

4 结语 

本文提出了 1 种基于 CNN 的 SOC 估算神经网

络。该模型具有 U-Net 结构，仅由卷积结构组成，

能够处理任意长度的电池数据并实现高精度 SOC
估算。设计仅使用卷积层的 SOC 估算神经网络，

能处理可变长度的输入和输出数据。即使输入数据

比训练数据短，仍然可以给出准确的估算结果，具

有较强的适用性。在训练过程中引入了全变分损失

函数惩罚项，在不改变模型结构的情况下，只通过

优化损失函数，极大地提高了输出结果的平滑性，
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降低了最大误差。使用 5 个恒定温度下的动态循环

工况数据进行模型训练，训练完成的模型在变温实

验中依然保持高精度的 SOC 估算结果，证明此方

法在变温条件下也具有较高的泛化性。通过动态工

况数据验证了所提方法的精度，恒温条件下 SOC
估算的 RMSE 为 1.4%，变温条件下 SOC 估算的

RMSE 为 1.8%。 
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