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摘要：锂离子电池的剩余可使用寿命 RUL( remaining useful life )预测是电池健康管理的重要组成部分。为提

高 RUL 的预测精度，提出 1 种基于源域电池迭代模块 SIM( source domain battery iterations module )与长短期记忆

LSTM( long short-term memory )神经网络相融合的电池 RUL 预测方法。首先，将多块已知退化趋势的电池作为源

域电池，并使用其全寿命容量退化数据构建 SIM 以获得最优 LSTM 预训练模型。其次，将预训练模型迁移至目

标域中并使用目标域训练集对模型微调。最后，将微调后的 LSTM 预训练模型用于目标域电池的容量预测任务

并完成 RUL 预测。采用 3 种开源数据集验证算法的有效性。结果表明，该方法在源域电池和目标域电池类型相

同的情况下 RUL 预测值绝对误差小于 2 圈；电池类型不同的情况下，除 20%预测起点外 RUL 预测误差均小于

10 圈，具有较高的预测精度。1 
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Abstract: The remaining useful life ( RUL ) prediction of lithium-ion batteries is an important part of battery health 
management. To improve the accuracy of RUL prediction, a battery RUL prediction method based on the fusion of 
source-domain battery iterations module ( SIM ) and long short-term memory ( LSTM ) neural network is proposed. First, 
multiple batteries with known degradation trends are used as source-domain batteries, and their full-life capacity 
degradation data is used to construct an SIM to obtain the optimal LSTM pre-training model. Second, the pre-training 
model is transferred to the target-domain and further fine-tuned using the target-domain training set. Finally, the 
fine-tuned LSTM pre-training model is used for the capacity prediction task of the target-domain battery and completes 
the RUL prediction. Three open-source datasets were used to validate the effectiveness of the algorithm. Results show 
that the RUL prediction error of this algorithm is less than 2 cycles for the same type of source-domain and target-domain  
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随着清洁能源的发展，锂离子电池因其高能量

密度、环境友好、长寿命的特性被广泛应用于电动

汽车等领域[1-2]。作为电动汽车的主要动力来源，

锂离子电池的运行可靠性是电动汽车稳定、安全运

行的重要保障。在锂离子电池的循环使用过程中，

因其内部存在不可逆的化学反应从而出现容量退

化现象。当容量降至锂离子电池失效阈值( 额定容

量的 80% )时，锂离子电池的最大可用容量会迅速

下降导致电池失效，使系统可靠性降低甚至引起灾

难性事故[3-4]。因此，监测锂离子电池的剩余可使

用寿命 RUL( remaining useful life )对于锂离子电池

的安全应用至关重要。RUL 定义为锂离子电池最

大可用容量从当前时刻降至失效阈值所需的循环

圈数。实际应用中，由于锂离子电池内部存在复杂

的电化学过程及各种干扰因素，因此无法直接测

得锂离子电池的 RUL。因此，可以通过构建 RUL
预测模型监测锂离子电池的寿命状态，从而保障

锂离子电池运行的可靠性[5]。 
现有 RUL 预测方法可分为 3 类：基于模型的

方法、基于数据驱动的方法及基于模型和数据驱动

的融合方法。基于模型的方法是通过构建数学模型

模拟锂离子电池的退化过程，使用内阻、电压、电

流等数据对 RUL 预测。这类方法高度依赖于其构

建的模型，且受锂离子电池内部复杂反应机制的影

响，很难建立精确的老化模型[6]。基于数据驱动的

方法无需考虑锂离子电池复杂的内部化学反应，仅

需寻找和学习锂离子电池历史数据的退化规律来

预测电池的退化趋势，因此在锂离子电池的 RUL
预测中广泛应用[7]。文献[8]利用长短期记忆 LSTM 
( long short-term memory )神经网络的长期学习性能

将 LSTM 应用于锂离子电池的 RUL 预测中，并通

过 dropout 技术解决过拟合问题；文献[9]提出 1 种

双高斯过程回归模型，通过从部分充电曲线中提取

的健康因子实现锂离子电池的 RUL 预测；文献[10]
使用经验模态分解 EMD( empirical mode decompo- 
sition )算法将电池的容量数据分解为若干个分量，

并使用高斯过程回归 GPR( Gaussian process regre- 
ssion )和 LSTM 神经网络对各分量分别预测，并将

所有预测结果合并获得预测曲线；文献[11]使用

EMD 算法的变种 CEEMDAN 算法，克服了 EMD
分解时存在的模态混合问题，提升了模型预测精

度。基于模型和数据驱动的融合算法则通过融合 2
类方法进而共同预测 RUL。文献[12]使用迁移学习

TL( transfer learning )将源域电池的全寿命容量退化

数据作为训练集对 LSTM 模型预训练，在预训练模

型微调后用于目标域电池的 RUL 预测，最后使用

粒子滤波 PF( particle filter )算法实现 RUL 预测。 
迁移学习方法因其可在不同领域间迁移信息

的特性而被广泛应用于 RUL 预测。在现有迁移学

习的应用中，通常使用单个源域电池的退化数据对

模型预训练，导致源域电池同目标域电池间的单体

差异直接影响预训练模型的训练效果，进而使模型

的预测精度下降。为解决上述问题，提出 1 种基于

TL、LSTM 神经网络和源域电池迭代模块 SIM 
( source-domain battery iterations module )的锂离子

电池 RUL 预测模型( TL-LSTM-SIM )。首先，在 SIM
模块中使用多个源域电池的全寿命容量退化数据

对 LSTM 模型进行迭代训练，使 LSTM 模型预先

在大数据集上得到 1 个具有高预测精度的预训练

模型；然后，将预训练模型迁移至目标域中，在预

训练模型经目标域训练集微调后用于目标域电池

的预测任务。通过 SIM 模块对 LSTM 的迭代训练，

进一步提升迁移学习和 LSTM 融合后模型的预测

性能。实验结果表明，本文提出的 TL-LSTM-SIM
模型在对不同类型的锂离子电池的 RUL 预测中均

能够实现较高的预测精度。 

1 LSTM 和迁移学习理论基础 

1.1 LSTM 神经网络 
LSTM 神经网络是深度学习算法循环神经网

络 RNN( recurrent neural network )的特殊变种，擅长

时序数据的长期预测。为解决梯度爆炸与梯度消失

的问题，LSTM 神经网络在 RNN 的基础上对 RNN
的隐藏神经元进行了改造，加入了门结构。如图 1
所示，1 个 LSTM 神经元的基本结构包含 3 个门结
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构：输入门、遗忘门与输出门[13]。门结构使得 LSTM
能在记忆上一时刻神经元状态的前提下，提取并筛

选原始数据的有效信息，并最终得到网络的输出结

果。LSTM 数学模型可表示为 

1( )t i t i t ii W x U h b     ( 1 ) 


1ta ( )nht C t C t CC W x U h b    ( 2 ) 

1( )t f t f t ff W x U h b     ( 3 ) 


1) ( )(t t tCC f t C i t     ( 4 ) 

1( )t o t o t oo W x U h b     ( 5 ) 
tanh( ) ([ ])th o t C t   ( 6 ) 

式中： f 、i 、o 分别为遗忘门、输入门、输出门；

t 为当前时刻； tx 为当前输入； 1th  为上一时刻输

出；C 为记忆神经元的状态；h 为神经网络的输出；

W 、U 、 b 分别为当前时刻输入权重、上一时刻

输出权重、各个门结构输出的偏置； 为 sigmoid
激活函数； 指按对应元素相乘。可以看出，1 个

LSTM 神经元的输出不仅取决于当前输入 tx ，还受

上一时刻的输出 1th  与神经元状态 1tC  的影响。 

 
图 1  LSTM 模型结构 

Fig. 1 Structure of LSTM model 

1.2 预训练-微调迁移学习法 
在深度学习算法中，预测模型的精度很大程度

上依赖于训练集数据对模型的训练效果，这需要在

训练阶段使用更多的训练集数据。但在锂离子电池

的 RUL 预测的实际应用中，预测模型需在不同的

电池退化阶段均具备较好的预测性能。特别是在电

池的早期预测中，预测起点设置在电池的早期退化

阶段，训练集数据量的减少影响了模型的预测精

度。为解决上述问题，迁移学习因其能在源域和目

标域间分享信息的特性而被广泛应用[14]。迁移学习

中，迁移信息的来源被称为源域 Ds( source-domain )，

迁移信息的目的地为目标域 Dt( target-domain )。其

目的在于通过使用有相似特征的数据集，将源域数

据集的特征迁移至目标域进而提高模型对目标域

数据预测时的性能。如图 2 所示，预训练-微调迁

移学习法首先将源域中的全部数据作为训练集，对

LSTM 预训练并保存预训练模型。然后，通过复制

预训练模型的前 N−1 层的信息将其迁移至目标域

中，并使用目标域数据的训练集对预训练模型微

调。最后，将经过预训练-微调的 LSTM 模型作为

预测模型用于目标域数据的预测中。 

 

图 2  预训练-微调迁移学习法流程 
Fig. 2 Flow chart of transfer learning method with 

pretraining-finetune strategy 

在不同锂离子电池的容量衰减过程中，既有整

体容量趋势下降的衰减共性，又有环境温度变化、

电池单体间差异等干扰因素造成的衰减特性。因

此，在对老化信息的迁移中首先使用源域数据训练

出 1 个适合源域电池的 LSTM 预训练模型。随后，

将该预训练模型迁移至目标域中并通过使用目标

域数据的训练集对预训练模型微调，使预训练模型

适用于目标域电池[12]。预训练-微调法兼顾了源域

电池的一般特征和目标域电池的独特特征，使预训

练模型在预测电池 RUL 前预先学习电池老化的一

般特征并间接扩大训练数据集，进而提升模型对目

标域电池的预测精度。 

2 TL-LSTM-SIM 预测模型构建 

2.1 TL-LSTM-SIM 模型的方法框架 
本文提出的 RUL 预测模型框架如图 3 所示，



 
第 7 期 王子鹏，等：基于源域电池迭代模块和 LSTM 神经网络的锂离子电池寿命预测 297 

 

该框架主要包括 2 部分。( 1 )SIM。首先将多个全寿

命 容 量 退 化 数 据 已 知 的 电 池 作 为 源 域 电 池 对

LSTM 模型预训练，经多次迭代后得到 1 个具有高

预测精度的预训练模型。( 2 )目标域电池 RUL 预测。

将源域中训练得到的最优 LSTM 预训练模型迁移

至目标域中，经目标域训练集微调后对目标域电池

进行容量退化曲线预测，进而计算出目标域电池的

RUL。 

 

图 3  TL-LSTM-SIM 模型框架 

Fig. 3 Framework of TL-LSTM-SIM model 

2.1.1  源域电池迭代模块 
在常规的迁移学习中，通常使用单个源域电池

数据对模型预训练[12]，这使得源域电池同目标域电

池间的单体差异极大地影响了模型预测精度。为解

决该问题，本文在 TL 的基础上引入了 SIM 模块，

通过使用多块锂离子电池容量数据对 LSTM 模型

迭代训练，并将训练获得的最优 LSTM 预训练模型

保存，待目标域电池预测时调用。 
SIM 模块训练过程如图 3 所示。首先，将源域

电池#1 的全部容量数据作为训练集对 LSTM 模型

预训练，并保存为 LSTM#1；随后，将源域电池#2
的全部数据作为训练集继续对 LSTM#1 训练，并获

得 LSTM#2。以此类推，直至源域电池#S 实现多块

源域电池的迭代训练。迭代过程中，除首个源域电

池外，后续电池均调用上代保存的预训练模型，最

终将训练得到的 LSTM 预训练模型“LSTM#S ”作为

SIM 模块的输出，用于 RUL 预测流程。经多次实

验验证，本文选取 MIT 数据集中的 N1~N7 电池作

为 SIM 模块中使用的源域电池，即 SIM 模块迭代

7 次后输出 LSTM 预训练模型。 

2.1.2  RUL 预测 
TL-LSTM-SIM 模型的 RUL 预测流程如图 4

所示。具体预测流程如下。 

 
图 4  TL-LSTM-SIM 模型的 RUL 预测流程 
Fig. 4 Flow chart of RUL prediction based on 

TL-LSTM-SIM model 

步骤一 划分源域电池和目标域电池。本文使

用 MIT 数据集中的 N1~N7 电池构建 SIM 模块。 
步骤二 使用 SIM 模块对 LSTM 模型预训练。

使用源域电池的全部容量数据训练 LSTM 模型，经

7 次迭代后得到最优 LSTM 预训练模型。 
步骤三 将最优 LSTM 预训练模型迁移至目标

域，并使用目标域训练集对模型微调。以预测起点

SP 为界，将目标域电池的容量数据划分为训练集和

测试集，其中训练集用于预训练模型的微调。 
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步骤四 调用微调后的 LSTM 预训练模型对目

标域电池进行容量预测。当容量预测曲线下降至寿

命终止点 EOL( end-of-life )时预测结束，输出容量

预测曲线及 RUL 预测值。RUL 计算公式为 

UL OL PR E S    ( 7 ) 

式中，EOL 为锂离子电池失效阈值对应的循环圈数。 
2.2 实验数据集介绍 

采用 3 种具有不同电极材料和老化环境的锂

离子电池实现对本文算法性能的验证。第一类电池

来自论文[15]的 MIT 数据集。数据集共包含 124 组

锂离子电池老化数据，选取其中的 8 块电池用于模

型构建和模型验证，分别为 N1~N8。电池的额定

容量为 1.1 A∙h，额定电压为 3.3 V。第二类电池来

自 CALCE 数据集[16]，选取 CS36 用于模型验证。

电池的额定容量为 1.1 A∙h，额定电压为 3.4 V。第

三类电池来自 NASA 数据集[17]，选取 B5 用于模型

验证。电池的额定容量为 2.0 A∙h，额定电压为 3.2 V。

电 池 的 实验参 数 见表 1， 容 量 退化曲 线 如图 5    
所示。 

表 1  本文使用的各类电池参数 
Tab. 1 Parameters of various types of batteries used  

in this paper 

数据集 
额定

电压/ 
V 

放电

截止

电压/ 
V 

充电

截止

电压/ 
V 

额定

容量/ 
A∙h 

电池类型 

MIT 3.3 2.0 3.6 1.1 APR18650M1A 
CALCE 3.4 2.7 4.2 1.1 Prismatic Li-ion 
NASA 3.2 2.7 4.2 2.0 18650NMC 

2.3 实验设计与评估标准 
TL-LSTM-SIM 模型的 RUL 预测实验共包括 3

个实验组，通过对不同类型的目标域电池进行预测

来验证模型的预测性能。3 组实验均使用 SIM 对

LSTM 预训练，SIM 模块使用 MIT 数据集的 N1~N7
来构建。 

选取来自 3 类数据集的锂离子电池作为目标

域电池，验证 SIM 模块对不同类型电池的预测性

能。3 组实验组见表 2。实验组 1 的目标域电池 N8
同 SIM 模块构建使用的电池来自同一数据集。实 

 

图 5  各类电池数据集的容量退化曲线 
Fig. 5 Capacity degradation curves for each type of  

battery dataset 

表 2  源域电池和目标域电池实验组 
Tab. 2 Experimental groups of source-domain and 

target-domain batteries 

实验组 源域电池 目标域电池 

1 源域电池迭代模块( SIM ) N8 
2 源域电池迭代模块( SIM ) CS36 
3 源域电池迭代模块( SIM ) B5 

验组 2 和实验组 3 中目标域电池与源域电池类型不

同，用于验证模型的预测性能。现有研究中，RUL
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预测起点通常设置在容量数据的 30%或 50%[11]。 
为进一步测试模型在电池早期退化阶段的 RUL 预

测性能，本文选取目标域电池容量数据的 20%、 
30%和 50%作为预测起点。各类目标域电池的预测

起点见表 3。 

表 3  各阶段预测起点设置 
Tab. 3 Settings of starting points for prediction  

at each stage 

预测起点 N8 CS36 B5 
20% 200 200 40 
30% 300 300 60 
50% 400 400 80 

为评估模型的预测准确度，采用均方根误差

RMSE( root mean squared error )、平均绝对误差

MAE( mean absolute error )和 RUL 预测值绝对误差

( RULer )作为预测模型的精度指标评估容量预测曲

线和 RUL 预测值，其计算公式分别为 

 2
MSE

1

1 ( )
M

k k
i

R y y
M 

   ( 8 ) 


AE

1

1 k

k k
k

M y y
M 

   ( 9 ) 

ULer ULpr ULtr=R R R  ( 10 ) 

式中：M 为预测循环圈数； ky 为容量实际值；ky 为

容量预测值； ULprR 为 RUL 预测值； ULtrR 为 RUL

实际值。 

3 实验结果分析 

为验证本文提出的 TL-LSTM-SIM 模型的预测

性能，选取 LSTM、CEEMDAN-LSTM[11]和 TL- 
LSTM[18]3 种 RUL 预测模型，和本文构建的模型共

同对表 2 中 3 个实验组的目标域电池进行 RUL 预

测。其中，TL-LSTM 算法在预训练中仅使用 1 块

目标域电池，本文提出的模型则使用 SIM 模块进

行预训练。各模型分别在锂离子电池的 20%、30%
和 50%这 3 个预测起点预测，并通过 RMSE、MAE
和 RULer 3 种精度指标对预测结果进行对比分析。 

图 6 和表 4 为各模型对实验组 1 的预测结果，

源域和目标域电池类型相同。由于 MIT 电池的老

化试验在失效阈值附近停止，因此当模型在容量预

测中没能及时降至失效阈值时视作预测失败。由 
图 6 可以看出，LSTM 和 CEEMDAN-LSTM 的容量

预测曲线未在电池失效前降至失效阈值，预测失败；

TL-LSTM 和 TL-LSTM-SIM 均成功实现 RUL 预测

且 TL-LSTM-SIM 的预测曲线更贴近于实际曲线。

由表 4 可以看出，LSTM 和 CEEMDAN-LSTMRUL
预测失败；TL-LSTM 和 TL-LSTM-SIM 的 RULer
均小于 3。此外，TL-LSTM-SIM 模型的 RMSE 值

远低于其他模型，预测效果最好。 

 

图 6  实验组 1 的容量预测曲线 

Fig. 6 Capacity prediction curves for No. 1 experimental group 
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表 4  实验组 1 在不同预测起点下的预测结果 
Tab. 4 Prediction results of No. 1 experimental group 

under different starting points for prediction 

预测

起点 
模型 RMSE/A∙h MAE/A∙h 

RULpr/
圈 

RULer/
圈 

20% 

LSTM 0.003 7 0.003 6 — — 
CEEMDAN-LSTM 0.003 2 0.003 0 — — 

TL-LSTM 0.002 2 0.002 0 953 1 
TL-LSTM-SIM 0.000 9 0.000 7 951 1 

30% 

LSTM 0.003 2 0.003 0 — — 
CEEMDAN-LSTM 0.002 4 0.002 2 — — 

TL-LSTM 0.001 5 0.001 4 854 2 
TL-LSTM-SIM 0.000 7 0.000 6 853 1 

50% 

LSTM 0.002 5 0.002 3 — — 
CEEMDAN-LSTM 0.001 6 0.001 4 — — 

TL-LSTM 0.000 8 0.000 7 754 2 
TL-LSTM-SIM 0.000 4 0.000 3 754 2 

图 7 和图 8 分别为实验组 2 和实验组 3 的容量

预测曲线图。由图 7( a )~( c )可知，4 种模型在对实

验组 2 的预测中均能获得较为精准的容量预测曲

线，其中 TL-LSTM 和 TL-LSTM-SIM 模型在 20%
预测起点时的容量预测曲线的拟合程度最好，表明

TL-LSTM-SIM 模型在早期阶段更能体现其优势。

由图 8( a )~( c )可知，实验组 3 中 4 种模型均成功实

现了 RUL 预测。由于实验组 3 使用的 NASA 电池

的全寿命容量退化数据同 MIT 和 CALCE 数据集相

比较少，因此在 20%和 30%预测起点下的容量预测

曲线均不同程度的偏离了实际容量曲线，而在 50%
预测起点时可准确预测实际容量曲线。 

实验组 2 和实验组 3 的预测精度指标见表 5。

可以看出，4 种模型在实验组 2 和实验组 3 中均能 

 

图 7  实验组 2 的容量预测曲线 
Fig. 7 Capacity prediction curves for No. 2  

experimental group 
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图 8  实验组 3 的容量预测曲线 

Fig. 8 Capacity prediction curves for No. 3  

experimental group 

实现 RUL 预测，但在不同预测起点的预测精度出

现波动。其中 LSTM 除了在实验组 3 的 50%预测

起点下 RULer 为 8，在实验组 2 和实验组 3 的其余预

测情况下 RULer 均在 10 以上且最高误差可达 29。

CEEMDAN-LSTM 仅在 50%预测起点的预测中可

实现较高精度的预测结果，但是随着预测起点的前

移预测精度不断下降，特别是在 20%起点下 RUL

预 测 误 差 最 大 ， RULer 高 达 32 。 TL-LSTM 和

TL-LSTM-SIM 在实验组 2 的 RULer 均在 10 以下；

实验组 3 中除 20%预测起点中 RULer 高于 20，在 30%

和 50%预测起点下均保持较好的预测精度，RULer

最高仅为 12。此外，TL-LSTM-SIM 在全部预测起

点 下 的 容 量 预 测 曲 线 精 度 RMSE 均 优 于 TL- 

LSTM，证明即使在源域和目标域电池类型不同的

情况下 TL-LSTM-SIM 仍能保持良好的预测性能。 
表 5  实验组 2 和实验组 3 在不同预测起点下的预测结果 

Tab. 5 Prediction results of No. 2 and No. 3 experimental groups under different starting points for prediction 

预测 
起点 

模型 
RMSE/(A∙h) MAE/(A∙h) RULpr/圈 RULer/圈 

实验组 2 实验组 3 实验组 2 实验组 3 实验组 2 实验组 3 实验组 2 实验组 3 

20% 

LSTM 0.024 9 0.056 9 0.020 9 0.048 8 288 109 21 24 
CEEMDAN-LSTM 0.015 6 0.050 1 0.014 5 0.040 6 286 117 23 32 

TL-LSTM 0.010 5 0.063 2 0.010 2 0.053 6 301 62 8 23 
TL-LSTM-SIM 0.008 2 0.052 8 0.007 7 0.044 1 302 65 7 20 

30% 

LSTM 0.030 1 0.026 5 0.027 8 0.021 4 180 84 29 19 
CEEMDAN-LSTM 0.008 4 0.028 2 0.006 9 0.022 5 219 54 10 11 

TL-LSTM 0.013 5 0.029 5 0.013 1 0.026 2 203 53 6 12 
TL-LSTM-SIM 0.007 9 0.023 5 0.007 7 0.021 0 206 55 3 10 

50% 

LSTM 0.018 7 0.024 2 0.015 1 0.017 8 88 37 21 8 
CEEMDAN-LSTM 0.006 1 0.018 0 0.004 7 0.013 9 116 38 7 7 

TL-LSTM 0.007 7 0.021 7 0.007 0 0.016 2 114 40 5 5 
TL-LSTM-SIM 0.006 4 0.007 7 0.006 3 0.007 0 111 41 2 4 

 
以上结果表明，TL-LSTM-SIM 在不同条件下

对锂离子电池的 RUL 预测中均能取得良好的预测

效果。特别在不同类型电池预测中，TL-LSTM-SIM

仍保持较高的预测精度。为进一步证明 TL-LSTM- 

SIM 对锂离子电池 RUL 预测的可靠性，对 3 组实

验分别进行了 100 次循环预测，最终得到如表 6 所

示 RUL 预测值 95%置信区间。由表 6 的结果可以

看出，各实验组在不同预测起点下 RUL 预测结果

的 95%置信区间均处于合理范围，体现了模型在不

同预测场景下的稳定性和一致性。 

表 6  TL-LSTM-SIM 模型 RUL 预测结果的 95%置信区间 
Tab. 6 95% confidence intervals of results predicted by 

TL-LSTM-SIM model 

实验组 预测起点 95%置信区间 
 200 [949,954] 

1 300 [853,855] 
 400 [753,755] 
 200 [280,315] 

2 300 [180,214] 
 400 [86,114] 
 40 [63,81] 

3 60 [52,58] 
 80 [39,46] 
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4 结论 

本文提出 1 种基于迁移学习的 TL-LSTM-SIM

模型，通过构建 SIM 对 LSTM 模型预训练，并将

获得的最优 LSTM 预训练模型用于目标域电池的

RUL 预测。针对现有迁移学习仅使用单个源域电

池数据进行模型预训练的情况，通过构建 SIM 模

块实现了使用多个源域电池数据对 LSTM 模型进

行迭代训练，并对来自 3 个开源数据集的电池分别

在 20%、30%和 50%这 3 个预测起点进行 RUL 预

测。在同其他模型的比较中，TL-LSTM-SIM 模型

在对不同类电池的预测中均保持了较高的预测精

度，特别是在预测起点为 20%处保持了较为明显的

优势。得出的具体结论如下。 

( 1 )本文提出的 TL-LSTM-SIM 模型通过引入

SIM 模块对迁移学习方法进行改造，利用多块源域

电池的全寿命容量退化数据对 LSTM 模型迭代预

训练以获得最优 LSTM 预训练模型，进一步提升了

模型的预测精度。 

( 2 )TL-LSTM-SIM 模型在对源域和目标域电

池同种类和不同种类电池的预测中均有着较高的

预测精度。类型相同的情况下，RUL 预测值绝对

误差小于 2 圈；在对不同类电池的预测中，除 20%

预测起点外 RULer 均小于 10 圈。 

( 3 )TL-LSTM-SIM 模型在不同预测起点下均

保持较高的预测精度。特别是在锂离子电池容量早

期退化阶段，同其他算法比较有较为明显的优势。 

在下一步工作中，将考虑使用多源域迁移获得

更多类型电池的老化特征，进一步提升模型的预测

精度及在对不同类型电池的预测中保证预测的准  

确性。 
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