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摘要：准确预测锂离子电池剩余使用寿命对新能源汽车的安全可靠运行至关重要。首先，针对数据驱动方

法预测锂离子电池剩余使用寿命的研究现状进行分析，归纳总结了 6 种常用数据驱动方法的研究进展；然后，

总结归纳了锂离子电池寿命预测目前在实际应用中存在的 3 个问题，同时较为全面地讨论了电池数据集的收集

问题，阐述了电池数据集对数据驱动方法发展的重要性；最后，对未来的发展趋势进行了展望。 
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Abstract: Accurately predicting the remaining useful life ( RUL ) of lithium-ion batteries is critical to the safe and 

reliable operation of new energy vehicles. First, the research status of data-driven methods for predicting the RUL of 

lithium-ion batteries is analyzed in this paper, and the research progress in six commonly used data-driven methods is 

reviewed. Then, three problems existing in the practical applications of RUL prediction of lithium-ion batteries at 

present are summarized. At the same time, the issue of battery dataset collection is discussed comprehensively, and the 

importance of battery datasets to the development of data-driven methods is also elaborated upon. Finally, the 

development trend in the future is prospected. 
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1近年来，为了应对传统能源枯竭和环境退化问

题，锂离子电池在新能源汽车领域取得了广泛应

用。与此同时，锂离子电池在应用中的性能衰减严 
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重 制 约 了 电 池 的 剩 余 使 用 寿 命 RUL( remaining 
useful life )[1-2]，这已成为人们关注的焦点。 

锂离子电池是一个时变的电化学系统[3]，在工

作过程中其内部反应复杂多变，在动态系统下处理

各种物质和能量会产生固体电解质界面膜增长、锂

离子沉降、集流体腐蚀、隔膜损伤和电解液氧化等

副反应[4]。这些副反应阻碍了电池正、负极的嵌锂

和脱锂过程，导致电池的性能衰减，宏观上表现为

容量减少和内阻增加，最终降低了电池的使用寿

命。当电池寿命减小到失效阈值时，电池的稳定性 
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降低。此时需要更换电池，否则将导致设备运转不

畅甚至失灵，进而引发灾难性事故[5]。因此，准确

预测锂离子电池剩余使用寿命对系统的安全可靠

运行至关重要。 

由于锂离子电池内部降解机理的复杂性，预测

其寿命变得很困难。同时，与其性能直接相关的容

量因素是电池内部参量，无法在外部用传感器直接

测出，这增加了寿命预测的难度。然而，电池寿命

预测对电池系统可靠运行和梯次利用十分重要，因

此很多学者对此进行了研究[6-9]。 

目前，基于数据驱动的方法是锂离子电池 RUL

预测的研究热点，这得益于近年来计算能力和数据

处理技术的提高。数据驱动方法预测电池 RUL 的

理论基础是统计学知识和人工智能理论[10]。该方法

的关键特征是利用电池历史数据和实时数据建立

预测模型预测电池的 RUL，同时允许算法模型从

数据和经验中学习和改进，而且无须构建复杂的电

池等效模型。具体而言，该方法主要采用了随机过

程、统计信号分析等技术，对传感器测得的大量描

述电池性能变化的数据( 如电压、电流、温度、容

量、充放电时间等 )进行分析和归纳，从中提取关

键退化信息，然后采用人工智能技术，使模型不断

地从训练数据中学习性能变化规律，建立电池性能

参数和剩余寿命之间的关系模型，从而预测锂离子

电池的 RUL。 

随着数据驱动方法的不断发展，有必要归纳近

年来的研究进展，为相关研究人员提供参考。 

1 RUL 概念和基于数据驱动的 RUL
预测框架 

锂离子电池的 RUL 是指电池的容量从当前状

态衰减至失效阈值时所需要经历的循环次数[10]。在

锂离子电池中，随着使用时间的增加，锂离子电池

内部会形成固体电解质界面和其他杂质，这些杂质

会导致电池内阻增加，从而减少电池的输出功率和

容量。同时，电池的电压也会随着循环次数的增加

而逐渐下降，这是因为电池内部的电化学反应导致

正负极之间的充放电平衡发生变化。除此之外，当

循环次数增多时，电池能够储存的电量会变得越来

越少，这意味着荷电状态 SOC( state-of-charge )会逐

渐降低。可见，锂离子电池的寿命衰减是由多种

因素造成的，而这些变化特征最终导致电池的剩

余使用寿命减少。因此，在需要长期可靠运行的

应用场景如电动汽车中，通过 RUL 指标的实时监

测和评估电池健康状况对于电池维护和更换决

策至关重要。 

基于数据驱动的 RUL 预测框架如图 1 所示。

RUL 预测框架由以下 3 个阶段组成：第 1 个阶段

是数据提取阶段，主要包括数据采集、数据归类、

数据预处理和数据划分。具体而言，该阶段首先要

通过传感器等装置获取电池的实时数据，然后将采

集到的数据进行预处理，包括去噪、归一化、特

征提取，最后从预处理后的数据中选择与电池寿

命相关的特征，例如电池的温度、电压波动、放

电容量等。第 2 阶段是 RUL 预测建模阶段，包

括各种模型、算法、相关的配置和结构。该阶段

的任务是根据所选的特征，使用合适的机器学习

算法建立一个预测模型，然后利用历史数据对模

型进行训练，优化模型参数，提高预测准确性，

最后使用测试数据和不同数据集验证模型的准

确度和稳定性。第 3 阶段是 RUL 预测阶段。该

阶段的任务是根据电池当前状态，将当前得到的

特征数据输入所建立的模型，通过计算得到电池

的剩余使用寿命。 

图 1 中显示了 RUL 预测结果和预测误差，  

其中的 RUL 是电池真实剩余寿命，PRUL 是预测

的电池剩余寿命。PRUL 与 RUL 之间的差值定义

为 RUL 预测误差。 

此外，数据驱动方法通过各种性能指标( 如均

方根误差 RMSE ( root mean square error )、平均绝对

误差率 MAPE ( mean absolute percentage error )等 )

来比较各种预测模型的性能。RMSE、MAPE 的值

越小，表示模型的预测效果越好。  
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图 1  基于数据驱动的 RUL 预测框架 

Fig. 1 Framework for data-driven RUL prediction 

2 基于数据驱动的 RUL 预测方法 

在电池 RUL 预测方面，基于数据驱动的 6 类

常用方法如图 2 所示。 

 

图 2  锂离子电池 RUL 预测方法 
Fig. 2 Methods for RUL prediction of lithium-ion batteries 

2.1 支持向量机 
支持向量机 SVM( support vector machine )模型

以结构风险最小化为基础，利用支持向量回归

SVR( support vector regression )方法来解决非线性

问题，因此可以作为预测锂离子电池容量退化和

RUL 的合适技术。然而，SVM 的性能主要取决于

超参数。超参数是指惩罚因子和内核参数，其中惩

罚因子在模型准确率与模型复杂度之间起到折中

作用，内核参数则体现了输入数据样本范围特征与 

支持向量间的相关程度。超参数严重影响 SVM 的准

确率，通常采用优化算法来解决这一问题。例如：文

献[11]采用灰狼算法GWO( grey wolf optimization )优

化 SVR，提出了 GWO-SVR 算法，提高了 RUL 预测

精度；文献[12]利用遗传算法 GA( genetic algorithm )

优化 SVR 的超参数，以实现更准确的 RUL 预测，

同时引入相空间重构 PSR( phase space reconstruct- 

tion )来实现最优输入序列的选择，进一步提高了

SVR 预测的准确性。 

各种优化 SVR 算法的核心差异在于搜索超参

数时规则的不同，而这些算法本身存在时间和计算

复杂度的问题，同时有可能陷入局部最优解，而超

参数严重影响了 SVR 的预测性能，因此更科学有

效地搜索超参数的方式仍有待被探寻。SVR 预测时

核函数的种类和数量对模型性能也有影响，如解决

电池寿命预测这种非线性问题时，核函数应采用非

线性映射能力强的径向基函数，以保证预测的准确

性。同时基于 SVR 模型的 RUL 在线预测也值得关

注。文献[13]利用电压和温度作为开发基于 SVR 的

RUL 预测模型的关键特征，其引入了 1 种多级技 

术，以提高模型精度并减少仿真次数。尽管如此，
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模型精度还应该在城市道路循环工况等可变负载

情况下进行研究。此外，可以开发一个在线智能算

法框架，用于自适应学习新的在线数据。文献[14] 
开发了 1 种具有2个在线健康因子即等充电和等放

电的电压差时间间隔的 SVR 模型，采用特征向量

选择与 SVR 相结合的方法对容量估计曲线进行重

构。虽然关键数据的加入显示出令人满意的结果，

但没有使用其他数据驱动模型研究预测精度，同时

模型的训练成本较高。 
2.2 相关向量机 

相关向量机 RVM( relevance vector machine )模
型是由美国学者 Tipping 开发的，类似于 SVM，其

不同点在于 RVM 采用贝叶斯框架推断权重，并获

得概率密度函数。RVM 模型描述了高稀疏性，可

以进行概率预测[15]。同时 RVM 计算简单，核函数

限制少，因此在电池寿命预测中广泛使用。文献[16]
开发了一个基于 RVM 的容量退化模型，用于预测

电池的 RUL，并提取容量退化数据作为关键健康 
指标来训练所提出的模型，用相关向量构建训练数

据的框架，选择合适的训练向量，忽略不相关数据，

从而提高性能精度。然而，该研究的不足在于电池

工作时内部容量变化很难直接测量，而采用外部可

直接测量的预测因子来预测 RUL 显然更为方便。

近期，PSO-ELM-RVM[17]模型实现了这一点，它集

成了粒子群优化 PSO( particle swarm optimization )、
极限学习机 ELM( extreme learning machine )和相关

向量机，首先提取并预处理恒流充电过程中的间接

健康指标，即电池外部条件下可获得的等充电电压

差的时间间隔；其次利用 RVM 建立健康指标与容

量之间的关系，同时使用 Box-Cox 变换来增强健康

指标与容量的相关性，并基于 ELM 构建健康指标

预测模型，采用 PSO 优化 RVM 和 ELM 模型的参

数；最后将健康指标预测结果添加到 RVM 模型中，

获得了具有置信区间的预测容量。该模型的优势在

于使用间接健康指标实现了准确的 RUL 预测。尽

管如此，相比 PSO 算法，该模型应该采用更先进

的寻优算法优化 ELM 和 RVM，这样可以在节约训

练时间的同时提高预测准确性。 

2.3 高斯过程回归 

高斯过程回归 GPR( Gaussian process regression )
是 1 种基于统计学习理论的非线性回归方法，其源

于贝叶斯技术，具有灵活性、非参数性和概率性的

特点，在预测应用中被广泛认可[18]。它通过约束先

验分布来拟合可用的训练数据，计算估计的后验退

化。GPR 还可以建模和预测任何动态系统的线性或

非线性行为特征，并以概率的形式给出预测结果的

不确定性。考虑到锂离子电池的性能退化过程是复

杂的、动态的和非线性的，GPR 方法适合于建立锂

离子电池 RUL 预测模型。文献[19]开发了 1 种基于

GPR 的 RUL 预测模型来表征产能退化曲线的多模

态，在容量退化曲线中的多模态是由于不同段获取

特性的不同而产生的，与其他传统技术相比，该模

型巧妙地处理了这种多模态，虽然研究结果证明了

GPR 处理多模态的能力，但该技术存在计算速度缓

慢且复杂的问题。文献[20]提出了 1 种融合增量容

量分析 ICA( incremental capacity analysis )和高斯过

程回归的锂离子电池 RUL 预测新方法，首先使用

具有比传统充电/放电曲线更高灵敏度的增量容量

IC( incremental capacity )曲线来分析锂离子电池的

性能退化过程，然后提取 IC 曲线的峰值和 IC 曲线

峰值下的区域面积作为健康指标，最后建立了基于

ICA 和 GPR 的锂离子电池 RUL 预测框架，给出了

预测结果的不确定度表达式，但因每类电池的放电

IC 曲线是不同的，该方法的缺点在于可能不适用

于其他类型的电池。而文献[21]考虑到每类电池之

间的差异，特别是在电池加速衰变期间的差异，提

出了 1 种经验数据混合驱动方法，利用先验知识和

历史数据集来预测锂离子电池在容量下降条件下

的寿命。首先提出了 1 种基于多项式的模型，以提

供该混合驱动方法的基本精度，同时设计了具有部

分充电电压分布的 GPR，以充分利用数据集；然后

结合上述 2 种方法的优点，使用双粒子滤波器

PF( particle filter )框架建立该混合模型，这样即使在

容量加速退化的情况下，也可以通过融合 2 个模型

来获得当前容量的准确估计。 
然而，随着电池数据量的不断增多，深度 GPR



 
第 7 期 李银，等：基于数据驱动的锂离子电池剩余寿命预测综述 257 

 

模型的计算复杂度和训练持续时间显著增加。因

此，未来需要进行适当的模型参数选择以提高预测

精度。 
2.4 极限学习机 

极限学习机 ELM( extreme learning machine )是
一个典型的单隐藏层的前馈神经网络，由输入层、

隐藏层和输出层组成，输入层神经元和隐藏层神经

元、隐藏层神经元和输出层神经元之间均存在联 
系[22-23]。其通过 Moore-Penrose 广义逆矩阵理论最

小化损失函数来获得输出层的权重[24]。ELM 具有

训练参数少、学习速度快和泛化性能好的优点。目

前电池预测方面的数据规模在不断扩大，数据维度

也在大幅提升，而传统的 ELM 无法充分重构大容

量和众多的时变数据。文献[22]引入了广义学习BL 
( broad learning )的思想，并开发了 1 种新的 ELM 模

型，即广义学习极限学习机 BL-ELM。BL 的使用

大大提高了模型从大量数据中捕获有效特征信息

的能力，其结果表明，BL-ELM 方法不仅保证了估

计和预测的准确性，而且节省了时间。超参数也影

响 ELM 模型的性能，文献[17]采用 PSO 算法优化

ELM 模型的输入层权重和隐藏层偏差，使得 ELM
模型预测更为精准。尽管如此，由于使用了 PSO  
算法，模型预测结果存在不稳定性，应该采用更为

稳健的寻优算法来改善其稳定性。 
2.5 深度神经网络 

深度学习神经网络 DNN( deep neural network )
由多层网络组成，近年来已成为分析和训练大量数

据的更具前景的技术之一[25]。与支持向量机、极限

学习机网络中简单的激活函数相比，DNN 可以在

一个神经元中执行诸如卷积或多次激活等操作。

这一特性使得 DNN 能更好地捕捉目标的特征信

息，从而实现精准的预测。目前在 RUL 预测中使

用较多的DNN有长短期记忆 LSTM( long short-term 
memory )网络、门控循环神经网络 GRNN ( gated 
recurrent neural network )、卷积神经网络 CNN( con- 
volutional neural networks )等。已有研究表明，DNN
融合方法对 RUL 预测而言可能会更有效。例如：

文献[26]提出了 1 种蒙特卡罗 MC Dropout ( Monte 

Carlo dropout )和 GRNN 融合的模型，首先提取间

接健康指标，并使用灰色关联分析 GRA ( grey 
relation analysis )分析其与容量的关系，然后将 MC 
Dropout 方法与 GRNN 模型相结合，以避免梯度消

失和过度拟合现象，通过 MC Dropout 方法获得预

测结果的概率分布和 95%置信区间，建立了预测模

型的不确定性。与其他方法相比，该模型不仅在

RUL 预测精度方面具有优势，而且能够描述 RUL
预测中的不确定性。文献[20]通过将广义学习系统

BLS( broad learning system )算法和 LSTM 相结合，

提出了 1 种融合神经网络模型 BLS-LSTM，出色地

预测了锂离子电池容量和 RUL，BLS-LSTM 融合

神经网络不仅保证了锂离子电池容量和 RUL 预测

的精度，而且训练数据减少到只需要整个退化数据

的 25%，但该方法需要在更多类型的电池数据上测

试以验证其性能。 
总体而言，如果训练数据足够多，DNN 融合

方法的预测精度和稳定性都会得到极大提高，因此

当电池的历史退化数据很多且只考虑准确性时，

DNN 融合方法显然比其他的预测方法更具优势。 
然而 DNN 融合方法网络结构复杂，一般计算量较

大，如果用于实时性要求高的预测场合，算法上需

要更多的改进，且对硬件要求较高。 
2.6 基于随机过程的算法 

锂离子电池的性能衰减过程实际上是一个随

机过程。因此，使用基于随机过程的算法进行电池

RUL 预测在理论上具有一定的优势。近年来，许  
多学者使用随机过程算法，如维纳过程、可靠性函

数和隐马尔可夫来实现锂离子电池 RUL 预测。如

文献[27]提出了 1 种基于维纳过程并考虑弛豫效应

的锂离子电池 RUL 预测方法，该方法对电池弛豫

效应进行建模，以提高 RUL 预测的准确性。由于

在实际应用中，锂离子电池通常不会长时间静置，

且该方法实现了 RUL 在线预测，因此该方法具有

一定的工程应用价值。文献[28]提出了 1 种新的时

变温度条件下锂离子电池 RUL 预测方法，首先建

立了从随机温度条件到参考温度条件的电池容量

转换路径，其次基于维纳过程建立了锂离子电池在
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时变温度条件下的退化模型，并提出了 1 种基于最

大似然估计和遗传算法的两步无偏估计方法，以更

新在贝叶斯框架下的在线参数，结果表明该方法具

有较高的精度和较小的不确定度。在实际应用中，

时变温度是锂离子电池的常见工作条件，因此该方

法工程应用价值相对较高。 
基于随机过程的算法具有广阔的应用前景，同

时需要考虑到模型的复杂度以及电池在实际应用

中面临的复杂工况等问题来改进预测方法。 
从上述对各类方法的分析可知，SVM 和 RVM

方法的预测精度较高，但存在超参数优化问题；

GPR 方法在小数据集上预测效果较好，同时具备不

确定性表达能力，但相对 SVM 和 RVM 而言，其

计算过程较为复杂；ELM 学习速度快，但同样存

在参数优化问题；DNN 预测精度高，但需调节的

参数较多、计算量大；基于随机过程的算法预测精

度高，同时具备不确定性表达能力，但模型比较复

杂且同样存在计算量大的问题。 
为了清晰展现各类预测方法的研究进展，从输

入特征、预测精度、模型优缺点和相关研究的局限

性对上述方法及其相关方法[11-14,17,19-20,27-34]总结归

纳，结果见表 1。 
表 1  RUL 预测方法对比分析 

Tab. 1 Comparative analysis of RUL prediction methods 

方法 文献 输入特征 预测精度 优点 缺点 研究的局限性 

SVM 

[13] 电压、温度、时间 误差精度 81.17% 
RMSE 30.68% 

利用有限数据集 
进行多阶段训练 

未使用其他 
关键数据集 

可以对改变负荷分布( 如
UDDS 和 HPPC 循环 

工况 )进一步研究 

[14] 

等充电电压差的 
时间间隔 

等放电电压差的 
时间间隔 

RMSE 1.11% ( B5 ) 
RMSE 1.51% ( B6 ) 
RMSE 0.261%( B7 ) 

将特征向量选择和

SVM 相结合，对 HI
与容量间的关系进

行建模，能评估在线 
容量 

训练成本过高 
模型的鲁棒性需要 

进一步改进 

[11] 放电容量 
RMSE 1.28% ( B5 ) 
RMSE 2.63% ( B6 ) 
RMSE 1.57% ( B7 ) 

将灰狼优化算法和

SVM 相结合，寻得

合适超参数，使得预

测更精准 

使用单一数据

集，无法在线

预测 RUL 

模型存在一定的 
不稳定性 

[12] 
放电容量 

等放电电压差的 
时间间隔 

RMSE 1.91% ( B5 ) 
RMSE 0.81% ( B6 ) 
RMSE 1.01% ( B7 ) 

将误差补偿和 SVM
相结合，对原始数据

平滑处理 

未使用其他 
数据集 

可以改用更好的算法 
寻找 SVM 超参数 

RVM 

[29] 
相关向量和在线 

数据样本 
RMSE 1.73%( B5 ) 

减少训练样本，提高

训练速度 
可能丢失潜在

的支持向量 
使用更多的实时数据可

以改善预测的不确定性 

[30] 
电压 
电流 

RMSE 0.50% 
( Model 1 ) 

RMSE 1.03%  
( Mode 2 ) 

RMSE 1.00% 
( Model 3 ) 

可以克服突然而不

寻常的数据变化 

训练大量数据

导致高计算 
复杂性 

其他熵( 如排列熵机制 ) 
可以集成以提高性能 

[17] 
放电容量 

等充电电压差的 
时间间隔 

RMSE 2.57%( B5 ) 
实现在线预测同时

能描述 RUL 预测的

不确定性 

模型计算较复

杂且有一定的

不稳定性 

PSO 优化 RVM 效果不好，

应尝试其他算法优化
RVM 

GPR [19] 放电容量 RMSE 1.28%( B5 ) 
RMSE 2.92%( B6 ) 

在小数据集上表现

出更好的处理 
能力 

计算高复杂性 
通过选择合适的模型参

数，可以加快模型的 
训练速度 
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(续) 
方法 文献 输入特征 预测精度 优点 缺点 研究的局限性 

GPR 

[31] 
温度 

放电深度 
RMSE 12.70%( B5 ) 
RMSE 11.21%( B6 ) 快速计算能力 稀疏性限制 

可以进一步研究各种因

素，如电荷吞吐量、里程

数或与电动汽车相关的

循环次数 

[20] 放电增量容量 RMSE 1.75%( B5 ) 
RMSE 1.01%( B6 ) 不确定性表达能力 

研究的电池容

量退化情况较

单一 

可用更多类型的电池来

验证模型的有效性 

ELM 

[22] 放电容量 

MSE 0.000 829 19 
( B6 ) 

MSE 0.000 210 95 
( B7 ) 

将广义学习系统和

ELM 结合，节省训

练时间，提高模型的

准确性 

使用全部容量

训练，说明方

法有效，但短

期内难以实际

应用 

因为电池存在休息期，可

以考虑从不同预测起点

预测来检验模型性能 

[17] 
放电容量 

等充电电压差的 
时间间隔 

RMSE 2.57%( B5 ) 
去噪后的数据作为

输入，显著提高 
准确性 

模型过于复杂 
可以简化模型，并寻找更

好的算法优化 ELM 

LSTM [32] 电压、电流、温度 RMSE 1.11% 
MAE 0.007 3( B5 ) 

为模型训练进行了

适当的特征选择 

研究限于开放

存取电池充电/
放电数据 

可以用更相关的数据来

决定特征选择和部分数

据范围 

CNN [33] 
充放电电流、电压、

温度 
相对误差 1.6% 

适当利用小的训练

数据集 
模型复杂 

可以使用不同的电池数

据集，如 NASA 和
CALCE 

GRU [34] 电压、电流、温度 

MAE 0.011 5 
RMSE 1.45% 

RUL 误差 0.621 3 
( B5 ) 

模型准确度高 
验证不足以为

提出的方法提

供适当的结果 

其他电池数据集和技术

可用于验证和改进 

Wiener 
process 

[27] 放电容量 未提及具体值 
采用再生使用时间

对恢复过程进行建

模，降低了建模难度 

未与其他考虑

弛豫效应的方

法比较 

可以与相似研究对比，同

时测试更多类型的电池 

[28] 放电容量，时变温度 MAPE 5.5 
RMSE 56.4 

考虑时变的温度，模

型准确率较高 
所用数据集 

单一 
可以采用其他数据集验

证模型准确性 
 

3 实际应用中的问题 

3.1 容量再生问题 
锂离子电池在长期使用的过程中，电极材料中

的锂离子分布不均匀，导致一些锂离子被困在电极

中不能正常反应，使得电池的容量下降。在电池处

于休息状态下，电池内部的电势会逐渐平衡，并且

困在电极中的锂离子会被逐渐释放，从而使得电池

的容量短暂上升，这种现象被称为容量再生现象，

在一些论文中也称为容量自恢复现象，意味着电池

的退化容量在测试休息后会短暂恢复[5]，而这种再

生现象严重影响电池退化建模和 RUL 预测。目前

这个问题尚未得到很好地解决。 
在锂离子电池 RUL 预测中，目前主要采用信

号处理的思路解决容量再生问题，具体包括离散小

波变换、经验模态分解、集成经验模态分解和变分

模态分解等方法。这些方法可以对原始信号进行解

耦，分解为不同频率的分量，有助于消除噪声，从

而实现更准确的预测。例如：经验模态分解 EMD 
( empirical mode decomposition )[35]是 1 种自适应信

号处理方法，擅长处理非线性非平稳信号，基于信

号特征，可以分解不同尺度的信号，能够将原始信

号序列分解为本征模态函数和趋势分量，以解析其
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内在隐藏的微观特征；而集成经验模态分解 EEMD 
( ensemble empirical mode decomposition )以 EMD 为

基础同时克服了 EMD 模态混叠问题，理论上得到

的结果会更好。文献[12]将 EEMD 用于解决电池容

量再生问题。文献[5]结合 EEMD 和灰狼优化的支

持向量回归 GWO-SVR，提出了一个新的模型

EEMD-GWO-SVR 以预测锂离子电池的 RUL，其

中，GWO 算法用于优化 SVR 内核参数，EEMD 用

于将电池容量时间序列中的全局退化和局部再生

解耦以提高预测精度，该方法能准确捕捉锂离子电

池中的全局退化行为和局部再生现象。然而 EEMD
毕竟是 1 种自适应信号分解方法，这决定了其得到

的模态分量始终不是真实的容量再生，因此更好的

解决方法仍有待探寻。 
为了清晰展现容量再生问题的研究情况，对上

述提到的方法[5,36-37]总结归纳，结果见表 2。 
表 2  考虑容量再生的 RUL 预测方法对比分析 

Tab. 2 Comparative analysis of RUL prediction methods considering capacity regeneration 

方法 文献 输入特征 预测精度 优点 缺点 研究的局限性 

离散小

波变换 
[36] 放电容量，电压 

新定义 RUL 下，精度为

71.95%( Cell 1 )， 
72.65%( Cell 2 ) 

采用离散小波变换将信

号分解成不同频率的分

量，有助于消除噪声 

过于耗时，

误差略高 

可以结合数据驱动

模型进行预测来提

高准确性 

经验模

态分解 
[35] 放电容量 

RMSE 1.05% ( B5 ) 
RMSE 1.38% ( B6 ) 
RMSE 0.90% ( B7 ) 

将容量信息分解，得到

平滑曲线，同时多起点

预测能实现更多信息 
输入 

训练成本

较高 

模型的鲁棒性需要

进一步改进，RVM
模型需要优化 

集成经

验模态

分解 
[5] 放电容量 

RMSE 1.13% ( B5 ) 
RMSE 0.96% ( B6 ) 
RMSE 1.50% ( B7 ) 

将 EEMD 用于解耦放电

容量，分别预测模态分

量使得预测更精准 

未使用其

他数据集，

无法在线

预测 RUL 

可以采用更多类型

的电池测试其 
准确性 

变分模

态分解 
[37] 放电容量 

RMSE 2.07% ( B5 ) 
RMSE 3.39% ( B6 ) 
RMSE 5.80% ( B7 ) 

利用 VMD 算法从容量

退化序列中获得趋势信

号和容量再生信号，再

用不同模型分别预测，

能利用 2 种模型的优点 

仅使用单

一数据集，

无法在线

预测 RUL 

对比了 2 种简单模

型，可以与更多的

方法对比 

 
3.2 融合预测方法存在的问题 

目前有很多基于数据驱动的锂电池 RUL 预测

方法，没有绝对的最佳方法和统一的通用方法。在

使用单一的数据驱动方法时预测性能往往受到限

制，因此融合方法受到关注。融合方法预测 RUL
已显示出显著的性能改进，逐渐成为未来进行 RUL
预测的重要发展方向。这些融合预测方法主要集中

在 PF、卡尔曼滤波 KF( Kalman filter )、无迹卡尔曼

滤波 UKF( unscented Kalman filter )和数据驱动的融

合。融合后的模型能够充分利用每种算法的优势，

同时能处理更多的数据信息。文献[38]构建了用于

电池健康预测的高斯过程 GP ( Gaussian process )模
型和粒子滤波方法，其使用 GP 研究退化曲线的统

计特征，而 PF 则应用于电池寿命预测；文献[39]

将 SVM 与 PF 集成用于 RUL 预测，其中 PF 用于

重新定位粒子，以获得更好的性能精度；文献[40]
引入了 1 种基于 PF 的 RVM 模型用于 RUL 预测，

基于退化曲线计算预测的不确定度，系统可靠性向

着降低维护成本的方向提高，但非动态运行得到的

曲线限制了模型的应用。对于由高斯噪声组成支持

线性系统，可以用 KF 技术代替 PF。文献[41]开发

了 1 种用于 RUL 预测的 RVM 和 KF 模型，通过

RVM 生成的 KF 模型对估计量进行优化；文献[42]
为电池的健康预测构建了 UKF 和 GA 优化的 SVM
模型，其中自适应 UKF 被用于处理噪声协方差和

观测噪声协方差；文献[43]提出了使用 UKF 和

RVM 方法进行短期容量预测的技术，开发的框架

通过来自 RVM 的适当预测信息不断更新。尽管如
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此，长期的容量预测也应被纳入未来的研究工作。 
近年来，基于数据驱动模型和智能算法的融合

得到了研究人员的关注。文献[44]介绍了 1 种基于

差分进化 DE ( differential evolution )算法的 SVR 技

术，用于 RUL 预测，利用 DE 对 SVR 模型进行合

适的核选择，其中的验证部分是根据早期发表的基

于融合方法的工作进行的。在深度学习方面，文  
献[45]开发了一个用于电池 RUL 预测的 CNN-LSTM
模型，利用有限的数据来预测退化曲线，也取得了

不错的效果，虽然与单一模型结构相比，融合方法

产生了更好的结果，但模型的计算复杂度也增加

了。因此，未来需要采取合适方法降低融合模型的

计算复杂度。从上述对各种融合方法的回顾中可

见，每种方法的准确性由于一些考虑因素而有所不

同。一般来说，电池参数类型、提取的样本数量、

训练模型的数据大小和超参数的适当选择是模型

精度依赖的一些重要因素。同时，基于数据驱动的

方法对 RUL 预测的准确性可以通过使用基于滤波

器的技术如 PF 和 KF 来提高，而此过程中数据样

本的选择、模型和超参数调整是需要重点考虑的一

些因素。数据驱动方法和智能算法的融合也能够明

显提高模型的预测准确性。 
为了清晰展现融合方法的研究情况，对上述方

法[38-45]总结归纳，结果见表 3。 

表 3  融合方法的 RUL 预测模型对比分析 
Tab. 3 Comparative analysis of RUL prediction models using fusion method 

方法 文献 输入特征 预测精度 优点 缺点 研究的局限性及建议 

GPR 和
PF 

[38] 
放电 
容量 

For B5 
RMSE 3.07%  

( Model 1 ) 
RMSE 7.87% 
 ( Model 2 ) 

PF 可以在不确定条件

下使用未知状态空间

模型提供结果 
未应用其他退化特征 

可以结合其他数据驱

动模型进行预测，从而

提高准确性 

SVM 和
PF 

[39] 
放电 
容量 

For battery A1 
RMSE 0.68% 0.61% 
0.81% ( 预测起点:  

100 150 200 ) 

不同起始点的预测精

度提供了令人满意的

结果，没有显著的偏

差，描述了模型的鲁 
棒性 

PF 没有解决粒子坍

缩问题 
应适当选择系统和测

量噪声 

RVM 和
PF 

[40] 
放电 
容量 

RMSE 0.61% ( A1 ) 
RMSE 1.17% ( B5 ) 
RMSE 1.56% ( B7 ) 

高稳定性和预测精度，

训练时间短 

加权平均值和确定

性预测的组合也许

有更好的结果 

可以考虑进行不同工

况 下 多 状 态 模 型 的 
研究 

RVM 和
KF 

[41] 
放电容量

电压 

For B5 
RMSE 6.40% 0.05% 

0.04%  
( 不同预测起点 ) 

消除了长期预测的性

能精度差 
提出方法的验证未

全面进行 
未来应进行多种验证工

作来优化模型 

GA、

UKF 和
SVM 

[42] 
放电 
容量 

RMSE 2.30% ( B5 ) 
SVM 解决了一步预测

问题 
GA 应当和更多算法

比较 

可以应用其他元启发

式技术以获得更好的

结果 

UKF 和
RVM 

[43] 
放电 
容量 

RMSE 1.58% ( A33 ) 
可以利用 RVR 合并预

测信息来更新模型 
预测精度受到可变

历史数据的影响 
可以尝试进行相关的

长期预测 

DE 和
SVM 

[44] 
电压、电

流，容量 
RMSE 0.09% ( B5 ) 
MAPE 1.07% ( B5 ) 

通过 10 篇已发表的文

章验证了预测的准确

性，所提出的模型明显

减小了容量再生现象

的影响 

未从各种电池参数

中 适 当 选 择 数 据 
样本 

文中 SVM 已与 DE 结

合，可以采用其他神经

网络与 DE 结合，如

BPNN、RNN 

CNN 和
LSTM 

[45] 电压，温度 For B7 RMSE 5.03% 
Accuracy 94.97% 预测精度高 验证结果有限 

可以采用适当技术优

化隐藏层参数   
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3.3 实验数据集的收集 
目前，美国宇航局埃姆斯卓越预测中心的

NASA 数据集[46]和马里兰大学高级生命周期工程

中心提供的 CALCE 数据集[47]是广泛使用的电池数

据集。在实验室中这 2 个数据集的充放电过程设置

了相同的工况，且多数采用恒流恒压测试模式。上

述数据集虽然在目前的研究中取得了不错的效果，

但有一个非常明显的缺陷，即无法代表电池在实际

应用中的性能退化情况，因为实际应用中不可避免

地会存在其他的情况，这会导致电池的预测情况与

实际应用情况有所偏差。 
复杂工况下的预测效果需要进一步探究。在实

际应用中，电池承受了不同的环境工况、载荷和其

他应力，因此应该使用更多复杂工况下的电池数据

来验证新算法的性能。同时，需要对多种算法得到

的结果进行分析和整理，这样可以更好地帮助电池

的设计和研发人员预测电池的寿命和性能，开发出

更加高效和可靠的电池，从而更好地满足各种实际

应用的需求。 
全面且准确的电池数据集对于学术界和工业

界的电池研究起着至关重要的作用。然而，由于电

池测试成本高昂和极端耗时，目前可用的公开数据

集的数量非常有限，这严重阻碍了数据驱动方法的

发展。目前，麻省理工学院和斯坦福大学的研究团

队意识到这个问题，提供了一个含有 124 个磷酸铁

锂/石墨电池数据的数据集[48]。这个数据集中的电

池在 72 种不同快速充电条件下进行循环，因此对

于研究动态工作条件下电池的退化非常有价值。与

此同时，其他一些研究人员也关注到电池数据集的

零星分布问题，如文献[49]详细记录了他们收集和

整理的电池数据集，其中包括来自牛津大学、加州

大学、威斯康星大学和麦克马斯特大学等机构提供

的近 20 个电池数据集。近年来，中国科学技术大

学[50]、西安交通大学[51]和剑桥大学[52]也提供了电

池数据集，其中包括不同工况下循环老化产生的电

池数据。特别值得一提的是，威斯康星大学和麦克

马斯特大学提供了驾驶中得到的电池循环老化数

据，这对于测试面向实际工程应用的算法模型非常

有用。这些数据集包含实验证明的电池数据，能够

更好地反映真实情况下电池的性能和寿命。在未来

的研究中，建议相关学者使用这些数据集来开发和

验证新的数据驱动方法，这将有助于提高新算法的

准确性和可靠性，同时这些数据集也可以为实际应

用中的不同工况提供更具针对性的预测结果。 
总之，电池数据集的全面性和准确性对于电池

研究和应用的发展至关重要。现有数据集的扩充和

改进可以检验预测方法是否有更广泛的应用。这些

数据集的使用和推广也将不断推动数据驱动方法

和电池技术的发展和进步。 

4 展望 

目前采用数据驱动方式的锂离子电池 RUL 预

测方法较多，对于发展趋势，本文展望如下： 
( 1 )面向工程的锂离子电池 RUL 预测。如新能

源汽车领域，现在只有少量数据驱动方法应用，关

键原因在于现场数据太少。汽车中的电池工况十分

复杂，最好的办法是建立一个基于现场数据的全面

且归类的数据库，以供新方法的开发和验证。同时

目前的方法多是针对单体电池进行的，而在许多电

池驱动的应用中，锂离子电池以电池组的形式存

在，因此需要进一步构建电池组相关的退化模型和

预测算法。考虑到电池的现场数据库短期内无法构

建，鼓励在实验室中采取多种电池加载模式以获得

不同工况下的电池数据，同时采用电池组方式进行

电池测试以推动该领域的进步。 
( 2 )融合预测方法的计算问题。融合方法主要

包括多种数据驱动的混合、数据驱动和滤波技术的

融合。随着电池数据逐渐增多，融入滤波技术后预

测准确性进一步提高，同时计算量也会相应增大，

汽车系统内可能无法计算，应构建计算云平台，采

用 5G 通信技术实施数据上传和下载，这样既节省

了汽车内的计算资源，又提高了计算速度。 
( 3 )锂离子电池二次利用寿命预测问题。目前

新能源汽车市场不断增长，淘汰的锂离子电池会逐

渐增多。为了节约能源和保护环境，这些电池可二
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次利用于光伏发电、储能等领域。在新的电池管理

系统中，随着工况的不同，需要重新评估锂离子电

池健康状态，同时重新进行寿命预测。 
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