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摘要：在传统电动汽车锂电池预测中，往往将健康状态 SOH( state-of-health )预测视作一个整体，进而给出单

一 SOH 预测结果。但在汽车实际运行中，直接进行 SOH 的单一预测误差大，预测效果不好。为了提高电动汽

车电池的 SOH 预测精度，提出了 1 种基于变分模态分解和麻雀搜索算法优化的核极限学习机集成模型的新预测

方法 VMD-SSA-KELM。该方法通过变分模态分解电池 SOH 序列，降低 SOH 回升的影响；同时利用 Person 相

关法减少噪声的影响，提高预测的准确性；引入核极限学习机 KELM，在保留极限学习机优点的基础上，提高

了预测的精度。基于 4 辆电动汽车的运行数据对提出的模型进行验证，结果表明与 VMD-DBO-KELM、VMD- 
POA-KELM、VMD-KELM、VMD-ELM 模型相比，所提模型的预测趋势与原数据趋势一致，其他模型的结果波

动较大，新模型预测的均方根误差在 0.20%内，预测精度更高，预测效率更快，所用时间更短，故可以证明所

提方法具有更高的准确性和鲁棒性。1 
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Abstract: In the traditional prediction of lithium batteries for electric vehicles, the state-of-health ( SOH ) 
prediction is usually regarded as a whole, and the result of single SOH prediction is obtained accordingly. However, in 
the actual operation of a car, the single prediction of SOH has a large error, and its prediction effect is not satisfying. To 
improve the accuracy of battery SOH prediction for electric vehicles, a novel prediction method based on variational  
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modal decomposition ( VMD ) and sparrow search algorithm
( SSA ) optimization of kernel-based extreme learning machine
( KELM ) integrated prediction model, i.e., VMD-SSA-KELM,
is proposed. First, the battery SOH sequence is decomposed
by VMD to reduce the influence of SOH fluctuations.
Meanwhile, the Person correlation method is used to reduce
the influence of noise and improve the accuracy of prediction.
The KELM is introduced, which improves the accuracy of
prediction while retaining the advantages of extreme learning
machine. The proposed model is validated based on the
operation data of four electric vehicles, and experimental
results show that compared with the VMD-DBO-KELM,
VMD-POA-KELM, VMD-KELM and VMD-ELM models,
the proposed model has a prediction trend which is the same
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as that of the original data, while the results of other models fluctuate a lot. The root mean square error of results predicted by the 
novel model is less than 0.2%, the prediction accuracy becomes higher, the prediction efficiency is faster and the time used is 
shorter, indicating that the proposed method has higher accuracy and better robustness. 

Keywords: Lithium battery; variational modal decomposition ( VMD ); kernel-based extreme learning machine ( KELM ); 
sparrow search algorithm ( SSA ) 

锂电池广泛应用于汽车、通讯等领域，与传统

电池相比，锂电池具有使用寿命长、可靠性高的优

点。但随着锂电池的长期使用，其充放电循环次数

增加，电池老化严重，设备的安全性和可靠性降低。

因此，为保证用电设备的安全可靠，有必要对锂电

池的健康状态 SOH( state-of-health )进行预测[1]。 

现有的锂电池健康状态预测方法主要分为基

于模型的 SOH 预测方法和基于数据驱动的 SOH 预

测方法。基于模型的方法一般需要依赖搭建的电池

模型，容易受到噪声的干扰，适应性较差[2]；基于

数据驱动的方法不需要考虑电池内部的物理、化学

反应和电池模型，只需提取电池的相关变量数据，

分析出电池的健康状态变化趋势，就可以预测锂电

池的健康状态。 

王震坡等[3]对比分析了试验法、模型法、数据

驱动法的优势和不足，并以数据驱动方法为核心，

分别从动力电池健康状态数据集构建、健康状态特

征参数提取、健康状态估计模型 3 个方面对现阶段

健康状态估计方法的理论基础和技术方案进行综

述，总结常用的大数据采集方法以及数据预处理方

法，动力电池的 SOH 估计对新能源汽车的安全运

行具有重要意义，现阶段这方面虽已取得大量的成

果，但这些方法在实车电池系统的应用上还面临诸

多挑战，还没有突破实际运用与单一应用场景的限

制，建立全面的 SOH 精确估计方法；陈吉清等[4]

基于实车电池复杂的运行数据，使用增量 SOH 分

析方法提取峰值特征作为电池充电片段的有效特

征，在此期间采用 t-SNE 非线性降维方法来处理 IC

峰特征，得以消除多维特征的冗余性问题，但是这

个降维方法的计算量大，而且没有考虑数据集的时

序特征，在工程实际需要中不合适应用；李心月  

等[5]以三元锂电池为研究对象，利用二阶 RC 等效

电路实现对电池性能进行表征，改进扩展卡尔曼滤

波算法，提出 1 种新型双自适应卡尔曼滤波算法，

实现 3 种工况下荷电状态与健康状态的联合估算，

但由于锂电池本身具有多样化的性质和各种极其

复杂的工况，在临近完全放电时电池内阻均出现了

猛增的情况，难以就锂电池的真实工况实现高精度

的模拟；张朝龙等[6]针对实际的电池 SOH 很难直  

接测量和 SOH 再生导致 SOH 估计误差的问题，提

出了 1 种基于增量能量法和双向门控循环网络的 

锂电池健康状态估计方法，但没有在不同温度条

件、不同充电模式和放电模式下进行锂电池的充放

电实验，其适用范围小，需要拓展适用性；陈秀秀

等[7]为了有效提升锂电池 SOH 的预测精度，将能  

够进行特征提取的卷积神经网络 CNN( convolu- 

tional neural networks )和在长序列预测上有更好表

现的长短期记忆 LSTM( long short-term memory )神

经网络相结合，形成新的 CNN-LSTM 模型，同时

引入注意力机制提高模型的处理效率及准确性，但

是在实际应用中，直接测量电池容量不容易实现，

当数据集较大时，此模型的超参数寻找时间也会较

长；车云弘等[8]考虑健康因子和 SOH 衰减的整体

关系与局部变化，通过改进的高斯核函数来提高估

计精度和可靠性，提出了 1 种适用于电池单体和电

池组的健康状态估计通用方法，该方法在大倍率

动态和低温条件下的泛化能力比较差，可以进一

步优化算法框架，通过融合机理模型来拓宽泛化

能力。此外，针对健康特征选取困难以及数据驱

动方法缺乏不确定性表达等问题，众多采用数据

驱动等方法进行 SOH-RUL 联合估计的其他改进

方案已被提出[9-12]。 

基于以上文献分析可以看出，已有方法有的在

数据预处理方面不够完善，有的本身具有相对局  

限性。因此，本文提出 1 种基于变分模态分解 VMD 

( variational modal decomposition )和麻雀搜索算法
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SSA( sparrow search algorithm )优化的核极限学习

机 KELM( kernel-based extreme learning machine )集
成模型的新预测方法 VMD-SSA-KELM，首先进

行数据降噪，然后采用 SSA-KELM 模型预测锂电

池的 SOH[8]。因为 SOH 是反应电池退化趋势的特

征，所以将 SOH 作为输出值，采用 VMD 对 SOH

数据进行分解，结合 Person 相关性分析去除噪声

分量并重构 SOH 序列，通过 SSA 优化算法对 

KELM 的相关参数进行优化，完成建模并实现

SOH 预测。最后将提出的算法用于锂电池的健康

状态预测[7]，实验结果表明，相较于传统方法，本

文提出的 VMD-SSA-KELM 方法取得了更好的预

测效果。 

1 相关方法理论 

1.1 变分模态分解 

Dragomiretskiy 等[13]在 2014 年提出了 1 种 VMD

方法。该方法是 1 种自适应、完全非递归的信号处

理方法，其核心思想是构建和求解变分问题，而且

在采样和噪声方面具有很好的鲁棒性。 

VMD 是 1 种以经典维纳滤波、希尔伯特变换

和频率混合这 3 个概念为基础的变分问题求解方 

法[14]，通过 VMD 分解变量可以实现固有模态分量

IMF( intrinsic mode function )的有效分离、信号的

合理频域划分，进而得到给定信号的有效分解成

分，最终获得变分问题的最优解。与类变分模态

分 解 EMD( empirical mode decomposition )方法不 

同，VMD 很好地抑制了 EMD 模态混叠现象，具有

更坚实的数学理论基础，缓解了复杂度高和非线性

强的时间序列非平稳性。VMD 可将不平稳的序列

分解，获得包含多个不同频率尺度且相对平稳的子

序列[15]。 

VMD 的分解过程为：假设原始信号 f 被分解

为 k 个分量，约束条件为所有模态之和与原始信号

相等。将模态分量 ku 的频谱通过希尔伯特变换传送

至基带，并将其基带与指标对应的估计中心频率

k 相对应，最终通过解调信号高斯平滑度来估算

该带宽[16]。对上述过程进行总结，从而将 VMD 约

束变分模型表达为 
2

j

2

jmin ( ) * e
π

k t
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u
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式中： 1 2{ , , , }k Ku u u u    为各模态函数； 1{ ,k   

2 , , }K  为各模态中心频率； t 为对时间的梯度

运算； ( )t 为单位脉冲函数； je k t 为指数项模态

函数。 
接下来利用罚参数和拉格朗日乘子，将约束变

分问题转变为非约束变分问题，形成的增广 Lagra- 
ngian 函数为 
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式中： 为罚参数； 为拉格朗日乘子。 
VMD 的实现步骤为：首先，初始化 1 1 1

k k ku  、 、

和 n，将这些参数设为 0，同时选择合适的模态个

数 k，对 1 1 1n n n
k k ku    、 、 进行迭代更新[17]，具体为 
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式中：i、n 为设置不同参数取得的任意值； 为信

号从时域 t 变化到频域的符号； 1( ) ( )n
ku f 


、 、 

( ) ( )u   


、 为 1( ) ( ) ( ) ( )n
k t tu f u t t 、 、 、 的 傅 里 叶 

变换。 
然后，判断是否满足终止条件，即 
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式中，ε 为判断精度，ε>0。若精度不满足，则重新

迭代；若满足，则输出 k 个模态分量。 
1.2 核极限学习机算法 

极限学习机 ELM( extreme learning machine )是
一种求解单隐层前馈神经网络的算法，是运用矩阵

的广义逆理论来实现的[17]。相比传统神经网络算

法，ELM 算法在参数设定、计算量、学习速度、

泛化能力、函数逼近能力这些方面具有更大的优

势。 
典型的 ELM 的网络结构如图 1 所示。假设给

定输入数据集 1,2,( )i ix n , ，映射的输出集为

1,2, ,( )i iy m  ，隐含层节点数为 i， ij 表示输入

层和隐含层之间的连接权值； jk 表示隐含层与输

出层之间的连接权值。 

 

图 1 ELM 模型结构 
Fig. 1 Block diagram of structure of ELM model 

ELM 表达式可用矩阵表示为 

( ) ( )F h    x x H L   ( 7 ) 

式中： ( )F x 为学习目标函数；x为输入向量； ( )h x
为函数；H为隐含层节点输出矩阵； 为输出权重

矩阵；L为输出矩阵。 
在此基础上，引入核函数到 ELM，核矩阵 ELMΩ

的一般表达为 
T

ELM ( ) ( ) ( , )i j i jh h K  Ω HH x x x x  ( 8 ) 

式中： i j、x x 为试验输入向量； ( )K ， 为核函数；

将其代入 ELM 表达式中，则可将式( 7 )表达为 
1

1 ELM( ) [ ( , ) ( , )]n
IF K K
C


   
 

， ，x x x x x L  

  ( 9 ) 
式中： 1 2, , , nx x x 为给定训练样本；n 为样本数量；

C 为正则化参数，可有效提升模型泛化能力，避免

过拟合问题。 
KELM 就是在 ELM 的基础上结合核函数提出

的改进算法[18]。与 ELM 方法相比，KELM 方法无

需确定隐含层节点的数目，在 ELM 的特征映射函

数未知时，应用核函数的技术，基于正则化最小二

乘算法获取输出权值的解，因此 KELM 具有更好

的逼近精度和泛化能力，能够在保留 ELM 优点的

基础上提高模型的预测性能[19]。 
1.3 麻雀搜索算法 

SSA 是 2020 年提出的 1 种新的优化算法[20]，是

根据麻雀觅食和反捕食行为启发而提出的，其寻优能

力强，收敛速度快。该算法的搜索流程如图 2 所示。 

 

图 2  麻雀搜索算法流程 

Fig. 2 Flow chart of SSA 

首先，初始化种群及相关参数，计算初始种群

的适应度。麻雀的位置表示为 
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式中：xn,d 为初始麻雀的位置；n 为麻雀的数量；d

为要优化的变量的维度。所有麻雀的适应度可用向

量表示为 

1,1 1,2 1,

2,1 2,2 2,

,1 ,2 ,

([ ])
([ ])
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d

d
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式中： XF 为所有麻雀的适应度; ( )f  为个体的适应
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度。在 SSA 中适应度较好的生产者在搜索过程中 
可以优先获得食物。 

然后，在麻雀觅食的过程中，将麻雀中找到

食物较快的个体作为发现者，其他个体作为加入

者，种群中选取一定比例的个体进行侦查预警，

发现者在种群中负责寻找食物并为整个麻雀种

群提供觅食区域和方向，而加入者则是利用发现

者来获取食物[21]。 

发现者更新位置为 

, 21
max,

, 2

exp ST

ST

t
i jt

i j
t
i j

iX R
atX

X Q R

+

⎧ ⎛ ⎞−
<⎪ ⎜ ⎟

= ⎨ ⎝ ⎠
⎪ +⎩ ≥L

 ( 12 ) 

式中： 1
,
t
i jX + 为发现者更新的位置；t 为当前的迭代

次数； ,
t
i jX 为第 t 次迭代时第 i 只麻雀第 j 个维度的

位置，j= 1,2,{ },d ； maxt 为最大迭代次数；a 为一

个 0 到 1 之间的随机数； 2R 为警报值， 2 [0,1]R ∈ ；

ST 为安全阈值， ST [0.5,1.0]∈ ；Q 为一个满足正

态分布的随机数；L 为 1×d 的矩阵，其元素全为 1。

当 2 STR < 时，表明周围没有天敌，生产者进入广

域搜索模式；当 2 STR ≥ 时，表明附近存在危险，

所有麻雀需要迅速飞到其他安全区域。 
加入者的位置信息更新为 

worst ,
21

,

1 1
p , p

exp / 2
t t

i j

t
i j

t t t
i j

X X
Q i n

iX

X X X A L

+

+ + +

⎧ ⎛ ⎞−
>⎪ ⎜ ⎟⎪ ⎜ ⎟= ⎨ ⎝ ⎠

⎪
+ −⎪⎩

  

其他

 ( 13 ) 

式中： 1
,
t
i jX + 为加入者的最新位置； 1

p
tX + 为生产者占

据的最优位置； worstX 为当前全局的最差位置；A

为一个 1×d 的矩阵，每个元素随机分配 1 或者-1，

并且 T T 1( )+ −=A A AA 。当 / 2i n> 时，表明适应度

较差的第 i 个加入者最有可能挨饿，需要飞往别的

地方获取能量[21]。 
再然后，当麻雀种群意识到危险时会做出反捕

食行为，则意识到危险的麻雀其位置更新为 

( )

best , best

1
, , worst

,

t t t
i j i j

t t t
i j i jt

i j i j
i j

X X X f f

X X X
X f f

f f

β

η
ξ

+

⎧ + − >
⎪⎪= −⎨

+ =⎪
− +⎪⎩

 ( 14 ) 

式中： 1
,
t
i jX + 为意识到危险的麻雀更新的位置； bestX

为当前全局最优位置；β 为步长控制参数，是随机

数的正态分布，均值为 0，方差为 1；η 为随机数，

[ 1,1]η∈ − ，表示麻雀移动的方向，也是步长控制系

数[24]；ξ 为一个小的常数，以避免分母为 0； if 和

jf 分别为当前全局最佳和最差适应度， i jf f> 表明

麻雀在群体的边缘， i jf f= 表明处于种群中间的麻

雀意识到了危险，需要靠近其他麻雀。 
最后，判断是否满足停止条件。若满足，则

输出最优麻雀位置；否则，重新更新发现者与加

入者。 
1.4 蜣螂优化算法 

蜣螂优化 DBO( dung beetle optimization )算法

是一种启发式优化算法，由 Xue 等于 2022 年提出，

灵感来源于蜣螂的觅食行为[22]。该算法模拟了蜣螂

在觅食过程中的行为，通过蜣螂之间的信息交流和

协作来寻找最优解，该算法的流程如图 3 所示。 

 

图 3  蜣螂优化算法流程 
Fig. 3 Flow chart of DBO algorithm 

1.5 鹈鹕优化算法 
鹈鹕优化算法POA( pelican optimization algorithm )

是 Trojovský 等提出的 1 种算法，该算法模拟了鹈

鹕在狩猎过程中的行为动作，由探索和开发 2 个阶

段组成[23]，该算法的流程如图 4 所示。 
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图 4  鹈鹕优化算法流程 
Fig. 4 Flow chart of POA 

2 基于 VMD 分解和 SSA 优化的

KELM 的电池 SOH 预测模型 

本文以基于国标 GB/T 32960 记录的某新能源

汽车实际行车数据为例进行分析，这类新能源车辆

配置的是桑顿 91.1 kW·h 动力电池系统，采用

32 A·h 三元锂电池芯，数据采集时间跨度为 2019
年到 2021 年。选取其中 4 辆汽车的运行数据进行

分析，将车辆编号为 A1、A2、A3、A4。采集的行

车数据包括车辆状态、车速、电池的剩余电量、电

流、电压、经纬度、单体电池电压、温度、里程等。

本文选取了实际操作中容易测量且可获得准确数

据的变量，包括电流、电压、温度、里程，将这些

变量作为电池 SOH 预测的最佳变量。 
2.1 VMD 数据分解 

锂电池易受外界温度、自身老化特性和随机干

扰等因素影响[25]，在电池退化的过程中，其特征数

据不是线性变化的，有着不确定性，电池的 SOH 可

能存在突增现象。选取车辆后，先将数据中的 SOH
进行分析处理。定义初始 SOH 为 100%，以 A1 车为

例，其 SOH 曲线如图 5 所示，可以明显地看出 SOH
随着天数的增加存在着明显的波动和回升。 

为了有效提取电池 SOH 的退化特征，采用 VMD
对电池的 SOH 退化序列进行分解。分解信号前设

置合适的模态个数 K，当 K 取值较小时，VMD 算

法就和自适应滤波器组一样，在此过程中一些原 

 

图 5  A1 车 SOH 退化曲线 
Fig. 5 SOH degradation graph of car A1 

始信号中的重要信息将会被过滤，从而影响后续预

测的精度；当 K 取值较大时，分量的中心频率相距

较近，从而会导致模态重复或产生额外的噪声。在

分解时，通过观察不同 K 值下的中心频率，最终确

定 K=4 最为合适。分解后，可以减少回升和其他干

扰对电池 SOH 序列的影响，达到去除噪声干扰、更

好地提取电池 SOH 退化特征的目的。A1 车的 SOH
退化序列和经过分解得到的模态分量如图 6 所示。 

 

图 6  A1 车的 VMD 分解结果 
Fig. 6 VMD decomposition results of car A1 

由图 6 可以发现，VMD 分解的 SOH 分量中，

IMF1 可以很好地反映电池随着时间增长的 SOH 整

体退化趋势，IMF2 的变化趋势与电池 SOH 的局部

再生分量的大部分吻合，IMF3 和 IMF4 可反映由

干扰因素造成的电池退化过程中的随机波动分量。

结果表明，采用 VMD 可有效解耦 SOH 退化数据

中的不同信息分量，并降低信号的复杂性和非平 
稳性。 
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为了比较 A1 车 SOH 退化曲线原序列与分解序

列的相关性，本文采用 Person 相关性分析法来进  
行分析[26]。Person 相关性分析一般通过数值大小表

示相关性强弱，部分相关性较低的模态分量可以被

当作噪声舍弃。本文则只选取与原始 SOH 相关系

数高的模态分量进行重构变量。原序列与分解序列

的 Person 相关性分析结果见表 1。 

表 1  A1 车各分量与实际变量的 Person 相关性 
Tab. 1 Person correlation of each component of car A1 

with actual variable 

分量 相关系数 

IMF1 0.786 
IMF2 0.765 
IMF3 0.185 
IMF4 0.062 

从表 1 可知，IMF1、IMF2 分量的相关系数在

强相关范围内，IMF3、IMF4 分量的相关系数比较

低，可将这些相关性低的分量当作噪声去掉。 

通过观察图 6 和表 1 都能发现，分量 IMF1 和

IMF2 可作为 SOH 预测的初始数据。 

2.2 基于 SSA 优化的 KELM 电池 SOH 预测模型 

基于健康状态分解的结果构建 SSA-KELM 的

SOH预测模型。利用麻雀搜索算法对核极限学习机

的正则化系数和核函数参数进行优化，确定最优参

数后构建基于 SSA 优化的 KELM 电池 SOH 预测模

型，预测流程如图 7 所示。 

该预测模型的步骤为：将数据预处理，划分

为训练集和预测集；初始化麻雀种群，设置正则

化系数和核函数参数的取值范围；计算麻雀适应

度，通过对适应度排序找出最好和最差的个体；

根据式( 12 )~式( 13 )更新麻雀位置和最佳麻雀位置；

利用最优参数建立 SSA-KELM 模型；使用训练后

的模型预测未来的 SOH 变化，分析预测结果和   

误差。 

2.3 模型评价指标 

采用平均绝对误差 MAE( mean absolute error )、

均方根误差 RMSE( root mean square error )作为预

测模型的评估指标，二者分别定义为 

1

1 ˆMAE ( ) ( )
n

i
x i x i

n 

   ( 15 ) 

2

1

1 ˆRMSE [ ( ) ( )]
n

i
x i x i

n 

   ( 16 ) 

式中：n 为预测天数； ( )x i 为锂电池 SOH 序列的真

实值； ˆ( )x i 为锂电池 SOH 序列的预测值。 

 

图 7  基于 SSA 优化的 KELM 预测流程 

Fig. 7 KELM prediction process based on SSA 
optimization 

上述评估标准可以用来衡量模型预测曲线的

拟合程度和预测效果，作为模型的评估指标[26]。评

估指标值越小，表明模型的预测准确度越高。 

3 实验验证及结果分析 

为了说明本文所提方法的优越性，给出了多个

不同预测方法的对比仿真[27]。为取得较好的预测效

果，使用里程、温度、电流、电压作为本文中算法

的输入变量。与本文所提算法对比的预测方法包括

ELM 简单预测模型、KELM 简单预测模型、POA- 
KELM 集成预测模型和 DBO-KELM 集成预测模

型。对各网络模型参数进行调优[28]，调优结果见  
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表 2。确定好各个模型的参数后，计算其 MAE、

RMSE，确定最佳预测方法。 

表 2  不同优化算法得到的模型最优参数 
Tab. 2 Optimal parameters for models obtained by 

different optimization algorithms 

预测模型 最优正则化系数 C 最优核函数参数 S 

ELM 1 20 
KELM 1 20 

SSA-KELM 21 70 

DBO-KELM 10 20 

POA-KELM 4 4 

仿真中均采用已有数据中的最后 100 d 数据

作为预测集，采集数据中的里程、温度、电流、

电压变量作为模型的输入，VMD 分解之后相关

性大的 IMF 分量数据依次作为模型的输出，通过

不同模型的训练与预测，得到 4 辆汽车不同模型

的 SOH 预测效果，如图 8 所示。 

从图 8 可以看出，本文所提 SSA-KELM 模型

和其他对照模型整体的预测曲线走势与实际 SOH

曲线几乎相同。其中，ELM 简单模型预测曲线波 

 

图 8  不同车辆的 SOH 预测结果 
Fig. 8 SOH prediction results for different vehicles 

动大，和 KELM 相比，效果较差；KELM 模型采

用不同优化算法的效果各有不同变化；本文所提的

VMD-SSA-KELM 模型预测效果更好，其预测值与

实际值更加接近。 
为使预测结果更为直观，采用 MAE 和 RMSE

这 2 个指标对预测模型进行评估，结果如图 9 所示。 
从图 9 可以明显地看出：VMD-KELM 比 VMD- 

ELM 预测的误差更低，预测效果更好；VMD-ELM
的 RMSE 和 MAE 在 4 辆车的不同模型中都是最大

的；VMD-SSA-KELM 的 SSA 算法的寻优能力比

VMD-POA-KELM 的 POA 算法和 VMD-DBO-KELM
的 DBO 算法表现得都好，各项误差指标都有明显

下降，说明 SSA 算法具有更高的精度。 
定量的误差 RMSE 计算结果见表 3，KELM 比

ELM 效果好。4 辆车中，VMD-ELM 模型的 RMSE
平均值为 0.82%，VMD-KELM 模型的 RMSE 平均

值为 0.45%，比 VMD-KELM 模型下降了 0.37%，这

说明加核函数之后模型预测精度更高。VMD-SSA- 
KELM 比 VMD-POA-KELM、VMD-DBO-KELM 的
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预测效果好，VMD-SSA-KELM 模型的 RMSE 平均

值为 0.16%，VMD-POA-KELM 和 VMD-DBO-KELM 

 
图 9  各个模型的预测评价 

Fig. 9 Prediction evaluation of each model 

表 3  不同模型预测的 RMSE 
Tab. 3 RMSE values of different prediction models 

模型 
RMSE/% 

A1 车 A2 车 A3 车 A4 车 

VMD-ELM 0.445 4 1.104 8 0.681 1 1.058 0 

VMD-KELM 0.205 3 0.584 7 0.434 0 0.565 8 

VMD-SSA-KELM 0.054 4 0.169 7 0.210 5 0.193 3 

VMD-POA-KELM 0.091 7 0.299 6 0.384 1 0.250 7 

VMD-DBO-KELM 0.136 7 0.438 5 0.398 8 0.312 5 

模型的 RMSE 平均值分别为 0.26%和 0.32%，比

VMD-SSA-KELM 模型分别升高了 0.10%和 0.16%，

这说明 SSA 算法的寻优能力比 POA 算法和 DBO
算法表现得更好，预测结果上具有更高的精度。 

从图 9 及表 3 可以看出，VMD-SSA-KELM 是

这些预测模型中预测误差最低、预测精度最高的方

法；本文提出的新模型在 4 辆车中都适用，证明了

本文所提预测模型具有很好的鲁棒性及有效性，可

以满足车辆 SOH 预测的需要。使用本文所提方法

来预测电池的剩余 SOH，可为锂电池产品维修时 
间提供理论依据。 

4 结论 

针对同一类型车辆的 SOH 预测问题，本文提

出的预测方法提高了 SOH 预测的精度。为了验证

本文提出算法的有效性，将其与另外 4 种模型用于

电池的 SOH 预测，得到以下结论： 

( 1 )针对车辆 SOH 退化序列非平稳性的特征，

采用 VMD 方法对其进行平稳化处理，分解得到若

干个相对稳定的子序列； 

( 2 )KELM 在保留 ELM 优点的基础上提高了

0.37%的精度，同时采用 SSA 算法用于优化 KELM

参数能够在 KELM 模型的基础上提高 0.29%的预

测精度； 

( 3 )本文提出的 VMD-SSA-KELM 集成预测模

型将数据预处理、预测模型参数优化以及预测误差

评估相结合，进行电池 SOH 预测的研究，取得了

较好的预测效果。 
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