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基于 PCA-CEEMDAN 和改进 SVR 的 
锂电池 RUL 预测 

吴伟丽，卢双双 
( 西安科技大学电气与控制工程学院，西安 710600 ) 

摘要：针对锂离子电池在进行剩余使用寿命 RUL( remaining useful life )的直接预测时容量难以获取及间接预

测时特征参数存在冗余或不足的问题，提出了 1 种基于数据预处理技术和改进支持向量回归 SVR( support vector 
regression )的锂离子电池 RUL 间接预测方法。首先在电池充放电阶段提取多个间接特征参数，利用主成分分析

法对众多参数进行去冗余处理，重构出 1 个包含充分信息的融合健康因子 HI( health indicator )；然后搭建基于鲸

鱼优化算法和 SVR 的融合 HI 预测模型及容量预测模型，利用自适应白噪声完备集成经验模态分解将融合 HI 分解为

若干模态分量，将各分量分别输入融合 HI 预测模型进行 HI 预测，将预测结果叠加并输入容量预测模型实现 RUL 间

接预测；最后采用 NASA 电池退化数据集进行验证。结果表明，所提方法 RUL 预测结果的平均绝对误差和均方根误

差控制在 1.78%和 2.5%以内，有效提高了 RUL 的预测精度，为锂离子电池 RUL 预测提供了新思路。 
关键词：锂离子电池；剩余使用寿命预测；支持向量回归；主成分分析；经验模态分解 

RUL Prediction of Lithium-ion Batteries Based on 
PCA-CEEMDAN and Improved SVR 

WU Weili, LU Shuangshuang 
( School of Electrical and Control Engineering, Xi’an University of Science and Technology, Xi’an 710600, China ) 

Abstract: Aimed at the problems that the capacity of a lithium-ion battery is difficult to obtain in the direct 
prediction of its remaining useful life ( RUL ) and the characteristic parameters are redundant or insufficient in the indirect 
prediction, an indirect prediction method for the RUL of lithium-ion battery based on the data preprocessing technology and 
improved support vector regression ( SVR ) is proposed. First, multiple indirect characteristic parameters are extracted at the 
battery charging and discharging stage. Second, principal component analysis is used to remove the redundancy of various 
parameters, and a fusion health indicator ( HI ) with sufficient information is reconstructed. Third, a fusion HI prediction model 
and a capacity prediction model based on the whale optimization algorithm and SVR are built, and the complete ensemble 
empirical mode decomposition with adaptive noise is used to decompose the fusion HI into several modal components. Each 
component is input into the fusion HI prediction model for HI prediction, and the prediction results are superimposed into the 
capacity prediction model to realize indirect RUL prediction. Finally, the NASA battery degradation data set is used for 
verification, and results show that the mean absolute error and root mean square error of RUL prediction results for the 
proposed method are controlled within 1.78 % and 2.5 %, respectively, which effectively improves the prediction accuracy of 
RUL. The research provides a new idea for the RUL prediction of lithium-ion batteries. 

Keywords: Lithium-ion battery; remaining useful life ( RUL ) prediction; support vector regression ( SVR ); 
principal component analysis; empirical mode decomposition 

1锂离子电池凭借其诸多优点[1-2]，广泛应用于
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各种电力储能领域[3-4]。锂离子电池健康管理技术

主要取决于荷电状态估计和剩余使用寿命 RUL 

( remaining useful life )预测[5]。随着储能锂电池在使

用过程中充放电循环次数的不断增加，电池会因各 
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种内部化学反应而逐渐老化，容量逐渐衰减[6-7]，

锂电池 RUL 指电池容量从当前容量下降至其失效

阈值( 一般定义为电池额定容量的 70% )时，所经历

的电池充放电循环次数[8-9] 。一般认为储能电池在

容量降至失效阈值的过程中稳定性会逐渐降低，需

要及时进行电池替换，否则会因电池性能下降导致

电池损坏而引起设备损坏或其他事故。因此，对锂

电池的 RUL 进行准确的预测，可以实现锂电池健

康状态的合理估计和电池的及时维护与更换，为电

池组的安全运行提供重要参考。 
目前，关于储能电池 RUL 的预测方法有 3 种[10]：

构建机理模型 RUL 预测方法、数据驱动型的 RUL
预测方法及融合类型的 RUL 预测方法。构建机

理模型的方法主要是通过分析锂电池内外部操

作条件和失效机制建立影响电池寿命退化过程

的物理模型进行 RUL 预测。Liu 等[11]提出了 1 种

基于电化学模型的粒子滤波框架的锂离子电池

RUL 预测方法，即通过对电池施加专用的电流激

励来识别简易电化学模型的参数，再将这些参数作

为粒子滤波算法的状态变量搭建观测方程，从而实

现锂电池的 RUL 预测；Guha 等[12-13]以电化学阻抗

谱测试数据为基础，开发了内阻增长经验模型[12]

和容量退化模型[13]，将获得的模型用在粒子滤波的

框架中，实现了锂离子电池生命周期中各个阶段的

剩余使用寿命预测。这种方法因外部环境条件变化

不可预测，模型测算存在较大难度，很难建立较为

精确的机理模型。目前常用的 RUL 预测方法多为

数据驱动或融合预测方法。数据驱动方法不需要建

立电池内部的机理退化模型，其关键在于采集电池

充放电退化数据集，再基于数据拟合或自适应建立

一些近似的数学模型来反应电池退化与其剩余寿

命之间的关系。Ren 等[14]通过集成自编码器进行多

维特征提取，作为表示电池健康状况的退化指标，

随后搭建了 1 种基于深度神经网络的 RUL 预测模

型，完成了多个电池的剩余使用寿命预测；Guan
等[15]将电池容量作为锂离子电池退化指标，搭建了

基于长短期记忆神经网络的数据驱动型 RUL 预测

方法；Li 等[16]搭建了 1 种基于卷积神经网络的锂

电池 RUL 预测模型，然后采用正交方法对卷积神

经网络模型参数进行优化，减少模型训练时间的同

时，提高了 RUL 的预测精度。基于数据驱动型的

预测方法的预测精度相对机理模型方法有所提升，

但仍存在一定缺陷，如支持向量机预测时惩罚因子

和内核参数难以确定，其结果为点估计，不能处理

大规模样本，运算时间长；粒子滤波预测时对精确

的经验退化模型依赖性较强。此外，数据驱动型算

法预测时特征参数的选取也尤为重要，选取合适的

特征参数可以大幅提升预测精度。一般用电池容量

来反应电池的退化状态，电池容量也常被用来作为

RUL 预测的直接特征参数，但电池容量本身在实

际应用中难以直接测量，现阶段大多数研究向通过

提取成本低、易获取的间接特征参数进行 RUL 间

接预测方向发展。文献[17]提取了等压升充电时间

序列、等流降充电时间序列及循环次数 3 个健康因

子 HI( health indicator )，直接将 3 个健康因子作为

模型输入进行 RUL 预测，这种方法虽然容易实现，

但是并未考虑到健康因子间的相关性和各健康因

子的容量回升部分，导致信息冗余，对预测精度产

生影响；文献[18]中使用主成分算法对提取的 8 个

健康因子进行了降维处理，去除了各因子间的冗余

信息，得到 1 个包含大部分信息的重构健康因子，

从而实现了电池的健康状态预测，使用主成分分析

PCA( principal component analysis )算法虽然去除了

各因子的冗余信息，但未考虑到各因子及融合健康

因子的容量回升现象，导致预测后期的绝对误差增

大，从而影响预测精度；对于容量回升现象，文   
献[19-20]采用自适应白噪声完备集成经验模态分

解 CEEMDAN( complete ensemble empirical mode 
decomposition with adaptive noise )对电池容量和健

康因子序列进行分解，使用内涵模态分量 IMF( int- 
rinsic mode function )进行预测，达到有效捕捉 HI
或容量序列的回升效应的目的，但其提取的容量或

HI 序列仍存在信息表征不完全或冗余的现象。 
基于上述分析，为综合考虑健康因子之间的信

息 冗 余 及 回 升 效 应 ， 提 出 1 种 基 于 P C A 和

CEEMDAN 结合鲸鱼优化算法 WOA( whale opti-  
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mazation algorithm )优化支持向量回归 SVR( support 

vector regression )的预测方法，实现对锂离子电池

RUL 的预测。首先在电池充放电阶段提取了 11 个

间接特征参数，使用 PCA 对众多参数进行降维和

去冗余处理，得到 1 个包含充分信息的融合 HI，

然后利用 CEEMDAN 对融合 HI 进行分解，消除了

HI 中的回升现象，最后以分解的 IMF 分量为基础

搭建了基于 WOA-SVR 的锂离子电池 RUL 间接预

测模型。该方法既解决了众多参数间的冗余信息，

又消除了 HI 序列中的回升现象，WOA 算法也对

SVR 内核参数进行了很好的优化，提升了整体的预

测精度。通过实验验证了 PCA- CEEMDAN-WOA- 

SVR 预测方法的有效性。 

1 锂离子电池 RUL 预测理论基础 

1.1 锂离子电池间接健康因子提取 

锂电池在不断进行的充放电循环过程中，其内

部持续发生电化学反应使得电池自身性能逐渐下

降，而电池内部复杂的电化学反应机理也导致电池

内阻及容量等反应电池健康状态的直接性能参数

获取困难。考虑到锂电池的全寿命循环周期过程，

可以从一些可在线监测的间接性能参数入手，提取

电流、电压等间接健康因子。一次完整的充放电循

环包括恒流充电、恒压充电、恒流放电 3 个阶段，

以 NASA 的 B0005 电池为例，其在第 2 次循环和

第 150 次循环的电压、电流变化如图 1 所示。图中，

实线为第 2 次循环的电压、电流变化；虚线为第

150 次循环的电压、电流变化。可以看出，随着充

放电循环次数的增加，恒流充电阶段，电压升至最

高值的时间明显减小，恒压充电阶段，充电时间增

加，恒流放电阶段，放电电压至最小值的时间明显

减小。因此，可从电池充放电阶段提取相关间接健

康因子，从而实现 RUL 预测。 

文献[17]提出以等压升时间序列及等流降时间

序列作为间接 HI；文献[21]提出以平均充电电流降

及平均充电电压升等作为间接 HI。本文在此基础 

上，选取了 11 个间接性能参数，包括等压升时间

序列、等流降时间序列、平均充电电压升、平均充

电电流降、等压降放电时间、放电电压初始骤降幅

值[22]、等时间间隔放电电压差、平均放电电压降、

放电电压到达最低点的时刻[23]、等时间间隔充电电

压差及等时间间隔充电电流差[24]。各间接性能参数

的详细表达式及计算式见表 1。表中：n 为序列的

样本数目，即每个电池的总循环次数； ( 1,jf j   

2, ,11) 表示第 j 个间接性能参数。 

 

图 1  锂电池 2 次完整充放电过程电压电流变化示意 

Fig. 1 Schematic of variations in voltage and current of 

lithium-ion battery in two complete charge and  

discharge processes 

1.2 主成分分析法 

PCA 是 1 种常见的降维处理技术，现阶段常用

于数据预处理或特征提取方向[25]。本文选用主成分

分析法对 1.1 节所述 11 个健康因子进行降维处理，

将降维后的重构健康因子作为新的健康因子用于

锂离子电池寿命预测。主成分分析法的主要实现步

骤如下。 

步骤一 原始数据获取及标准化处理，将所提

取到的间接特征参数组成矩阵并对其进行标准化

处理得到矩阵 X。 

步骤二 计算矩阵 X 的协方差矩阵 ，即相关

系数矩阵 T n X X 。 

步骤三 根据协方差矩阵，求其特征值 i 、特

征向量，并由大到小排列。 

步骤四 分别计算每个 i 对主成分的贡献率

iD 和当前的累计贡献率 D ，得到主成分得分   

矩阵。  
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表 1  间接健康因子表达式及计算式 
Tab. 1 Indirect HI expressions, and corresponding calculation formulas 

间接 HI 定义 表达式 计算式 ( 1, 2, , )i n   

等压升时间 
序列 

表示每次循环时电池在恒流

充电阶段电压从初始电压升

至最大电压所用的时间 
       1 1 1 2 1 1{ , , , }f f f n ft t t t        L H1 ( 3.8 V) ( 4.2 V)| |fi V Vt t t     

等流降时间 
序列 

表示每次循环时电池在恒压

充电阶段电流在某一范围内

下降所用的时间 
       2 1 2 2 2 2{ , , , }f f f n ft t t t        H L2 ( 1.5 A) ( 0.5 A)| |fi I It t t     

平均充电 
电压升 

表示每次循环时恒流充电阶

段某一时间间隔内的平均电

压变化 
       3 1 3 2 3 3{ , , , }f f f n fV V V V    3

1 500 s

1 000 s
average ( )

fi

t

t
V V






 
 
 
 charge  

平均充电 
电流降 

表示每次循环时恒压充电阶

段某一时间间隔内的平均电

流变化 
       4 1 4 2 4 4{ , , , }f f f n fI I I I    4

4 200 s

discharge
3 600 s

average ( )
fi

t

t
I I






 
 
 
  

等压降放电 
时间 

表示每次循环时恒流放电阶

段电压在某一范围内下降所

用的时间组成的序列 
       5 1 5 2 5 5{ , , , }f f f n ft t t t        H L5 ( 3.8 V) ( 3.5 V)| |fi V Vt t t     

放电电压初始

骤降幅值 

表示每次循环时恒流放电阶

段开始时电压骤降的幅值大

小组成的序列 
       6 1 6 2 6 6{ , , , }f f f n fV V V V      

利用每次循环放电阶段的初始电

压值减去电流降至最低点的时间

样本点的电压得到 

等时间间隔 
放电电压差 

表示每次循环时恒流放电阶

段某一时间间隔内的电压的

变化 
       7 1 7 2 7 7{ , , , }f f f n fV V V V       7 ( 200 s) (discharge 1 500 s)| |fiV V V  charge   

平均放电 
电压降 

表示每次循环时恒流放电阶

段某一时间间隔内的平均电

压变化 
       8 1 8 2 8 8{ , , , }f f f n fV V V V       8

charge 1 500 s

discharge
discharge 200 s

average ( )
fiV V

 
 
 


 

 

 

放电电压最 
低点时刻 

表示每次循环时恒流放电阶

段电压下降至最小值所用的

时间大小 
       9 1 9 2 9 9{ , , , }f f f n ft t t t     min9 ( )fi V Vt t   

等时间间隔 
充电电压差 

表示每次循环时恒流充电阶

段在给定时间间隔内的电压  
变化 

       10 1 10 2 10 10
{ , , , }

f f f n f
V V V V       10 ( 1 000  s) ( 1 500  s)| |

fi t tV V V   
charge discharge

 

等时间间隔 
充电电流差 

表示每次循环时恒压充电阶

段在给定时间间隔内的电流  
变化 

       11 1 11 2 11 11
{ , , , }

f f f n f
I I I I       11 ( 4  000  s) ( 5  000  s)| |f t tiI I I   

charge discharge
 

 
步骤五 确定主成分个数。当累计贡献率大于

85%时，得到此时应获得的主成分个数及相应的主

成分得分，新的主成分将作为后续锂离子电池寿命

预测模型的新特征参数。 
1.3 自适应白噪声完备集成经验模态分解 

经验模态分解 EMD( empirical mode decom- 
position )可以有效克服电池容量的回升现象。Wu

等[26]提出了 EMD 和集合经验模态分解 EEMD( ens- 
emble empirical mode decomposition )方法，EEMD
通过添加白噪声解决了 EMD 分解中存在模态混叠

的问题，但会导致噪声残留；Torres 等[27]提出了

CEEMDAN 方法，改进了 EMD 中的模态混叠现象

及 EEMD 算法中的残留噪声问题。为提高后续模

型预测精度，首先采用 CEEMDAN 对新 HI 进行分
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解，具体分解步骤如下。 
步骤一 首先对新 HI 序列 ( )Z t 添加自适应白

噪声序列 ( )t ，即 ( ) ( ) ( )  ( 1,2, ,i iZ t Z t t i   ，  

)n ，其中， ( )iZ t 为第 i 次添加了白噪声之后的 HI
序列， 为信噪比， ( )i t 为服从正态分布的白噪

声序列。 
步骤二 对 ( )iZ t 进行 n 次 EMD 分解，将每个

EMD 分 解 后 的 IMF( Ii1 ) 求 均 值 即 可 得 到

CEEMDAN 分解的第一个模态分量 1( )I t ，再用

( )Z t 减 去 1( )I t 得 到 第 一 个 残 差 序 列 1( )R t ， 即

1 1 1 1
1

( ) ( ) /  ( ) ( ) ( )
n

i
i

I t I t n R t Z t I t


   , 。 

步骤三 求出 2 ( )I t 和 2 ( )R t 。对第一个残差信号

再次加入白噪声形成新序列并进行 n 次 EMD 分

解，再取其平均值得到模态分量 2 ( )I t 和残差 2 ( )R t ，

2 1 1 1 2 1 2
1

( ) [ ( ) ( ( ))] / ,  ( ) ( ) ( )
n

i
i

I t E R t E t n R t R t I t 


    ，

其中， ( )kE  表示对序列进行 EMD 分解后得到的第

k 个模态分量(取 k=1)。 

步骤四 继续求取下一阶段的模态分量及残差

信号，之后各阶段分量及残差序列求取方法同步骤

三一致。 

步骤五 重复步骤四，直至所获得的残差信号

无法继续分解，完成 CEEMDAN 分解，此时原始

HI 序列被分解为 K 个 IMF 分量和 1 个残差序列，

即
1

( ) ( ) ( )
K

k
k

Z t R t I t


  。 

1.4 SVR 预测方法 

SVR 主要依据结构风险最小化原则，其核心思

想是找到 1 个期望风险最小的最优超平面，一般可

以采用最大化间隔带的宽度或者最小化总损失来

优化回归预测模型[17]，在处理数据规模较小的回归

预 测 问 题 方 面 具 有 优 势 。 给 定 训 练 数 据 集 为

t 1{( , ) }, , n n
i i i i iK X R Y R    x y x y ，其中， ix

为第 i 个输入向量， iy 为对应的输出向量，n 为电

池数据集样本数。通过非线性映射将 x 从低维映射

到 高 维 ( )x ， 则 非 线 性 回 归 方 程 为 T( )y x    

( )x b  ，其中，x 为输入数据， ( )x 为特征空间，

b和 分别为权重和偏置。根据结构风险最小原则，

引入松弛变量 1{ }n
i i  和 1

ˆ{ }n
i i  ，有 

2
ˆ, , , 1

1 ˆmin  ( ) 
2

( )
ˆs.t. ( )

ˆ0, 0, 1,2, ,

i i

n

i ib i

i i

i i

i i

C

x b

x b

i n

  
  

   

   

 



  

           





≤

≤

≥ ≥

y

y
 ( 1 ) 

式中： 为不敏感损失系数，也即回归的最大允许

误差， >0；C 为惩罚因子，表示模型对误差的惩

罚系数。引入拉格朗日乘数，将式( 1 )转换为目标

函数 

ˆ ˆ ˆ, , ,, , ,

2

1

1

1

ˆ ˆ ˆmin  max ( , , , , , , , )

1 ˆ( )
2

[ ( ) ]

ˆˆ [ ( ) ]

i i i ii i
i i i i i ib

n

i i
i

n

i i i
i
n

i i i
i

L b

C

x

x

     
      

  

   

   









  

   

   







　　　

　　　

　　　

y

y

 

  
1

ˆ ˆ( )
n

i i i i
i

   


　　　  ( 2 ) 

式中， ˆ ˆi i i i   、 、 、 为拉格朗日乘子。对式( 2 )整

体求偏导，即可计算得到 ˆi i 、 和偏置 b 的值，即 

T

ˆ, , 1

1 1

1

1 ˆ ˆmax ( )( ) ( ) ( )
2

ˆ( ) ( )

ˆ( ) 0
s.t.

ˆ0 , 

i i

n

i i j j i j
i j

n n

i i i i
i i

n

i i
i

i i

x x

C

 
     

   

 

 



 




   




  

   
 
 



 



　　　

≤ ≤

y y
 

      ( 3 ) 
在最小化拉格朗日目标函数之后，推出 SVR

非线性映射表达式为
1

ˆ( ) ( ) ( , )
n

j j j
j

f x K x x b 


   ，

其中，内核函数为 ( , ) ( ) ( )j i jK x x x x   。使用不同

的核函数，模型拟合性能会出现较大差异，高斯核函

数，也称径向基函数 RBF( radial basis function )，适用

于锂电池 RUL 预测场景，其定义式为 RBF ( , )i jK x x   
2 2( 2 )e i jx x  

，其中， 为核函数的内核参数。 
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SVR 预测的准确性主要取决于惩罚因子 C 和

内核参数 的选取，C 过大，模型会发生过拟合，

C 过小，会导致模型欠拟合； 越大，支持向量数

目越多，这时 SVR 在理论上能够拟合任意的非线

性数据， 越小，支持向量数目越少，有可能引起

非线性模型退化为线性模型。因此，选取合适的

C 、 参数对于 SVR 预测是必不可少的，然而现

阶段 C 、 参数的选取主要依赖人工经验，大幅加

大了 SVR 预测的难度，一般可采用群智能优化

算法来实现 C 、 参数的迭代寻优，本文选择寻优

能力强的 WOA 算法[28]对 SVR 进行优化。 

2 基于 PCA-CEEMDAN-WOA-SVR
的 RUL 预测方法框架 

本文提出的 PCA-CEEMDAN-WOA-SVR 锂电

池 RUL 预测方法的算法框架如图 2 所示，主要包

括 4 个阶段。 

 

图 2  PCA-CEEMDAN-WOA-SVR 算法框架 

Fig. 2 Framework of PCA-CEEMDAN-WOA-SVR algorithm 

( 1 )在锂电池充放电阶段提取出 11 个能够表征

电池退化的间接健康因子，并利用 PCA 算法对这

11 个间接健康因子进行降维处理，重构出能够体

现电池容量变化的融合健康因子来代替电池容量

作为后续预测的输入指标。 
( 2 )采用 CEEMDAN 将融合健康因子分解为若

干模态分量 ( )kI t 和 1 个反应全局退化趋势的残差

信号 ( )R t 。对融合 HI 进行分解可以有效地抑制序

列中的回升现象，提高预测精度。 
( 3 )建立融合健康因子与实际容量的 WOA- 

SVR 预测模型 Model1。将融合 HI 序列作为单维特

征输入，相应的电池容量数据作为单维特征输出，

通过预测起点 ST 将融合 HI 序列和电池容量数据 

划分为训练集和测试集，输入训练集对 SVR 模型

进 行 训 练 并 采 用 WOA 算 法 优 化 ， 得 到 模 型

Model1。 

( 4 )建立融合健康因子的 WOA-SVR 间接预测

模型 Model2。对融合 HI 进行 CEEMDAN 分解得

到 IMF 分量，首先将分量以起点划分为训练集 i x  

,1 ,2 , 1[ ]i i i sI I I  和测试集 test , , , 1 ,[ ]i i s i s i nI I I x ，

其中，s 为预测起点， n 为样本数目，对训练集数

据进行 10 维的相空间重构，形成滑动窗口式训练

数据集 ,i i x y ，其中， ix 为模型训练输入数据， iy
为模型训练输出数据， ,i jI 为第 i 个 IMF 分量的第 j

个样本数据。 
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,1 ,2 ,10

,2 ,3 ,11
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, 1
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i i i
i
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i
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I I I

I
I

I

  



  
  
    
  

   


 
 
  
 
    





   






x

y

 ( 4 ) 

利用上述训练集数据对 SVR 模型进行训练，

并使用 WOA 算法进行优化，得到模型 Model2，   

然后采用滑动窗口法将测试集输入到训练好的

WOA-SVR 模型中依次实现对剩余融合 HI 序列的

迭代预测，最终得到 HI 序列的预测结果 test,i y  

, , 1 ,[ ]i s i s i nF F F   。 

( 5 )将第( 4 )阶段中融合 HI 的预测结果作为

Model1 的测试输入，预测输出即为锂电池容量预

测结果，根据失效阈值即可得到相应的 RUL 预测

结果。 

3 算例分析 

3.1 锂离子电池容量退化数据 
选 用 美 国 国 家 航 空 航 天 局 NASA( national 

aeronautics and space administration )[29]的锂电池老

化数据集来验证所提方法预测的有效性。选择其中

第 一 组 锂 电 池 循 环 实 验 中 的 B5( B0005 ) 、 B6 

( B0006 )、B7( B0007 )电池退化数据集，该电池容量

均为 2.00 A∙h。3 块电池均在相同室温( 24 C  )条件

下，首先以 1.5 A 恒定电流 CC( constant current )模
式充电至电压达到 4.2 V，随后继续以恒压 CV( con- 
stant voltage )模式充电至电流降到 20 mA 及以下，

最后通过 CC 模式进行电池的放电测试，以上过程

为 1 个充放电循环周期，对电池持续进行充放电

循环退化实验，当电池容量降至足够小时，电池

老化实验终止。需要注意的是，B5、B6、B7 电池

在实验终止时额定容量退化了 30%( 从 2.00 A∙h 到

1.40 A∙h )，所以需要将电池的失效阈值设定为额定

容量的 70%，但由于 3 块电池充放电测试环境的截

止电压不同，导致了 B7 电池在到达截止电压时仍

未降至电池的失效阈值 70%。一般来说，锂离子电

池一次退役的失效阈值可设定在 70%~80%之间，

所以将 B7 电池的失效阈值设定为额定容量的

72%，即 1.44 A∙h，B5、B6 电池失效阈值不做改变，

仍设定为电池额定容量的 70%，即 1.40 A∙h。 
3.2 主成分分析重构健康因子结果分析 

以 B5 电池数据为例，分析所提取的 11 个健康

因子及容量之间的相关性，秩相关系数计算结果见

表 2。从表 2 可以看出，各 HI 之间具有较强的相

关性，若同时使用，可能会造成信息冗余，因此，

采用 PCA 算法进行降维处理，选出最具有代表性

的融合健康因子，PCA 算法处理后各主成分的相关

结果、累计贡献率等见表 3。从表 3 可以看出，第

一个主成分的贡献率达到了 90%，即已经基本涵盖

了所提取因子的所有信息。 
表 2  B5 电池间接健康因子的相关性分析 

Tab. 2 Analysis of correlation between indirect HIs of B5 battery 
corrcoef

函数 f1 f2 f3 f4 f5 f6 f7 f8 f9 f10 f11 

f1 1.000 −0.927 −0.964 0.932 0.927 −0.925 −0.957 0.916 −0.911 −0.681 0.933 
f2 — 1.000 0.935 −0.927 −0.922 0.917 0.894 −0.900 0.894 0.658 −0.916 
f3 — — 1.000 −0.950 −0.944 0.945 0.933 −0.929 0.904 0.668 −0.943 
f4 — — — 1.000 0.929 −0.923 −0.894 0.903 −0.909 −0.682 0.915 
f5 — — — — 1.000 −0.962 −0.905 0.900 −0.939 −0.674 0.970 
f6 — — — — — 1.000 0.899 −0.896 0.913 0.655 −0.959 
f7 — — — — — — 1.000 −0.888 0.899 0.703 −0.914 
f8 — — — — — — — 1.000 −0.869 −0.643 0.895 
f9 — — — — — — — — 1.000 0.722 −0.939 
f10 — — — — — — — — — 1.000 −0.672 
f11 — — — — — — — — — — 1.000   
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表 3  主成分分析结果 
Tab. 3 PCA results 

主成分 特征值 方差贡献率/% 累计贡献率/% 

1 10.376 1 94.33 94.33 
2 0.506 2 4.60 98.93 
3 0.069 6 0.63 99.56 
4 0.016 4 0.15 99.71 
5 0.012 5 0.11 99.83 
6 0.009 9 0.09 99.92 
7 0.004 0 0.04 99.95 
8 0.002 6 0.02 99.98 
9 0.001 5 0.01 99.99 
10 0.000 7 0.01 100.00 
11 0.000 5 0.00 100.00 

采用 Spearman 秩相关分析法对各电池的第一

主成分和电池容量进行相关性分析以验证其能否

表征电池退化过程，相关系数见表 4。可以看出，

各电池的融合 HI 与容量之间的 Spearman 相关系数

均大于 0.99，即二者具有强相关性。各电池经 PCA
算法降维处理后保留了最具有代表性的主成分，即

融合 HI。因此，选用融合 HI 代替容量作为 RUL
预测中的新健康指标。 

表 4  各电池容量与 PCA 融合 HI 的相关性分析 
Tab. 4 Analysis of correlation between battery capacity 

and PCA fusion HI 

Spearman
计算 

B5 电池 
容量 

B6 电池 
容量 

B7 电池 
容量 

B5 HI 0.994 — — 
B6 HI — 0.997 — 
B7 HI — — 0.990 

图 3 为 B5 电池融合 HI 及电池容量退化趋势 

 

图 3  B5 电池容量及其融合 HI 退化趋势曲线 
Fig. 3 Degradation trend curves for B5 battery capacity 

and its fusion HI 

曲线( 为方便观察，对 2 个序列进行了归一化处理 )，

可以看到融合 HI 具有与电池容量同样的退化特

征，即在全局衰减中同样存在着部分容量回升效

应。为避免这种回升现象对后续预测精度的影响，

采用 CEEMDAN 对融合 HI 进行分解，得到若干模

态分量 IMF 分别预测并叠加，输入容量预测模型  

实现 RUL 的间接预测。 

3.3 预测模型评价指标 

选择均方根误差 RMSE( root mean square error )

和平均绝对误差 MAE( mean absolute error )作为

RUL 预测模型的精度评估标准，其表达式分别为 

 2
MSE

1

AE
1

1

1  

n

i i
i

n

i i
i

R y y
n

M y y
n






 



  




 ( 5 ) 

式中： iy为预测容量值； iy 为实际容量值。 

3.4 结果分析 

首先进行融合健康因子的预测，将各电池的融

合 HI 进行 CEEMDAN 分解后，将各 IMF 分量输

入到融合 HI 的 WOA-SVR 预测模型 Model2 中进

行预测，再将其分量预测结果叠加得到融合 HI 预

测结果，用于容量预测模型 Model1 中进行容量预

测。以 B5 电池为例， B5 电池融合 HI 经 CEEMDAN

分解得到了一系列波动分量 IMF1~IMF4 及 1 个能

够表示原始 HI 序列总体下降趋势的残差信号，即

余量 R( t )，分解结果如图 4 所示。可以看出，除 ( )R t

余差信号外，其余 IMF 分量均处于上下波动的状

态，这些 IMF 分量的准确预测可以很好地抑制融

合 HI 预测中的容量回升现象。 

将以上各分量分别输入 WOA-SVR 模型进行

预测，WOA 参数选取为种群规模 50，最大迭代次

数 200，维数 2，参数下界 0.000 1，参数上界 1 000，

以 ST=80 为预测起点。各 IMF 分量预测结果如   

图 5。通过图 4 和图 5 可以看出，对于波动性较强

的 IMF1 分量，其经过训练集训练得到的模型，测

试集输入后的预测效果较差，这是由于 IMF1 前后

波动不一致，训练数据并不能起到很好地训练作 



 
第 6 期 吴伟丽，等：基于 PCA-CEEMDAN 和改进 SVR 的锂电池 RUL 预测 275 

 

 

图 4  B5 融合 HI 的 CEEMDAN 分解结果 

Fig. 4 CEEMDAN decomposition result of fusion HI of  

B5 battery 

 

图 5  各 IMF 分量预测结果 

Fig. 5 Prediction results of each IMF component 

用，从而导致预测性能较差，但整体幅值较小，而

且 IMF2~IMF4 特别是余量 R( t )的其余分量预测性

能良好，这使得其叠加起来的融合 HI 预测结果精

度提升，为 Model1 容量预测提供了很好的基础。 

其次进行电池容量的预测，以融合 HI 原始数

据作为训练输入，相应的电池容量作为训练输出来

训练 WOA-SVR 容量预测模型，再将上述各分量预

测结果叠加得到的融合 HI 预测结果作为测试集输

入训练好的模型中进行预测，从而得到对应的容量

预测结果，再计算相应的 RUL 预测结果。 
为验证本文所提的 PCA-CEEMDAN-WOA- 

SVR( M1 )方法的有效性，设计了其他 3 种方法进行

对比，分别为 PCA-SVR( M2 )、PCA-CEEMDAN- 
SVR( M3 )及 PCA-WOA-SVR( M4 )方法。同时，为

检验所提方法的适应性和鲁棒性，对测试数据集的

每个电池设置 2 个不同的预测起点( ST=80、100 )
进行预测，发现其在不同数据、不同起点下均具有良

好的预测效果。NASA 数据集各电池不同预测起点的

容量预测结果分别如图 6 所示。图中 RULP 为剩余寿 
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图 6  不同预测起点的 RUL 预测结果对比 

Fig. 6 Comparison of RUL prediction results at different 
starting points for prediction 

命预测值， RULR 为实际的剩余寿命，锂电池实际的

RUL值与预测 RUL值之间的绝对误差 aE 及相对误

差 rE 定义为 

a RUL RUL

r RUL RUL RUL 100%

E P R

E P R R

  


  
 ( 6 ) 

2 个预测起点的 RUL 预测结果对比见表 5，表

中“—”表示预测电池容量未降至失效阈值，即无

法预测 RUL。通过观察图 6 和表 5，分析各电池在

不同方法、不同预测起点的仿真结果对比。由图 6
可以看出，PCA-SVR、PCA-CEEMDAN-SVR、

PCA-WOA-SVR、PCA-CEEMDAN-WOA-SVR 这 4
种方法中，所提方法的预测趋势最接近原始容量退

化曲线，预测性能最优；结合表 5，也可以看出，

在相同条件下，采用所提方法预测可以得到较为准 
表 5  4 种方法 2 种预测起点的 RUL 预测结果对比 

Tab. 5 Comparison of RUL prediction results among four methods at two starting points for prediction 

电池 方法 ST RRUL PRUL aE  rE /% MAE RMSE 

B5 

PCA-CEEMDAN-WOA-SVR 
80 43 43 0 0 0.005 1 0.009 5 

100 23 24 1 4.35 0.007 9 0.010 6 

PCA-SVR 
80 43 75 32 74.42 0.062 3 0.065 2 

100 23 30 7 30.43 0.042 8 0.043 8 

PCA-CEEMDAN-SVR 
80 43 74 31 72.09 0.058 1 0.061 3 

100 23 38 15 65.22 0.039 9 0.040 8 

PCA-WOA-SVR 
80 43 46 3 6.98 0.011 3 0.014 5 

100 23 25 2 8.70 0.008 4 0.011 1 

B6 

PCA-CEEMDAN-WOA-SVR 
80 28 26 2 7.14 0.017 8 0.025 0 

100 8 6 2 25.00 0.016 9 0.022 5 

PCA-SVR 
80 28 32 4 14.29 0.043 7 0.054 5 

100 8 15 7 87.50 0.059 1 0.068 1 

PCA-CEEMDAN-SVR 
80 28 31 3 10.71 0.043 7 0.054 5 

100 8 13 5 62.50 0.055 2 0.064 4 

PCA-WOA-SVR 
80 28 26 2 7.14 0.018 4 0.025 8 

100 8 6 2 25.00 0.019 8 0.023 8 

B7 

PCA-CEEMDAN-WOA-SVR 
80 65 64 1 1.54 0.010 3 0.013 3 
100 45 44 1 2.22 0.007 7 0.009 8 

PCA-SVR 
80 65 — — — 0.118 5 0.121 6 
100 45 — — — 0.033 5 0.034 2 

PCA-CEEMDAN-SVR 
80 65 — — — 0.042 3 0.044 0 
100 45 57 12 26.67 0.016 3 0.017 1 

PCA-WOA-SVR 
80 65 62 3 4.62 0.010 5 0.013 7 
100 45 42 3 6.67 0.008 5 0.009 9   
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确的 RUL 结果，所提方法 M1 的性能指标 aE 、 rE 、

MAE 和 RMSE 均小于其他 3 种方法。例如，B5
电池在 ST=80 时得到的 aE =0，MAE=0.51%，RMSE= 
0.95%，在 ST=100 时得到的 aE =1，MAE=0.79%，

RMSE=1.06%，均小于相同条件下其他 3 种方法的预

测结果。由图 6 及表 5 可以看出，不同电池在不同预

测起点下的预测效果不同，预测起点越靠后，预测效

果越好。如 B7 电池在预测起点为 100 时得到的 aE 、

rE 、MAE 和 RMSE 均小于预测起点为 80 时的预测

结果，这是由于预测起点越靠后时，相应的训练集样

本增加，模型性能会进一步提升。 
为进一步验证所提方法的有效性，将其与现有

的类似方法 ALO-SVR[30]、CEEMDAN-LSTM[31]、

SSA-ELM[32]进行比较。采用 MAE 和 RMSE 指标对

各方法的预测性能进行评估，具体比较结果见表 6。

可以看出，相同条件下所提方法 PCA-CEEMDAN- 
WOA-SVR 的 MAE 和 RMSE 结果均最小。RUL 预

测误差越小，方法预测精度越好，从实验仿真结果及

不同方法对比结果来看，提出的 PCA-CEEMDAN- 
WOA-SVR 方法对锂电池 RUL 预测精度有较大提升。 

表 6  所提方法与现有类似方法 RUL 预测结果对比 

Tab. 6 Comparison of RUL prediction results between proposed method and existing similar methods 

电池 ST 方法 MAE RMSE 

B5 

80 
PCA-CEEMDAN-WOA-SVR 0.005 1 0.009 5 

CEEMDAN-LSTM 0.016 6 0.020 0 
SSA-ELM 0.028 8 0.036 5 

84 
PCA-CEEMDAN-WOA-SVR 0.006 7 0.010 6 

ALO-SVR 0.007 1 0.013 8 

100 
PCA-CEEMDAN-WOA-SVR 0.007 9 0.010 6 

CEEMDAN-LSTM 0.014 6 0.018 3 
SSA-ELM 0.027 0 0.030 7 

B7 

80 
PCA-CEEMDAN-WOA-SVR 0.010 3 0.013 3 

CEEMDAN-LSTM 0.012 1 0.017 6 
SSA-ELM 0.025 9 0.029 5 

84 
PCA-CEEMDAN-WOA-SVR 0.009 8 0.012 8 

ALO-SVR 0.013 6 0.018 0 

100 
PCA-CEEMDAN-WOA-SVR 0.007 7 0.009 8 

CEEMDAN-LSTM 0.008 9 0.011 6 
SSA-ELM 0.015 3 0.017 8 

 

4 结论 

本文提出了 1 种基于 PCA 和 CEEMDAN 的数

据预处理方法结合 WOA 优化 SVR 的锂电池 RUL
间接预测方法，主要得出以下结论。 

( 1 )从锂电池充放电阶段提取易于监测的间接

特征参数可以有效解决电池容量难以获取的问题，

但间接参数较少时会导致信息不足，而多个参数共

同预测又容易导致信息冗余，本文采用 PCA 算法

有效去除了信息冗余，经 PCA 重构的健康因子与 

容量为强相关关系，同时保留了电池容量的容量回

升效应，采用 CEEMDAN 对融合 HI 进行分解并消

除了容量回升效应，提升了后续模型的预测精度。 
( 2 )以 PCA-CEEMDAN 数据预处理为基础，搭

建了基于 WOA-SVR 的融合 HI 和容量预测模型，

实现了 RUL 的间接预测。将融合 HI 分解得到的众

多 IMF 分量划分训练集、测试集分别输入 WOA- 
SVR 模型实现分量预测，再将 IMF 分量预测结果

叠加作为容量预测模型的输入，实现容量预测，这

种间接预测方法得到了更为准确的 RUL 预测   
结果。 
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( 3 )搭建了不同算法组合的多种预测框架，在

同一数据集下采用不同的预测起点对所提方法的

有效性进行了验证。结果表明，所提的 PCA- 
CEEMDAN-WOA-SVR 方法在同一条件下，预测误

差 aE 、MAE、RMSE 均有明显下降， a 2E ≤ ，

MAE 1.8% ， RMSE 2.5% ，3 种指标最低分别

为 0、0.51%和 0.95%，有效提高了锂电池 RUL 的

预测精度。 
( 4 )随着未来测量水平及电池领域的发展，本

文所提方法可以较为精确地进行 RUL 预测，为各

种不同电池应用场景的 RUL 预测提供了 1 种新的

预测思路，较为准确的预测结果可以确保电池的安

全运行和及时更换，也有助于退役锂电池的二次利

用技术的发展。但考虑到实际生活中电池充放电的

不确定性，未来将重点对实际工况下不同锂离子电

池的 RUL 预测开展进一步的研究。 
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