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摘要：由于弱监督学习小样本场景下逆变器的故障数据数量不足且类别不平衡，使得基于数据驱动故障诊

断方法的性能下降。为克服传统数据增强方法未考虑数据分布特性的缺陷，提出 1 种特定系数小波重构数据增

强的逆变器故障诊断方法。首先对原始小样本数据进行小波包分解并通过计算获得特定系数，对其随机微调后

通过小波包重构直接扩充样本，重复该过程以获取数量充足且类别平衡的训练集。然后基于卷积神经网络实现

“端到端”的特征提取与故障分类。最后，实验结果表明，所提方法能有效扩充弱监督学习小样本场景下的故障

数据，提高故障诊断精度，可作为逆变器小样本故障诊断的数据预处理环节。 
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Abstract: The performance of a data-driven fault diagnosis method deteriorates due to insufficient number and 

unbalanced classes of inverter fault data in the case of weakly supervised learning in few-shot scenarios. To overcome 

the defect of traditional data augmentation methods which do not consider the data distribution characteristics, an 

inverter fault diagnosis method based on data augmentation with specific coefficients wavelet reconstruction was 

proposed. First, the raw small sample data was decomposed by wavelet packet, and a specific coefficient was obtained 

through calculation. After random fine-tuning, the sample was directly expanded by wavelet packet reconstruction. The 

process was repeated to obtain a sufficient and class-balanced training set. Then, convolutional neural networks were used 

to achieve “end-to-end” fault feature extraction and classification. Finally, experimental results show that the proposed 

method can effectively expand the fault data in the case of weakly supervised learning in few-shot scenarios and improve 

the fault diagnostic accuracy. Therefore, it can be used as data preprocessing in few-shot fault diagnosis of inverters. 
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速提高，为将其产生的电能并入电网，含逆变器的

电力设备被广泛应用。作为其中核心部分，逆变器

安全可靠对整个系统的稳定运行至关重要[1-3]。级

联 H 桥多电平逆变器 CHMI( cascaded H-bridge mu- 

ltilevel inverter )具有器件应力小、谐波含量低等优 
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点，因此得到广泛应用[4]。IGBT 作为 CHMI 中关

键的电子元件，其故障主要分为短路故障和开路故

障[5]。短路故障破坏性强，可通过串联快速熔断器

转化为开路故障。开路故障的诊断策略分为基于模

型的方法、基于信号的方法和基于知识的方法[6-7]。

其中：基于模型的方法通过比较实际系统的输出与

对应模型的预测输出是否一致，来判断故障类   

型[8]；基于信号的方法通过对实际测量信号的处理

并根据先验知识做出诊断决策[9]；与上述 2 种诊断

策略不同，基于知识的方法只需大量的历史数据，

应用人工智能技术提取数据与系统状态之间的依赖

关系，通过分类器检查系统状态与知识库的一致性。

在 CHMI 中，由于其 H 桥单元数量较多，建模难度

增加，并且由于其输出故障信号存在相似情况而难

以采取基于信号方法做出诊断决策。因此，基于知

识的故障诊断策略更适合对于 CHMI 的故障诊断。 

有监督学习下模型的泛化能力在实验室场景下

已经超过了人类[10]，但这需建立在人工整理数据的

基础上。而实际中 CHMI 故障诊断属于弱监督学习，

其实际故障数据类别分布具有长尾效应并需要高昂

的人工标注成本[10]，因此会呈现出小样本场景而导

致模型过拟合。数据增强是解决小样本故障诊断问

题的策略之一。文献[11]通过幅值变换、信号平移等

一系列数据增强方法证明了合成样本的有效性，但

上述方法在扩充样本时缺乏引导；文献[12]针对三相

PWM 逆变器 IGBT 开路故障样本在工业应用中数量

有限的情况，利用扰动自编码器生成模型合成新的

故障样本，实现较高诊断准确率，但其算法复杂度

较高；文献[13]对原始数据利用随机小波展开生成新

样本，并在航空液压泵小样本故障诊断中得到应用，

但设计过程较为繁琐；文献[14]在不平衡数据下利用

具有梯度归一化的全注意力 Wasserstein 生成对抗网

络合成新训练数据，但如果合成数据的特征偏离原

始数据集的内在特征，就会导致诊断错误。 

针对上述问题，本文提出一种特定系数小波重

构 SCWR( specific coefficients wavelet reconstruct- 

tion )数据增强的逆变器故障诊断方法。首先对原始

小样本数据进行 3 层小波包分解，对得到的 8 组系

数分别取平均值，将平均值最小的一组视为特定系

数，对其幅值随机微调后再通过小波包重构直接得

到合成样本，重复该过程以获取数量充足且类别平

衡的训练集，然后基于卷积神经网络 CNNs( convol- 

utional neural networks )实现“端到端”的特征提取

与故障分类。实验结果证明所提方法可有效提高小

样本故障诊断场景下的诊断精度。 

1 问题描述 

1.1 逆变器基本结构 
CHMI 的拓扑如图 1 所示，由 m 个 H 桥基本

单元组成。本文采用五电平逆变器，即 m=2。选取

输出电压信号 u 作为逆变器故障诊断的原始数  

据[15]，且仅考虑单 IGBT 开路故障。开路故障可分

为 9 种类型，其中健康状态可视为 1 种特殊的故障

类型，记作 H，其余 8 种为单 IGBT 故障类型，记

作 F1~F8。故障设置的详细信息见表 1。 

 

图 1  级联 H 桥多电平逆变器拓扑 

Fig. 1 Topology of cascaded H-bridge multilevel inverter 

1.2 存在问题 
数量充足且类别平衡的训练样本是运用人工

智能技术训练得到高性能诊断模型的前提，但在实

际运行中，逆变器故障不常发生且各 IGBT 发生故 
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表 1  逆变器原始故障数据描述 

Tab. 1 Description of raw inverter fault data 

故障类型 状态描述 原始训练样本数 测试样本数 

H 健康状态 180 20 

F1 H1S1 开路故障 1 100 

F2 H1S2 开路故障 1 100 

F3 H1S3 开路故障 1 100 

F4 H1S4 开路故障 1 100 

F5 H2S1 开路故障 1 100 

F6 H2S2 开路故障 1 100 

F7 H2S3 开路故障 1 100 

F8 H2S4 开路故障 1 100 

障的频率不同，导致故障数据具有数量不充足且类

别不平衡的特性，无法满足诊断模型对训练集的要

求，此问题称为弱监督学习范式下的小样本故障诊

断问题。为了解决小样本故障诊断问题，其主流思

想是通过重新调整训练集的样本分布来减少或消

除不平衡[16]。其中，数据增强方法是提高数据多样

性和网络泛化能力的有效方法，其本质是通过已有

小样本数据合成新数据的过程。新合成数据应同时

满足以下条件： 

( 1 )与原始数据相比，新合成数据在特征表示

上更加多样化； 

( 2 ) 新 合 成 数 据 与 对 应 原 始 数 据 具 有 相 同   

语义。 

传统数据增强方法通过随机过采样来实现[16]，

简单复制原始小样本降低了训练集类别的不平衡，

但也增加了模型过拟合的风险。为了缓解简单复制

样本带来的过拟合问题，文献[17]提出了少数类聚

类的合成少数过采样技术 MC-SMOTE。上述合成

样本可以作为新的训练集，但存在增强方法复杂、

扩充数据时引导性不足等问题，有待进一步研究。 

2 SCWR 数据增强的故障诊断方法 

为解决传统数据增强方法在扩充样本时效果

不佳，进而影响小样本故障诊断性能的问题，本文

提出一种 SCWR 数据增强的故障诊断方法。该方

法包括所提 SCWR 数据增强方法、基于 CNNs 的

特征提取与故障分类 2 个部分。所提 SCWR 数据

增强的故障诊断方法总体流程如图 2 所示。 

 

图 2  所提 SCWR 数据增强的故障诊断方法流程 

Fig. 2 Flow chart of proposed SCWR data augmentation 

fault diagnosis method 

2.1 SCWR 数据增强方法 

在信号采集阶段，从实验平台上获取电压信

号，一部分作为原始的训练样本模拟小样本场景，

另一部分作为测试样本，具体设置情况见表 1。 

在数据增强阶段，对模拟小样本数据使用

SCWR 数据增强方法，采用 DB4 小波基完成 i 层小

波包分解，找到 2i 个分解系数组中平均幅值最小的

一组，称为特定系数 ,i xC 。其中，下标 i 表示分解

层数，下标 x 表示该层中对应的序列号。小波包分

解在小波分解的基础上对信号高频部分进行细  

分[18]，有利于信号在时、频域中的分析。将频率为

fs 的原始信号小波包分解后得到 2 组系数 1,0C 和

1,1C ，分别代表低频部分和高频部分。以第 1 层的

分解为例，在低频部分，对原始信号进行分解得到

一组系数 1,0C ，其中包含 s0~ /2f 的信息；在高频部

分，分解得到一组系数 1,1C ，其中包含 s s/2~f f 的信

息。第 i 层小波包分解后的其余系数组的含义可以

通过类推得到。 

对特定系数幅值进行随机微调的公式可以表

示为 

1
( )

0

a t b
h t b a


 


　 ≤ ≤

　其他

 ( 1 ) 
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= ( ) d     [ , ] 
t

a
k h t t t a b  　　  ( 2 ) 

*
, ,i x i xC C   ( 3 ) 

式中： ( )h t 为在区间[ , ]a b 上满足均匀分布的函数，

即 ( )h t  ( , )U a b ；a=0；b=1；k 为微调系数， 1.2k  ；

,i xC 为微调前的系数； *
,i xC 为微调后的系数；本文

中 3i  ， 4x  ； 为区间[0, ]k 上的扩大因子，实

现随机微调。 

对特定系数幅值进行随机微调后，通过小波包

重构得到与原始样本具有相似特征的合成样本。根

据小波理论，因为该过程中通过特定系数的引导，

没有改变其他频率段内小波系数组的幅值，因此保

证了合成样本与其相对应的原始样本具有相似的

频率成分。多次重复上述步骤，即可生成新的训练

样本，完成数据增强过程。 

2.2 基于 CNNs 的特征提取与故障分类 
所提 SCWR 方法是一种数据增强方法，生成

后的数据需要与特征提取方法相结合，才能完成故

障诊断任务。为提取到良好的特征集，建立基于

CNNs 的特征提取与故障分类模型，且数据增强后

的样本可满足CNNs 模型训练需要大量故障数据的

前提。而 IGBT 在正常工作下的健康样本容易获得，

因此不需要使用数据增强方法。 

在模型训练阶段，首先为了去除量纲对数据特

征的影响，加快网络的收敛，先对生成的训练样本

进行归一化处理，将训练样本映射到区间[0, 1]。归

一化公式表示为 

max min min
min

max min

( )( )y y x x
y

x x

 
 


y  ( 4 ) 

式中：y 为归一化输出矩阵；ymax=1；ymin=0；x 为

输入矩阵中某一行对应位置的元素；xmax 为该行中

元素的最大值；xmin 为该行中元素的最小值。 

将归一化后的训练样本输入网络训练 CNNs

模型。CNNs 是一种成熟的深度学习模型，其在权

值共享和空间模式提取方面具有优势。CNNs 由卷

积层、激活层、池化层和全连接层组成。卷积层是

网络的关键部分，它可以避免高纬度矩阵的直接相

乘。卷积过程的数学形式[19]为  

( )i i i if b  y W X  ( 5 ) 

式中： ( )f  为激活函数； iX 为输入矩阵； iy 为输

出矩阵； iW 为权重； ib 为偏置； 为卷积运算。 

激活层采用 ReLU 作为激活函数，通过激活层

可以对特征矩阵进行非线性化，提高模型的表示能

力。每个卷积层之后连接一个池化层以降低特征矩

阵维数，避免卷积造成的维数灾难。本文中选用最

大池化，通过连接 softmax 分类器完成多故障分类。 

在测试阶段，利用测试样本检验训练完毕的

CNNs 模型，实现故障分类。 

3 实验结果与分析 

为验证所提方法的有效性，本文搭建单相级联

H 桥五电平逆变器，实验平台如图 3 所示。主电路

由 2 个 H 桥逆变器单元组成，直流输入侧为 2 个

直流电源，驱动信号由 dSPACE( MicroLabBox )生

成，逆变器系统主要参数见表 2。 

 

图 3  单相级联 H 桥五电平逆变器实验平台 

Fig. 3 Experimental platform of single-phase cascaded 

H-bridge five-level inverter 

表 2  逆变器系统主要参数 

Tab. 2 Main parameters of inverter system 

参数 数值 

直流电源电压/V 15 

负载电阻/Ω 7 

负载电感/mH 2 

开关频率/kHz 5 

采样频率/kHz 20 

每种故障类别总共采集 80 000 个数据点，划

分成 200 个样本，即每个样本包括一个电压周期信
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号，共 400 个数据点。将每个样本转成 20×20 的矩

阵满足 CNNs 网络输入要求。考虑到实际中健康状

态的数据易获取，将 180 个样本设置为健康状态下

的训练样本，其余 20 个样本作为测试样本。为了

模拟弱监督学习范式下数量不充足且类别不平衡

的小样本故障数据，将每种故障类别下的原始训练

样本数设置为 1，测试样本数设置为 100。SCWR

方法的作用是将故障状态下1 个原始的训练样本扩

大 180 倍，使每种故障类别的样本数量相同，然后

与健康状态下的训练样本合并作为新的训练集。以

故障 F1 为例，原始数据与经过 SCWR 方法生成数

据的直观比较如图 4 所示。由图 4 可知，经过 SCWR

方法的合成数据与原始数据非常相似，两者之间的

最大振幅差为 0.5 V 左右。 

 

图 4  原始数据与 SCWR 方法生成数据对比 

( 以故障 F1 为例 ) 

Fig. 4 Comparison between raw data and data generated 

using SCWR method ( with fault F1 as an example ) 

基于 CNNs 进行故障诊断时，为了达到最优的

性能，需要综合分析网络层结构、卷积核大小和卷

积核数量等参数。本文的 CNNs 网络采用 2 个卷积

层，其中第 1 个卷积层设置有 1 个输入通道和 16

个输出通道，采用大小为 3×3 的卷积核，步长为 1× 

1，每边填充 1 层；第 2 个卷积层设置 16 个输入通

道和 32 个输出通道，采用大小为 4×4 的卷积核，

步长为 1×1，每边填充 1 层。在此过程中，经过激

活和池化操作后由全连接层输出，诊断结果被分为

9 类。其中，训练参数学习率设置为 0.005，训练

次数设置为 180 次。 

为验证所提方法的可行性和有效性，设置对照

组( /-CNNs )和基准组( DC-CNNs )。对照组将原始小

样本作为训练集，基准组将小样本复制 180 次后作

为训练集，且都基于 CNNs 进行特征提取和故障分

类。将所提方法的实验组( SCWR-CNNs )分别与对

照组、基准组进行比较。为验证不同方法的诊断性

能，采用精准率( accuracy )、宏查准率( macro-P )和

宏查全率( macro-R )这 3 个常用多分类评价指标[17]。

网络训练存在随机性，因此每种情况下进行 10 次

实验，取平均值作为结果，实验结果见表 3。由    

表 3 可知，实验组诊断效果优于对照组和基准组，

并且与对照组即原始小样本情况下的故障诊断结

果相比，所提方法有了较大的提高，表明所提方法

是可行和有效的。 

表 3  不同数据增强方法的实验结果 

Tab. 3 Experimental results of different data augmentation  

methods                     % 

数据 

增强方法 

平均值±标准差 

精准率 宏查准率 宏查全率 

/-CNNs 72.69±6.24 77.85±4.50 75.12±6.69 

DC-CNNs 79.85±4.87 86.07±2.45 81.65±4.44 
Gaussian white 

noise-CNNs 
81.10±6.29 88.59±3.44 82.78±5.74 

Signal 
translation-CNNs 

76.81±5.03 82.93±5.24 78.87±4.59 

SCWR-CNNs 87.13±2.44 90.36±2.99 88.28±2.23 

为进一步说明所提方法的有效性，与添加高斯

白噪声( Gaussian white noise )[20]和信号平移( signal 

translation )[11]这 2 种现有的数据增强方法进行对

比，实验结果见表 3。由表 3 可知，所提 SCWR 数

据增强方法与常见方法相比诊断效果更好。例如：

在精准率方面，SCWR-CNNs 组的平均值分别比

Gaussian white noise-CNNs 组和 signal translation- 

CNNs 组的平均值高 6.03%和 10.32%。分析结果表

明，添加高斯白噪声和信号平移数据增强方法对全

局电压信号进行了较大的变换，使原始样本特征发

生了变化，因此上述 2 种数据增强方法的效果较

差。而所提方法由于只对特定系数进行微调，因此

合成样本在具备多样性的同时，还和对应原始小样
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本数据具有相同语义。 

为验证所选的 CNNs 模型在特征提取上的优

势，对比分析了不同特征提取方法对诊断效果的影

响。分别采用主成分分析 PCA( principal components 

analysis )[21] 、 快 速 傅 里 叶 变 换 FFT( fast Fourier 

transform )与 PCA[4]、排列熵 PE( permutation entr- 

opy )[22] 3 种特征提取算法，基于支持向量机 SVM 

( support vector machine )[23]作为分类器，利用 SCWR

方法对数据增强后的新训练集进行模型训练，诊断

结果的平均值见表 4。由表 4 可知，SCWR- PCA、

SCWR-FFT-PCA、SCWR-PE 这 3 种特征提取算法

的诊断精准率都低于 80%，表明 CNNs 的特征提取

能力更强，在小样本故障诊断中比一般机器学习领

域方法能发挥更大的优势。 

表 4  不同特征提取方法的诊断结果 

Tab. 4 Diagnosis results of different feature extraction  

methods                     % 

特征 

提取方法 

平均值±标准差 

精准率 宏查准率 宏查全率 

SCWR-PCA 69.84±0.36 73.04±0.37 72.52±0.32 

SCWR-FFT-PCA 75.31±1.66 79.08±1.51 77.50±1.51 

SCWR-PE 70.05±0.22 72.05±0.14 72.71±0.20 

SCWR-CNNs 87.13±2.44 90.36±2.99 88.28±2.23 

为了定量地说明合成样本与对应原始数据的

相似程度，同时判断模型预测结果和实际分类结果

是否一致，引入了一致性检验指标 Kappa 系数[24]。

不同数据增强方法诊断模型的 Kappa 系数的平均值

见表 5。由表 5 可知，对于原始数据训练得到的模

型 Kappa 系数仅为 0.718 0，说明该模型在测试集

上的诊断性能较差。与其他 4 种方法相比，所提方

法数据增强后诊断模型的 Kappa 系数明显增大，说

明通过 SCWR 方法合成的样本与测试集样本具有

较好的一致性。 

表 5  不同数据增强方法诊断模型的 Kappa 系数 

Tab. 5 Kappa coefficient of diagnostic models with 

different data augmentation methods 

数据增强方法 Kappa 系数的平均值 

/-CNNs 0.718 0 

DC-CNNs 0.763 5 

Gaussian white noise-CNNs 0.741 1 

Signal translation-CNNs 0.808 4 

SCWR-CNNs 0.852 4 

由式( 2 )和式( 3 )可知，微调系数 k 是影响 SCWR

数据增强方法效果的关键之一。当 k 的变化使得扩大

因子 偏离 1 的概率增大时，合成样本与原始样本

的相似程度降低；相反，当 k 的变化使得扩大因子

接近 1 的概率增大时，合成样本与原始样本的相似程

度升高。对 k 取 0.2,0.4, ,1.8 等时进行比较分析，

诊断精准率结果见表 6。由表 6 可知，当 k=1.2 时，

诊断精准率达到较高值 93.41，但仍有提高的空间。 

表 6  不同 k 取值下诊断精准率对比 

Tab. 6 Comparison of diagnostic accuracy under different values of k 

实验次数 
诊断精准率/% 

k=0.2 k=0.4 k=0.6 k=0.8 k=1.0 k=1.2 k=1.4 k=1.6 k=1.8 

1 87.20  89.27  75.85  87.20  87.20  87.44  86.22  87.20  79.15  

2 87.68  85.85  86.83  86.34  85.98  85.00  84.39  83.78  85.12  

3 75.61  86.59  88.90  85.12  82.07  87.07  88.78  87.44  87.56  

4 86.10  76.71  84.39  87.44  86.46  93.41  78.05  88.90  87.80  

5 86.83  87.80  77.07  85.85  76.10  84.15  87.20  87.68  83.29  

6 81.83  87.32  75.61  88.78  78.29  86.46  86.10  81.95  85.37  

7 82.44  87.07  75.61  86.95  85.61  86.83  86.34  86.10  86.46  

8 76.22  83.78  87.56  80.00  86.95  87.07  77.07  87.56  86.34  

9 75.61  78.05  86.10  86.71  86.46 86.71  82.92  86.46  85.37  

10 78.78  87.80  86.14  83.41  87.44 87.20  91.22  85.12  85.24  

平均值± 

标准差 
81.83± 5.00 85.02±4.29 82.41± 5.61 85.78 ±2.49 84.26± 4.05 87.13±2.44 84.83±4.45 86.22±2.08 85.17±2.48 
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4 结论 

针对级联 H 桥多电平逆变器在弱监督学习下 

故障数据分布呈现出小样本场景而导致训练模型

过拟合的问题，本文提出了一种特定系数小波重构

数据增强的逆变器故障诊断方法。所提方法包括

SCWR 数据增强方法和 CNNs 特征提取与故障分

类两部分。在逆变器故障数据上，验证了所提

SCWR 数据增强方法的可行性和有效性。实验结果

表明所提方法比对照组和基准组的平均精准率分

别提高了 14.44%和 7.28%。利用 CNNs 对增强后的

数据实现“端到端”的特征提取与分类，可以看

出，CNNs 的特征提取能力优于一般机器学习方法，

比使用 PCA、FFT-PCA、PE 方法的平均精准率分

别提高了 17.29%、11.82%和 17.08%。今后研究可

考虑不同负载情况以丰富应用场景。 
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