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摘要：锂离子电池常被用作储能元件以实现电能的存储和使用，精确地估算其健康状态 SOH( state-of-health )

可以为电池的实际使用提供理论依据。然而，SOH 无法被直接测量。为了准确且便捷地估算锂离子电池 SOH，从

数据驱动法的角度提出 1 种基于残差连接和卷积长短时记忆 Conv-LSTM( convolutional long short-term memory )网

络的锂离子电池 SOH 估算模型。该方法基于残差连接、Conv-LSTM 和卷积神经网络，利用锂离子电池充电过

程中的电压、电流和容量，实现锂离子电池使用周期内的 SOH 估算。在多个电池测试数据集上的实验结果表明，

与多种估算效果较好的现有模型相比，基于残差连接和 Conv-LSTM 的 SOH 估算模型具有更精准的估算结果，

测试集 SOH 估算的最大相对误差 MAX PE( maximum percentage error )和平均绝对百分比误差 MAPE( mean absolute 

percentage error )分别小于 3.3%和 1.7%。 
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Abstract: Lithium-ion batteries are usually taken as energy storage components to realize the storage and 

utilization of electrical energy, and an accurate estimation of their state-of-health ( SOH ) can provide a theoretical basis 

for their actual applications. However, SOH is difficult to measure directly. To estimate the SOH of lithium-ion 

batteries accurately and conveniently, a model for estimating the SOH of lithium-ion batteries is proposed based on 

residual connection and convolutional long short-term memory ( Conv-LSTM ) networks from the perspective of data 

driven. This method is based on residual connection, Conv-LSTM and convolutional neural networks, and it uses the 

voltage, current and capacity during the charging process of a lithium-ion battery to realize the SOH estimation in its 

service cycle. The experimental results on multiple battery test datasets show that compared with those of the existing 

models with better estimation effects, the estimation result of the SOH estimation model based on residual connection 

and Conv-LSTM was more accurate, and the maximum percentage error and mean absolute percentage error of SOH 

estimation on the test dataset were less than 3.3% and 1.7%, respectively. 
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锂离子电池的性能会在其使用生涯中不断降

低，而锂离子电池健康状态 SOH( state-of-health )

可以作为锂离子电池老化状态的定量衡量标准，需

要持续的检测、诊断和管理，并为锂离子电池的实

际使用提供理论依据[1-3]。目前，锂离子电池 SOH
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估算方法主要包括构建物理模型法和数据驱动

法。基于锂离子电池内部的反应机理构建物理模

型再通过电池历史数据辨识物理模型参数的方法

虽然具有较好的可解释性，但受到模型精度和参

数准确度 2 个方面的制约，难以在电池管理系统

BMS( battery management system )中部署实施。同

时，基于数据驱动的方法能够将锂离子电池 SOH

估算归纳为回归预测问题，构建出输入-输出之

间的非线性化模型，具有估算精度高、自适应能

力强、能够实时估计等优点，更适合在 BMS 中

实际运用[4]。 

目前，已经有多种研究通过数据驱动的算法对

SOH 进行估算，其中包括机器学习算法中的支持

向量回归 SVR( support vector regression )。Feng 等[5]

提出了 1 种将增量容量分析和 SVR 相结合的锂

离子电池 SOH 估计算法；徐宏东等[6]提出 1 种基

于证据推理规则和布谷鸟搜索的 SVR 模型来预

测电池剩余寿命；宋健正等[7]提出 1 种改进灰狼

优化多核极限学习机预测方法对电池性能进行

预测。然而，SVR 类方法是通过核函数对数据集

进行先验表达，再凭先验假设挖掘数据间的关

系，估算性能优劣主要取决于核函数的选取，具

有一定的随机性。 

神经网络 NN( neural network )可以更深层次地

挖掘数据之间的非线性关系，受到了广泛关注。王

雪等[8]结合布谷鸟搜索算法与 NN，实现 SOH 估算；

李超然等[9]采用卷积神经网络 CNN( convolutional 

neural network )验证了一维卷积对循环内输入特征

出色的提取能力；王英楷等[10]先采用 CNN 对电池

循 环 内 特 征 进 行 提 取 ， 再 通 过 长 短 时 记 忆

LSTM( long short-term memory )网络以把握电池循

环间的特征变换趋势，最终取得了较好的 SOH 估

算结果；孙静等[11]通过鱼鹰优化算法优化双向门控

循环单元网络进行 SOH 预测。 

现有研究在采用 NN 来建立电池特征和 SOH

之间的映射关系时，往往采用先提取循环内输入特

征再考虑循环间时序特征的网络架构。当负责特征

提取的运算模块和负责挖掘时序特征的运算模块

先后进行计算时，前者的改变会导致后者需要重新

训练，造成了训练上的困难。因此，需要对网络进

行繁琐的超参数优化，影响了在线应用。本文引入

了卷积长短时记忆 Conv-LSTM( convolutional long 

short-term memory )网络，在 1 个网络模块中同时实

现了循环内特征提取和循环间时序特征挖掘，避免

了繁琐的超参数优化，提升了计算效率，同时提高

了估计精度。 

基于以上研究，本文提出了 1 种基于残差连接

和 Conv-LSTM 的锂离子电池 SOH 估算方法。该算

法首先应用 Conv-LSTM 获得电池循环间的数据特

征，再将所获得的时序特征与输入做 1 次拼接并送

入 CNN 中得到输出的 SOH 值，最后在多个数据集

上进行实验验证。 

1 基于残差连接和 Conv-LSTM 的 
估算方法 

1.1 整体模型 
本文所设计的网络具体结构如图 1 所示。输入

经过 Conv-LSTM 网络获得输出，此输出会与输入

进行拼接再送入网络，以形成残差映射。此后，数

据经过一维卷积对特征进行再次提取，最后通过全

连接层把输出整合。 

 

图 1  网络结构 

Fig. 1 Network structure 

本文把 Conv-LSTM 运用于 SOH 估算，在 1

个模块中同时提取充放循环间与循环内的 2 种时

间特征，然后将 Conv-LSTM 产生的输出与输入进

行 1 次拼接，对 3 种时间特征进行进一步挖掘。残

差连接可以有效降低模型的内在复杂度。因此，相

比于同等规模的其他模型，本模型可以有效减少过

拟合现象，且利于网络的训练。 
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1.2 卷积长短时网络 
锂离子电池的充放特征包含了 2 种时间信息，

如图 2 所示。在 1 次充电周期内，同一颜色曲线代

表同一循环内电流、电压、容量随时间的变化过程，

定义为循环内的时序信息；曲线颜色由浅变深的整

体偏移，表示随着电池循环次数的增加，充电截止

电压等特征存在整体偏移的趋势，此为循环间的时

序特征。传统 LSTM 在处理该数据时的主要缺点是

其在输入到隐藏层和隐藏层迭代的过程中使用完

全连接层，未对充放循环内的时间信息进行编码。

为了克服这个问题，本文设计了 1 个一维卷积算子

内核的 Conv-LSTM。 

 

图 2  输入特征曲线 

Fig. 2 Curves of input characteristics 

Conv-LSTM 是 1 种热门的神经网络算法，其

最初提出是为了解决时空类预测问题，如雷达图降

雨预测、视频预测等。例如，Hu 等[12]将 Conv-LSTM

和注意力机制相结合用于大规模交通速度预测；

Tang 等[13]提出了 1 种基于 Conv-LSTM 的视频显著

度显示方法。Conv-LSTM 的核心本质与 LSTM 一

样，将上一层的输出作为下一层的输入。两者之间

的差异点在于，加上卷积操作之后，在 1 个模块中

既可以得到循环间的时序特征，又可以像卷积层一

样对循环内的时序特征进行编码。输入数据中的电

压、电流、容量均是随时间变化的一维时序数据，

且这些时序数据对应 1 个相同的 SOH。输入数据

局部范围内具有相同特性的特点与一维卷积局部

连接、权值共享的特点恰好对应。其中，局部连接

的特点使得卷积核仅学习局部范围内的数据特征，

权值共享的特点使得卷积核对局部范围内的数据

提取相同的特性，即局部数据具有相同的权值参 

数[7]。此外，卷积核滑动的特点也对应电压、电流、

容量随时间变化的时序性。 

Conv-LSTM 具体运算步骤为 

1 1( * * )t xf t hf t cf t ff X H C      W W W b  ( 1 ) 

1 1( * * )t xi t hi t ci t ii X H C      W W W b  ( 2 ) 

1tanh( * * )t xc t hc t cC X H    W W b  ( 3 ) 

1t t t t tC f C i C       ( 4 ) 

1( * * )t xo t ho t co t oo X H C     W W W b  ( 5 ) 

tanh( )t t tH o C    ( 6 ) 

式中：ft 为遗忘门；Xt 为当前的输入；Ht-1 为先前

的隐藏层输出； 1tC  为先前的记忆元输出；it 为输

入门； tC 为候选记忆元；ot 为输出；Wxf、Whf、    

Wcf、Wxi、Whi、Wci、Wxc、Whc、Wxo、Who、Wco

为权重参数矩阵，这些矩阵是模型需要学习的核心

参数，决定了信息如何流动和转换；bf、bi、bc、bo

为偏置参数向量，是模型中另一类可学习参数，为

门控机制提供基础偏移量，确保模型能在不同输入

情况下维持合理的激活水平； 为 sigmoid 激活函

数；* 代表卷积算子；  代表 hadamard 积。 

1.3 残差连接 
原始数据经过 Conv-LSTM 后，得到包含循环

内、循环间的时序特征。在此之后，仅增加后续神

经网络的层数并不能较好地提高网络性能，故引入

残差连接，如图 3 所示。 

假设网络原始输入为 x ，残差块函数为 ( )h x ，

后续网络函数为 ( )f x ，则进入后续网络之前网络

所需拟合的理想函数为 ( )g x 。若不在神经网络中

加入残差连接，如图 3( a )所示，图中虚线部分需拟

合该映射 ( )g x ，即 ( ) ( )h gx x ；加入残差连接，

如图 3( b )所示，图中虚线部分需拟合出残差映射

( )g x x ，即 ( ) ( )h g x x x 。 

神经网络难以自发地将不需要的模块主动训
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练成恒等映射，但当神经网络变得更深时，网络过

强的表达能力需要其主动将后续层训练为恒等映

射。若以恒等映射作为希望学习的理想映射，在引

入残差连接后，当网络将如图 3( b )中虚线部分内的

加权运算的权重和偏置参数设置为 0 时，那么输入

映射即为恒等映射。实际中，当理想映射接近于恒

等映射时，残差映射也易于捕捉类恒等映射的细微

波动，即输入与残差之间的关系相较于输入与输出

之间的关系更易表示。而且，残差映射在实际训练

中往往更容易优化。 

 

图 3  残差连接示意 

Fig. 3 Schematic of residual connection 

2 数据来源与模型分析 

2.1 输入数据选取 

实验所使用的数据集与 Tang 等[14]使用的数据

集相同。该数据集选取额定容量为 3 A·h 的 SONY 

US18650VTC6 锂离子电池，在室温 25℃下，采集

锂离子电池循环时的样本数据，并记录对应的 SOH

标签。该实验采用广泛使用的恒流-恒压充电策略

对给定的电池进行充电，并采用恒流放电方式消耗

电池容量。 

数据集中每份数据分别为输入 x 和作为标签

的 SOH 数值。其中输入 x 为 m n 的矩阵，m 代表

充电周期的数据样本数，n 代表输入变量数。在本

项目中， 4 000m  ，每个周期从充电曲线中离散

采样 4 000 个数据，采样周期为 1 s； 3n  ，代表

有 3 个输入变量分别为电压、电流和容量。 

其中，电压和电流可以在电池的充电周期内直

接测量，而容量则通过在给定的部分充电周期内对

充电电流进行积分，使用安培小时积分法计算。输

入具体形式为 

1 1 1

2 2 2

4 000 4 000 4 000 4 000 3

V I C

V I C

V I C


 
 
 
 
 
  

  
x  ( 7 ) 

电池老化试验共有 t 个周期，每个周期都有

m n 的矩阵，故整体数据集输入为 t m n  的张

量；每个周期的输入 x 均有 1 个与其相匹配的1 1

的矩阵作为标签，故整体数据集标签为 1 1t   的张

量。作为标签的 SOH 值是从容量角度定义的。 

2.2 模型训练步骤 
训练的初始过程中，Conv-LSTM 的初始隐藏

层均为 0。每一时间步中，模型的输入为当前时间

步的输入、上一时间步的隐藏层，并会产生当前时

间步的隐藏层。通过隐藏层的不断迭代，模型能获

取锂离子电池循环间的特征，再将特征与当前时间

步的输入进行拼接，共同送入一维卷积中。网络通

过残差块提取循环间的特征后，通过一维卷积和全

连接层进行后续处理。网络具体流程及参数设置见

表 1。 

表 1  神经网络结构 

Tab. 1 Structure of neural network 

参数 设置 

层数 5 

输入 电压、电流、容量( 4 000×3 ) 

输出 锂离子电池 SOH 

第 1 层 Conv-LSTM-隐藏层 4 000 

第 2 层 CNN( 4×4 )@8 & 最大池化 4 

第 3 层 CNN( 2×8 )@16 & 最大池化 2 

第 4 层 全连接层 输入 1 024——输出 64 

第 5 层 全连接层 输入 64——输出 1 

数据集按照 80 % 、20 % 的比例划分为训练集、

测试集。采用的损失函数为均方根误差 RMSE( root 

mean square error )，采用的优化算法为 Adam 算法，

初始学习率设置为 51 10 ，总训练轮次为 2 000 轮，

每训练 500 轮学习率降低 1/2。测试集估算精度如
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图 4( a )所示，训练集损失结果如图 4( b )所示。 

 

图 4  训练过程参数变化 

Fig. 4 Changes in parameters during training process 

由图 4 可见，随着训练的进行，训练集的损失

逐渐降低，测试集的估算精度逐渐升高。图中标记

点是学习率发生改变的轮次，随着学习率的降低，

所训练的模型在获得提升的基础上表现更加稳定。 

3 实验设计与实验结果 

3.1 数据集 SOH 估算结果 

为了验证本文提出的基于残差连接和 Conv- 

LSTM 的锂离子电池 SOH 估算方法的有效性，展

示了数据的估算结果。测试硬件包括：CPU( Intel 

Core i5-9400 )、GPU( NVIDIA GeForce 2070 8GB )、

RAM( 16 GB )；测试环境为 Python 语言下的 PyTorch

环境。 

为了验证所提方法的具体效果，将所训练的网

络与参数运算规模总量相近的 CNN、CNN-LSTM

网络进行对比，对比的网络架构参考文献[9-10]，

且取得了与文献相近的预测结果。样本估算结果对

比如图 5( a )所示，测试集误差对比如图 5( b )所示，

不同模型估算性能对比见表 2。 

 

图 5  基于常规数据集的 SOH 估算结果 

Fig. 5 SOH estimation results on conventional dataset 

表 2  基于常规数据集的不同模型估算性能对比 

Tab. 2 Comparison of estimation performance among 

different models on conventional dataset 

衡量指标 Conv-LSTM CNN-LSTM CNN 
MAX PE/% 1.869 4 4.072 5 5.140 1 

MAPE/% 0.556 9 1.950 7 1.348 0 

由图 5 和表 2 可知，随着循环次数增加，3 种

网络均识别出了 SOH 的整体下降趋势，且识别

出容量再生导致的 SOH 曲线局部上升。3 种网络

中，CNN 展现出了较好的序列拟合能力，但由于

失去了循环间信息的传递，导致电池循环后期模

拟 失 真 。 CNN-LSTM 取 得 的 效 果 好 于 单 纯 的

CNN，但后期依旧无法准确拟合。本文所提出的

方法，在计算规模相近的情况下，误差值除个别

数据点外，均低于其他方法，各项评价指标均优

于其他方法。 

3.2 过充-过放数据集 SOH 估算结果 
为了进一步验证模型的泛化性，本节选取过 

充-过放数据集。过充-过放数据集为同类型电池，

在电池过充、过放情况下制成，在正常老化情况下，
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电池的 SOH 在约 400 次循环后达到 75%，而在加

速老化下，300 次循环 SOH 就达到了相同的值。

将过充-过放数据集载入该模型，具体而言，所采

集的数据集输入形状、类型均与 2.1 节中保持一致，

所采用的模型结构和训练参数均与 2.2 节中保持一

致，所得样本估算结果和误差分别如图 6( a )和( b )

所示，不同模型估算性能对比见表 3。 

 

图 6  基于过充-过放数据集的 SOH 估算结果 

Fig. 6 SOH estimation results on overcharge- 

overdischarge dataset 

表 3  基于过充-过放数据集的不同模型估算性能对比 

Tab. 3 Comparison of estimation performance among 

different models on overcharge-overdischarge dataset 

衡量指标 Conv-LSTM CNN-LSTM CNN 
MAX PE/% 0.914 3 2.033 3  3.020 8 

MAPE/% 0.478 3 0.619 1 1.767 2 

由图 6 和表 3 可知，进行测试的网络均可以识

别出过充-过放模式下电池 SOH 整体的逐渐下降

趋势。此外，Conv-LSTM 相较于 CNN，由于多考

虑了循环间的时间信息，后期失真现象减少；

Conv-LSTM 相较于 CNN-LSTM，能够学习到容量

衰退的特征细节，估算效果总体变好。 

3.3 NASA 数据集 SOH 估算结果 
为了进一步验证本文所提方法在温度、放电电

流改变情况下的适用性，本节在 NASA 数据集上

对该方法进行应用。所采用的 NASA 数据集共包

含 2 块锂离子电池的测试数据，具体参数见表 4。 

表 4  NASA 数据集测试参数 

Tab. 4 Test parameters of NASA dataset 

数据集 
温度/ 
℃ 

型号 
容量/ 
( A·h ) 

充电 放电 

NASA- 
B0048 

4 
LG  

Chem18650 
2.1 

CC-CV 

1.5 A-4.2 V 

CC 

1 A-2.7 V 

NASA- 
B0056 

4 
LG  

Chem18650 
2.1 

CC-CV 

1.5 A-4.2 V 

CC 

2 A-2.7 V 

选取对应电池恒流-恒压充电中电压、电流、

温度曲线作为网络的输入，其中 B0048 样本估算结

果和误差分别如图 7( a )和( b )所示，B0056 样本估算

结果和误差分别如图7( c )和( d )所示，不同模型估算

性能对比见表 5。 

由图 7 和表 5 可知，本文所提出的 SOH 估算

方法在 NASA-B0048 和 NASA-B0056 数据集上， 
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图 7  基于 NASA 电池数据集的 SOH 估算结果 

Fig. 7 SOH estimation results on NASA battery dataset 

表 5  基于 NASA 电池数据集的不同模型估算性能对比 

Tab. 5 Comparison of estimation performance among 

different models on NASA battery dataset 

数据集 衡量指标 Conv-LSTM CNN-LSTM CNN 

NASA- 
B0048 

MAX PE/% 1.857 3 2.286 8 3.441 3 

MAPE/% 0.553 6 0.886 6 1.060 4 

NASA- 
B0056 

MAX PE/% 3.274 7 6.387 6 5.973 8 

MAPE/% 1.653 8 2.227 0 2.224 8 

均能实现较高的 SOH 估算精度。然而，由于 NASA

数据集在测试中会穿插进行交流阻抗谱测试、数据

集训练样本数量少、容量再生现象较明显等原因，

所估算的 SOH 会产生个别误差较大的异常点，但

整体估算精度依然为 3 类方法中最高的。 

4 结语 

本文提出 1 种基于残差连接和 Conv-LSTM 的

锂离子电池 SOH 估算方法。具体而言，本文以恒

流-恒压充电周期内的特征作为 SOH 估算方法的

输入，以从容量角度定义的 SOH 值作为输出。基

于所测数据集的实验结果表明，相较于 CNN 和

CNN-LSTM，本文提出的方法在相同运算量的情况

下估算精度更高。 
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