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摘要：在一定环境内区域风电场呈不规则分布的条件下，传统卷积神经网络预测方法无法体现出各区域风

场的分布状态和影响关系，难以实现对风速的准确预测。针对此问题，采用图卷积网络进行特征建模，并根据

多风场的拓扑结构和各区域风场风速的互相关系数建立连通图和权重矩阵。其次，依赖风场风速的时间动态特

征，采用改进并列式卷积结构获取同一风场下多时间段的风速序列相关性。再次，利用风场风速的空间相关性

和延时效应，采用二阶聚合方法将不同区域内风速的时空特征聚合。最后，经某区域风场数据验证表明，在 0~4 h

预测尺度下该方法在多风场超短期风速预测中具有提取时空特征并提升预测性能的效果。 
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Abstract: In a certain environment where regional wind farms distribute irregularly, the traditional convolutional neural 

network prediction method cannot reflect the distribution states or influence relationship of regional wind farms, and 

it is difficult to accurately predict the wind speed. First, to solve this problem, the technology of graph convolutional 

networks is used for feature modeling, and the connected graph and weight matrix are established according to the 

topology of multiple wind farms and the cross-correlation coefficient of wind speed in each region. Second, 

depending on the time dynamic characteristics of wind speed at wind farms, an improved parallel convolution 

structure is used to obtain the correlation between wind speed series in multiple time periods at the same wind farm. 

Third, based on the spatial correlation and delay effect of wind speed at wind farms, the spatio-temporal 

characteristics of wind speed in different regions are aggregated by using a second-order aggregation method. Finally, 

the verification of data from one regional wind farm shows that the proposed method can extract the spatio-temporal 

characteristics and improve the performance of ultra short-term wind speed prediction for multiple wind farms on 

0–4 h prediction scale. 

Keywords: Wind speed prediction; aggregated spatio-temporal graph convolutional networks; spatio-temporal 
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“十四五”期间，为加快推动高质量发展，贯

彻新发展理念，助力“双碳”目标实现，清洁能源

迅速发展[1]。近几年来，我国风电装机容量迅速增

长，并网规模不断扩大[2]，风电能源的集中开发，
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形成了集群式的分布[3]。但由于风能的间歇性、波

动性导致并网回馈的电能会对电网的安全运行产

生负面影响[4]，若不能减少风力发电波动带来的负

面影响，风力发电的发展将难以取得较大进步[5]。

精确的短期和超短期风电功率预测有助于缓解电

力系统调峰、调频的压力，并对电网安全运行和调

度经济化具有重要的意义[6]。由于我国风场规模较

大且分布呈不规则状，准确的多风场风速预测也是

最大程度优化电力系统控制策略的参照[7]。 

风速的超短期预测是对风电场未来 0~4 h 风速

数值的预测[8-9]。目前为止，国内外研究人员对区

域多风电场功率或风速的超短期预测做了相对丰

富的研究。文献[10]通过划分区域风电场，利用分

形的拉伸变换理论建立局部区域与整体区域的仿

射关系，建立了基于分形尺度因子变换的超短期多

步风电功率预测模型；文献[11]提出了多对多映射

网络和堆叠去噪自编码的方法对区域内多个风场

的数值天气预报进行了修正；文献[12]通过大气运

动方程和风速降尺度方程建立了风电场群下高空大

气与地表风速关系的随机动态系统，并预测各风电

场未来风速的联合分布；文献[13]提出层次聚类与

升尺度的区域风电功率预测方法，即利用贪婪算法

搜索出最优的子区域风场数量，提高了预测效果；

文献[14]提出集成卷积神经网络 CNN( convolutional 

neural network ) 与 长 短 期 记 忆 LSTM( long short- 

term memory )网络的预测时空深度网络，利用时空

相关性研究了多站点风速预测问题。 

上述研究为多风场功率的准确预测提供了有

效方案。相关研究[15-16]表明，在具有不同空间位置

风场的风速数据时，可以建立空间风电场之间的联

系，从而改善预测的效果[17]。这些时空特征联系包

括同一空间点下风速数值的时序相关、在某个特定

位置上的风速值受到处于其他不同位置的风电机

组[18]和拓扑结构及环境条件的影响[19]。人工智能

技术作为时空相关特征提取的有效方法之一，其

CNN 和循环神经网络 RNN( recurrent neural network )

得到了广泛的应用[20]。文献[21]建立 3D-CNN，实

现了风速序列时空动作特征的多步分析；文献[22]采

用CNN和双向门控BGRU( bidirectional gated recurrent 

unit ) 网 络 构 建 深 层 时 空 网 络DSTN( deep spatio- 

temporal network )预测模型，从CNN中提取空间特

征并利用 BGRU 捕捉同一时间断面下空间特征的

时空依赖关系；文献[23]提出基于胶囊网络( capsule 

network )的时空风速预测模型，将 CNN 提取风场风

速的空间特征封装进胶囊元中，再通过动态路由机

制捕捉时态特征。然而，多风场分布一般呈不规则

状，CNN 无法准确地表达非结构化分布的风场空间

特征，且在卷积运算中，对不同区域内风速相互影

响力表征能力不足。 

为解决多风场风速预测时空特性提取问题，本

文提出聚合时空图卷积网络 GCN( graph convolutional 

networks )对多风场风速的空间依赖和时间动态进

行建模。首先，依据各个风电场在不同时滞下的互

相关系数和空间分布特征建立带权值的图卷积网

络，挖掘出风速序列的空间特征；其次，采用并列

式卷积网络提取出不同时间段下风速的时序特征

并通过门控线性单元 GLU( gated linear unit )保留数

据的非线性；最后，通过聚合方法将空间特征与时

序特征聚合，经全连接层输出预测结果，实现了基

于时空相关性挖掘下多风场 0.5~4.0 h 的风速预测。 

1 预测理论与数据 

1.1 多风场的时空相关性 
风场内数十台风机之间的相互影响和集群分

布使整个风电场内的风速特性不同于单风机的风

速特性称为集群效应。其中，集群效应包括地形地

貌、尾流效应和延时效应等[24]。受集群效应的影响，

不同位置下的风电机组风速存在一定时滞和空间

关联。因此，选用某种方法在不同的位置建立合适

的风速空间相关性模型，再加上各个位置上风速的

历史数据，可以推算出相邻位置或区域内某点的未

知风速，其表达式为 

, ( , , , )i tv f    1 2 t t t nw w w  ( 1 ) 

式中： ,i tv 为节点 i 在 t 时刻下的风速序列值； t nw 为

t n 时刻下历史风速向量。 
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本文以某区域 5 个子风电场为例，验证风速的时

空相关性。通过采样交叉相关函数[22]SCCF( sample 

cross-correlation function )计算 2 个风场风速的相关

性。当延时函数为 k 时，其对应的 SCCF 相关系数

可表示为 Cxy( k )。表 1 为在不同延时时间下，以     

2 号风场作为参考风场与其他风场交叉相关函数的

计算值，图 1 为某风场空间结构分布，对应表 1 多

风场分布情况和 k=0 时各风场空间距离下的互相

关系数大小。表 1 和图 1 的研究结果表明：在一定

地理范围内，空间距离相对较近的风电场之间风速

的相关性较高[15]；随着延时函数的增加，时间相关

性总体逐渐下降。由此可知：时空相关性体现在多

风场的风速序列时，受风机尾流效应的影响，在同

一风向下，不同位置风场风速存在一定的空间相关

性，且距离越近，机组间影响力越大，空间相关性

越强；受风速时滞性影响，在同一时间下，距离越

远的风电机组影响力越小，其所在风场相关性 

表 1  参考风场与其他风场风速序列的 SCCF 

Tab. 1 Values of SCCF between wind speed series at 

reference farm and those at other farms 

参考 

风场 
rxy( k=0 ) rxy( k=1 ) rxy( k=2 ) rxy( k=3 ) 

1 号风场 0.603 0.579 0.516 0.497 

3 号风场 0.738 0.670 0.696 0.597 

4 号风场 0.657 0.581 0.484 0.394 

5 号风场 0.508 0.536 0.407 0.319 

 

图 1  某风场空间结构分布 

Fig. 1 Distribution in spatial structure of one wind farm 

越弱；在一定延时下，距离较远风场之间风速的相

关性高于无延时下风速相关性。 

1.2 多风场连通图的构建 

为建立准确的多风场连通图，需要将各区域

子风场的实际距离和风速序列的相关性考虑在

内，使 GCN 能够有效处理节点信息，并将各风场

以节点方式表示，风场之间的距离以带权值邻接

线表示。以表 1 数据和图 1 所展示的风场邻接结  

构图为例( 图 2( a ) )，建立如图 2( b )所示的多风场连  

通拓扑图。 

 

图 2  原风场分布至点线权值拓扑 

Fig. 2 Process of distribution diagram to topology diagram 

of weights 

为准确表征邻接风场之间的相对影响程度，本

文采用欧式距离计算邻接节点的权重。权重表达 

式为 

, exp[ dist( , )]i j i jp p     ( 2 ) 

式中，节点  = ( , )i xi yip p p 与 dist( , )i jp p 分别为节点

ip 与节点 jp 之间的欧式距离。 

假设某时刻为 t，则 t 时刻时间序列的时空图

表述为 

= ( , , )t tG   V ξ W    ( 3 ) 

 = { = 1, 2, 3, , }i,tv i   ntV      ( 4 ) 

= { = 1,2,3, , }ijω i, j nW      ( 5 ) 

式中：  = { 1,2,3, , }i,tv i n tV 为 tG 中所有节点 ,i tv 观

测值的集合； ,i jξ 为风场 i 与风场 j 之间的实际邻接

情况； = { 1, 2, 3, , }ijω i, j = nW  为 tG 的权重连接

矩阵； i, jω 为节点 i 与节点 j 之间的权重系数。 
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2 聚合时空图卷积网络模型 

图 3 为聚合时空图卷积网络模型，其中聚合时空

图卷积网络主要由空间图卷积与时态门卷积模块组

成：时态卷积是对 M 个时间段的观测值 , ,t m V   

2 1,t t V V 进行时序卷积，提取出风速序列的时间依

赖性；而空间图卷积是构建图卷积核对输入数据进 
 

行空间卷积，提取出风速序列的空间依赖性。聚合

时空图卷积网络模型的优势在于：①图卷积网络在

较好地提取空间特征的同时，可以保留原风场分布

的空间拓扑结构；②时态卷积采用并列式 CNN，

能够保留不同时间段下的风速时序特征；③采用聚

合算法将时态卷积结果与图卷积结果结合，同时根

据风场分布特征设置阶数可聚合非邻接风场的时

空信息。 

 

图 3  聚合时空图卷积网络模型 

Fig. 3 Aggregated spatio-temporal GCN model 

2.1 空间图卷积模块 
在之前的研究中，研究者们[20]通过假设对象为

规则阵列采用二维 CNN 方法直接提取空间特征，

但由于将整个风场分割成各个部分网络，仅捕获了

局部空间相关，忽略了风场的连通性和全局性。各

区域风场一般呈非结构化的图像数据，本文采用

GCN 提取各节点信息的空间相关性，通过归一化

拉普拉斯矩阵( Laplacian matrix )的特征向量矩阵实

现频域积克服非结构化的困难，并对图卷积公式采

用 切 比 雪 夫 多 项 式 近 似 ( Chebyshev polynomials 

approximation )和一阶近似( 1st-order approximation )

将 K 阶多项式截断为一阶多项式，进一步简化谱卷

积运算[25]。 

图卷积为外来信号 X Rn 与滤波器 g 在傅里

叶域的乘积，其表达式为 

T =θ θg g X  U U X   ( 6 ) 

1 1 1 1
sym T2 2 2 2 =  =  = N

   
L D LD I D WD UΛU  ( 7 ) 

L = D  W      ( 8 ) 

式中： diag( ),θg  =     Rn； U Rn×n 为 symL 的特征

向量矩阵，可由 symL 特征分解得到； D Rn×n 为风

场网络的度矩阵； L Rn×n 为简单拉普拉斯矩阵；

IN 为 N 维的单位矩阵； W Rn×n 为风场图网络的权

重邻接矩阵； Λ为对应的特征值矩阵。 

在式( 6 )矩阵相乘卷积运算中，矩阵计算和特

征分解复杂度过大，忽略了空间局部性，故本文改



 
第 4 期 徐辰晓，等：基于聚合时空图卷积网络的多风场超短期风速预测 137 

 

进滤波器权重系数，并利用切比雪夫不等式逼近卷

积核，其表达式为 

1

0

( )
K

k
k

k

g 




Λ Λ      ( 9 ) 

1 1
T

0 0

( )
K - K

k k
k k

k k

g  


 

 
   

 
 Λ X UΛ U X L X    ( 10 ) 

为降低复杂度，将 ( )g Λ 参数化为切比雪夫多

项式，其表达式为 

1

0

( ) ( )
K

k k
k

g T 




 L L      ( 11 ) 

sym

max

2
N

 L L I    ( 12 ) 

为减少运算成本，令 max= 1,  = 2K  ，同时进一

步简化归一，最终得到图卷积表达式为 

1 1
~ ~ ~2 2 1( )l l 
 

 H D W D H     ( 13 ) 

式中： 为激活函数；第 l 层卷积的输入为 Hl-1  

RN×D； RD×D 为待训练参数。经切比雪夫多项式

近似后，保留了一阶邻域内节点特征，提高了空间

特征的提取能力。 

2.2 时态卷积模块 

RNN 模型在时间序列分析中得到广泛应用，

但用于风速预测的递归网络存在迭代耗时、门控机

制复杂和对动态变化响应缓慢的弊端。因此，本文

选用多通道 CNN 提取不同时段下各风场风速序列

的时态相关性，采用 GLU 作为时态卷积模块的激

活函数，降低了梯度的弥散化，保留了非线性能力，

实现了计算速度的提升。该模块时态卷积结构如图 4

中虚线所示。 

 

图 4  时态卷积结构 

Fig. 4 Structure of temporal convolution 

考虑到风速的延时效应，为充分提取风速序列

的时态相关，本文改进卷积滤波器结构，引入自相

关系数，其表达式为 

Cov( , )
ACF( )

Var( )
t t k

k
t

k  
v v

v
   ( 14 ) 

则风速序列与滤波器 ( )f  的卷积式为 

1

( )
K

k k
k

f   


 X X    ( 15 ) 

式中： RK×C 为滤波器 ( )f  的参数；XRC×N×D

为输入风速序列；K 为卷积宽度；C 为通道数量；

N 为节点数量。经各通道卷积计算后由 Concat 将

特征拼接入 GLU 单元中，其表达式为 

l
ˆ ˆ ˆ( ) ( ) ( )h b c + + X X M X V    ( 16 ) 

式 中 ： X̂ ∈RN×m 为 GLU 单 元 的 外 部 输 入 ；

MRk×m×n、 bRn 为外部输入 X̂ 线性投影的学习

参数；VRk×m×n、CRn 为 GLU 激活门 学习的

参数；m、n 分别为输入、输出的特征维度； k 为

卷积核的大小； 采用 sigmoid 函数；为矩阵之

间的乘积。 

在该时态卷积模块结构中：①根据输入风速数

据的序列长度按时序分配给3个并列结构的卷积核

通道，得到不同历史时刻下风速数据的卷积结果。

②采用 GLU 建立门控线性卷积代替常规的循环神

经网络连接，以此减轻梯度的传播力度，防止梯度

爆炸并保留了非线性能力。 

2.3 时空特征聚合 
与 CNN-RNN 为代表的时空网络不同，本文所

提聚合时空图卷积网络通过时态卷积与图卷积的

有机组合，使图中各节点学习到其他节点信息，并

以此聚合时空特征。时空特征聚合流程如图 5 所示，

其中有 

1 2concat( , , )t M t M t M t MX V V V         ( 17 ) 

该模型采用时态卷积-图卷积-时态卷积的连接

方式将时空特征聚合，使各个节点的风速特征同时

考虑到空间相关性和时序相关性。由于距离相对较

远、空间相关性较弱的风场之间难以建立联系，采

用二阶聚合方式扩大时空特征感受野，加强时空特
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征的聚合能力。 

 

图 5  时空特征聚合流程 

Fig. 5 Process of spatio-temporal feature aggregation 

3 实验验证 

3.1 数据集说明 
本文将我国中原-平原地区某风场按地形和距

离分布划分为 5 个区域子风场，每个区域子风场内

由若干个风机组成，通过采用各个子风场内 100 m

高测风塔 2020 年 3 月初至 2020 年 6 月底所测得的

实际风速作为测试算例进行验证，基于 Facebook

开源深度学习框架 Pytorch 搭建开发环境，采用

NVIDIA GeForce GTX 2080Ti 实现对风场风速的

预测训练。其中，按照地理信息采取不同的测风点

风速，并且每次测风间隔为 0.5 h，以此分别对 0.5~ 

4.0 h 预测结果进行评估，并采取数据集中前 70%

作为训练集，后 30%作为验证集。 

3.2 基线模型和性能指标 
为了对比分析得到本文所提聚合时空图卷积

网络( STGCN-AGG-GLU )的有效性，采用在风速数

值预测中具有代表性的模型作为基线模型，其中包

括：多层感知器 MLP( multi-layer perceptron )、支持

向量回归 SVR( support vector regression )、LSTM 等

预测方法和其他时空卷积网络预测模型。其他时空

卷积网络基线模型的释义如下： 

( 1 )CNN-GRU：采用 CNN 提取空间相关性，

门控循环单元 GRU( gated recurrent unit )提取时序

相关性的时空卷积网络。 

( 2 )STGCN：采用原始 GCN 提取空间相关性，

GRU 提取时序相关性且图网络未考虑权值系数的

时空图卷积网络。 

( 3 )STGCN-GLU：采用改进 GCN 提取空间相

关性，采用 2.2 节并列式卷积结构和 GLU 构成时

态卷积模块且未经二阶节点聚合的时空卷积网络。 

为了消除指标之间量纲和取值范围差异对预

测结果的影响，本文采用数据归一化处理，即 

* min

max min

x x
x

x x





    ( 18 ) 

式中：x 为原始数据； minx 为原始数据最小值； maxx

为原始数据最大值； *x 为经式( 18 )归一化后的输入

数据。 

为了有效地对本文提出的预测方法进行评估，

参考文献[8]中选取的评价指标选取了平均绝对误

差 MAE( mean absolute error )和均方根误差 RMSE 

( root mean squared error )作为预测误差的评价指标。 

3.3 仿真结果 
为验证本文所提方法的有效性，本文采用 3.2

节中基线模型与时空图卷积网络进行对比。将未来

0.5~4.0 h( 间隔为 0.5 h )时刻的风速值作为预测目

标，5 个风场风速的预测效果以 RMSE 为误差指标，

结果如图 6 所示，同时给出了 STGCN-AGG-GLU

在 0.5~1.5 h 预测下训练损失，如图 7 所示。 

 

图 6  0.5~4.0 h 预测误差 

Fig. 6 Prediction error in 0.5–4.0 h  

通过图 6 的对比和图 7 的分析可知： 

( 1 )时间尺度：当时间尺度较低时，与 CNN- 

GRU 相比，STGCN 等网络预测效果不明显。当时 
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图 7  STGCN-AGG-GLU 训练损失曲线 

Fig. 7 Training loss curves of STGCN-AGG-GLU 

间尺度变大时，CNN-GRU 等预测方法的预测误差变

大，而考虑时空相关性的图卷积网络预测误差相对较

小。在 2~4 h 预测中，相比于 CNN-GRU，STGCN 预

测精度提升了 15.4%~18.4%，STGCN-AGG-GLU 预测

精度提升了 18.1%~22.2%，取得了更好的预测效果。 

( 2 )空间相关性：在 4 h 预测中，与 CNN-GRU

相比，引入全局带权值分布的 STGCN 预测精度提升

较大，使误差减少了 0.23 m/s( RMSE )，STGCN-GLU

和 STGCN-AGG-GLU 相比于 CNN-GRU 预测误差

分别减少了 0.28 m/s( RMSE )和 0.31 m/s( RMSE )，

说明在时间尺度较高的情况，对空间相关性有效的

提取可以提高预测效果。  

( 3 )时态相关性：由图 6 可知，计及时态并列

卷 积 模 型 的 预 测 误 差 相 对 较 小 ， 同 时 通 过 对

STGCN 与 STGCN-GLU 在 2~4 h 长时间尺度下的预

测效果对比可知，对风速序列时态特性进行改进处

理后，预测精度提高了 0.03~0.05 m/s( RMSE )，这说

明对数据时间特征的提取能小幅提升预测效果。 

( 4 )特征聚合：2~4 h 预测下，STGCN-AGG-GLU

相比于 STGCN、STGCN-GLU，由于采用了时态卷

积-空间卷积-时态卷积的聚合方式，预测精度最高

提升了 0.1 m/s( RMSE )、0.08 m/s( RMSE )。 

( 5 )训练曲线：STGCN-AGG-GLU 在迭代次数

100 以内完成收敛，30 min 预测下收敛于 0.050；

60 min 下收敛于 0.075；90 min 下收敛于 0.095。这

证明了该预测方法在不同时间尺度下均具有良好

的预测效果。 

3.4 时空有效性分析 
为进一步说明基于 STGCN-GLU-AGG 提取时

空相关性的有效性，本文以 2 号风场为基准，采用

验证集 7 d 内 2 号风场风速与各风场空间相关最高

的一天与相关性最低的一天数据进行时空有效性

分析。表 2 为 7 d 内 2 号与其他风场在 k=0 下互相

关系数值，可见，在 2020 年 6 月 21 日 2 号风场与

其他风场之间的空间相关性最弱，在 2020 年 6 月

23 日 2 号风场与其他风场之间的空间相关性最强。

故本文对这 2 日未来 1 h 与 3 h 风速预测进行分析，

结果分别如表 3 和表 4 所示。 

表 2  2 号风场与其他风场风速序列的 SCCF 

Tab. 2 Values of SCCF between wind speed series at No. 2 

farm and those at other farms 

日期 风场 1 风场 3 风场 4 风场 5 

2020 年 6 月 21 日 0.603 0.738 0.657 0.508 

2020 年 6 月 22 日 0.856 0.839 0.705 0.796 

2020 年 6 月 23 日 0.925 0.920 0.899 0.932 

2020 年 6 月 24 日 0.835 0.663 0.855 0.797 

2020 年 6 月 25 日 0.849 0.748 0.651 0.873 

2020 年 6 月 26 日 0.805 0.702 0.514 0.719 

2020 年 6 月 27 日 0.918 0.724 0.771 0.869 

表 3  1 h、3 h 预测下不同预测方法比较( 6 月 23 日 ) 

Tab. 3 Comparison among different prediction methods 

for 1 h and 3 h, respectively ( June 23 ) 

时间 预测方法 
MAE/ 

( m·s-1 ) 
RMSE/ 
( m·s-1 ) 

1 h 

STGCN 0.864 1.145 

STGCN-GLU 0.854 1.083 

STGCN-AGG-GLU 0.803 1.005 

3 h 

STGCN 1.196 1.473 

STGCN-GLU 1.115 1.397 

STGCN-AGG-GLU 1.033 1.289 

表 4  1 h、3 h 预测下不同预测方法比较( 6 月 21 日 ) 

Tab. 4 Comparison among different prediction methods 

for 1 h and 3 h, respectively ( June 21 ) 

时间 预测方法 
MAE/ 

( m·s-1 ) 
RMSE/ 
( m·s-1 ) 

1 h 

STGCN 0.928 1.258 

STGCN-GLU 0.920 1.259 

STGCN-AGG-GLU 0.906 1.214 

3 h 

STGCN 1.178 1.541 

STGCN-GLU 1.144 1.455 

STGCN-AGG-GLU 1.084 1.407 



电    源    学    报 
 

140  第 22 卷 

 

通过表 3 和表 4 的分析可知： 

( 1 )在对未来 1 h( 即 k=2 时 )风速进行预测时，    

6 月 23 日的风场互相关系数值为：r12=0.699、r22= 

0.683、r32=0.739、r42=0.729、r52=0.742。此时 2 号

风场与其他各风场的互相关系数较高，时空相关性

较强。由表 3 可知，基于图卷积网络的预测方法均

能取得较好的预测效果。其中，相较于 STGCN 预

测精度( RMSE )，本文所提方法提升了12.21%；相

较于 STGCN-GLU 预测精度( RMSE )，本文所提方

法提升了7.20%。而在 6月 21日时，本方所提方法

比 STGCN、STGCN-GLU 的预测精度( RMSE )仅提

升了3.6%。 

( 2 )在对未来 3 h( 即 k=6 时 )风速进行预测时， 

6 月 23 日的风场互相关系数值为：r12=0.414、r22= 

0.373、r32=0.176、r42=0.390、r52=0.354。此时 2 号

风场与其他各风场的互相关系数较低，时空相关性

也远小于低尺度。由表 3 可知，预测误差均出现增

长，本文所提方法误差增长相对较小，相较于

STGCN 预测精度( RMSE )提升了 12.49%，相较于

STGCN-GLU 预测精度( RMSE )提升了 7.73%。而

在 6 月 21 日时，本方所提方法比 STGCN 预测精

度( RMSE )仅提升了 8.69%,相较于 STGCN-GLU 预

测精度( RMSE )仅提升了 3.29%。 

综上可见，在延时时间较低的情况下，风速的时

间相关性占主导因素，各方法预测误差约保持在

0.93~0.97。在较大的延时下，风速自身的时间相关性

降低，空间相关性提高，故 CNN-GRU、STGCN 等卷

积神经网络预测精度高于其他考虑空间相关性预测方

法，其中 STGCN-AGG-GLU 在未来 3~4 h 下预测效

果最好。而经表 3 和表4 分析可知，STGCN-AGG-GLU

预测效果的提升更大程度上依赖于一定时间段下各

风场之间的空间相关性，空间相关性越大则该方法效

果越明显。分析结果表明：STGCN-AGG-GLU 通过

采用 GCN 并设置契合多风场分布的权值连接矩阵可

以有效提取各个风场之间的空间相关性；通过改进并

列卷积结构和 GLU 激活函数可以提取时序信息；采

用有效时空聚合方法可以将各个风场的时空特征融

合。可见，本文所提方法通过上述 3 个方面的分析均

提高了风速预测的准确度。 

4 结论 

针对当前人工智能方法对时空相关性挖掘能

力有限的问题，本文提出了聚合时空图卷积神经网

络的预测方法。经算例分析表明，本文所提方法能

够充分提取不同时滞下各风场空间性，提高了风速

的超短期预测精度，并得出以下结论。 

( 1 )对于多区域的风场风速预测，采用基于

GCN 的预测方法，可以更好地还原风场分布的拓

扑结构和提取空间相关性。 

( 2 )通过 STGCN-AGG-GLU 与 STGCN-GLU 的

对比可以说明：对多风场风速时空相关性的有效聚

合可以进一步提高预测精度。 

在本次研究中，所提方法仅考虑风速因素对预

测产生的影响，下一步会将温度、气压、湿度等因

素考虑在内并做相关的研究和分析。 
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