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基于 PSO-SVR 模型的轨道交通

客流预测 
胡  松1，常  征1，杨  贝2，王海鹏1，马  捷1 

（1. 交通运输部公路科学研究院，北京 100088；2. 北京城市学院，北京 101309） 

摘  要: 为解决细粒度条件下城市轨道交通的客流规模精准预测及管理决策问题，基于轨道交通自动售检票数据

分析客流时空分布特征及轨道交通客流影响因素，选取支持向量机回归(support vector regression，SVR)模型作为

轨道交通客流预测算法并采用粒子群(particle swarm optimization，PSO)算法优化模型参数；基于 2021 年 10 月北

京市地铁 4 号线客流，以 15 min 为客流统计与预测的时间粒度，将天气、时段和日期类型 3 个影响因素作为模型

预测的输入变量，采用指标评价(均方误差、平均绝对误差、决定系数和相对精度)和模型对比方式验证模型的准

确性。研究结果表明：本文所提模型能够准确刻画轨道客流时空特征并具有较高的预测精度，模型预测的均方误

差 MSE 和决定系数 R2分别为 0.016 4 和 0.93；轨道交通客流量与不同模型预测结果的误差值之间存在正相关关

系。研究有助于理解城市轨道交通客流分布特征与演变规律，为优化轨道交通运营组织、调度策略及线网规划等

提供支撑。 
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Urban Rail Passengar Flow Prediction Using Particle Swarm 
Optimization-Tuned SVR Model 

HU Song1, CHANG Zheng1, YANG Bei2, WANG Haipeng1, MA Jie1 

(1. Research Institute of Highway Ministry of Transport, Beijing 100088;  
2. Beijing City University, Beijing 101309) 

Abstract: To address the challenge of accurate fine-granularity passenger flow prediction and decision support in urban rail 

transit, the study analyzes spatiotemporal passenger flow patterns and influencing factors using automatic fare collection 
(AFC) data, and employs a support vector regression (SVR) model whose parameters are optimized by a particle swarm 

optimization (PSO) algorithm. Using October 2021 data from Beijing Metro Line 4 at a 15 min aggregation interval, weather, 
time period, and date type were used as input variables; model accuracy was evaluated via mean squared error (MSE), mean 

absolute error (MAE), coefficient of determination (R2), and relative accuracy, together with comparative model experiments. 
The results demonstrate that the proposed model effectively captures the spatiotemporal characteristics of rail transit passenger 
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flow and achieves high prediction accuracy, with a mean squared error of 0.0164 and a coefficient of determination of 0.93. 
Additionally, a positive correlation is observed between the volume of rail transit passenger flow and error values of different 

model predictions. The study enhances understanding of the distribution and evolution of urban rail transit passenger flows 
and supports optimization of operations organization, scheduling strategies, and network planning. 

Keywords: urban traffic; passenger flow prediction; support vector regression model; particle swarm optimization algorithm; 
parameter optimization 

 

近年来，随着我国“公交都市”建设和绿色交通

发展规划等国家战略的不断推进，城市公共交通尤其

是轨道交通迅速发展，作为骨干的轨道交通出行方式

已成为多数城市居民出行的首选。而随着大数据处理

和机器学习等新技术在轨道交通领域的逐步应用，基

于大数据分析乘客的出行行为、轨道交通线网、线路

和断面客流特征等，并利用数据驱动的智能算法开展

轨道交通出行需求预测，对提高城市轨道交通运营效

率与服务质量具有重要意义。 

针对城市轨道交通参数预测方法，相关研究主要

利用卡尔曼滤波模型[1-2]、贝叶斯法[1]、自回归模型和

灰色模型[3-4]等刻画模型变量间的线性关系，但较难

处理轨道交通大规模客流数据，无法准确提取其非

线性特征。而 K 近邻算法[5]、轻型梯度提升机器模

型[6]、图卷积网络模型[7]、VMD-GRU 神经网络模型[8]

等非参数模型可捕获大数据特征提高预测精度，但

模型结构与参数优化等不够深入，算法准确性有待

提高。 

基于以上研究分析，本文从不同时空维度分析轨

道交通客流的分布特征，选取可有效处理非线性预测问

题的支持向量机回归(support vector regression，SVR)

算法作为轨道交通客流预测模型，基于粒子群算法

(particle swarm optimization，PSO)对 SVR 模型的惩罚

系数和核参数进行寻优，结果表明，所提算法的工作

日断面客流预测准确性均优于 SVR、长短时记忆神经

网络(LSTM)等模型。 

1  数据基础 

城市轨道交通系统通过记录乘客进出站名称、时

间等海量动态信息，为线网客流规模及分布规律、乘

客出行特征及客流预测提供海量数据基础。 

受轨道交通系统性能与数据传输网络等因素影响，

城市轨道交通自动售检票系统(automatic fare collection，

AFC)采集的数据通常存在丢失、重复及乱码等异常值

现象。将识别出的异常数据删除，并选用数据近似修

复方法中邻域均值插值法修复客流异常与缺失的数

据，计算公式为 

    1 10.5 t tx t x x    (1) 

式中， ( )x t 为 t 时刻修复后的轨道交通客流数据；

1tx  为 t–1 时刻客流数据； 1tx  为 t+1 时刻的客流

数据。  

基于 AFC 交易数据可有效挖掘轨道交通客流时

空分布特征。由于线路走向、沿线用地性质及车站周

边居住群体差异等，导致不同轨道线路、断面、站点

的客流时空分布规律具有差异性[9]。以北京市为例，不

同时期轨道客流分布如图 1 所示。由 X 轴(时间段)和 Z

轴(客流量)数据可知，早高峰 7:30～8:30 和晚高峰

17:30～18:30 具有较高的轨道客流量，而平峰时段的

客流量相对较低；基于 Y 轴(日期类型)和 Z 轴(客流量)

数据可知，周末客流量整体相对较低且平缓，而工作

日客流量整体较高且双峰特征明显。因此，时间条件

对轨道交通客流量的影响较为显著。 

 

图 1  不同时期小时客流曲线 

Figure 1  Hourly passenger flow curve within a week 

此外，相关文献表明，天气(晴天、雾霾、雨、雪、

风等)、时段(高峰时段或非高峰时段)、日期类型(工

作日、周末、节假日)对城市轨道交通客流有重要影
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响[10-11]，故将以上 3 类因素作为轨道交通客流预测的

影响变量。 

2  轨道交通客流预测模型构建 

2.1  基于支持向量机回归(SVR)的预测模型 

SVR 算法属于一种基于监督学习的机器学习模

型，其核心思想是通过引入核函数 ( )x 将轨道客流非

线性预测问题映射为 l 维空间中的线性预测问题[12]。

SVR 算法通过在特征空间中构建超平面，使得所有预

测值与目标值之间的误差最小化。表 1 展示了 SVR

算法的优势特征，符合轨道交通客流数据处理及预

测分析要求，因此本文选取 SVR 算法构建客流预测

模型。 

表 1  SVR 算法的优势特征 

Table 1  Advantages of SVR algorithm 

优势 解释 

非线性建模 

能力强 

通过引入核函数将输入特征映射到高维特征空

间，可处理非线性回归问题 

噪声的鲁棒性 

通过调整线性不敏感损失函数 ε控制对噪声的敏

感度，使得处理带有噪声的数据时能保持较好的

泛化能力 

高维数据处理

能力强 

模型结构是基于最大化间隔的优化问题，能很好

应对高维数据并避免过拟合 

稀疏性特征 
SVR 的解只依赖于支持向量，而非整个数据集，

可处理大规模数据 

 

对于客流数据集 ( , )i ix y ， ix 为断面客流数据输

入样本， iy 为实际轨道客流数据，建立线性回归函

数为 
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
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式中，f (x)为断面预测客流值；ωi为权重向量；b 为偏

移量。 

引入 ε线性不敏感损失函数来限定断面客流预测

结果的波动范围，即 
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式中，x 为样本列向量 xi的集合；y 为实际轨道客流数

据 yi的集合。 

引入松弛因子 *
i i 、 ，约束预测值 f (x)与实际值

y 间的误差阈值不超过 ε，即满足 | ( ) |y f x  ≤ ，并

引入拉格朗日函数，建立最优化模型为 
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式中，Q 为预测误差值；C 为惩罚因子，反映客流预测

模型对 | ( ) |y f x   的样本数据惩罚程度； i 、 i 、

i 、 *
i

 为拉格朗日乘子。 

通过式(5)求解得到 SVR 拟合函数： 

 
1

( ) ( )
l

i i i
i

f x x x b 


    (5) 

高斯径向基核函数具有非线性拟合能力、局部性

强、泛化能力、抗噪声干扰能力，符合轨道交通客流

规模大、非线性、随机波动等特点，故将其作为 SVR

模型的运算函数。采用径向基核函数公式 K(xi，xj)代

替公式(5)线性问题中的内积运算，得到断面客流预测

SVR 模型为 

  

 
1

2 2

( ) ( ) ( , )

( , )= exp 2

l

i i i
i

i j i j

f x K x x b

K x x x x g

 



  


  


 (6) 

式中，g 为核函数参数，g>0。当 g 取值过大时会使模

型欠拟合，降低客流预测精度；取值过小则会增加模

型训练时间，并产生过拟合情况。 

2.2  基于粒子群算法(PSO)的 SVR 模型优化 

SVR模型中惩罚系数C和核参数 g 对客流预测模

型的精度和泛化能力具有较大影响，考虑粒子群优化

(particle swarm optimization，PSO)算法具有简单易实

现、全局搜索能力强、收敛速度快和适应性强等优势，

可以适应不同复杂度和规模的问题，故研究选取 PSO

算法对 SVR 模型参数选择进行优化。 

该算法首先将种群中每个粒子的位置信息视为

(C、g)潜在解集，根据粒子适应度值不断更新移动速

度和空间位置，最后通过最大迭代次数和最佳适应度

阈值确定 SVR 模型参数的最优值[13]。其中，粒子种群

1 2( , , , )nX X X …X 中，粒子的速度、位置更新原则

如下： 
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   +1

1 1 2 2

1 +1

k k k k k k
id id id id gd id

k k k
id id id

V wV c r P X c r P X

X X V

     

  

 (7) 

式中， k
idV 、 +1k

idV 为第 k 次、k+1 次迭代后，粒子 i 的

移动速度， 1,2, ,d D … ， 1,2, ,i n … ； k
idX 、 1k

idX  为

不同迭代次数后，粒子 i 的空间位置，代表( C g、 )的

一个可行解； k
idP 、 k

gdP 为第 k 次迭代后，粒子 i 与整

个粒子群的最佳位置；c1、c2 为加速度因子，分别表

示 PSO 局部、全局寻优能力， 1 0c ≥ 、 2 0c ≥ ；r1、r2为

随机数， 1 2 [0,1]r r 、 ；w 为惯性权重， [0,1.4]w 。 

为使 PSO 寻优算法能快速搜索到 SVR 参数C、g 的

最优值，将搜索空间的位置阈值限定到 min max[ , ]C CX X 、

min max[ , ]g gX X 。同时，惩罚系数 C 的最大移动速度

maxCV 、最小移动速度 minCV 满足 max maxC CV X  、

min maxC CV V  ；而核参数 g 的最大移动速度 maxgV 、最

小移动速度 mingV 同样满足上述关系式。其中，θ 为移

动速度阈值和空间位置阈值的关系系数，且 0.1≤θ≤1。 

通过比较所有粒子的适应度值，得到整个粒子群

的最佳位置更新规则如下： 

       +1 +1 +1 +1 +1 +1
1 2, , , = mink k k k k k

gd d d nd id idP P P P g P g P …  

(8) 

本文提出的基于 PSO 算法优化的 SVR 轨道交通

客流预测模型计算步骤流程如图 2 所示。 

 

图 2  基于 PSO-SVR 算法的轨道交通客流预测流程 

Figure 2  Passenger flow forecasting process of rail transit 

based on PSO-SVR algorithm 

为了分析本文提出轨道交通客流预测模型的有效性

以及预测结果的准确性，分别采用均方误差(mean-square 

error，MSE)、平均绝对误差(mean-absolute error，MAE)、

决定系数R2以及相对精度RA共4个指标进行综合评价。 

3  基于PSO-SVR 模型的轨道交通客流预测 

3.1  数据处理及模型参数确定 

研究选取 2021 年 10 月 7 日—16 日北京地铁 4 号

线断面客流规模较大的“海淀黄庄—中关村”进行预

测模型验证分析。研究以 15 min 为客流统计时间间隔，

将每天 07:00—19:00 采样时间划分为 48 个时段，即每

个断面包含 480 条历史客流数据，融合天气、时段和

日期类型 3 个变量数据，并以 9︰1 的比例将数据集划

分为预测模型的训练集与测试集。其中，天气涵盖晴、

阴、多云和雨，风级处于 1 至 5 级之间，日期类型包

括工作日、周末和节假日。 

基于断面客流训练集数据和 PSO 算法对 SVR 预

测模型进行参数寻优，得到“海淀黄庄—中关村”断

面客流适应度变化曲线，如图 3 所示。对于“海淀黄

庄—中关村”断面，预测模型最佳惩罚系数 C=2.14、

核函数参数 g=6.53，全局适应度值即模型 MSE=0.012。

其中，断面预测模型参数寻优过程中，根据文献分析和

先验经验将 PSO 参数设置为：maxgen=250、sizepop= 

25、c1=1.3、c2=1.5、w=1， min =0.01CX ， max =120CX ，

min =0.01gX ， max =800gX 。 

 

图 3  PSO 算法寻优的 SVR 模型参数种群适应度值变化曲线 

Figure 3  Change curve of SVR model parameter population 

fitness value optimized by PSO algorithm 

为了分析 PSO 算法优化 SVR 参数的合理性，利

用网格法对 SVR 预测模型进行参数寻优，模型寻优过

程中预测结果均方误差如图 4 所示。 
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图 4  网格法寻优 SVR 模型参数 

Figure 4  Grid search optimization of SVR parameters 

基于图 4 结果可知，该优化方法的预测模型最佳

惩罚系数 C=512、核函数参数 g=0.062 5，预测模型的

MSE 值为 0.015 119 大于基于 PSO 算法优化的 SVR

预测模型的 MSE 值 0.012。此外，根据模型训练结果

可知，基于 PSO 算法寻优 SVR 模型参数的种群最佳

适应度值(即 MSE)为[0.012，0.015]，而网格法优化的

SVR 预测模型 MSE 范围为[0，0.480]，后者波动范围

显著大于前者。因此，结果表明基于 PSO 算法参数寻优

的 SVR 预测模型具有更优的稳定性与准确性。 

3.2  模型预测及结果分析 

将测试集客流数据输入训练后的PSO-SVR客流预

测模型，经过迭代拟合计算预测“海淀黄庄—中关村”

断面客流，结果如图 5 所示。 

 

图 5  断面客流预测结果 

Figure 5  Predicting results of the section passenger flow 

整体来看，本文所提模型的预测客流趋势及规模

与真实值很接近。结合评价指标对模型结果进行分析

可知，“海淀黄庄—中关村”断面的预测 MSE=0.015、

决定系数 R2=0.947，均满足预测精度要求，表明构建

的 PSO-SVR 客流预测模型准确性较高。 

为验证模型在不同线路断面的有效性及可扩展

性，研究另选具有单峰客流特征且处于北京南五环附

近的“西红门—高米店北”下行断面开展轨道客流预

测对比分析，预测结果如图 6 所示。模型预测结果的

MSE 和 R2分别为 0.34 和 0.964，表明本文所提模型具

有较好的适应性和优越性。 

 

图 6  对比断面客流预测结果 

Figure 6  Predicting results of the contrastive  

section passenger flow 

选取支持向量机回归(SVR)和 LSTM 这两个模型

作为 PSO-SVR 模型参照，开展预测结果的对比分析，

验证本文所提客流预测模型的准确性。其中，LSTM

模型可有效刻画客流的时间特征且具有良好的模型

预测精度，是交通流量预测的代表性单模型。将“海

淀黄庄—中关村”断面的轨道客流测试集数据输入不

同模型进行训练计算，可得不同学习模型的客流预测

结果均方误差，具体如图 7 所示。 

根据图 7 结果可知，本文提出的组合优化模型结

果与实际客流数据波动情况一致性较高，预测结果相

对误差较小。而基于 SVR 模型和 LSTM 模型的客流

预测均方误差波动在部分时段较大，误差波动范围较

广，客流预测效果低于本文所提 PSO-SVR 模型。此

外，轨道交通客流规模与不同模型预测结果的误差值

之间存在正相关关系。 

同时，不同预测模型的 4 个误差评价指标具有明

显差异，具体结果如表 2 所示。通过表 2 的模型误差

指标分析可知，断面客流的 PSO-SVR 客流预测模型
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均方误差和平均绝对误差均小于 SVR 和 LSTM 模型，

分别为 0.0164 和 31.2；基于 PSO-SVR、SVR、LSTM

模型的“海淀黄庄—中关村”断面预测相对精度分别

为 0.9150、0.8533、0.8382，断面客流预测精度依次降

低，表明基于 PSO-SVR 算法的轨道交通客流预测模

型准确性较高。 

 

图 7  基于不同模型的断面客流预测误差分布 

Figure 7  Error distribution of section passenger flow 

prediction based on different models 

表 2  基于不同模型的断面客流预测误差 

Table 2  Section passenger flow prediction errors  

for different models 

误差指标 
修复模型 

MSE MAE R2 RA 

PSO-SVR 0.016 4 31.2 0.93 0.915 0 

SVR 0.028 7 54.7 0.88 0.853 3 

LSTM 0.029 3 59.1 0.86 0.838 2 

 

为了进一步对比分析本文所提模型的优越性，选

取研究背景与数据规模相似的已有研究进行对比分

析。本文与文献[14-15]中不同预测模型的评价指标对

比结果如图 8 和图 9 所示。结果表明，本文所提模型

较其他组合模型在预测精度和误差控制维度均具有较

好优势。 

4  结论 

城市轨道交通客流预测可评估未来某时间段内轨

道交通系统需要输送的乘客数量，准确预测轨道交通

客流变化规律可为城市轨道交通的规划设计、运营组

织和调度优化等提供科学依据。因此，本文利用 SVR

算法建立轨道交通客流预测模型并选取 PSO 优化算

法确定预测模型的最优参数组合，结合评估指标和 

 

图 8  模型与文献[14]篱笆房站点客流预测结果对比 

Figure 8  Comparison of passenger flow prediction results: 
proposed model vs. literature [14] (Libafang station) 

 

图 9  模型与文献[15]客流预测结果对比 

Figure 9  Comparison of passenger flow prediction results: 
proposed model vs. literature [15] (Libafang station) 

对比模型验证所提模型预测的准确性。研究主要结论

如下： 

1) 对比基于网格法参数寻优的 SVR 预测模型，采

用 PSO 算法参数寻优的 SVR 模型预测结果准确性更

高，MSE 取值范围仅为[0.012，0.015]。 

2) 结合天气、时段和日期类型 3 个影响变量的

PSO-SVR轨道交通客流预测结果的MSE值为 0.0164、

决定系数 R2 值为 0.93，表明以上变量可有效捕捉轨

道交通客流变化的特征条件，提高客流预测模型准

确度。 

3) 相较 PSO-SVR 轨道交通客流预测模型，SVR

模型和 LSTM 预测模型的 MSE 值较高，分别为 0.0287
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和 0.0293，而 RA 值较低为 0.853 3 和 0.838 2，进一步

表明本文所提模型具有较高的有效性与准确性。此外，

轨道交通客流规模与不同模型预测结果的误差值之间

存在正相关关系。 
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