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机器学习在搅拌摩擦焊接与增材制造
领域的应用现状与展望
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摘要：搅拌摩擦焊及其衍生的固相增材制造技术是避免熔化缺陷、实现轻合金构件高性能制造的有效手段之一。然而，

搅拌摩擦焊接与增材制造工艺涉及复杂的热-力-流-组织演变耦合过程，传统试错法的工艺优化方法面临巨大挑战。机

器学习的出现，为该领域的工艺理解与智能调控提供了变革性解决方案。本文系统综述了机器学习在搅拌摩擦焊接与

沉积增材制造中的应用进展，阐述了其在性能预测、缺陷检测与原位控制等方面的研究现状及数据处理策略。针对纯数

据驱动模型的局限性，重点探讨了物理信息机器学习的不同融合范式及其前沿应用。最后指出未来研究方向应聚焦于

进一步发展通用化预测模型、实现实时闭环智能控制、融合主动学习进行自主工艺探索，以期为推动该技术向智能化、高

性能化方向发展提供参考。
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Abstract：Friction stir welding and its derived solid-state additive manufacturing technologies stand as one 
of the effective approaches to avoid melting defects and achieve the fabrication of high-performance 
lightweight alloy components. However，the friction stir welding and solid-state additive manufacturing 
processes involve complex thermo-mechanical-fluid-microstructure couplings，posing significant challenges 
to traditional trial-and-error methods for process optimization. The emergence of machine learning provides 
a transformative solution for process understanding and intelligent control in this field. This paper presents a 
systematic review of machine learning applications in friction stir welding and additive friction stir 
deposition. It categorizes and elaborates on the current research status and data processing strategies in 
aspects such as performance prediction，defect detection，and in-situ control. Addressing the limitations of 
purely data-driven models，it focuses on investigating different fusion paradigms of physics-informed 
machine learning and their cutting-edge applications. Finally， it points out that future research should 
concentrate on further developing generalizable prediction models，achieving real-time closed-loop 
intelligent control，and integrating active learning for autonomous process exploration，aiming to provide 
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references for advancing these technologies toward intelligent and high-performance development.
Key words：friction stir welding；friction stir additive manufacturing；machine learning；process optimization；
process monitoring；physics-informed machine learning

搅拌摩擦焊（friction stir welding，FSW）作为一种

固相连接技术，通过高速旋转的搅拌头与工件摩擦生

热，使材料在高温条件下发生剧烈塑性变形从而产生

冶金结合。该技术在避免传统熔化焊缺陷的基础上，

具有热输入低、变形小、无烟尘和弧光污染等优势，广

泛应用于航空航天和轨道交通领域的同种及异种金

属焊接［1-2］。近年来，基于与 FSW 相同原理的搅拌摩

擦固相增材技术得到广泛关注［3］。该技术可分为以下

三种，分别为搅拌摩擦增材制造（friction stir additive 
manufacturing，FSAM），搅拌摩擦沉积增材制造（addi⁃
tive friction stir deposition，AFSD）和摩擦表面沉积增

材制造（friction surfacing deposition additive manufac⁃
turing，FSD-AM）［4-6］。

固相增材技术通过逐层堆叠与固相连接，能够直

接制造晶粒组织细小且致密的轻合金零件，为大型复

杂构件的高性能快速制造提供了新途径。FSAM 技

术以板材为原料，通过采用搅拌摩擦搭接焊方法实现

逐层增材，然而由于每次进行下一层增材时都要重新

进行装夹，因此该技术的灵活性和生产效率较低［7］。

FSD-AM 技术和 AFSD 技术均以棒料为原料，其中，

FSD-AM 技术利用棒料与基板之间的摩擦产热塑化

棒料，通过棒料的进给和行进形成增材层，然而由于

塑化材料缺乏约束从而形成较厚的飞边，该技术的材

料利用率较低［8］；AFSD 技术则通过轴肩与材料的摩

擦产热将棒料塑化，塑化材料最终在轴肩的约束下形

成沉积层，得益于该工艺优异的制造精度，其应用前

景十分广阔［9］。由于目前已有大量文献对搅拌摩擦固

相增材技术进行了综述，此处不再赘述其工艺细节。

尽管 FSW 及上述固相增材工艺相较于熔化制造

方法具有更突出的优势，但其复杂的多场耦合特征

（热-力-流-组织）带来了高度的不确定性。焊接/增材

构件性能不仅受工艺参数匹配度的制约，更与工具设

计、材料属性深度绑定，由此导致构件性能与相关变

量呈现复杂的非线性关系。此外，与FSW 不同的是，

搅拌摩擦固相增材技术涉及多层多道沉积，多次热循

环积累的热量会引发构件在空间上组织与性能的不

均匀性，这进一步加剧了该技术研究层面的复杂性。

因此，传统依赖“试错法”的工艺开发模式，在面对海

量参数组合时，不仅效率低下、成本高昂，更难以实现

焊接/增材构件“质量-效率-成本”的一体化精准调

控［10］。如何实现多重因素的精准设计、过程的监测控

制与性能的可靠预测，已成为制约其进一步工程化应

用的核心挑战。

机器学习（machine learning，ML）技术的兴起，为

破解上述多场耦合的复杂工艺提供了变革性解决方

案。ML能够从历史或实时数据中自动挖掘高维非线

性关系，构建从工艺输入到质量/性能输出的高精度

代理模型，进而实现缺陷的在线监测与原位调控、图

像识别与分类及性能预测和逆向设计［11］。这为 FSW
和固相增材技术的工艺理解、优化与控制开辟了一条

高效、智能的新路径。

考虑到目前搅拌摩擦固相增材领域的ML相关研

究几乎仅局限于 AFSD 工艺，因此，本文将系统梳理

ML 在 FSW/AFSD 领域的研究与应用进展。目前，

ML在AFSD领域的研究规模仍远小于FSW，但鉴于

AFSD本质上是FSW原理在增材制造领域的拓展，二

者在热-力耦合机理上高度相似，因此 FSW 领域积累

的成熟算法能够为 AFSD 提供直接指导。本文介绍

了 FSW/AFSD 领域常用的 ML 算法，随后分类综述

了ML在FSW领域性能预测、过程监控与原位控制三

方面的应用，并介绍了 ML 在 AFSD 领域的最新应用

进展。针对纯数据驱动模型的局限性，重点探讨了物

理信息机器学习（physics-informed machine learning， 
PIML）的基本范式及其应用，最后总结并展望了该交

叉领域的发展趋势与未来研究方向。

1　FSW/AFSD领域常用ML算法概览

图 1所示为FSW/AFSD领域ML算法分类，依据

训练数据有无标注信息及监督形式的差异，ML 主要

涵盖监督学习、无监督学习、半监督学习与强化学

习［12］。而从学习任务的目标来看，则常被划分为分

类、回归及聚类等不同类型，其中，回归和分类是基于

标签训练数据并进行预测，属于监督学习；聚类则是

在无标签情况下根据数据自身特征发现其内在结构，

属于无监督学习［13］。目前FSW/AFSD领域几乎没有

无监督学习相关研究，主要使用监督学习用于回归和

分类任务。

人工神经网络（artificial neural network，ANN）是

目前 FSW/AFSD 领域最常用的算法，根据结构可将
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其分为前馈神经网络（feedforward neural network，
FNN）、全连接神经网络（fully connected neural net⁃
work，FCNN）、多 层 感 知 器（multilayer perceptron，
MLP）和深度神经网络（deep neural network，DNN）。

其中，FNN 是特征单向流动的基础结构，通过反向传

播算法（backpropagation neural network，BPNN）更新

权重以最小化预测误差［14］。MLP和DNN是含隐藏层

的扩展结构，DNN 隐藏层更多，属于深度学习范畴。

ANN还有针对特殊数据的变体：循环神经网络（recur⁃
rent neural network，RNN）处理时间序列（如焊接过程

参量），卷积神经网络（convolutional neural network，
CNN）处理图像像素，图神经网络（graph neural net⁃
work，GNN）处理图结构数据以及径向基函数神经网

络（radial basis function neural network，RBFNN）、随机

向量函数链接网络（random vector functional link，
RVFL）等。

决策树（decision tree，DT）、支持向量机（support 
vector machine，SVM）和 K-近邻（K-nearest neighbor，
KNN）是常用的分类算法，DT 和 SVM 通过调整后也

可用于回归任务，分别称为决策树回归（decision tree 
regression，DTR）和支持向量回归（support vector re⁃

gression，SVR）［15］。DT 结构简单、可视化程度高，但

在训练过程中极易过拟合，而通过集成多个弱学习器

的集成模型很好地解决了这一问题，例如随机森林算

法（random forest，RF）和极端梯度提升（eXtreme gra⁃
dient boosting，XGBoost）［16］。

早期研究还常用响应面法（response surface meth⁃
odology，RSM）和模糊逻辑（fuzzy logic，FL）算法。

RSM能建立输入-输出的数学解析关系，以响应面（三维

曲面）呈现，但仅能展示两变量全局关系［17］。FL基于模

糊规则模仿人类决策，用于自动控制或回归预测［18-20］。

由于 ML 算法众多，因此同一目标任务通常有多

种选择。表 1［21-29］为FSW领域回归和分类任务不同输

入-输出特征常用的 ML 算法。实际上，FSW 领域已

有大量研究对不同的ML算法进行了对比。传统方法

如 RSM、线性回归（linear regression，LR）和多元线性

回归（multiple LR，MLR）在处理复杂非线性关系和高

维交互作用时局限性明显，其预测精度与泛化能力弱

于先进ML模型［22-23，30］。先进算法并无绝对最优，其性

能取决于任务、特征工程（即构造新特征提升预测性

能）、数据特性及算法结构，例如BPNN在特定分类任

务中可能优于传统分类算法［25-26］。

此外，不仅要选择合适的ML算法，还需要通过结

构优化来提升模型性能。以 ANN 为例，其优化主要

涉及两方面：一是内部参数（权重和阈值）的优化，二

是模型训练前设定的超参数（如隐藏层的层数及神经

元数量、学习率等）的优化。大量研究广泛采用元启

发式算法用于优化神经网络的结构，这类算法受到自

然现象或群体智能启发，具备强大的全局搜索能力，

能够处理高维、非线性、多模态的复杂优化问题。同

时，这类算法还常被用于单一目标和多目标优化任

务，例如通过寻找最优工艺参数以最大化接头的

UTS，或者同时优化 UTS和伸长率（elongation，EL）。

FSW领域常用的元启发式算法如表2所示［14，31-47］。

绝大多数元启发式算法都需要与特定的ML模型

结合，其中，ML模型充当描述输入特征与输出特征之

图1　FSW/AFSD领域ML算法分类

Fig.1　Classification of ML algorithms in the FSW/AFSD domain
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间复杂关系的代理模型；而元启发式算法则充当优化

器，用于优化模型内部参数或训练前设定的超参数。

当元启发式算法用于单一目标或多目标优化时，其作

用是负责选择一组候选解，以最大化通过代理模型获

得的目标函数。

2　ML在FSW领域的应用现状

ML在FSW领域的应用种类繁多，从输出结果与

核心目标来看，主要可归纳为性能预测、缺陷检测和

原位控制三大方向。性能预测致力于建立工艺、过程

与最终力学性能之间的关联模型；缺陷检测旨在通过

多源信息识别焊缝内部缺陷；原位控制则侧重于利用

实时反馈或预测模型，动态调节工艺参数以保障焊接

过程的稳定性与焊缝质量的均一性。以下将分别对

这三方面的研究现状进行详细阐述。

2.1　性能预测

性能预测主要包括宏观层面的拉伸性能、疲劳寿

命、腐蚀速率、冲击韧性以及微观层面的显微硬度、晶

粒尺寸、某一相的占比等［30，48-52］。大部分研究聚焦于

预测接头的拉伸性能，主要以工艺参数（转速、焊速、

倾角、针长和搅拌针轮廓等）和过程参量（轴向力、峰

值温度、声发射信号、电机电流等）和图片特征（纹理

局部轮廓特征、分形维数）作为输入特征［13，20-21，31，53-54］。

若使用过程参量预测力学性能，大多数研究通常

从整条焊缝采集的时间序列信号中提取特征，例如，

从声发射信号中提取总命中数与平均计数值，或对采

集信号进行小波包变换，再对所得特征进行主成分分

析以筛选出更重要的特征作为输入［20-21］。然而，该方

法主要用于焊后预测，无法实现焊接过程中对力学性

能的实时预测。

Mishra 等［55］尝试在焊接过程中对 UTS 进行实时

预测和原位控制以使UTS达到期望值。在训练阶段，

他们收集了不同工艺参数的力、扭矩和电机功率信

号，并对对应焊缝进行拉伸实验获得UTS。将三种信

号进行离散小波变换后获得离散小波变换系数作为

两个BPNN模型的输入，分别以UTS和工艺参数作为

输出。将模型部署到云端后，焊接过程中三种信号每

表1　FSW领域回归和分类任务常用的ML算法

Table 1　Commonly used ML algorithms for regression and classification tasks in FSW field
Task type
Regression

Classification

Input feature
Rotational speed，welding speed，shoulder 
diameter
Motor current features extracted by wavelet 
packet transform
Rotational speed，welding speed，shoulder 
plunge depth
The time domain and frequency domain features 
of three directional welding force signals，the 
time frequency spectrogram converted from time 
series of the axial force，the statistical features of 
equipment vibration signals
Time series of three directional welding forces 
and torque

Output feature
Ultimate tensile strength 
（UTS），tensile shear 
strength，yield strength 
（YS）
Presence or absence of 
defects，pin status （good，
material adhesion，
fracture）

Available ML algorithm
ANN，SVR，Gaussian process regression 
（GPR），LR，MLR，RF，gradient boosting 
regressor （GBR），AdaBoost regressor 
（ABR），RBFNN，BPNN
BPNN，SVM，DT，KNN，RF，logical 
model tree （LMT），Hoeffding tree

CNN，RNN，BPNN

Reference
［21-24］

［25-29］

［27-28］

表2　FSW领域常用的元启发式算法

Table 2　Commonly used meta-heuristic algorithms in FSW field

Algorithm name

Particle swarm optimization （PSO），non-dominated sorting 
genetic algorithm Ⅱ （NSGA-Ⅱ），genetic algorithm （GA），

whale optimization algorithm （WOA），beetle swarm 
optimization （BSO）

Grey wolf optimizer （GWO），ant colony optimization （ACO）

Hunger games search （HGS），henry gas solubility 
optimization （HGSO），marine predators algorithm （MPA）

Underlying 
ML model
BPNN

RBFNN
RVFL

Optimization objective

Single-objective optimization，multi-objective optimization，
primary objective optimization with multi-objective 
constraints，hyperparameter optimization，internal parameter 
optimization
Single-objective optimization，internal parameter optimization
Internal parameter optimization，hyperparameter optimization

Reference

［14，31-41］

［42-44］
［45-47］
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8 s 就会向云端传递一次，模型据此预测当前的 UTS
和工艺参数。若UTS达到期望值，则维持焊接参数不

变；若未达到，则调整工艺参数。该方法成功实现了

UTS的实时预测与控制，对长焊缝生产至关重要。然

而，该方法工艺参数调整的跨度较大，且在高 UTS目

标下，控制结果易使参数趋同。这一现象可能与模型

的训练假设有关，即认为同一段焊缝的UTS与其对应

的信号是均匀一致的，这使得模型更侧重于学习不同

工艺参数间的宏观差异，而对焊接过程中其他因素引

起的实时扰动关注不足。

2.2　缺陷检测

缺陷检测根据输入特征的不同可以分为基于工

艺参数和基于焊接过程参量两类。然而，仅使用工艺

参数往往表现出较低的预测准确性。Guan等［56］在同

一工艺参数获得的同一条焊缝上间隔取样，发现在同

一参数下有可能出现不同种类的缺陷和无缺陷的情

况。因此，在焊接过程中保持相同的工艺参数并不足

以控制焊缝的成形。Das等［21］进一步研究发现相同工

艺参数下采集的电机电流存在差异，并直接导致接头

力学性能的波动。上述研究共同说明，焊接过程参量

比预设的工艺参数更能有效地反映焊接状态的微观

波动，在缺陷检测与分类方面具有显著优势。结果表

明，将三向力特征作为输入相比于工艺参数能实现更

高的缺陷预测精度［25］。

随着检测手段的提升，研究者们往往采用多源特

征融合的方式，如图2所示。通过将不同来源的输入特

征相互结合，以更全面地描述焊接过程。孙屹博等［57］

采用声发射对焊缝进行焊后检测并使用多层神经网络

对缺陷进行分类，分别采用三种方法（短时傅里叶变

换、小波变换、梅尔频谱）提取声发射信号特征，将三者

通过特征融合的方式构建多特征向量作为输入，获得

了97.06%的平均分类准确率，相比于使用单一特征提

高了18%。除了融合一种信号通过多种处理方式获取

的特征之外，还可以将不同采集方式获得的输入特征

进行融合。例如，徐胜［54］将工艺参数、焊缝表面照片特

征、搅拌头温度时间序列三者共同构造特征向量，采用

BPNN模型预测焊缝力学性能，获得了80%的预测准确

率，相比于仅使用工艺参数的50%准确率提升显著。

多源特征融合能够更加全面地覆盖 FSW 过程的

大量细节信息，然而过多的输入特征不仅会让模型更

加复杂，导致训练时间过长，还会引发过拟合从而降

低模型的泛化能力，并且不同的特征之间可能存在相

关性，这会造成信息冗余，导致不利于研究每个特征

与输出特征之间的联系［26］。因此通常需要通过主成

分分析等特征降维手段筛选并减少输入特征数量。

研究表明，特征降维能够有效提升模型的预测准确性

和泛化能力［25-26］。

然而，传统的机器学习方法（如 BPNN）依赖于特

征提取手段，既难以自动提取时序/空间特征，也难以

捕捉参数间的长期依赖关系，同时对高维输入处理能

力较弱。虽然通过手动特征提取的方式处理时间序

列信号是目前的主流手段，但是这些提取方法往往容

易丢失关键信息。针对上述问题，近年来发展的深度

学习能够自动从原始时间序列中提取深层时序特征，

无需繁琐的手工设计，即可端到端地学习参数间的复

杂依赖关系。目前已有许多研究尝试直接将时间序

列信号作为模型输入。例如，Rabe等［28］将三向力及扭

矩的时间序列作为 CNN 和长短期记忆网络（long 
short-term memory，LSTM）模型的输入，用于预测焊

缝是否存在缺陷。其训练数据集基于两种 UTS差异

图2　多源特征融合与特征降维示意图

Fig.2　Schematic diagram of multi-source feature fusion and feature dimensionality reduction
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较大的铝合金和两种不同的板厚，结果发现，两种深度

学习模型均能实现跨材料、跨厚度的缺陷检测，但在泛

化时准确率会下降，且单一子集的分类准确率高于全

数据集。Hartl等［27］也尝试将轴向力时间序列直接作为

RNN模型的输入，并与将时间序列转换为时频谱图作

为CNN模型的输入进行对比，发现后者的准确性更高。

如前所述，现有研究大多集中在焊后阶段，即基

于焊接过程参量或多源数据进行预测，或直接采用声

发射、超声波探伤、超声衍射时差法等技术进行缺陷

检测。虽然这些方法能够利用ML替代人工的经验判

断，但仍难以实现焊接过程中的实时缺陷检测［57-59］。

Boldsaikhan等［60］通过改变工艺参数获得了不同焊缝，

并在每条焊缝的固定位置切取金相试样以判断是否

存在缺陷；同时，在该位置附近采集多个前进阻力（Fx）

和侧向力（Fy）的时间序列，通过提取两种信号的多个

频谱特征作为 BPNN 的输入，用于判断是否存在缺

陷。该方案利用一条焊缝上不同位置采集的信号进

行缺陷检测，所得结果与对应位置金相试样的缺陷检

测结果非常吻合。由于完成一次缺陷检测所需时间

（包括指定信号段的快速傅里叶变换（fast Fourier 
transform，FFT）时间与 BPNN 前向传播时间之和）仅

为0.01 s，表明该算法完全具备实时缺陷检测的能力。

2.3　原位控制

由于材料批次差异、装配误差和搅拌头磨损等不

可控因素，在相同的工艺参数下，焊接过程仍然可能

出现波动，导致性能差异或焊接缺陷的产生。而原位

控制能够通过纠正过程偏差，保障焊缝质量的稳定性

和一致性。在 FSW 过程中，常见的被控制量包括轴

向力及温度，主要通过调节转速、焊接速度及轴肩下

压量来实现被控制量的稳定［61-64］。实现有效控制的关

键在于找到对被控制量最直接、响应最灵敏的工艺参

数作为调节量。例如，在T形接头的搅拌摩擦搭接焊

中容易发生错边缺陷，Fleming等［61］基于轴向力与搅拌

头偏移量之间的直接关系，提出通过调整偏移量使轴

向力始终稳定在最大值，从而确保搅拌头始终居中。

从控制策略上，原位控制主要分为基于滞后的反

馈控制和基于ML的预测性智能调节。基于滞后的反

馈控制（如PID控制）在控制过程中，将被控量与目标

值进行比较得到误差，控制器根据误差输出对工艺参

数的调节指令。例如，任剑剑［62］对比研究了PID、模糊

PID及模糊神经网络PID在调节轴肩下压量以控制轴

向力方面的表现，并已成功将其集成于控制软件中用

于实际焊接实验。基于ML的预测性智能调节则能够

根据 ML 模型来预测参数调节后的结果，从而获得更

合理的调节量，有助于实现更高精度、更稳定的控制

过程。储龙飞［63］以转速、焊接速度和轴肩下压量为输

入，以轴向力为输出，构建了BPNN模型。焊接时，将

轴向力达到预期值设为控制目标，通过传感器采集当

前轴向力与预期轴向力对比获得实时偏差，模糊控制

器据此计算焊接速度调整量，BPNN根据调整后的新

焊速预测轴向力，将预测值与期望值进行对比，若不

一致则重新计算焊接速度调整量，如此不断循环，直

到找到能使预测值逼近期望值的焊接速度。

更进一步的发展是无传感器的原位控制。其核

心思路是利用ML模型预测值替代物理传感器的测量

值，构建闭环控制系统。例如，张喆等［64］以转速、焊接

速度和焊接位移为输入，以搅拌头前导点温度为输

出，构建BPNN模型。该方法能够预测不同工艺参数

下前导点温度随焊接位移的变化。在控制阶段，采用

该模型的预测温度值替代红外测温仪的实测值，并将

预测温度与目标温度的偏差作为模糊控制器的输入，

模糊控制器通过调节转速实现温度的闭环稳定。由

于 BPNN 模型能够基于新工艺参数给出对应的预测

温度，他们就可利用 Simulink仿真在 BPNN 提供的虚

拟温度响应环境中检验模糊控制器的控制效果，其流

程如图 3所示。该方法展现出摆脱物理传感器依赖，

图3　FSW前导点温度原位控制流程图

Fig.3　Flowchart for in-situ control of leading-point temperature in FSW
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实现更便捷、低成本智能控制的潜力。

综上所述，ML在FSW领域的应用正逐步从单一

的“性能预测”向“实时监测”与“智能闭环控制”演进，

其核心优势在于能够挖掘传统经验公式难以描述的

工艺参数、过程信号与接头质量之间的强非线性映射

关系，为实现焊接质量的数字化管控提供了新范式。

然而，该领域仍面临严峻挑战，受限于设备特异性与

工具几何形状，FSW 工艺参数缺乏统一标准，导致不

同研究之间的数据难以迁移共享，且高质量标注数据

的获取成本高昂。基于监督学习的模型在数据不足

的情况下极易出现过拟合，限制了模型的泛化能力与

工业推广价值。尽管如此，探索ML在FSW中的应用

仍极具研究价值。鉴于 FSW 过程的高度复杂性与强

耦合性，纯粹的物理建模往往难以兼顾精度与效率。

ML 作为一种数据驱动的工具，虽不能完全替代物理

机制研究，但能有效填补理论空白，是实现焊接过程

从“经验试错”向“智能预测”转型的关键路径，对于降

低研发成本、保障重大装备焊接质量的稳定性具有重

要的工程意义。

3　ML在AFSD领域的应用现状

作为一项新兴的固相增材工艺，AFSD 领域的

ML 相关研究尚处于起步阶段，但仍然可以沿用与

FSW 领域相似的 ML 应用思路，例如，通过回归和分

类模型分别进行性能预测和成形质量分类［65］。预测

内容包含UTS、EL、显微硬度和沉积层实际厚度［65-67］。

模型的输入参数通常以工艺参数（转速、行进速度、沉

积层设定厚度、是否预热和进料速率）和过程参量特

征（温度均值、进料力均值、轴向力均值、扭矩均值和

三向力特征）为主［65-67］。

在 AFSD 的原位控制方面，与张喆等［64］设计的

FSW前导点温度控制系统类似，Merritt等［68］基于嵌入

AFSD 增材工具头的热电偶获得的温度时间序列，构

建了一个回声状态网络，该网络可根据当前温度和转

速预测温度变化率，通过对温度变化率进行积分即可

获得下一时刻的温度值，从而实现仅依靠初始温度和

转速预测整个温度时间序列。同时，他们设计了一个

控制器，通过改变转速实现温度的闭环控制，而回声

状态网络基于转速和当前温度预测下一时刻温度的

能力，为控制器的测试提供了无需真实实验的过程模

拟。这为开发 AFSD乃至更广泛的 FSW 领域的闭环

控制器，构建了一个能够加速开发周期、大幅降低验

证成本的可靠虚拟测试平台。

4　PIML在FSW/AFSD领域的研究进展

ML在FSW/AFSD领域的成功应用，得益于其处

理高维数据、挖掘复杂非线性关系的能力。然而，这

种纯数据驱动的模型本质上具有“黑箱”特性，其内部

的决策逻辑与预测依据难以追溯。这种不可解释性

削弱了模型预测结果的可信度与用户的接受度，研究

人员难以判断其预测是源于数据中的本质规律，还是

噪声或虚假关联，这限制了模型的进一步优化与缺陷

诊断。提高模型可解释性的方法主要包括使用内在

可解释模型（例如决策树及其衍生模型）和可解释性

分析方法（例如 SHAP，SHapley Additive exPlana⁃
tions）［69-70］。

此外，基于特征可视化的敏感性分析是理解“黑

箱”模型的另一有效途径。例如，Han等［71］针对电子背

散射衍射（electron backscattered diffraction，EBSD）传

统微观结构描述符的局限性，采用预训练 VGG16 网

络从 EBSD图像中提取了高维微观结构特征，通过主

成分分析获得了 5个主成分作为核心描述符。随后构

建了图像再生网络，通过独立、系统地调整单一主成

分的数值并观察再生图像的变化，从而将抽象的数学

特征与直观的物理属性（晶粒尺寸、取向等）明确关联

起来，成功解释了这些主成分的物理意义。这种“高

维特征提取→降维→特征逆向可视化解释”的方法为

建立可解释的工艺-结构关联提供了新范式。

然而，即使提高了可解释性，模型仍因缺乏物理

约束，其预测结果可能违反物理规律，可信度与泛化

性受限。同时，这些模型高度依赖由耗时费力的实验

获取的高质量数据集［72］。在实验成本高昂的 FSW/
AFSD领域，小样本数据极易导致模型过拟合，难以应

对工艺参数与条件变化带来的挑战。传统的纯解析

或数值模型（基于物理的模型）能模拟不同尺度物理

行为，揭示内在机制，但也存在固有局限：首先，模型

简化依赖于近似假设，可能无法完全捕捉过程变异与

不确定性；其次，依赖于实验结果校准模型参数；最

后，高计算成本与复杂性也限制了对复杂几何与微观

结构的精确、高效模拟［73］。因此，将物理先验知识嵌

入ML模型的PIML模型，成为关键发展方向。PIML
融合两者优势，利用物理规律约束数据驱动过程，从

而增强模型的物理一致性、预测可靠性与泛化能力，

并降低对海量实验数据的依赖。目前，PIML 可大致

分为以下 5类：基于物理的特征工程、基于数值模拟的

ML输入和输出、基于物理的ML架构、数据驱动的物

理模型矫正和基于物理的损失函数修改。
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4.1　基于物理的特征工程

基于物理的特征工程旨在将领域知识转化为具

有明确物理意义的输入特征。例如，单独根据流速、

特征尺寸或流体黏度均无法区分流动状态，但将它们

通过物理定律组合成无量纲数（如雷诺数），则能有效

判别层流与湍流［74］。在 FSW/AFSD 中，这体现为将

转速、焊接速度等原始工艺参数转化为表征热输入与

材料变形的复合特征。该方法将物理理解直接嵌入

特征层面，引导模型学习更本质的规律，从而显著提

升回归与分类任务的准确性、可解释性，并缓解对海

量数据的依赖。例如，Dewan等［75］引入无量纲速度比

来表征热输入的大小，发现随着无量纲速度比的增

大，轴向力逐渐减小，由轴向力和无量纲速度表示的

无量纲参数 EFI，能有效区分冷、热和标准无缺陷

焊缝。

4.2　基于数值模拟的ML输入和输出

数值模拟是弥补实验数据不足、深化物理理解的

关键工具，既能为ML模型提供输入数据，也能提供输

出数据。模拟为模型提供输入数据时，可利用数值模

拟计算实验手段难以获取的关键物理场变量，并将其

作为ML模型的输入特征。这些场变量能更直接地反

映工艺过程的物理本质，从而引导模型学习更具泛化

能力的规律，显著提升预测准确性。

Du等［76］将通过解析模型和数值模拟获得的应变

率、温度、最大剪切应力和扭矩作为输入特征，分别使

用 DT 模型和 NN 模型预测焊缝是否存在孔隙缺陷，

其分类精度显著高于仅将工艺参数和材料性质作为

输入特征的方法。此外，这种方法在解决跨尺度预测

难题上展现出独特价值。以微观组织演化为例，从宏

观工艺到微观组织的精确物理建模极为复杂，而 ML
则提供了一条高效替代路径。例如，Fratini等［77］将通

过模拟获得的局部应变、应变率、温度和 Zener-
Hollomon参数等场变量作为输入，以实验测得的局部

晶粒尺寸为输出，训练ANN模型，实现了对焊缝横截

面晶粒尺寸的整体预测。该方法直接构建了从物理

场到微观组织的黑箱映射，绕过了复杂的微观组织演

变方程与跨尺度计算，为关联宏观工艺与微观组织提

供了一条全新的技术路径。对于部分可测但成本高

昂的数据，借助模拟进行补充生成，可大幅减少实验

次数，在降低成本的同时保证数据集的物理完备性。

模拟为模型提供输出，是指将模拟结果作为 ML
模型的输出特征。此时，训练完毕的 ML 模型则成为

数值模拟的代理模型，其核心优势在于能够以极低的

成本逼近原始模拟的输入-输出关系，从而极大地加速

计算效率。对于涉及强非线性、多场耦合的复杂物理

模型，其单次计算往往耗时数小时甚至数天。当研究

需要进行参数敏感性分析、不确定性量化，尤其是涉

及多目标工艺优化时，通常需要成千上万次运行模拟

以评估不同参数组合下的性能，此时构建用于快速预

测的代理模型几乎是必选项［78］。

然而，该方法的核心局限在于高度依赖数值模拟

的可靠性。若模拟本身存在误差或未经验证，所构建

的代理模型将继承甚至放大这些错误，导致预测失

效。因此，必须通过实验数据对模拟进行严格校准，

确保其物理保真性，才能保障 ML 模型的实际应用

价值。

4.3　基于物理的ML架构

基于物理的 ML 架构，其核心在于将领域知识深

度嵌入 ML 模型的结构设计中。在这种范式下，NN
被设计为物理系统的“求解器”或“函数表示器”，其输

入和输出被赋予明确的物理意义，或者网络的结构模

块与物理过程的子阶段严格对应，从而使模型的架构

本身就内嵌了物理定律的数学形式，即使在数据稀缺

或外推区域，其预测也天然具备物理一致性和可解

释性。

在 FSW/AFSD 领域，已有研究者探索并构建了

基于物理的ML架构。例如，Koch等［79］依据能量守恒

建立搅拌头温度变化率与输入功率、热损失之间的常

微分方程框架，并使用神经网络来表征方程中的复杂

函数关系，通过自动微分和反向传播进行训练，最终

基于功率时间序列实现了对搅拌头下压和停留阶段

温度时间序列的高精度预测。另一项研究则更具系

统性，Shi 等［80］根据 AFSD 过程中工具头和沉积层热

循环的物理阶段，为不同阶段量身定制了差异化的

NN 模块，针对工具产热和增材层传热模块采用

FCNN，而针对工具冷却模块则采用非线性自回归外

生输入网络，其模块化设计思想如图 4所示。这些模

块的输入、输出和拓扑结构设计均体现了对热传导物

理过程的理解。该模型不仅能精准预测训练过的工

况，在预测新测量位置或新工艺参数下的热循环时也

展现出优异的泛化能力，验证了物理引导的架构在应

对数据外推挑战时的有效性。

4.4　数据驱动的物理模型矫正

数据驱动的物理模型矫正，其出发点是一个已经

存在的基于机理构建的物理模型（如解析模型或数值

模型）因包含难以理论确定的参数（如摩擦因数、热边

界条件）或简化假设而存在误差。此类方法的核心是

利用实验或高保真数据，通过 ML技术来“矫正”这个

预先存在的物理模型。ML 在此扮演“校准器”或“逆

向求解器”的角色，根据实验数据反演出最符合观测
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结果的物理参数值，这不仅显著加速了传统上依赖试

错的参数调优过程，更重要的是，为那些原本难以直

接测量的关键物理参数提供了基于实验数据的定量

确定途径。

采用 ML 方法通过实验获得的热循环曲线矫正

CFD 边界条件关键参数，如图 5 所示。Wang 等［81］以

通 过 计 算 流 体 力 学（computational fluid dynamics，
CFD）获得的热循环曲线特征为输入，以对应的边界

条件参数为输出训练 ANN 模型，随后将实验获得的

热循环曲线输入训练好的 ANN 模型，即可反推出最

可能令CFD模拟和实验结果吻合的边界条件参数，从

而实现对 CFD 模型的快速校准。在更复杂的数据驱

动矫正中，贝叶斯框架可同时优化参数并量化其不确

定性。Zhu等［82］构建了包含CFD代理模型、系统偏差

和测量噪声的物理信息贝叶斯框架。研究者首先用

高斯过程建立从工艺参数及待矫正界面参数（滑移

率、背板传热系数）到温度场关键特征（经主成分分析

提取）的代理模型。随后，利用少量实验数据，通过马

尔可夫链蒙特卡洛算法在参数空间进行搜索。该方

法不仅为界面参数找到了最优值，还量化了其不确定

性，实现了对物理模型更高置信度的概率性矫正。这

为研究外场（如超声、热辅助）作用机理提供了新途

径：通过校准不同外场下的关键参数，可直接定量验

证其改变界面接触状态等底层物理假设，超越了传统

仅从宏观效果反推机理的局限。Shi等［83］则展示了从

数据中直接“学习”控制方程数学形式的方法。该方

法假设温度变化率是工艺参数、过程变量等的未知函

数，通过构建候选数学项函数库，利用基于稀疏混合

整数优化的符号回归模型从中筛选重要项并确定系

数，从而得到显式的控制方程。相比纯黑箱模型，该

方法所得方程兼具预测能力与物理可解释性，为从数

据反演更基本的物理关系提供了新途径。

4.5　基于物理的损失函数修改

基于物理的损失函数修改，其典型代表是物理信

息神经网络（physics-informed neural network，PINN）。

该方法的核心动机源于求解复杂物理场问题的固有

挑战。与常微分方程主要描述单一变量的演化不同，

描述温度场、流场等的偏微分方程，其解是在高维时

空区域上定义的函数，求解时需同时满足多个控制方

程、边界条件及初始条件，这构成了一个在多维函数

空间中寻找特定解的复杂问题。在 PIML 的范畴内，

PINN 方法为此提供了一种独特的求解思路：它将控

制方程、边界条件及初始条件的残差作为惩罚项直接

纳入NN的损失函数，从而将上述复杂的边值/初值问

题转化为一个可微分的优化问题。相比之下，对于常

微分方程问题，通常直接使用传统的数值积分器更为

高效，因此较少采用需要构建此类复杂损失函数的

PINN方法［79］。

在FSW/AFSD领域，PINN方法已展现出其解决

多物理场问题的潜力。Kim等［84］首次将PINN应用于

图4　针对AFSD过程不同热阶段定制的物理引导模块化NN架构

Fig.4　Physics-guided modular NN architecture customized for different thermal stages of the AFSD process
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FSW 过程，针对其瞬态热传导问题，通过构建包含控

制方程与边界条件残差的损失函数，成功预测了不同

转速下焊缝对接面内的温度场演变。其结果与有限

元模拟吻合良好，验证了该方法在 FSW 热过程建模

中的有效性。针对更为复杂的 AFSD 过程，Gnana⁃
sambandam 等［85］构建了一个同时求解速度场、压力场

和温度场的 co-PINN模型，其核心创新在于设计了一

种双分支网络架构：一个分支的全连接网络专门用于

预测耦合的速度场与压力场，另一个独立的全连接网

络分支则专门预测温度场，两者共享相同的空间坐标

输入。这种设计巧妙地平衡了物理精度与计算效率：

既避免了将所有物理量置于单一网络下导致的优化

冲突，也规避了为每个物理量单独建网带来的过高计

算成本。该 co-PINN模型通过将控制方程残差、边界

条件与实验数据共同纳入损失函数进行优化，计算速

度相比于有限体积法提升了至少 4倍，在仅使用 20%
实验数据标定的情况下，其预测精度显著超越传统有

限体积法。这些开创性工作证明了PINN框架在本领

域的适用性，同时也预示着在更复杂的工艺-组织-性
能关联建模等方面，仍有巨大的研究空间待探索。

相较于传统数值模拟方法，PINN 展现出多方面

的显著优势［85］。在计算范式上，PINN 具有“无网格”

的先天优势，通过在整个计算域内均匀随机采样坐标

点来实现离散，从而摆脱了传统数值模拟对复杂结构

化网格的依赖。在对实验数据的处理上，PINN 可完

全不依赖实验数据，仅凭控制方程和边界条件进行求

解；而当获得部分实验数据时，PINN又能将其自然地

融入损失函数，实现对稀疏、非结构化多源数据的有

效融合，从而获得更高精度的物理-数据融合解。

尽管 PINN 在上述方面展现出显著优势，但其相

较于传统数值模拟仍存在明显局限性。在求解精度

和收敛性方面，由于损失函数通常包含偏微分方程残

差、边界条件、初始条件及可能的实验数据项，这些目

标在优化过程中相互竞争，导致训练难以平衡，容易

陷入局部最优，并且神经网络通常难以捕捉边界附近

的剧烈变化特征，因此其求解精度通常低于传统数值

模拟［86-87］。在训练效率和计算成本方面，由于 PINN
依赖自动微分求解高阶偏导数，存储的大量中间变

量会大幅增大内存占用，随着问题维度的升高，计算

域内的采样点数量呈指数增长，进一步加重计算

负担［88］。

PIML 通过在传统数据驱动模型中融入物理知

识，为FSW/AFSD领域的建模、预测和优化提供了新

的范式，其具体架构差异如图 6所示。与此同时，表 3
总结了五种主要PIML应用形式相对于传统ML方法

的核心改进与特点。

综上所述，PIML通过上述多种途径，有效地将物

理机理、数值模拟与数据驱动方法相融合。这种融合

图5　采用ML方法通过实验获得的热循环曲线矫正CFD边界条件关键参数

Fig.5　Correction of key CFD boundary condition parameters based on experimentally measured thermal profiles using ML methods
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不仅增强了模型的物理一致性、预测准确性和外推泛

化能力，还通过引入物理引导的特征、结构或约束，提

升了模型的可解释性，并降低了对大规模、高成本实

验数据的依赖，为解决FSW/AFSD领域中小样本、高

维度、强非线性等传统难题提供了强有力的工具。

5　结束语

ML 与 PIML 的研究与应用，正深刻推动 FSW 及

其衍生的固相增材制造技术从基于经验的工艺开发

模式，向数据与物理模型共同驱动的新范式演进。

ML在挖掘工艺-性能复杂关系、实现过程状态感知与

预测方面展现出强大能力，成为工艺优化与质量调控

的核心智能工具。而 PIML 通过将物理定律、数值模

拟与数据驱动模型深度融合，有效增强了模型的可解

释性、物理一致性及在小样本条件下的泛化能力，为

揭示工艺本质、构建跨尺度关联提供了新途径。然

而，当前研究大多仍处于实验室验证阶段，模型的工

程适用性与鲁棒性有待在实际生产环境中进一步检

验。基于此，该领域未来有望在以下方向取得突破：

（1）发展通用化模型。当前研究大多针对特定材

料在有限工艺窗口下构建预测模型，其泛化能力受

限。面对同种金属不同牌号、异种材料组合等海量可

能性，依赖穷举式实验获取训练数据的方式将难以维

系。未来研究需将材料物性参数深度融入特征工程

与模型架构，构建能够理解材料-工艺-性能内在关联

的通用模型框架，实现单一模型对多材料体系、多工

艺路径下服役性能和工艺窗口的兼容预测，从而大幅

图6　五种PIML方法的结构差异

Fig.6　Structural differences among five PIML methods

表3　五种PIML应用形式与传统ML方法的比较

Table 3　Comparison of five PIML application paradigms with traditional ML methods
Application form of PIML
Physics⁃based feature 
engineering
ML input/output based on 
numerical simulation

Physics⁃informed ML 
architecture

Data⁃driven physics model 
correction
Modifying loss functions 
with physics

Core improvement over traditional ML
Transforming domain knowledge into input features with clear physical meaning，guiding the model to learn essential laws，
thereby improving model accuracy，interpretability，and reducing reliance on data volume
Using simulation data to augment or replace costly experimental data，providing key physical field variables difficult to 
obtain experimentally as inputs，or constructing efficient surrogate models to accelerate optimization，thereby enhancing the 
physical completeness and applicability of the model
Embedding the mathematical form of physical laws or process structures into neural network design，so that the model 
inherently maintains physical consistency，significantly improving prediction reliability and generalization capability under 
extrapolated scenarios
Using ML to efficiently and automatically calibrate key parameters in physical models，and even inversely deriving equation 
forms from data，achieving rapid optimization and uncertainty quantification of physical models
Incorporating physical constraints such as governing equations and boundary conditions as penalty terms into the loss 
function，achieving fused solution of physical laws and data，with advantages including mesh⁃free nature，high computational 
efficiency，and the ability to handle sparse and irregular data
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降低新材料、新工艺的研发成本与周期。

（2）实现闭环控制。尽管基于过程参量的缺陷检

测与性能预测研究已较为丰富，且部分算法已具备实

时处理能力，但真正实现焊接/增材过程中的原位闭

环控制研究仍相对匮乏。未来的控制策略应超越传

统的滞后反馈，深度融合基于 ML 的预测模型，构建

“感知-预测-决策-执行”的智能控制回路，以解决制造

过程中的质量不稳定难题，确保产品性能的一致性与

高可靠性。

（3）驱动自主工艺探索。虽然已有不少研究利用

多目标优化算法来探寻最优工艺参数，但此类工作大

多在获得一组“最优”参数后对模型的预测结果进行

实验验证，而未能形成“实验-学习-主动探索”的闭环。

且实验设计仍严重依赖研究者的先验知识或网格化

参数遍历，效率低下。未来需要构建以多目标工艺优

化为驱动的主动学习平台，使 ML 不仅能被动分析数

据，更能主动规划实验路径，在未知且复杂的工艺空

间中高效发掘潜在的最优解，实现工艺参数的自主寻

优与突破。

（4）深化 PIML 融合应用。尽管 PIML 在 FSW/
AFSD 领域已展现出潜力，但当前应用多集中于利用

物理知识构造特征或使用模拟数据等初级阶段，其更

深层次的价值远未得到充分挖掘。未来研究应在两

个维度上深入推进：一方面需要利用PIML解决“反问

题”，反演关键物理参数，为量化验证工艺机理提供数

据驱动工具；另一方面应当大力开发 PINN 等前沿算

法，并推动其从宏观过程模拟向工艺-微观组织-服役

性能的跨尺度一体化模拟迈进，从而使该领域从经验

试错向基于机理与数据的理性设计转变。
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